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Resumo

Neste trabalho é descrito uma seqiiéncia de procedimentos para estimar parimetros,
selecionar ordem e avaliar a robustez dos estimadores de modelos auto-regressivos de
ordem p, AR(p), por meio de inferéncia bayesiana e simulagio de Monte Carlo em
Cadeias de Markov (MCMC). Trés alternativas sdo consideradas para a densidade a
priori dos pardmetros do modelo. Para o primeiro caso, adota-se uma densidade a priori
ndo-informativa. Para o segundo, adota-se uma densidade conjugada normal-gama, e
para o terceiro, uma densidade informativa resultante do produto de uma a priori #-
Student, p-dimensional, com uma densidade gama. Diferentemente do primeiro e
segundo caso, a densidade a posteriori para a priori z-Student n3o possui forma padrdo,
ndo sendo possivel a amostragem direta. Neste caso a andlise a posteriori € efetuada por
meio de algoritmos de simulagio MCMC. Avalia-se também a previsdo de novos
valores da série e a influéncia do pardmetro de localizagdo da densidade a priori na
estimativa bayesiana dos pardmetros. Essa dltima andlise mostra que, de um modo
geral, 0 uso da densidade a priori 7-Student implica em estimativas mais robustas que
aquelas resultantes da normal-gama. Conclui-se que o uso de simulagdio MCMC torna o
processo de inferéncia bayesiana mais poderoso e flexivel, podendo ser facilmente
estendido para problemas de dimensdo/ordem maior, sem dificuldade adicional.

Palavras-chaves: Inferéncia bayesiana, Markov Chain Monte Carlo, selecio de modelo,
diagnéstico de convergéncia, previsao, robustez.

Abstract

In this work it is described a number of procedures that allows to estimate parameters,
select the order, and assess the robustness of the estimators for autoregressive models of
order p, AR(p), by means of Bayesian inference and Markov Chain Monte Carlo
(MCMC) simulation. Three alternatives for the prior density of the parameters are
considered. In the first case, a non-informative prior is used. In the second case, it is
used a normal-gamma conjugate prior, and for the third case, it is adopted a informative
prior obtained from the product of a p-dimensional #-Student density with a gamma
density. Unlike the first and second case, the posterior density for the third case is not in
a standard form, which difficults direct sampling. In this case, the posterior analysis is
carried out through MCMC methods. It is also evaluated the prediction of new values
for the times series under study, and the influence of prior location parameter on the
bayesian estimates of the parameters. It is shown that the use of a #-Student prior density
implies in more robust estimates than those from normal-gama prior. We can affirm that
MCMC simulation makes the bayesian inference a more flexible and powerful tool,
being easily extended to higher dimension problems.

Keywords: Bayesian inference, Markov Chain Monte Carlo, model selection, convergence
diagnostics, prediction, robustness.



1. Introducao

Uma abordagem de muito interesse na andlise de séries temporais € a bayesiana. Este
trabalho aplica técnicas bayesianas para ajustar modelos auto-regressivos de ordem p,
AR(p). Em geral, esta abordagem considera o uso de densidades de probabilidade para
representar informacdes a priori sobre os pardmetros do modelo. O objetivo desse
trabalho € utilizar a abordagem bayesiana e técnicas de simulagio de Monte Carlo em
Cadeias de Markov (MCMC) para estimar pardmetros, selecionar modelos, fazer
previsOes e avaliar a influéncia do pardmetro de localizag@o das densidades a priori na
estimativa a posteriori dos parimetros dos modelos AR(p). Esse tipo de influéncia foi
estudada por Choy & Smith (1997) em modelos lineares e resultados explicitos podem
ser obtidos somente em casos de regressdo simples (Rodrigues & Baba, 1994), ou
quando adota-se o modelo conjugado normal-gama (Broemeling & Land, 1984). Em
casos mais gerais como fazemos aqui, a influéncia dos pardmetros de localizagdo das
densidades a priori s6 pode ser avaliada usando técnicas de simulagio MCMC. Além
disso, apresentamos critérios de sele¢do de selegio de modelos baseados na densidade
preditiva ordenada (Oliveira, 1998) e no fator de Bayes, observando como tais critérios
podem ser utilizados na andlise de modelos de séries temporais.

Trés alternativas para as densidades a priori dos pardmetros do modelo serdo estudadas.
Primeiro, adota-se uma densidade ndo-informativa. Em seguida, usa-se uma priori
conjugada normal-gama. Neste caso, o estimador bayesiano para os pardmetros podem
ser calculados explicitamente (Broemeling & Land, 1984). Mostra-se adiante que 0
estimador bayesiano € uma média ponderada entre o estimador de médxima
verossimilhanga e o valor esperado da priori. Isto permite mostrar que a relacdo entre 0
pardmetro de localizagdo da priori € a estimativa de médxima verossimilhanga influencia
de maneira linear o estimador bayesiano dos pardmetros. Na terceira alternativa, utiliza-
se uma priori informativa #-Student, p-dimensional, para os pardmetros ¢'s € uma

densidade a priori gama para o inverso da varidncia dos resfduos ©=1/c2. Esta escolha

resulta em uma densidade a posteriori ndo-padrdo, a qual s6 permite uma anélise a
posteriori por meio de simulagio de algoritmos de Monte Carlo em Cadeia de Markov
(MCMC). Aqui serdo adotados os algoritmos Amostrador de Gibbs (Casella & George,
1992) e Metropolis-Hastings (Chib & Greenberg, 1995).

Os resultados desse trabalho mostram as vantagens e flexibizagdo do processo de
inferéncia bayesiana pelo uso de técnicas de simulagio MCMC, principalmente no que
diz respeito a selegdo de modelos, previsdo e andlise de robustez para os estimadores.
Os resultados provém da andlise de quatro séries temporais, duas simuladas e duas
provenientes de medidas reais referentes a vazdes médias mensais de rios.

2. Modelos Auto-regressivos - AR(p)

Considera-se um processo {Z, , r € N.}. Assim, um modelo linear auto-regressivo de
ordem p, AR(p), € aquele cujo o valor corrente do processo Z; é expresso como uma
combinagdo linear de seus p valores passados Z.1, Z2, ..., Zip € de um ruido branco a.
Considera-se que o ruido {a;, ¢ € N,} é um processo i.i.d. N(0,6%). Um modelo AR(p)
pode, entdo, ser escrito da seguinte forma:

Zg = ¢1Z,_1 + ¢2Zp.2 + ...+ ¢le-p + a;



O problema da escolha de um modelo AR(p) adequado a uma determinadas série
temporal divide-se em vdrias etapas: identificacdo e selecio da ordem do modelo,
estimag¢do dos pardmetros @i, ¢z ,...., §p € T, e predicdo e andlise de robustez. Neste
trabalho, estas etapas serdo implementadas por técnicas bayesianas e para efeito de
comparacdo as estimativas sdo calculadas por simulagio MCMC e explicitamente
quando isto for possivel.

3. Andlise Bayesiana do Modelo AR(p)

A andlise bayesiana de modelos AR(p) comega através da escolha de uma fungdo
densidade de probabilidade a priori para os pardmetros ¢ = (¢1, 92, ..., ¢)' € T. Notando
que a funcdo de verossimilhanga aproximada, assumindo as p-primeiras observagoes Z,,
¢é dada por:

N-p

LptiZ)xt * exp{ —% [¢-6)xx¢-$)+2z-2yz-2)]} @B

em que (5 =(X'X)"'X'Z é a estimativa de m4xima verossimilhanca condicionada as p-
primeiras observagGes (Box & Jenkins, 1976) e Z= Xf . Percebe-se que L(¢,Tl Z) tem

a forma de uma densidade normal-gama. Portanto, uma primeira sugestdo de densidade
a priori € a conjugada normal-gama.

3.1 Priori Nao-Informativa

Quando se tem pouco ou nenhum conhecimento prévio a cerca da distribui¢cdo ados
parimetros de um modelo, em geral, adota-se a densidade a priori de ndo-informativa de

Jeffreys (Box & Tiao, 1973). Assim, supondo ¢ = (91, ¢2, ..., §,)' e T independentes,
tem-se que a densidade conjunta a priori pode ser dada por:

Io(@, T) o< 1/7, >0 (3.2)

Combinando-se a fungdo de verossimilhanga (3.1) com a priori (3.2), chega-se a
seguinte densidade a posteriori:

(N-p) _

N@w=t *  ep{-Zl@drxx@-h)+@-2yC-2)1} 63

Neste caso em particular, é possivel determinar analiticamente as densidades marginais
e condicionais para os pardmetros ¢ e T, integrando diretamente a Equagdo (3.3). As
densidades marginais serdo tteis para determinar o valor tedrico pontual do estimador e
sua varidncia, enquanto que as densidades condicionais serdo teis na simulagdo
MCMC. Procedendo desta forma, as seguintes densidades marginais sdo obtidas
(Oliveira, 1998):

N-2p
2

T(tlZ) = gama( JB-Z Y -Z D) (3.4)



TI(¢Z) = ¢-Student(N-2p, ¢, N-20)X’XNZ -Z)Z-Z)I") (3.5
As densidades condicionais, por sua vez, sdo dadas por (Oliveira, 1998):

T1(tl ¢, Z) ~ Normal(§, (tW)™) (3.6)
TI(¢lt, Z) ~ Gama( (N-p)/2, B) 3.7

ondeB-—[(¢»¢)’X’X<¢¢)+<z Zyz-2)e w=x’xy.

De posse da densidade marginal a posteriori dos pardmetros, os estimador bayesianos ¢
e Ty sdo dados pelo valor esperado a posteriori de (3.4) e (3.5), ou seja, ¢b E@Z)e T
= E(7lZ). Logo, tem-se:

E(lZ) =% = (N2p)(Z-2(Z-2)]",  Var(tl2) =20W-2p)(2-2 ) @-2))*
E(¥2) = ¢ = (X’X)'X’Z, Var($iz) = (X’X)"'[(Z- Z )'(Z- Z)))/(N-2p-2)

Percebe-se que, neste caso, quando se usa densidade a priori ndo-informativa, o
estimador bayesiano coincide com o estimador de mdxima verossimilhanga.

3.2 Priori Conjugada Normal-Gama
Para se obter a densidade a posteriori dos parimetros (¢,T) é necessdrio a especificagdo

uma densidade a priori. A forma da fungdo de verossimilhanga (3.1) sugere a utilizagdo
de uma densidade a priori conjugada Normal-Gamma. Desta forma, tem-se:

Io(Pit)=TT,(¢it) I1, (1) (3.8)

onde:

14
Mm@y o2 exp{ ~= [ P@w] } ~Naw P

I, (t)< t*" exp{-Br} ~ Gama(a, B)
De tal forma que:

p+2a

M@ et exp{ ~2 [2B+pyP@m] }

onde LeR’,Pe R”? e, PBe R.

Combinando-se a verossimilhanga (3.1) com a densidade a priori (3.8) obtém-se a
densidade a posteriori:

(N+2a)_

M(gaiZ)<t 2 exp{ —w -%(Mb)’V(M,,)} (3.9)

onde,



V=XX+P
o= X'X+P)'(X'Z +Pp)

D=B+ %[(z'z +uPu)-(x'Zz+Pu)(x'x+P)'(x'Z +P|J,)]
O uso da priori conjugada normal-gama implica em uma densidade a posteriori também

normal-gama. Assim, determina-se a densidade a posteriori de 7, integrando-se (3.9)
com relagdo ao vetor de pardmetros ¢. Procedendo dessa forma, obtém-se:

(N—p+2c¢)_ P
Neiz)<t *  expf-w}fv” exp{ -2 (800 Vig-gw) } o
¢
(N—p+2a)_

MtlZ)<t *  exp{-D}

onde [y corresponde a p integrais J _L

O valor esperado e a varidncia a posteriori de T sdo, entdo, dados por:

E(tlZ) = (N - p + 20).(2D)™! (3.10)
Var(t1Z) = E(t1Z) (D)’ (3.11)

Lan¢ando mdo do mesmo procedimento, agora integrando em relagdo a T, obtém-se a
densidade marginal a posteriori para os pardmetros ¢:

(N+2a)

Nz [7c = exp{ -2 [(6-6Vig-90) +2D] } e

(N-2a)
TI($Z) o< [(¢-¢5)'V(§-¢s) +2D] 2 (3.12)
A Equacdo (3.12) pode ser rescrita, reagrupando termos, como:
(¢—¢b)w(¢_¢b) e
- . 3.18
el l:l " N-p+2c 2

onde W=(N-p+ 20)V(2D). Portanto, o vetor de parimetros ¢ obedece uma
distribuicdo a posteriori #-Student, p-dimensional, com v = (N-p+2a) graus de
liberdade, vetor de localizag@o ¢ ¢ matriz de precisdo W.

O vetor de pardmetros ¢ pode ser estimado tomando-se o valor esperado da densidade a
posteriori (3.13), e a matriz de covaridncia dos pardmetros pode ser obtida diretamente
da matriz de precisdo W. Ou seja,

E(#Z) = ¢ = (X'X + P) (X'Z + uP) (3.14)

v . (x'x+PJ'(2D)
= — = 3.15
Var(¢i2) 1)—2w (N-p+20-2) ek




A Equagio (3.14) apresenta a estimativa bayesiana do vetor de pardmetros ¢ como uma
média ponderada da estimativa de médxima verossimilhanca ¢ e do pardmetro de
localizacdo, u, da densidade a priori. Ou seja:

¢ = (X'X +P)'(X'Z + uP)= (X'X +P)'[(X'X)¢ + uP) (3.16)
A Equagio (3.16) pode ter seus termos reagrupados de modo a ser rescrita como:
=9 +XX+P'Pué) (3.17)

Escrita dessa forma, conforme sugerido por Pericchi & Smith (1992), a Equagdo (3.17)
pode ser usada para avaliar a influéncia do pardmetro de localiza¢do da priori no valor

final da estimativa bayesiana ¢. Como pode-se averiguar, a diferenca (Pr-9) é
linearmente proporcional a diferenca (u-¢). Esta propriedade serd confirmada
numericamente na se¢do de resultados através de simulagdes usando MCMC.

3.3 Priori Informativa t-Student para ¢ e Priori Gama para T

Considera-se agora, para o vetor de pardmetros ¢, uma densidade a priori z-Student, p-
dimensional, com k graus de liberdade, vetor de localizagdo i e matriz de precisdo P.
Para o pardmetro T, atribui-se uma densidade a priori gama com hiperpardmetros o e f3.
Desta forma, tem-se:

To(¢ir)=IT,(git) I1, () (3.18)
onde
(k+p)
nl(¢)°< |:1+(¢—ﬂ):(¢_ﬂ):| % (3.19)
11, (t)ec t* expf-Br} (3.20)

Os coeficientes ¢ podem ser considerados independentes com uma matriz de correlagdo
dada por X = kP Y(k-2). A priori ITg(@it) resultante do produto de (3.14) e (3.15) serd
doravante chamada de priori -gama. Assumindo-se independéncia entre ¢ e T, a andlise
a posteriori € feita multiplicando-se a verossimilhanga em (3.1) com as densidades a
priori em (3.14) e (3.15):

N-p+2a

T($TZ) «c T 2 exp{-‘c[B+ ]+}n(¢) (3.21)

onde B(¢)= Qb ¢)X X (¢ ¢) ( )(Z Z) Percebe-se que a densidade conjunta
a posteriori ndo tem uma forma padrdo. Portanto, a avaliagdo das densidades marginais
a posteriori pode ser feita por meio de métodos de simulagdo estocdstica do tipo Monte

Carlo em Cadeia de Markov, usando algoritmos como o Amostrador de Gibbs (Casella
& George, 1992) e Metropolis-Hastings (Chib & Greenberg, 1995). Além disso, ndo ¢



possivel chegar a uma equagéo semelhante a (3.12) que estabelece a relhgﬁo entre ¢, ¢;
e U, portanto esta relagdo serd analisada também via simulagio MCMC.

4. Critérios de Sele¢do de Modelos

Uma vez escolhido vdrios modelos e calculado seus paridmetros, o passo seguinte é
escolher o modelo mais “parcimonioso”, ou seja, aquele que tem o menor nimero de
pardmetros possivel e menor varidncia dos residuos. A sele¢do do modelo é de extrema
importancia pois a escolha de um valor “pequeno” demais para p pode levar a uma
representacio inadequada da série, enquanto que um valor “grande” pode levar a um
grau de complexidade desnecessdrio.

Critérios AIC e BIC

Dentre os critérios mais utilizados para sele¢do de modelos estdo o critério de
informagdo de Akaike (AIC) e o critério de informacdo bayesiano de Schwarz (BIC).
Estes critérios tém as seguintes formulagGes (Akaike, 1974; Schwarz, 1978):

AC=n(62)+ 2 @.1)

MIn(N)

BIC = In(5? )+ 4.2)

onde M = p+1 é o nimero de pardmetros e N € o tamanho da série em questdo. Portanto,
nota-se que as equagdes (11) e (12) quantificam o chamado “critério da parcim6nia”.
Escolhendo M ¢ ¢ para minimizar o AIC e o BIC, estamos obtendo um compromisso
entre um ajuste acurado (pequeno S (&)) e consequentemente pequeno 32) e parcimdnia
na parametrizagio (nimero adequado M de pardmetros).

Densidade Preditiva Ordenada

Outra possibilidade estd no uso de critérios bayesianos para selecdo de modelos via
simulagdo MCMC (Gelfand & Dey, 1994; Carlin & Chib, 1995). Bastante comuns sdo
aqueles baseados na densidade preditiva ordenada a posteriori (Chang, 1995; Oliveira,
1998). A densidade preditiva para Zy.x dado Znik1 = (Zi, Zo, <oy ZN, ooy ZNek1)’ € OS

pardmetros ¢ e T dada por:
» T 4 [
0= T1Zntl Znr) o Jole 20X 12 Zyus =L 0Z s | IO W2)dps 4.3)
i=1

onde I1(¢, tlZ) € a densidade a posteriori para os parimetros ¢ e <.

A Equag@o (4.3) pode também ser calculada usando as observagoes B i=1,2..p0
7 obtida por simulagio MCMC. Neste caso, a densidade preditiva é estimada por

Cy =H(ZN+k | Z i)



6))

N 1=/ .. . 2
Ck =—Z(Tm )1/2 exP{_%I:ZNu ‘Zlq’.wzuu-i] } “4.4)

m j=1

Procede-se da seguinte forma: 1) Determina-se o gréfico de &, (I)x k (k =1, 2, ..., n)
para | diferentes modelos; 2) Calcula-se (1) = [T4, () para cada modelo /, e escolhe-se

k=l
o modelo que produza o maior valor para &(7).

Fator de Bayes

Pode-se ainda determinar 0 modelo via fator de Bayes, definido como:

& _M(z1Mm,)

g = 4.
"“nlz M) @)

onde I1(ZIM;) € a fungdo de verossimilhanga marginal para todo o conjunto de dados Z
(Raftery, 1996), definida como:

@ M) = [ L1, 7, M)T1(9, M) dpar 4.6)

onde M, € o modelo AR(p) sendo analisado, I1(¢, tIM,) é a densidade a priori e L(Zl9, 7,
M,,) é a fungdo de verossimilhanga dada por (Box & Jenkins, 1976; Oliveira, 1998):

N-p T N
L(Z\p, T, M) < T 2 exp{—z Yy (Z, -9,Z,_, —...—¢,Z,_p)z} 4.7)

t=p+l

A verossimilhan¢a marginal pode ser estimada, usando as amostras geradas por
simulagdo MCMC, da seguinte maneira (Raftery, 1996):

fi(z lM,,)=i)"j Lz 199,79, M) 4.8)
m j=1
fzim,)=|L% LI ) 4.9)
» m = L(Z Iq)(.l)’,t(l),Mp)

De acordo com o critério do fator de Bayes, prefere-se o modelo M; ao modelo M; se:

2 __H(ZIM,-)<1

;== (4.10)
"z im,)






