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Resumo

Neste trabalho apresentamos a analise Bayesiana de modelos de séries temporais auto-
regresivos de ordem p AR(p), considerando trés alternativas de densidades a priori para os
parimetros. Primeiramente consideramos a priori ndo informativa de Jeffreys, onde a densidade a
posteriori marginal, para os parametros do modelo, pode ser calculada analiticamente. No
scgundo caso, adotamos uma fung@o densidade a priori conjugada normal-gama. No terceiro caso
adotamos uma densidade a priori informativa 7-Student, p-dimensional, para os pardmetros, e uma
priori gama para o inverso da variancia dos residuos. Neste caso a analise a posteriori s6 pode ser
feita usando-se algoritmos de simulagdo em cadeia de Markov, MCMC. Nos trés casos estudados,
utilizamos o algoritmo de simulagdo MCMC para fazer a previsdo de valores futuros da séric para
varios passos a frente e também para aplicar o critério de selegdo de modelos utilizando a
densidade preditiva.

1. Introducio

A anidlise de modelos de séries temporais € uma ferramenta muito importante em varias
areas, tais como, engenharia, econdmia e outras. A inferéncia desses modelos ¢ feita geralmente
maximizando-se a fun¢do de verossimilhanga para os dados [Box, Jenkins e Reinsel, 1994]. Uma
abordagem alternativa proposta na literatura ¢ a analise bayesiana [Broemeling e Land - 1988]. A
vantagem do uso dos método bayesianos é permitir a consideragio de informagdes a priori sobre
os parametros do modelo na analise. Apesar disso a analise bayesiana geralmente leva a problemas
numéricos de dificil solugdo. No entanto com o surgimento de algoritmos de simulagao de Monte-
Carlo baseado em Cadeias de Markov, essa técnica tomou novo impulso [Casela e George-1992].



O uso desses algoritmos para ajuste de modelos de séries temporais vem sendo feito com sucesso
[Mcculloch e Tsay -1994], [de Alba -1993].

O objetivo deste trabalho é fazer a anilise Bayesiana de modelos de séries temporais
quando diferentes densidades a priori sio adotadas destacando as caracteristicas particulares de
cada modelo. Na analise bayesiana estudamos os modelos auto-regressivos considerando trés
alternativas de densidades a priori para os pardmetros deste modelo. Primeiramente consideramos
a priori ndo informativa de Jeffreys, onde a densidade a posteriori marginal, para os pardmetros do
modelo, pode ser calculada analiticamente e mostra-se que o valor esperado dessa posteriori
coincide com o estimador de maxima verossimilhanga. No segundo caso, adotamos uma fungio
densidade a priori conjugada normal-gama. Aqui, as densidades a posteriori também podem ser
calculadas analiticamente, resultando em uma densidade #-Student p-dimensional para os
pardmetros do modelo e uma densidade gama para o inverso da varidncia dos residuos. A anélise
da expressio do estimador de Bayes, para os pardmetros do modelo, mostra que este estimador ¢

uma média ponderada entre o estimador de maxima verossimilhanga e o valor esperado da
densidade a priori.

O uso de densidades a priori conjugadas em geral recebe criticas por serem estas fungdes
pouco realista para tratamento de problemas reais. Para contornar estas criticas adotamos no
terceiro caso uma densidade a priori informativa 7-Student, p-dimensional, para os parimetros e
uma densidade a priori gama para o inverso da varidncia dos residuos. Isto resulta em uma
densidade a posteriori ndo padronizada . Neste caso a analise a posteriori s6 pode ser feita
numéricamente. Aqui optamos pelo uso de algoritmos de simulagdo de Monte Carlo em Cadeia de
Markov (MCMC), do tipo Metropolis-Hastings [Chib e Greenberg - 1995] e Gibbs Sampling
[Casella e George - 1992] os quais vém se destacando com muita eficiéncia neste tipo de
abordagem, porém, exigindo para isso consideragdes praticas.

Um critério de selegio de modelos baseado na densidade preditiva ¢ aplicado. Esses
resultados sdo comparados com a anilise classica onde a identificagio do modelo ¢ feita através
da fungdo de autocorrelagio, FAC e fungio de autocorrelagdo parcial, FACP, a escolha do melhor

modelo para um conjunto de dados ¢ feita usando-se o Critério de Informagdo de Akaike AIC e o
Critério de Informagio Bayesiano BIC.

Este trabalho estd organizado da seguinte forma: na segdio 2 apresentamos o
desenvolvimento da fungdo de maxima verossimilhanga para um Processo AR(p). Na se¢io 3

apresentamos a abordagem bayesiana para as trés priori ¢ uma anélise preditiva com as priori
estudadas neste trabalho. Na segdo 4 apresentamos as densidades condicionais deduzidas da
abordagem bayesiana e o algoritmo MCMC para os modelos AR(p). Na segdo 5 é apresentado um
estudo numérico para dois conjuntos de dados gerados e um conjunto de dados real,

representando a componente estocastica de vazdes médias mensais em (m> /8) que chegam ao
reservatorio da hidroelétrica de Furnas, no sudeste do Brasil.



2. Processo Auto-regressivo, AR (p)

Considere a série temporal Z;, ¢t = 1,---, N gerada por um processo auto-regressivo de
ordem p, AR(p):

Zt = ¢1 Zt—l < + ¢pZ¢_p + a; (2.])

onde ¢ € R”¢ um vetor px 1, {a, ¢ =1,2,... } ¢ uma scquéncia de variveis alcatoria i.i.d.

N(0,77') e T =1/0* > 0. Vamos supor agora um conjunto de N observagdes para essa série
que denotamos por Z = (Z,1, ..., Zn)', e vamos denotar por Z, = (Z;, ..., Z,) as p
primeiras observagdes do processo. Escrevendo o modelo (2.1) como:

— Pdegy ~ vou ~ ¢pZt—p (2.2)

Podemos escrever que a densidade de probabilidade conjunta para {ay,
t=pp+1,...,N} como:

f (@ an|d, Zp) o 772" expf - Z a;}

t =p+l

A cquagdo (2.2) relaciona os ruidos (apyi,...,ay) com os dados Z e Z,. Levando em
consideragdo que a relagdo (2.1) tem Jacobiano unitario, podemos escrever a densidade de
probabilidade conjunta dos dados Z, condicionada aos p-primeiros dados Z,, como:

f(Z

¢, 7)o<wexp{—-z(7, $1 2t — ... — bpZip )’} (23)

tpH

Considerando o conjunto de dados Z e definindo-se a matriz X:

Zpi1 Z - Z 1
g | i [op= | @ T i ep=|
ZN ZN—P ZN N/xp d)ﬂ pxl



A fungdo dec verossimilhanga, associada com os pardmetros (¢, 7), condicionada aos
valores iniciais Z, pode ser escrita a partir de (2.3) como:

L($,7|2,2,) o« T expt = § (Z - X¢) (Z - X¢)} (24)
A fungéo dc verossimilhanga (2.4) ¢ chamada de fungdo de verossimilhanga aproximada

por ter sido construida a partir da densidade conjunta dos dados condicionada aos p-primeiros
valores Z,. Tomando-se o logaritimo de (2.4) podemos calcular os estimadores de maxima

verossimilhanca (EMV) para ¢ e 7, seja:

U, T|Z.2,) = In(L($,T|Z.Z,)) = %5EIn(r) — 5(Z — X¢Y(Z — X$)  (2.5)
Derivando (2.5) com relag@o a ¢ e 7, e igualando a zero, temos:

aIn(L(¢,7|2,2Z,))

31“(£(‘/g:|z,zp)) — N2—pT—1 _ %(Z _ X¢)' (Z _ X¢)
Os EMV sio dados por:

$= (X'X)"'(X'2)

i

T = 52 - XY (Z - X9)

A L
Podemos mostrar que a variancia observada dos estimadores dos parametros ¢ sdo dadas
por:

Var( ;1\5 y=71(X'X)"!
Podemos verificar que:
(Z - XoY(Z-X$)=(Z2-2)Y(Z-2)+ (- $YX'X (¢ - $) (26)

onde Z ¢ dado por:

T & 2.7)



Substituindo (2.7) em (2.5) essa fungio pode ser escrita como:

L (¢, 7/2.2,) o 77 exp{ — 5[(6 -~ DY X'X (¢ — &) + (2 - 2(Z - 2)]} (2.8)

Notando que L(¢,T|Z,Z,) ¢ uma Normal-Gama, ou seja, L($|T, Z,Z,) ¢ Normal com
A
média ¢ e matriz precisio TX'X e L(T|¢, Z,Z,) é uma Gama.

2.1. Identificacio da Ordem do Modelo

Identificar a ordem de um modelo auto-regressivo consiste em determinar o valor de p, ou
seja determinar o numero adequado de termos que devemos considerar no modelo auto-
regressivo. A escolha de um valor pequeno de p, por exemplo, p =1 pode levar a uma
representag@o inadequada da série, por outro lado a escolha de um valor alto de p, por exemplo,
p = 6 pode levar a um modelo com um grau de complexidade desnecessario. O critério de escolha
do modelo adequado com o menor niimero de pardmetro possivel é denominado por Box et alii-
1994, como critério de parcimoniosidade. Dois critérios de escolha do modelo, propostos na
literatura que levam em conta o critério de parcimoniosidade sdo: o critério de Akaike AIC,
[Akaike -1974] ¢ o Critério dc informagdo Bayesiano BIC, [Schwarz -1978]. De acordo com
esses critérios escolhe-se o modelo AR(p) que minimize os valores dos critérios de AIC ¢ BIC,
onde 7 denota o EMV de 7.

AIC(p) ~ In?™" + 2@;}1—) =Ino? + ——2(’;’1)

BIC(p) ~ In?~' + (p+ l)%v—) =Ino® + (p+ l)%\,jll

3. Analise Bayesiana do Modelo AR(p)

A analisc Bayesiana de modelos AR(p) comega pela escolha de uma fungédo densidade a
priori para os parametros ¢ e 7.

3.1. Considerando Priori Nio Informativa.

Quando temos "pouca" informagdo sobre os parametros podemos adotar a priori ndo
informativa dc Jeffreys; [Box ¢ Tiao -1973]. Supondo ¢ ¢ 7, independentes, temos a densidade
conjunta a priori dada por:

y(¢,7) x1/7,7>0 (3.1)



Combinando-se a fungdo de verossimilhanga (2.8) com a priori (3.1), temos a densidade a
posteriori:

(¢, 7) o L(¢,7|12,2p) Ty (¢, 7) (3.2)
A densidade conjunta a posteriori (3.2) ¢ uma densidade Normal-Gama, dada por:

Nep A A A A |
(¢, 7) oc 777 ~texp{ — 5[(¢ — ¢) X' X(p — ¢) + (Z — 2)'(Z - 2)}} 3.3)

Neste caso em particular, onde estamos usando uma priori ndo informativa, podemos
calcular as densidades para os parametros ¢ e 7, integrando diretamente (3.3). Assim temos:

I(r) o 77 exp{ — $(Z — 2Y(Z - 2)} [yexp{ - 316 - $YX'X(6 - D)} dp  (4)

A integral (3.4) representa uma integral multipla para os pardmetros ¢. Resolvendo essa
integral temos:

1(7) oc T3 (N=2)~exp{ — 2(Z — 2)’(2 - 2)} (3.5)
Portanto 7 tem uma densidade a posteriori Gama ((ﬁg—zz), (Z - 2 ) (Z - 2 )/2).
temos entdo:
E(t|1Z) = (N —2p)[(Z - 2)(Z - Z)]!

Var(r|Z) = 2(N —2p) [((Z — 2)’(2 = 2)]_2

Para encontrar agora a densidade a posteriori para os parametros ¢, integramos (3.3) com
rclagdo a 7, temos:

I(#) o« [ 77 texp{ — 5[(¢ — ¢e) X' X (¢ — ¢) + (Z — Z)(Z — Z))}dr

1(¢) x [(¢ — $)X'X (¢~ &)+ (Z - 2Y(Z2 - 2)|"F



Apos algumas simplificagdes algébricas, podemos escrever a densidade a posteriori dos
paridmetros ¢, como:

T(¢) o [1 ol (¢— d])\)lvz(tb ¢)]— =1+ (¢-$2'V{¢—$!]—§(v+p)
P v

onde V = (N — 2p)(X'X)[(Z = 2)(Z — 2)]"' ev=N — 2p

Portanto ¢ tem densidade a posteriori ¢-Student, com v = (N — 2p) graus de liberdade,

A
vetor de localizagdo ¢ e matriz de precisdo V. O estimador bayesiano dos pardmetros, é o vetor
esperado a posteriori de ¢ ou seja, ¢, = E(p|Z). sendo:

E@|2)=¢=(X'X)"'X'Z

Ny = X'X)'\(2-2)(z-2
Var(¢|Z) _ ﬁv 1 _ ) ]\Il(—2p—)2( )]

Notamos que neste caso, quando usa-se densidade a priori ndo-informativa, o estimador
N
bayesiano coincide com 0 EMV, ¢, = ¢.

3.2. Considerando Priori Conjugada Normal-Gama

A fungdo de verossimilhanga (2.8) sugere o uso de uma densidade a priori coLnjugada
Normal-Gama. Assim, temos:

Io(¢, 7) = I (p|7) 2(7) (3.6)
I, (p|7) o T2exp{ — 5(¢ — p) P(¢ — )}
IIo(7) o< 7 'exp{ — BT}

onde ¢ C R?, P C RP ¢ a, [3 cscalarcs sdo hiperpardmetros. Combinando a fungdo de
verossimilhanga (2.8) com a densidade a priori (3.6) temos a densidade a posteriori dada por:



T($,7) o 7 5"~Lexp{ — TD}riexp{ — 5(¢ — ¢s)'V (¢ — )} (3.7

onde,
¢ = (X'X+ Py (X'Z + Pp)

V=XX+P
D=pB+3(Z2'Z+wPp)—(X'Z + Pp)(X'X+ Py Y (X'Z + Pu))
Devido a conjuga¢do, temos que a densidade conjunta a posteriori (3.7) ¢ uma Normal-

Gama. Assim, podemos determinar a densidade a posteriori de 7, integrando (3.7) com relagio
aos pardmetros ¢. Procedendo desta forma, temos:

N

TI(r) oc 7 5 ~texp{ — 7D} [y riexp{ - 5[(6 — 6V (¢ — 1))} do
M(r) < 7 2" ~'exp{ — 7D} (3.8)
Temos portanto que o valor esperado e a varidncia a posteriori de 7 s3o dados por:
E(t|Z) = (N — p+ 2a)(2D)™! (3.9)
Var(r|Z) = E(r|Z)(D)™! (3.10)

Da mesma forma, integrando (3.7) com relagdo a 7, temos a densidade marginal a
posteriori para os pardmetros ¢, dada por: ¢

TI(p) o Jy"r" 7" Yexp{ — Z[(¢ — ) V(6 — ) + 2D]} dr
T1($) o< [2D + (¢ — o) V (¢ — )]~ "+" (3.11)

reagrupando os termos, podemos escrever (3.11) como:

T1(g) oc [1 + E=QERlmt)|- 5 (3.12)

onde,

W = (N -p+2a)V(2D)!



Portanto, vemos que ¢ tem densidade a posteriori ¢-Student, p-dimensional, com
v= (N — p+ 2a) graus de liberdade, vetor de localizagdo ¢, e matriz de precisio W. Entdo
podemos cstimar os pardmetros ¢, pelo valor esperado da densidade (3.12) ¢ a matriz dc
covaridncia dos pardmetros pode ser obtida diretamente da matriz de precisdo W. Assim temos:

E($2) = (X'X + P)"'(X'Z + Py) (3.13)
_ v -l = XP)eD)
Var(glz) = 5 W = (N-pt2n-2) (314

Note de (3.13) que o valor esperado a posteriori, ¢, € uma média ponderada do estimador
N
de maxima verossimilhanga ¢ e da média da densidade a priori, ., ou seja:

¢ = (X'X +P)"N(X'Z + Pp) = (X'X + P)'[(X'X)b + Pu] . (3.15)

3.3. Considerando Priori ¢-Student

Supondo agora uma densidade a priori para os parimetros ¢, como sendo uma densidade
t-Student p-dimensional, com graus de liberdade «, e vamos considerar uma densidade a priori
Gama com parametros a e [ para 7, assim temos:

I, (¢) o (1 + EoelPe=p) ) (3.16)

(1) ox 7! exp{ — A7} (3.17)

com grau de liberdade «, vetor de localizagdo u e matriz de precisdo P.

A analisc a posteriori ¢ obtida combinando-se a fungdo de verossimilhanga (2.8) com
(3.16) e (3.17), desta forma temos:

(¢, 7) 7 7 ~exp{ — 7[8+ B(¢)/2]}IL; (9) (3.18)

onde:

B(¢) = (¢ — ¢) (X'X)b— )+ (Z - ZY(Z - 2).



Notamos aqui que a densidade conjunta a posteriori ndo é uma densidade conhecida,
portanto s6 podemos avaliar as densidades a posteriori marginais por meio de métodos de
aproximagdo, tais como o método de Laplace [Tierney, Kass e Kadane -1986] ou usando métodos
de simulagdo de Monte Carlo em Cadeia de Markov, tais como, Gibbs Sampling [Casela ¢ George
-1992] e Metropolis-Hastings [Chib e Greenberg -1995]. Neste trabalho vamos optar pelos
métodos de simulagdo por serem precisos e de facil implementagio computacional. Com a
finalidade de fazer uma ilustragdo do uso de algoritmos de MCMC vamos fazer uma estimagéo
dos parametros ¢ ¢ T para os casos em que temos prioris conjugada.

3.4 Analise Preditiva

O objetivo dos modelos de séries temporais € fazer previsdo de valores futuros da série,
ZNy1y LNty .en

Previsiio um passo a frente

Considerando uma observagdo futura Zy ;,dos dados Z = (Z,, Z,,...,Zn) .

Seja,
g P
1(Zn111Z, ¢, 7) o T2exp{ — 5(Zn41 — > b ZN—(:‘—J))Q} (3.19)
i=1
sendo:
P ) ) P p "
(Zny1 — ZlfbiZN—(i—l)) =ZNy1 —2ZNn Zl bi Zn—(i-1) + (; bi Zn—(i-1))
fazendo:
P ZN
ZN11 ) 0i ZN—(i-1) = [P1y- .-, Bp) ZN 11 : =¢'F
= ZN-(p-1)
e
P
(ZI bi Zn-(i-1))’ = ¢'E¢
onde F é uma matrizp X p (onde o ij" elemento é Z;_(;—1) Zi—(j-1)) € F é uma matriz p x 1

(onde o j' elemento é Zy 1 Zy—(j-1)). Assim temos a densidade preditiva condicional,

I (Zyi1|Z,¢,7) o Toexp{ — 5(Z%,, + ' E¢ — 2¢'F)} (3.20)

10



A preditiva posteriori condicional € dada por:
I(Zny1,8.7|1Z2) « 1(ZNn sy |Z,¢,7) 1 (,7|Z) (3.21)

onde II(¢,7|Z) é a posteriori condicional dos pardmetros dado as observagdes.

Modelo ¢om Priorig o Informativa

Considerando uma priori ndo informativa, a posteriori € dada por (3.3), fazendo o produto

temos:
(Zn41,671Z) o7 1 exp{ — (2 - ZY(Z - Z) + Z},,}
exp{ — 5[(¢ — &) V(¢ — b)) + ¢'E¢p — 2¢'F)} (3.22)
Integrando (3.22) em ¢ e 7 temos:
(Zn1|Z) o [1 + P(Z]QVL'Q;")Q]‘N__gM (3.23)
com
n=Q1-F'(V+E)"F)'F'(V+E)'C
V=XX
C=X'Z
P=(N-2p)(1-F*(V + E)"'F*)!
2D+CV-'C-C'(V+E)'(1-F"(V+E)'F")'C|!
onde F™* é um vetor p X 1 com o j** componente dado por Zn-(5-1)€F=1,..0,p.

Portanto (3.23) é a fungdo densidade preditiva um passo a frente, e é uma ¢-Student com
v = (N — 2p) graus de liberdade, localizagdao n e precisdo IP. Entdo podemos estimar o valor

csperado da densidade (3.23) ¢ a varidncia pode ser obtida dirctamentc da matriz de precisdo IP.
Assim temos:

E(Znn|Z) =1 - F*(V + E)" F)"'"F*(V + E)~'C

Var(Znn|2) = ;25 P

L

L pumamm— nas
2 ‘giwtioteca =
@ Yy,

11



Modelo com Priori Informativa Normal-Gama

Considerando uma priori conjugada Normal-Gama, a posteriori ¢ dada por (3.7), fazendo
o produto temos: :

(2N 41,6,712) o« 7775 exp{ — £[2D + Z} 1}

hexp{ - (@ — ) V(o — ) +$ES-24'F]} (329

Integrando (3.24) em ¢ e T temos:

. )2 N—p+2a+1
(Zwn|2) o [+ S5 (3.25)

com
n= (1 _ F*I(V +E)—IF*)—IF*I(V + E)—IC

V=XX+P
C=(X'Z+ Py
P=(N-p+2a)1-F"(V+E)'F)!
2D+C'V-'C-C'(V+ E)'(1-FY(V + E)'F*)"'C|!
Portanto (3.25) ¢ a fungdo densidade preditiva um passo a frente, e ¢ uma ¢-Student, p

dimenional, com v = (N — p + 2 a) graus de liberdade, localiza¢do 7 e precisdo IP.

Entdo podemos estimar o valor esperado da densidade (3.25) e a varidncia pode ser obtida
diretamente da matriz de precisdo IP. Assim temos:

E(Zyy|Z)=(1-F"(V+E)"'F)'F'(V+E)'C

Var(Zy1|Z) = ,‘,‘3‘2‘ P!

12



Modelo com Priori Informativa ¢-Student

Considerando uma priori ¢-Student, a posteriori é dada por (3.18), fazendo o produto
temos:

(N-pt2a)-1

ZNH,¢T|Z)°(T ’ exp{ 2[ﬂ+Z12V+1}

on{ - }B(§) + B4 - 29/ P} 9 (326

Neste caso ndo € possivel integrar a equagdo (3.26), a previsdo de valores futuros so
podem ser calculados por simulagdo ou aproximag@o numérica.

3.5 Previsio k& passos a frente

Denotando por Zjos k valores da série a serem previstos e por Z,as ultimas p
observagdes, ou seja:

Zf . (Z(N'H)’ Z(N#?_), ceey Z(Nr|k)),
Zy = (ZN-(p-1)s ZN-(p-2)1 -+ ZN)'

Seja I1(¢,7|Z) a densidade a posteriori para os pardmetros ¢ e 7. A densidade preditiva
pode ser calculada por:

(Z|2) = [, [, 1Zl¢,7, Z,) T($,7|Z,) dpdr

onde f " denota as p-integrais f] PRy fp.
A previsdo dos valores futuros Z; pode ser obtida resolvendo-se a integral multipla,
E(Z|Z) = [ 2,1(2,|2) dZ;

E(Z;|2) = [ Z;[[, [, 1(Z/19,7, 2,) TU(¢,7|2,) dgpdr]dZ;

Alterando a ordem das integragdes temos,

E(Z\2) = [, [ B(Z;|6,7, 2,) ($,7]2,) dgdr (3.27)

13



Usando o modclo AR(p), temos:
ZNiky = DN ik=1) oo F OpZ(N—(p—k)) T+ AN 1K)

Colocando na forma matricial

1 0 0 .. 0
- 0 1 0

o

A = — ¢ — ¢ ! 0
—Pp-1 = (./’k—2 "'%k—ﬂ 1 kxk
. ¢P — ¢p—l — ¢Tl—2 S - ¢|
0 — ¢p —_ d)p_l elons T ¢2
B = 0 0 — ¢P oo = ¢3

Podemos escrever:
AZf -+ BZp =aqa
Z; = — A"BZ,, +A'a

onde @ € um vetor de variaveis aleatoria i.i.d. N(0,77'). Assim temos que Z; também ¢ um
vetor de variaveis aleatoria normalmente distribuida N [E(Z;|¢, T, Z),Var(Z;|¢, T, Z)| onde:

E(Z;\¢,7,2Z) = — A"'BZ, (3.28)
Var(Zslp,7,Z) =17"(A")(A") (3.29)

Substituindo (3.28) em (3.27) podemos calcular a previsio dos valores futuros Z,, no
entanto, para isso € necessario resolver a integral

E(Z,|2) = ff(— A~'BZ,)11($,7|Z) dpdr (3.30)
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A variancia ¢ calculada como:

Var(Zs|Z)=Ey.[Var(Zs|p,7,Z))+ Vary . [E(Zs|b, T, Z)) (3.31)

onde:
Ey.[Var(Zl¢,7,2)) = [, [ Var(Z;|¢,7, 2)11($,7|Z) dgpdr

= [, [ (A7) A Y 1($,712) ddr (3.32)

Devido a complexidade das expressdes (3.30) e (3.31) quando p > 2, geralmente essa
integral s6 pode ser calculada de forma aproximada. No entanto, mostraremos na se¢do 4 que

E(Z;|Z) e Var(Z;|Z) podem ser calculadas facilmente usando métodos de simulagdo de Monte-
Carlo.

3.6. Consideragdes sobre Sele¢io de Modelo

Na analise Bayesiana existem varios critérios para selecdo de modelo. Aqui vamos
considerar o critério baseado na densidade preditiva. A densidade preditiva para Zy,; dado
Zy=(2,,25,...,Zn,... Zn4x) € 0s pardmetros ¢ e T € dada por:

T(Zn 1kl Zk) o [, [ mhexp{ - g(zN_fk—éo,s,. Zn_i))?Y1(,7|Z) dpdT  (3.33)

A equagio (3.33) pode também ser calculada usando simulagdo de Monnte Carlo. Neste

caso a densidade preditiva é estimada por ¢, = l"\I(ZN.Fkle). Entdo fazemos o grafico de ¢,
versus k (k =1,2,...,n) para diferentes modelos, o maior valor de c; (em média) indica o

melhor modelo. Escolhemos também o modelo tal que ¢(l) = []c:(l) é maximo (I é o indice do
i=1

modelo).

4. Algoritmos de MCMC
4.1 Algoritmo Gibbs Sampling:

A técnica do Amostrador de Gibbs € usada para gerar varidveis aleatoria de uma
distribui¢do sem utilizar sua densidade. O Amostrador de Gibbs € essencialmente um esquema

iterativo de amostragem de uma cadeia de Markov cujo nucleo de transi¢do € formado pelas
distribui¢des condicionais.



Modelo com Prioris nio Informativa

Neste caso, tcmos uma densidade conjunta a posteriori, Normal-Gama, (3.3), dada por:

I(¢, 7) o 7'~ lexp{ — 5[(¢ — &Y (X' X)(¢ — &) + (Z - 2)(Z - 2)]}

As densidades a posteriori condicionais, sdo:

I(¢|r) ~ N($, (rV)™") 4.1)
I(r|¢) ~ (%52, B) (4.2)

onde, B = L[(¢ — ¢ (X'X)(b— &)+ (Z-2Y(Z2-2)], V = (X'X)™!

Modelo com Priori Informativa Normal-Gama

A posteriori conjugada para este caso dada por (3.7) é:

(p,7) o 7 5 " ~exp{ — TD}5exp{ — 5(¢ — 6u)'V (¢ — bv)}

As densidades a posteriori condicionais, sdo:

I($|7) ~ N(¢y, (TV)7") (4.3)

I(r|¢) ~ T(552, D+ 4 (d — ) V(b — b)) (4.4)
onde,

V=(X'X+P)

D=p+3(2'Z+uWPp)— (X'Z+ Pp)(X'X + P)"(X'Z + Pp)]
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passo 1: Inicialize o contador de iteragdes j = 1 e arbitre valores iniciais:

6O = (¢",....45), 7

passo 2: Obtenha os novos valores gerando-sc a partir das densidades condicionais como sc
segue:

Ut ~ TI(¢|71))

) o TI(r]pGH)

passo 3. Atualize o contador de iteragdes para j« j |1 e volte ao passo 2, repetir este
procedimento até a convergéncia.

Ap6s um numero grande de iteragdes as sequéncias geradas (¢’ e 77) convergirdo para
uma amostra aleatoria das variaveis ¢ ~ I1(¢) e 7 ~ I1(7). Para verificar se a convergéncia ja foi

atingida existem varios métodos [Cowles e Carlin -1996]. Neste trabalho vamos usar o critério de
Gelman e Rubin (1992).

4.2 Algoritmo Metropolis-Hastings & Gibbs Sampling:

Quando as distribui¢des condicionais ndo sdo facilmente identificadas nos usamos o
algoritmo dc Mctropolis-Hastings.

Modelo com Priori Informativa ¢-Student

Neste caso a posteriori conjugada é dada em (3.18).

(¢, 7) oc 7" 5 'exp{ — 7[B + B(¢)/2] }I1,(4)

As posterioris condicionais sdo:

I(p|7 ) oc 75 Texp{ — 7[B+ L(d — ¢V (X' X) (¢ — #)] 11 (9) (4.5)
I(7]p) ~ D(AL=22, B+ L B(¢)) (4.6)
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Aqui é conveniente escrever:

(|7 ) o U(¢) I (9)
onde: U(p) = Tﬁ%t')'a“exp{ - 7|8+ B(¢)/2]}
e usamos I, (¢) como nuclco para gerar os valores do pardmetro ¢ como sc¢ scguc:

1) Inicialize o contador de iteragdes com j = 1 ¢ arbitre valores iniciais com

0 0
o0 = (81", ¢5), 7
2) Obtenha um novo valor a partir da fung¢io transi¢do I, (¢, ¢*)

3) Calcule a probabilidade de aceitagdo do novo valor na iteragio j por:

1 caso contrario.

- ") j
a(¢l,¢") = {m’"{l’ o) se §(¢’) >0
4) Gerar u de Uniforme(0, 1] e faga:
¢’ caso contrario
O valor gerado ¢* ¢ aceito com probabilidade o ou rejeitado com probabilidade (1 — a).

5) Gerar 79 ~ Gama(7|¢'*")

6) Atualize o contador dc iteragdio j para j | 1 ¢ voltc para o passo 2 até¢ a convergéncia.
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4.3 Previsio usando MCMC

Retomando a equag@o (3.30) dada por:
E(Z|2) = [, [ (- A\ BZ,)1(¢,7|2) ddr

O valor esperado pode ser calculado usando algoritmos de simulagio de Monte-Carlo.
Para isso seja a amostra ¢/} = (¢(,J), (21 )); J=1,...,m gerados por simula¢io (Amostrador de

Gibbs ou Metropolis-Hastings). Podemos calcular E(Z;|Z) usando essa amostra, por:
E(Z;12) = £, — A7 (49)B(#9)Z,
j=1
Var(2/12) = [¢2,11(2|2)dZ;

Var(Z,|2) = 'Néff»(z.-)

Retomando as equagdes (3.31) e (3.32) temos:
Var(Z4|Z) = Ey.[Var(Zs|¢,7,Z)| + Vary, |[E(Zs|¢, 7, Z)]

Usando simulag@o de Monte Carlo podemos calcular cada termo desta equagdo como:
Ey:[Var(Zs|¢,7,2)) = 532 () [AT ($)][A™ (9D 4.7)
=1

sendo:
E(Zf|¢(j),7(j), Z)= — A_l(d)(j))B(¢(j))Zp, ij=1,....m

Podemos calcular a Var, » como:

Var, |[E(Z;|6,7,2)] = L3°(A7 (¢) B¢ Z,)? -
j=1

(LSS A () B(p)Z,)? (4.8)
j=1

Usando as equagdes (4.7) e (4.8) podemos calcular Var(Z;|Z).
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