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Resumo

A idéia basica dos algoritmos de agrupamento de dados é reunir uma série de
objetos em grupos, ou clusters, de objetos semelhantes ou relacionados.

Algoritmos de agrupamento sao ferramentas valiosas na andlise exploratoria
de dados, mineracao de dados e reconhecimento de padrées. Tais algorit-
mos fornecem um meio de explorar e verificar estruturas presentes nos dados,
organizando-os em grupos ou clusters.

O processo de agrupamento envolve diversas etapas que vao desde a preparagao
dos dados, até a interpretagao dos clusters obtidos, passando pela escolha da
medida de similaridade, execuc¢do do algoritmo de agrupamento propriamente
dito e validagao dos resultados.
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1 Introducdo

Algoritmos de agrupamento sao ferramentas valiosas na anélise exploratéria dos dados,
mineracao de dados e reconhecimento de padroes. Tais algoritmos fornecem um meio de
explorar e verificar estruturas presentes nos dados, organizando-os em grupos, ou clusters

(Fred 2001).

A Segao 2 contém uma discussao sobre agrupamentos e seus aspectos principais. A
preparacgao dos dados, englobando pré-processamento e representagdao apropriada para
utilizacao com um algoritmo de agrupamento, é descrita na Secao 3. Algumas das medidas
de similaridade mais empregadas em agrupamento sao descritas na Secdo 4. Diversos
algoritmos de agrupamento de potencial interesse para este trabalho sao detalhados na
Secao 5. A Segao 6 contém uma descrigao dos critérios e de alguns dos indices de validagao
descritos na literatura. A Seg¢do 7 resume os principais aspectos referentes & analise e
comparacgao de algoritmos de agrupamento.

2 Definigdo e Aspectos Principais

O termo cluster nao tem uma defini¢do precisa. A variedade de definigbes desse termo
resulta da visdo e objetivos dos pesquisadores de diversas areas e também das diversas
aplicagoes de agrupamento. Algumas defini¢gées comuns sao (Barbara 2000):

Cluster bem separado: um cluster é um conjunto de pontos tal que qualquer ponto
em um cluster estd mais préximo (ou é mais similar) a cada outro ponto no cluster
do que a qualquer ponto que nao pertence ao cluster.

Cluster baseado em centro: um cluster é um conjunto de pontos tal que qualquer
ponto em um cluster estd mais proximo (ou é mais similar) ao centro do cluster
do que ao centro de qualquer outro cluster. O centro de um cluster pode ser um
centréide, como a média dos pontos do cluster, ou um medéide, o ponto mais repre-
sentativo do cluster.

Cluster continuo (vizinho mais préximo ou agrupamento transitivo): um cluster é um
conjunto de pontos tal que qualquer ponto em um cluster estd mais préximo (ou
é mais similar) a um ou mais pontos no cluster do que a qualquer ponto que nao
pertence ao cluster.

Cluster baseado em densidade: um cluster é uma regiao densa de pontos, separada
de outras regioes de alta densidade por regioes de baixa densidade.

Cluster baseado em similaridade: um cluster é um conjunto de pontos que sao
similares, enquanto pontos de clusters diferentes nao sao similares.

Uma nogao intuitiva do que é um cluster resulta em um principio indutivo. A for-
mulacdo matemadtica de um principio indutivo, chamada critério de agrupamento ou
funcdo objetivo, consiste de uma forma de selecionar uma estrutura (ou modelo) para re-
presentar os clusters que melhor se ajuste a um determinado conjunto de dados (Estivill-
Castro 2002). Colocado de outra maneira, o critério de agrupamento é uma forma de



expressar o objetivo do agrupamento. Esse critério, geralmente, é baseado na definigao
de cluster empregada e/ou em uma distribuigdo esperada dos dados em um dominio de
aplicagao especifico (Jiang et al. 2004).

Um principio indutivo associado a um conjunto de dados resulta em um problema de
otimizagao. Em geral, esse problema de otimizagao é intratavel ou tem uma complexidade
muito alta para ser resolvido na pratica para conjuntos de dados grandes. Por isso,
o problema é resolvide de forma aproximada por algum algoritmo heuristico que seja
adequado, fazendo um balango entre a qualidade da otimizacao e o esforgo computacional
(Estivill-Castro 2002). Geralmente, esse algoritmo define uma medida de proximidade
e um método de busca para encontrar uma particdo 6tima ou sub-6tima nos dados, de
acordo com o critério de agrupamento (Jiang et al. 2004).

Independente da variedade de definicées de um cluster, que resultam em diferentes
critérios, a idéia basica de agrupamento é reunir uma série de objetos em grupos, ou clus-
ters, de objetos semelhantes ou relacionados. O agrupamento geralmente estd associado
com a andlise exploratéria de um conjunto de dados, envolvendo problemas que possuem
pouca informagao prévia (como modelos estatisticos) disponivel a respeito dos dados. As-
sim, agrupamento é particularmente apropriado para explorar as inter-relagbes entre os
pontos de dados e fazer uma avaliagao da sua estrutura.

O processo de agrupamento envolve diversas etapas que vao desde a preparacao dos
padroes, até a interpretagao dos clusters obtidos. Dependendo do objetivo que se deseja
atingir com o agrupamento, a etapa de interpretacao dos clusters pode ser suprimida. A
Figura 1 resume as etapas do processo de agrupamento com as informacoes utilizadas e
geradas em cada etapa. As etapas e a figura apresentada sao baseadas nas informacoes
apresentadas por Jain et al. (1999) e Barbara (2000).

Preparacgao dos padroes:

Envolve a determinagao da forma de representacao dos padroes e a aplicagdo de
transformagoes nos dados, como normalizagoes e selecao ou extragdo de carac-
teristicas. Os principais aspectos relacionados a essa etapa sao detalhados na
Secao 3.

Medida de similaridade:

Esta etapa consiste da definicio de uma medida de similaridade apropriada ao
dominio da aplicagdo. Em geral, uma medida de similaridade é fornecida por uma
funcdo de distancia definida entre pares de padrdes. E possivel incluir na medida
de distadncia aspectos conceituais (qualitativos) ou numeéricos (quantitativos). A
Secgao 4 contém uma descrigao dos principais aspectos relacionados as medidas de
similaridade.

Realizagao do agrupamento:

Esta etapa consiste da aplicagao de um algoritmo de agrupamento apropriado para
agrupar os dados de acordo com um objetivo especifico. Existem intimeros algorit-
mos que podem ser aplicados nesta etapa. As respostas desta fase podem ser hard
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Figura 1: Etapas do processo de agrupamento.

(um exemplo pertence ou ndo pertence a um dado cluster) ou fuzzy (cada exem-
plo tem um grau de pertinéncia & cada um dos clusters). Diversos algoritmos de
agrupamento sao apresentados e comparados na Segao 5.

Validagao:

Esta etapa se refere a avaliagdo da validade dos resultados obtidos. Esta avaliagao
é objetiva e visa determinar se o resultado é significativo. A estrutura resultante de
um agrupamento é valida se nao ocorreu por acaso ou como um artefato do algoritmo
de agrupamento empregado. As principais formas de validagdo sdo resumidas na
Secao 6.

Interpretacgao:

Refere-se ao processo de examinar cada cluster com relacao a seus exemplos para
rotuld-los descrevendo a natureza do cluster. A interpretagao de clusters é mais
que apenas uma descri¢ao. Além de ser uma forma de avaliagdo entre os clusters
encontrados e a teoria inicial, de um modo confirmatério, os clusters podem permitir
avaliacdes subjetivas que tenham um significado pratico. Ou seja, o especialista pode
ter interesse em encontrar diferengas semanticas de acordo com os padrdes e valores



de seus atributos em cada cluster.

O problema da maioria das abordagens de agrupamento é que elas podem produzir
diferentes agrupamentos a partir de um tnico conjunto de dados (Zeng et al. 2002).
Disso surgem algumas questdes. Qual resultado é melhor? Quanto se pode confiar nesse
resultado? Existe um resultado que seja melhor do que os outros? Se existe, como obteé-
lo? Se nao, é possivel combinar todos os resultados disponiveis para ter um entendimento
melhor dos dados?

E provado que a maioria dos problemas de agrupamento é NP (Nao Deterministico
Polinomial), o que significa que eles sdo intrataveis ou nao computaveis em um tempo
razoavel. Como ja foi dito, todas as abordagens disponiveis sao heuristicas e podem for-
necer apenas uma aproximacao do resultado 6timo (Zeng et al. 2002). Além disso, apesar
do grande nimero de algoritmos de agrupamento existentes, nao existe uma técnica de
agrupamento universal, capaz de revelar toda a variedade de estruturas que podem estar
presentes em um conjunto de dados. Como lembra Hartigan (1985), “diferentes agrupa-
mentos sao corretos para diferentes propositos, assim, nao podemos dizer que um agru-
pamento é melhor”. A definicao da medida de similaridade e do critério de agrupamento
dos algoritmos, geralmente dependem implicitamente da imposicao de certas hipdteses
a respeito da forma dos clusters ou da configuragao dos multiplos clusters. Outro as-
pecto importante é que os dados dificilmente estao estruturados “idealmente”, ou seja,
nao formam configuragoes hiperesféricas, hiperelipsoidais, lineares, etc., de modo que cada
algoritmo de agrupamento pode apresentar um comportamento superior aos demais para
uma dada conformacao especifica dos dados no espago de atributos.

3 Preparagcao dos Padrées

A preparagao dos dados envolve varios aspectos relacionados ao seu pré-processamento
e a forma de representacao apropriada para sua utilizagao por um algoritmo de agrupa-
mento. O pré-processamento pode envolver, por exemplo, normalizagoes, conversao de
tipos e redugao do ntiimero de atributos por meio de selegao ou extragao de caracteristicas
(Jain et al. 1999). Para isso, o nimero de padrdes e o nimero, tipo e escala das carac-
teristicas do conjunto de dados sao informacoes bastante uteis. Véarios trabalhos discutem
formas de padronizagao dos dados, selecao de atributos e outros aspectos relativos & pre-
paragdo dos dados, como os de Jain & Dubes (1988), Gordon (1999), He (1999), Jain
et al. (1999), Barbara (2000) e Berkhin (2002).

Os objetos a serem agrupados podem representar um objeto fisico, como uma cadeira,
ou uma nog¢ao abstrata, como um estilo de escrita. Tais objetos, também chamados
padroes (exemplos, amostras ou pontos) sao representados, geralmente, por um vetor de
caracteristicas ou atributos. Duas questoes importantes no que se refere as caracteristicas
sao a escolha das mais relevantes para o agrupamento e a defini¢ao do ntimero desejavel
de atributos em aplicagées dos algoritmos de agrupamento. Em resumo, o problema
bésico é encontrar um conjunto de caracteristicas que melhor representa o conceito de
similaridade com que se estd lidando. Para resolver essa questdo, podem ser aplicadas
técnicas de selegao e/ou extragao de caracteristicas.



A selegao de caracteristicas é o processo de identificagdo do subconjunto mais efetivo
dos atributos disponiveis para descrever cada padrao. A extracao de caracteristicas se
refere ao uso de uma ou mais transformacoes junto aos atributos de entrada de modo a
salientar uma ou mais caracteristica dentre aquelas que estdo presentes nos dados.

O conhecimento do tipo e escala das caracteristicas dos padroes é importante na
escolha da medida de similaridade e também do algoritmo a serem empregados em um
agrupamento, bem como na interpretacao dos resultados. Existem medidas de similari-
dade apropriadas para cada tipo/escala de atributo. O tipo de um atributo diz respeito
ao grau de quantizacao nos dados. A escala indica a significancia relativa dos ntiimeros.
Em relacao a escala, as caracteristicas podem ser quantitativas ou qualitativas (Jain &
Dubes 1988). Os tipos possiveis dos atributos sdo (Jain & Dubes 1988; Barbara 2000):

Bindrios: os atributos bindrios apresentam apenas dois valores, como sim/néao e verda-
deiro/falso.

Discretos: os atributos discretos apresentam um nimero finito, geralmente pequeno, de
valores possiveis.

Continuos: os atributos continuos representam qualquer valor real.
As diferentes escalas sdo (Jain & Dubes 1988; Barbara 2000):

Qualitativa

Nominal: os valores sdo apenas nomes diferentes. Exemplos: CEP, cores, sexo.

Ordinal: os valores refletem somente uma ordem. Exemplos: hierarquia militar,
avaliagoes qualitativas de temperatura como frio, morno e quente.

Quantitativa

Intervalo: a diferenga entre os valores € significativa, isto é, existe uma unidade de
medida. Exemplos: temperatura (90° Célsius é diferente de 90° Fahrenheit), a
duracgao de um evento, em minutos.

Relagao: os numeros tem um significado absoluto. Isto significa que existe um
zero absoluto junto com uma unidade de medida, de forma que proporgao
tenha significado. Exemplos: altura, salédrio, distancia.

Em muitos casos, é necesséria a aplicagdo de algumas transformagoes antes da uti-
lizagdo dos dados. Muitas vezes, os diferentes atributos que representam os padroes se
apresentam em escalas diferentes. Quando os intervalos de valores dos atributos diferem
muito, pode ser que um atributo domine o resultado do agrupamento. Para solucionar
esse problema, é comum a padronizacao dos dados de forma que os atributos estejam na
mesma escala. Barbara (2000) descreve algumas formas de padronizagao dos dados.

Outro aspecto a ser considerado é a forma de représentacao dos dados a serem agru-
pados. Geralmente, assume-se que a representacao adequada dos padroes esta disponivel
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para a aplicagao de um algoritmo de agrupamento. No entanto, uma investigacao cui-
dadosa das caracteristica disponiveis e das transformacoes que podem ser aplicadas aos
dados pode auxiliar na obtengao de resultados significativamente melhores. Um exem-
plo simples é o agrupamento dos pontos da Figura 2. Os padroes representados na figura
formam um cluster curvilineo com distancia da origem aproximadamente constante. Utili-
zando uma representagao em coordenadas Cartesianas, muitos algoritmos de agrupamento
produziriam dois ou mais clusters. Entretanto, se fossem utilizadas coordenadas polares
para representar os padroes, uma solugdo de um unico cluster poderia ser obtida mais
facilmente (Jain et al. 1999).

@ TN

N s

Figura 2: Cluster curvilineo com pontos aproximadamente equidistantes da origem (Jain
et al. 1999).

Na maioria dos casos, os dados brutos a serem submetidos a um algoritmo de agru-
pamento sao representados por uma matriz de padroes X,xq, €m que n é o nimero de
padrdes e d é o numero de atributos que representam os padroes, isto é, é a dimensiona-
lidade dos padrées ou do espago de padroes. Cada elemento dessa matriz, X;;, contém o
valor da j-ésima caracteristica para o i-ésimo padrao. Para muitos algoritmos, os dados
sao considerados como pontos no espago de caracteristicas. As d caracteristicas podem
ser vistas como um conjunto de eixos ortogonais. Os padroes sao pontos no espaco de di-
mensao d, chamado espago de padroes. Neste sentido, um cluster pode ser visto como uma
cole¢do de padroes préoximos ou que satisfazem alguma relagao espacial. Neste trabalho,
um padrao serd denotado por z;.

Algumas vezes, apenas a relagao de proximidade entre os padroes é conhecida. Além
disso, alguns algoritmos de agrupamento requerem uma forma de representacéao especifica.
Além da matriz de padroes, outras duas formas de representacao dos padroes bastante
comuns sao a matriz e o grafo de similaridade ou proximidade.

Uma matriz de similaridade S, x», contém os valores da similaridade/dissimilaridade
entre dois padroes ¢ e j, representados respectivamente na linha i e coluna j da matriz. Os
valores de S;; podem representar diretamente os dados brutos ou serem calculados pela
aplicagao de uma medida de similaridade aos dados representados na forma de matriz de
padroes.

Uma matriz de proximidade define um grafo ponderado, em que os nés sao os padroes
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a serem agrupados e as arestas com pesos representam os valores de proximidade entre
os padroes. Sob o ponto de vista de um grafo, realizar um agrupamento é equivalente a
quebrar o grafo em componentes conectados, cada um representando um cluster. Muitos
dos algoritmos de agrupamento sao naturalmente descritos usando uma representacao de
grafo.

4 Medidas de Similaridade

Uma medida de similaridade ou proximidade é uma medida que indica o quao simi-
lares sao dois padroes. A medida de similaridade a ser empregada com um algoritmo
de agrupamento deve ser escolhida cuidadosamente devido a grande variedade de tipos e
escalas das caracteristicas. As medidas, em geral, consideram que todas as caracteristicas
contribuem igualmente para a proximidade. Gordon (1999) apresenta algumas questoes
relacionadas a escolha da medida de similaridade a ser empregada.

Segundo He (1999), existem pelo menos trés conceitos de similaridade que precisam ser
considerados: a similaridade entre entidades (padrdes), a similaridade entre uma entidade
e um grupo de entidades e similaridade entre dois grupos de entidades. Nesta secao sao
descritas medidas de similaridade entre padroes e entre grupos de padroes. Na realidade,
as medidas podem se referir a similaridade ou dissimilaridade. As medidas mais comuns
empregadas em agrupamento calculam a dissimilaridade. Essas medidas sdo as distancias.

Normalmente, as medidas de proximidade devem satisfazer algumas propriedades. As
medidas que satisfazem todas as propriedades sao chamadas métricas. Porém, nem todas
as medidas de similaridade empregadas sao métricas. Quando medidas de similaridade
nao satisfazem as propriedades 4 e 5, elas nao sao consideradas métricas.

1. Para dissimilaridade: S;; = 0 para todo 7 (Os pontos ndo sdo diferentes de si
proprios)

Para similaridade: S;; > max S;; (Os pontos sao mais similares a si préprios)

Si]' = Sji (Simetria)

Si; > 0 para todo 7 e j (Positividade)

S;; = 0 somente se ¢ = j

o B L9 B

Sik < Sij + Sjx para todo i, j e k (Desigualdade triangular)

Dependendo do tipo e da escala dos atributos, um conjunto de medidas de similaridade
diferentes pode ser empregado. As medidas mais comuns para conjuntos de dados em que
todos os atributos sao continuos e cuja escala é do tipo relacao sao as distancias baseadas
na métrica de Minkowski, como a distdncia Euclideana, a distdncia de Manhattan e a
distancia supremum. Quando todos os atributos sao binérios, é comum a utilizagao da
distancia de Manhattan, que neste contexto é chamada de distdncia de Hamming. Para
dados binérios e nominais existem diversos coeficientes de casamento (matching), como
o coeficiente de casamento simples e o coeficiente de Jaccard. Existem ainda indices
probabilisticos.



Gordon (1999) apresenta diversas medidas que sdo mais apropriadas para padroes
cujos atributos sao todos de um mesmo tipo. Ele classifica as métricas de acordo com o
tipo das caracteristicas para as quais a medida é apropriada. As medidas relacionadas
aos outros tipos de atributos sao descritas brevemente, porém o foco deste trabalho sao
as medidas para atributos quantitativos.

Atributos quantitativos: As medidas separagdo angular e correlagao de Pearson, que
sdo medidas de correlagao, medem o coseno do angulo entre dois vetores, sendo
medidos, respectivamente da origem e da média dos dados.

Métricas de Minkowski: essas métricas sao derivadas da Equagéo 1, de acordo
com um valor escolhido para p, com 1 < p < oco. Chamadas de distancias L,
medem a dissimilaridade entre os padroes. Os menores valores de p corres-
pondem a estimativas mais robustas (menos sensiveis a outliers). As métricas
de Minkowski sao sensiveis a variagoes de escala dos atributos, isto é, atribu-
tos representados em uma escala maior tendem a dominar os outros. Isso pode
ser solucionado pela normalizagdo dos atributos para um intervalo ou varidncia
comum, ou pela aplicagdo de outros esquemas de ponderagao (Jain et al. 1999).

d
Sig = () |z — zl?)"/? (1)
k=1

Alguns valores de p definem métricas bastante conhecidas.

e p = 1: Distancia de Manhattan (ou distancia bloco-cidade), dada pela
Equagao 2.

d
Sy = vk — 2l (2)
k=1
e p = 2: Distancia Euclideana, dada pela Equacao 3. Esta métrica tem
um significado de variancia total entre clusters. E a medida de distancia
mais comum. Ela é apropriada para conjuntos de dados que possuem
clusters compactos ou isolados.

d

Sis = (3 (e — z32)?)'/? (3)
k=1

e p = oo: Distancia supremum, dada pela Equacao 4, calcula o maximo
da diferenca absoluta em coordenadas. Em outras palavras, é a diferenca
maxima entre quaisquer componentes dos vetores.

Si; = max |Ti — Tk 4

ij ISde‘« Jk| ()

Métrica de Canberra: é dada pela Equacdo 5. Esta métrica é muito sensivel a
pequenas mudangas préximas a z; = 0 = 2j,. Ja possui uma padronizagao
embutida.



) _
= |z — il /(7] + |z50]) (5)
k=1

Separacao angular ou coseno: é dada pela Equacao 6. Pode-se também obter e
utilizar o angulo como distancia, a partir do coseno.

d
TikT;
Sij - Zk 1 VikLjk 1/2 (6)
(Zk 1 T Zz 1z

Coeficiente de correlagao de Pearson: é dado pela Equagao 7, em que z; =
S ¢, zix/d. Os valores dessa medida estdo no intervalo [~1,1]. O coeficiente
de correlagao é frequentemente descrito como uma medida da forma, no sentido
de que é insensivel a diferengas na magnitude dos atributos. E sensivel & outliers
e é menos intuitivo do que a distancia Euclideana, por exemplo.

Sij s Zi:l (fl:ik — ‘fi)(zjk — 'fj) (7)
(ke (i = T2 10y (w0 — 5)2)1/2

Distancia de Mahalanobis: é dada pela Equagao 8, em que Cy; é o elemento
da k-ésima linha e [-ésima coluna da inversa da matriz de covariancia. Esta
distancia incorpora a correlagao entre caracteristicas e padroniza cada carac-
teristica para média zero e variancia um. A idéia basica desta medida é asso-
ciar diferentes pesos a diferentes caracteristicas com base em suas varidncias
e a correlagao linear entre pares de padroes (Jain et al. 1999). Neste caso,
assume-se implicitamente que as densidades condicionais das classes sao uni-
modais e caracterizadas por um espalhamento multidimensional (Jain et al.
1999). Outras formas de utilizagdo da distancia de Mahalanobis sdo a qua-
drada e a regularizada. As distorgoes nas medidas causadas por correlagao

linear entre caracteristicas sao melhoradas com a aplicagao dessa medida.

d d
= (Z Z (-Tik = a:jk)Ckl(g;ﬂ = le))l/Z (8)
k=1 l=1
Coeficiente de Dice: é dado pela Equagao 9.
231);wa 2 d_ LTk
Sij = J Z:k:_l J (9)
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Distancia expoente: ¢é dada pela Equacao 10.

d

Sij = exp (=llzi — ;1) = exp (=(D_ (@i — 2;x)")*/?) (10)

k=1
Distancia produto interno: é dada pela Equagao 11.

d
S,J = Z-’Eikm]’k (11)
k=1



Atributos binarios: As medidas descritas para atributos binarios sao derivadas das
seguintes informagoes a respeito de dois padrdes i e j:

ay;: numero de atributos com valor 1 para ambos os padroes,
ago: numero de atributos com valor 0 para ambos os padroes,
agy: numero de atributos com valor 0 para o padrao ¢ e valor 1 para o padrao j.,

ay1p: numero de atributos com valor 1 para o padrao ¢ e valor 0 para o padrao j.

Coeficiente de casamento simples:

Qoo + @ Qoo + @
By = 00 11 _ Q00 11 (12)
ago + @11 + @o1 + a1 d
Coeficiente de Jaccard:
a a
By = 11 - 11 (13)

ann+agr +ayp  d—agp

Atributos nominais e ordinais: As medidas para esses tipos de atributo focalizam a
atencdo na determinagado da contribuigdo de cada varidvel. As medidas de similari-
dade entre pares de padroes sao obtidas pela soma das contribuigoes individuais de
todas as variaveis.

Similaridade nominal/ordinal geral: é dada pela Equacao 14, em que s, € a
contribuicao de cada padrao baseada em indices de discordancia entre pares de
estados dos atributos categéricos.

d
Sii = Sijk (14)
k=1

Atributos mistos: Essa medida é adequada para obter a similaridade entre padroes
descritos por caracteristicas de diferentes tipos, por se adequar a qualquer um dos
tipos individualmente.

Coeficiente geral de Similaridade: é dado pela Equacao 15, em que s;;; é a con-
tribui¢ao do k-ésimo atributo para a similaridade e w;;; é 0 ou 1, dependendo
se a comparacao para a variavel k é valida ou nao. O valor de s;; pode ser
definido para os diferentes tipos de atributos.

d d
Sij = Zwijksijk/ Z Wijk (15)
k=1 k=1

Indmeras outras medidas de similaridade/dissimilaride empregadas em diversas aplica-
¢Oes que utilizam agrupamento sao citadas por Jain et al. (1999). Jiang et al. (2004) citam
algumas medidas de similaridade comuns em agrupamento de dados de expressao génica,
tais como a distancia Euclideana, o coeficiente de correlagao de Pearson e o coeficiente de
correlagao Spearman ‘s rank-order.
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A seguir, sao descritas algumas das medidas de distancia entre grupos de objetos.
Dados nj pontos de dimensao d em um Cluster C; = {z;|¢ = 1,...n}. Algumas medidas
de dissimilaridade (distancia) entre clusters se baseiam nos conceitos de centréide, zg,
raio, R e diametro, D, da terminologia de espago vetorial, dados respectivamente pelas
equagoes 16, 17 e 18. R é distancia média dos pontos do cluster ao centrdide e D é a
distancia média entre pares (pairwise average distance) em um cluster.

anl I‘L (16)

To = Tk
R — (221 (::,;— 330)2)1/2 (17)
)2
b= (Z nzlc:(nk (— 1) )1/2 =

Dados dois clusters Cy = {z;|i = 1,2,...nx,} € Co = {z;|j = 1y + 1,141 + 2, ...00; +
Nko}, com os respectivos centréides zg; € oy, podem ser definidas as seguintes distancias
entre dois clusters (Zhang et al. 1996):

Distancia Euclideana do centréide:
Do = ((zo1 — Z02)*)/? (19)

Distancia Manhattan do centréide:

D, = |3301 — o2 (20)

Distancia média inter-cluster:

L S )

Nk1Mk2
Distancia média intra-cluster:
Ngy+nke Sk (. 0 \2
i (Zi=1 Zj:l (zi — z;) 1/2 (22)
' (k1 + ngo) (k1 + g2 — 1)
Distancia variance increase:
Nk1+7nk2 N1+ Nk K 3 Mgtk nk1+nke
_ - =1 Ly Zz Lil=npy+1 Zio
D4 = (.Lk — ————n g ) — (.’IIZ (iIIJ 7 )
Fi=1 k1 k2 i=1 J=ng,+1 k3






