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1 Introducio

O objetivo desse trabatho ¢ descrever os principais procedimentos
existentes no Noural Network TOOLBOX do MATLAB para a implementagiio de
redes neurais artificiais.

Inicialmente, as caracteristicas bdsices operscionais do ambiente
MATLAB siio brevemente apresentados no Cepitulo 2, tais como, manipulagio de
matrizes, geraciio e impressfio de grificog, linguagem utilizade no MATLAB e
edigiio de arquivos .m. ‘

Em seguida, dois importantes modelos de redes neurais artificiais:
PERCEPTRON e Redesz Multi-Camadas sio discutidos no Capitulo 3.

No capitulo 4, apresentamos como essas duas arquiteturas de redes
neurais artificiais sio implementadas no ambiente MATLAB, ilustrando o
desempenho dessas redes através de, exemplos simples.

Finalmente, uma aplicagio da 'Rede Multi-Camadas para
Reconhecimento de Doengas do Coragiio € realizada no Capitulo 5. Topologias
diferentes foram utilizadas para mostrar o desempenho desta rede.

Gostariamos de salientar que o presente trabalho niio esgota o
potencial disponivel no TOOLBOX NEURAL NETWORKS, pois existem alguns
modelos de Redes Neurais juntamente com outrog recursog que niio gio
apresentados aqui.



2 O que é o MATLAB?

O MATLAB ¢ um pacote de softwares para computacio mumérica
cientifica ¢ de engenharia. O MATLAB integra anilise mumérice, célculo de
matrizes, procossamento de sinaig ¢ construgio de grificos em um desenvolvimento
de fécil utilizagio onde problemas e solugdes sfio expressados exatamente como
eles giio e escritos matematicamente sem programaciio tradicional.

O nome MATLAB significa MATriz LABoratory, pois ele é um
gistema interativo onde o elemento bdsico é ume mstriz. Isto permite resolver
muitos problemas numéricos em um tempo bem menor do que levaria para escrever

um programa em linguagens tais como Fortran ou C.

No desenvolvimento de pesquisa o MATLAB tem se tormado a
ferramenta padriio para cursos introdutérios em dlgebra linear splicada, assim como
para cursos avangados em outras éreas. Na indistria, 0 MATLAB ¢ usado para’
pesquiss e para resolver problemas de engenharia e matemitica.

. 2.1 Utitzando o MATLAB

dmmoMATLAB basta digitanmos o comando matlab. Apés

um instante, anpresextag&odoMATlABapame © um prompt da seguinte forma é
mostrado: ">>", A seguir o interpretador MATLAB fica aguardando instrugdes.

Para entrarmos com uma pequena matriz, colocamos os dados dentro

de colchetes, e separamos as linhas da matriz com ponto e virgula como mostrado

abaixo.
A=[123,456,7810]
O MATLARB responderé com

123
456
7810

Para inverter a matriz, digitamos o seguinte comando:
B = inv(A) '

Opmtodaaxclnmaqio!noMAnABéuudopmmdncarqma
linha de comando apds o ! deverd ser executada como um comando do sistema
operacional. Assim vocé pode rodar qualquer utilitério do DOS ou outro programa,
dentro do MATLAB. Quando a execug¢io do programa termina, o controle retomsa
ao MATLAB. :



Asteclas Te { podem ser usadas para chamar linhas de comandos
anteriores.
Por exemplo, se vocé entrar com

log(sqt(atan(2%(3+4))))
o MATLAB responde com uma mensagem de ero,

Undefined variable or function
Symbol in question — sqt

pois a funglio sqt nfio existe. A fung8o correta ¢ sqrt. Ao invés de reescrevermos a
linha de entrada, simplesmente usamos a tecla 7. A linha incorreta serd mostrada
novamente ¢ poderemos mover o cursor usando <« até o ponto onde o r deve ser
inserido:
log(sqrt(atar(2*(3+4))))
ans =
‘ 0.2026

Para sair do MATLAB basta digitarmos quit ou exit.
2.2 M-iles

Para executarmos um programa no MATLAB, basta criarmos um
arquivo com 8 extensio ".M" em qualquer editor de texto e chamermos este
programa dentro do MATLAB.

' Por exemplo, para executarmos o programa exemplo.m digitamos
apenas o nome do programa apds 0 prompt:

>> exemplo
2.3 Toolboxes

Toolboxes opcionaiz sfio disponiveis no MATLAB fomecendo
- aplicagBes especificas adiciomais. Os toolboxes siio arquivos M fomecidoe em
diretérios adicionais no MATLAB. :

Alguns toolboxes pertencentes a0 MATLAB siio:

1. O Signal Processing Toolbox que adiciona SO comsndos para

de sinais de 1 ¢ 2 dimens3es.

2. O Control System Toolbox que inclui mais de 40 comandos
adicionais pars engenharia de controle ¢ teoria de sistemas.

3. O Robust-Control Toolbox que ediciona 35 comandos pera o
projeto de sistema de controle robusto.



4. O Neural Network Toolbox com mais de 40 comandos adicionais
pare o desenvolvimento de redes neursis artificiais.

2.4 Help

Um help esté disponivel no MATLAB, fornecendo informagéio "on-
line”, na maioria dos topicos do MATLAB. Para conseguir listar o help, digite:

help

Para conseguir o help de um tépico especifico, digite help dpico. Por
exemplo, .

help eig

fomece informag3es no uso da funglio "eigenvalue”
help (

mostra como usar colchetes para construir matrizes.

2.5 Save/Load

"save” ¢ "load" sdo comandos do MATLAB para ammazensr e
recuperar varidveis no disco.

MAT-files séio arquivos mum formato especifico para 0 MATLAB
criados pelo comando save e recuperados pelo comando load.

O comando load é o inverso de save.

Por exemplo, o codigo seguinte cria um arquivo teste.mat no disco
contendo og vetoreg X, Ye Z.

X=[123}
Y=[234]
Z2=X+Y;
save teste XY Z

Sc quisermos utilizar o vetor Z do arquivo teste.mat em algum
momento, basta digitarmos
load teste
Z
¢ o resultado serd
Z:
357



2.5.1 Ssvemast.c

Savemat.c ¢ uma rotina em linguagem C encontrade no MATLAB para
converter um matriz de um arquivo em linguagem C pare um arquivo MAT.

savemat(fp, type, pname, mrows, nools, imagf, preal, pimag)

FILE *fp ponteiro para o arquivo

int tipo Tipo flag: normaimente 0 pare PC, 1000 para Sun, Mac,
e Apollo, 2000 para VAX D-float, 3000 para VAX
G-float. Adiciona 1 pars varidveis texto.

int mrows Dimensiio da linha

int nools Dimensiio da coluna

int imagf Flag imaginirio

char *pname Ponteiro para o nome da matriz

double *preal Ponteiro para dados reais
double *pimag Ponteiro para dados imag

)

Aqui estd um exemplo usando "savemat” pars gravar uma matriz de

um arquivo em linguagem C no disco no formato MAT.
Sejam as matrizes X e Y definidas no programsa em C:

x=|0011
{0101
Y=(0110]

FILE *arq;

double x{4]{2];

double y{4](1];

arq = fopen("exemplo.mat”, "wb"),
savemat(arq,0, "P", 2, 4, 0, x, (double *)0);
savemat(arq,0, "T", 1, 4, 0, y, (double ")0)'

fclose(arg),

Encoédgogunonmwomlo.ﬂmeoﬂmum?e
T, obudnsapuurdlsnnmmXQY respectivamente.
" Podemos recuperar o arquivo exemplo.mat no MATLAB atmvés da

linha do cddigo: load exemplo.



2.6 Matrizes Simples

O meétodo mais ficil de inserir uma matriz pequena no MATLAB é
usar uma lista explicita. A lista do elementos é separada por brancos ou virgulas,
colocada dentro de colchetes, ¢ usa o ponto e virgula para indicar fim de linhs.

Por exemplo, se digitarmos

A={123,456,789]

o resultado armazenado seré:

A=
123
456
789

Podemos recuperar matrizes do disco para 0 MATLAB através de
arquivos com extensdo ".M". Se um arquivo com nome teste.m cortem 3 linhas do

texto,

A=[123
456
789]

entlio o comando teste 16 o arquivo teste.m e canregs 8 matriz A.

2.7 Elementos de uma Matriz

Os elementos de uma matriz podem ser qualquer expressiio usada pelo
MATLARB; por exemplo, ' '

X={-1.3 sqt(3) (1+2+3)*4/5]
resulta em ' ’

X= :
-1.3000 1.7321 4.8000

B«mdzindivithaisdommmtﬁzbodunmnfamciadosoom
fndices dentro dos parénteses. Continuando nosso exemplo,

X(5) = abs(x(1))

X:
-1.3000 1.7321 4.8000 0.0000 1.3000

produz



Note que o tamanho de X é automaticamente aumentado para aceitar o
novo elemento ¢ que os elementos niio definidos antes desse novo elemento sio
iguais a 0.

Matrizes grandes podem ser construidas usando pequenas matrizes
como elementos.

Por exemplo, poderiamos colocar outre linha na matriz A com

r=[10 11 12};
A=[A;1]

que resulta em

Pequenas matrizes podem ser obtidas de metrizes grandes. Por
exemplo, p .
A=A(13,),
toma as primeiras trés linhas e todas as colunas da matriz A para retomar 8 matriz
original A. .
2.8 Comandos e Variévels

'O MATLAB ¢é um linguagem baseads em expressdes. Expressdes
estabelecidas pelo usudrio sfio avaliadas pelo sistema MATLAB. Comandos no
MATLARB &iio geralmente da forma

~ variivel = expressiio
ou, simplesmente,
Expressoes siio compostas de operadores, caructeres especiais,
fungdes, e nomes de varidveis. A avaliagiio da expressiio produz uma matriz, que é
entiio mostrada na tela e associada a vaniavel para futwo uso. Se o nome da
varidvel ¢ o sinal ™=" sfio omitidos, uma varidvel com o nome "ans" é
automaticamente criada. :
10



Por exemplo, & expresstio
1900/81

produz
m =
23.4568

Um comando é normalmente terminado com <return>. Contudo, se o

ltimo caracter do comando ¢ um ponto ¢ virgula, o resultado desse comando nfio é
mostrado na tela. Isto ¢é util em arquivos " M" ou onde o resultado é muito grande
com mimerog que niio interessam no resultado final. Por exemplo,

p = 1900/81,

p recebe o valor 23.4568 mas esse resultado niio ¢ mostrado na tela.

Se a expressiio é tho complicada que o comando nfio cabe na linha,
uhhzamos "..." no final ds linha seguidos por <return> para indicar que o comando
continua na proxxma linha.

Por exemplo,

S=1-12+1/3-1/4+1/5-1/6+1/7 ...
-1/8+1/9 -1/10 + 1111 - 1/12;

avalia a soma parcial da série, associa a soma 8 S, mas niio mostrs nada na tela. Os
brancos ao redor do =, + e - nfio sio necessérios, mas sfio incluidos para maior

leglbxhdnde

Nomes de varidveis ¢ fungSes sfio formados por uma letra, seguidos
por qualquer mimero de letras e digitos (ou underscores). Apenas os primeiros 19
mmdaumméogm&dos

Obs: MATLAB é "case-sensitive”, isto é, distingue entre lotras mmitisculas e
mimisculag. Assim um a e A niio sfio as mesmas varigveis. Todas as fungSes devem
ser em letras mimisoulas;, mv(A) inverte A, mas INV(A) é uma funciio indefinida.
Contudo, o comando caseson tome 0 MATLAB insenzfvel ao tamanho das letras.
Deste modo a ¢ A sio as mesmas varidveis ¢ INV(A) inverte A.

2.9 Niimeros e Expressdes Aritméticas

A notagio decimal convenciomal, com ponto decimal opcional e
utilizando o sinal -, é usada para mimeros no MATLAB.
1



Expressdes aritméticas podem ser construidas usando os operadores
aritméticos ¢ ordem de precedéncia usuais:

+ adiglio

- subtragfo

* multiplicagio

/ divisio

" potenciagio

2.10 Operacdes com Matrizes

Operagbes com matrizes siio fundamentais a0 MATLAB.

2.10.1 Transposicio

O caracter especial ' denota a transposigéio de uma matriz. O comando
A=[123,456,780]

147
258
360

X=[102})

X=
-].
0
2
2.10.2 Adicio e Subtragio

A adigiio e a subtragiio de mmtrizes siio denotadas por + e -. As
operagdes siio definidas quando as matrizes tem a mesma dimenstiio. Por exemplo,

12



C=A+B
resulta em
C=
2 6 10
6 10 14
10 14 0

Adiglo e subtragio também sfio definides se um operando é um
escalar, isto é, uma matriz 1x1. Neste caso, o escalar é adicionado ou subtraido de
todos os elementos do outro operando. Por exemplo, considerando o vetor X da
segiio 2.10.1 e definindo:

Y=X-1
obtemos
Y=-2
-1
1

2.10.3 Muiltiplicagiio de Matrizes

A multiplicagiio ¢ denotada por *. A operagio ¢ definida apenas
quando o mimero de colunas da primeira mafriz a ser multiplicada é igual ao mimero
de linhas da segunda matriz. Por exemplo,

X*Y =

[10 z}-r}
1
1

ansg = "
4 .

resulta em

2.10.4 Divisio de Matrizes

. Existem dois simbolos para divisio de matrizes no MATLAB, "\" ¢
"/"_Se A é uma matriz nfio sigular, entio A \ B ¢ B / A comrespondem formaimente a
multipliceglio & esquerda ¢ & direita do B pelo inverso de A, isto é iInVW(A)*B ¢
B*inv(A), mas o resultado é obtido diretamente sem o célculo da inversa de A. Em

geral,

X=A\Bésasolugiopara A*X=B
X=B/Aéasolugiopara X* A=B

13



Por exemplo,

z=A\B
resulta em
z=

-1
0
2

2.11 Operagdes com Vetores

Para adigiio e subtraglio, az operagBbes com vetores s#o iguais as
operagdes para matrizes. ‘
A multiplicaglio de um amay é denotado por ".*". Se A ¢ B tém as
mesmas dimensGes, entio A .* B denota o vetor cujos elementos séio apenas o
produto de cada elemento da matriz A ¢ B.
Por exemplo, se
X=[123], Y=[456], \
Z=X .*Y resulta em
Z=
41018
As expressbes A /B e A \ B retomam os quocientes dos elementos

individuais. Assim,

Z2=X.\Y
resulta em
Z=
4.0000 2.5000 2.0000
e
2=XJY
resulta em ‘

Z=0.2500 0.4000 0.5000
2.12 Gerag#io de Vetores _
Oskrbolo':”émninpaunemctddomm.om
X=1:5
gera um vetor linha contendo oz mimeros de 1 a 5 incrementando 1 unidade. Ele

produz
X=12345

14



Outros tipos de incrementos podem ser usados.

Y = 0: pi/4 :pi
resulta em
Y=
0.0000 0.7854 1.5708 3.1416
Incrementos negativos também sio possiveis:
z=6:-1:1
resulta
) z: .
654321

Elementos de matnizes podem ser referenciados colocando suas
poeigGes entre parénteses. Por exemplo, dada 8 matriz A,

\}

A(,3)=A(1,3)+ AG,D)
resulta em
A =

- P -
N w» N
N W

N
Outros tipos'de operagdes siio obtidos do seguinte modo:
A(,[3 510D =B(,1:3) ‘

Ooodngoacmu'ocaateroem,qamedecmoolmndeApala
primeira, segunda e terceira coluna de B. Os""m«;mqnenslmsde}\

continuariio as mesmas.
A() denota todos os elementos de A. Por exemplo:

A=[12,34;,56]
B=A()

15



resulta

gréficos.

MATLAB:

'

N W) e
DN

- W N SV IRV

2.13 Grificos
O MATLAB dispoe de muitos recursos que facilitam & construgio de
Tipos diferentes de grificos sfio obtidos através de funges do

plot x-y linear

mesh supeficie em trés dimensGes
contour contomo de um grafico

bar gréfico de barras

O grifico pode ser rotulado através do uso dos seguintes comandos:
title(titulo do grifico)
xlabel('coordenads x')
yiabel('coordenada y')

gnd - grades

axig(V) - manovoslmntzspamumdmnduxey V ¢é definido da

segxmformav [x_min, x_max, y min, X_max]

menplo |

Y=[0. 48 84 1. 91 .6 .14]
ploi(Y)

O resultado desses comandos é mostrado no grifico da figura 2.1

16



Acrescentamos ao cédigo anterior as seguintes linhas:

title(grafico’)
xlabel(x)
ylabel(y’)

grid
V=[-1,10,-1,2]
axis(V)

O resultado ¢ mostrado na figura 2.2
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Exemplo 2:

t = 0:.05:4%pi;
y = sin(t);
plot(t.y)

O grifico resultante pode ser visto na figura 2.3
Exemplo 3:

x=-8.58;

y=x, .

X = ones(y)*x;

Y = y*ones(x);

R =sqt(X."2 + Y./2) + ops;
Z=sin{R)./R;

mesh(Z)

-



O primeiro comando define o dominio x sobre o qual @ funglio é
svaliada. A funglio ones(n) gers uma matriz nxn cujos elementos siio 1, e portanto o
terceiro comando cria uma matriz X de linhas repetidas. Apés gerar um Y
correspondente, uma matriz R ¢ criada contendo & distiincia do centro da matriz, que
é & origem (eps é uma varidvel permanente do MATLAB). Formando a funglio ginc

e aplicando mesh o resultado é mostrado na figura 2.4.

1 - :
/ \ (',/’ \'
;‘I \ / k!
{‘f ! ! "i
; \ / ’.
osk |/ "-,, ! 4 T
/ Y ( . }
|'( li'g 1'1 Xi|
) { { \
[} 1
0 / ‘\1 "') \ _
l" Jl \' | "I
\ / ‘5 ,f'
" ] ' /
['s { \, f
-05 \ { ! ! .
'l! '.a'. " /
3 Y \ ¥
v/ \
L \'5_ -"(f | 2 2 4 \ ,'/
1 2 4 3 e 10 12 14
Figura 2.3
Exemplo 4:
Acrescentamos no cédigo anterior, 8 fungio:
contour(Z)
O resultado é mostrado na figura 2.5.
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2.14 Impressiio de grificos

O MATLAB fomece impressdes de grificos através de grificos
"metafiles” (arquivos com estensio .MET) e um programa “graphics post

processor” (GPP).

Os "metafiles” sic gerados através do comando meta do MATLAB

como no exemplo abaixo:

>> metas filename

O comando GPP utiliza os arquivos .MET para gerar arquivos que
podem ser impressos por um dispositivo particular. GPP é chamado no DOS com o

seguinte formato:

GPP filename /device [/f /p /op /ol /ot /o8 /cc /]

onde os argumentos sfio separados por espagos, os colchetes indicam argumentos
opcionais, e os dispositivos podem ser os seguintes:

fdps
/deps
fdpic
/dtek
/dteke
/dgms
/dimg
fdhpg]
Idjet
/djet150
/ddesk
/depsd
/depst
Jdmx

PostScript (Apple LaserWriter)
Encapsulated Postscript

pic format ( troff )

Tektronix 4010/4014 output
Tektronix 4105/4110 output (color)

QMS Lasergrafix Tek emulation
Imagen Laserprinter ,

HPGL (HP compatible plotters)
HP Laser Jet Plus (300 dpi)

HP Laser Jet Plus (150 dpi)

HP Deskjet (300 dpi)

o009 pin drat qality
epson 9 pin final quality

epzon MX compatible 9 pin draft quality
epson 24 pin draft quality
epson 24 pin final quality

Pen plot file

VGA grephics display

EGA grsphics display

CGA graphics display

Hercules graphics display
AT&T 6300 graphics display

21



£

p

fop
/ol
/ot
/cs
foc
A

output file name other than default
pause after each plot

portrait page orientation, half page
landscape page orientation
portrait page orientation, full page
simplex character font

oomplex character font

output to standard output

Por exemplo, os comandos MATLAB

t=-50:.3:50;
y = sin(t)./;
plot(t.y)
mets sincplot

plot(difi(y)./difR())

meta

A}

criam um "metafile” chamado sincplot.met contendo 2 grificos, um resultante da
funciio sinc e outro de sua derivada. Para conseguir uma impressiio do "metafile”, o
proximo passo € rodar o GPP. Por exemplo, no DOS

GPP sincplot /depsd
print sincplot.eps

Neste caso o arquivo resultante do comando GPP ¢ sincplot.eps, pois
o dispositivo de saida adotado foi uma impressora epson 9 pinos. A geguir podemos
imprimir os gréificos através do comando print do DOS. Note que poderfamos usar

esses comandos sem gair do MATLAB usando o operador 1.

2.18 Fluxo de Controle

Onnﬂabpomnomﬂosoomoosmdosmnmomdas

for varifivel = inicio:fim, comandos, end
fori=1:n x(i)=0, end

atribui 0 a todos os elementos de x.
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while expressho

if condiciio

elselfl

else

break termina um loop

3



3. Redes Neurals

Modelos de redes neurais artificiais ou simplesmente redes neurais
tém sido estudados hi varios anos e no decorrer desses anos ja receberam diversos
nomes, taig como, modelos conexionistas, modelos de processamento distribuido
paralelo, sistemas neuromorficos. Todos estes modelos tentam obter da maquina um
desempenho que "imite” o comportamento humano, através de INTERCONEXOES
DE ELEMENTOS COMPUTACIONAIS SIMPLES, que “simulam” o nosso
sistema nervoso bioldgico. A estruturs basica desse sistema é o neurdnio que
desempenha o pape! de difusor de impulsos.

O modelo dos neurdnios do sistema nervoso foi copiado para uma
estrutura computacional, onde cada neur6nio se tomna um processador e a cada
informag#o trocada entre esses processadores esta associado um peso.

Pode-se definir entio, redes neurais como sendo um sistema de
interconexiio de processadores, baseada no sistema nervoso, que stua apds um
estimulo externo.

\ Redes Neurais tém encontrado uma grande aplicagiio nas areas de
reconhecimento de padrdes e imagens, processamento de sinais, controle,
automagio, otimizagao, etc.

Modelos de redes neursis siio especificados pela topologia da rede,

caracteristicas dos nés (neurdnios), regras de treinamento ou aprendizado. Estas

regras baseadas nos valores iniciais dos pesos indicam como os pesos deveriio ser
modificados para melhorar o desempenho da rede. Os elementos computacionais
(nds) usados numa rede neural sio modelos niio-lineares, tipicamente analégicos,
que executam operagoes simples, tais como, calcular a soma ponderada de suas
entradas e fornecer uma saida através de uma fungéo nio-linear denominada fungiio

. de transferéncia. Um neurdnio € caracterizado por um "threshold” ou "offset” 6 e

pelo seu tipo de fungiio de transferéncia. Na figura 3.1 temos os 3 principais tipos
de fungdes de transferéncia : hard limiters, threshold logic elements e sigmoidal

nonlinearities.

f,000) (@) @

*1 4 +l
0 o hn a- 0 G-

“-'

Hard Limiter Threshold logic Sigmaid

Figura 3.1 : 3 tipos de fungdes de transferéncia



3.1 PERCEPTRON

O percetron ¢ o exemplo mais simples dentre as redes com entradas
continuas (redes cujos valores de entrada correspondem aos valores reais do
problems). Esta rede causou muito interegse no inicio de seu desenvolvimento, pois
era habilitada a reconhecer padrdes simples. Um perceptron decide se uma entrada
pertence 8 uma de duas classes (denotada por A e B, por exemplo).

Na figura 3.2 encontra-se o modelo de um Perceptron.

Trats-se de um Unico né que recebe um vetor X = (xp,X1,.....Xp.1) ©
fomece um saida Y, dada por:

n
Y=F(Z wi*x-6)
18

onde F é uma fungéo de transferéncia "Hard Limit", w; sio os pesos e 8 é um
"threshold”.

Figura 3.2 : Perceptron

Como a fungiio de transferéncia é "Hard Limit”, o valor de Y serd 1 ou

-1, que indicard se o vetor X pertence ou niio a uma certa classe.
O estudo do perceptron serviu de base para o desenvolvimento das

redes multi-camadas, pois sua estrutura ¢ toda baseada no conceito imicial de
perceptron. ‘

3.2 Regra Delta
A Regra Delta, como outros algoritmos que seguem o gradiente de

uma curva, é chamada ums regra de aprendizagem "gradient-descent”.
Ela ¢ utilizada para o ajuste dos pesos de uma rede neural da seguinte

forma:
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Primeiro cada neurdnio deve fornecer uma saida através de uma
func¢iio de transferéncia adequada. Entiio permite-se a comparaciio entre essa saida ¢
a saida desejada, d, computando o valor do erro, E, para o padriic de entrada E ¢
computado subtraindo-se a saida atual, y, da desejada d : E=d -y.

Finalmente calcula-se a troca dos pesos usando-se a regrs delta.

W=W+B*E*X)|X|?2

onde X ¢ W slo os vetores entrada e peso, respectivamente, ¢ B é uma constante de
aprendizagem, ou melhor, B ¢ uma medida da velocidade de convergéncia do vetor
peso para & posigio do erro minimo.

Note que a regra delta é uma equagéo vetorial. O erro E e a constante
B si@o valores escalares, os outros elementos sdo vetores. Uma outra coisa
importante para se notar sobre esta equagio € que somente os pesgos que estido nas
entrades X s#o modificados.

3.3 Redes Multi-Camadas

Redes multi-camadas sio redes "feed-forward” com uma ou mais
camadas de neurbnios entre os neurfnios de entrada e saida (figura 3.3). Estas
camadas adicionais contém unidades escondidas ou neurdnios que néio estdo
diretamente conectados a ambos 0s neuronios de entrada e saida.

As camadas de uma rede multi-camadss tém diferentes nomes.
Camadas as quais retomam as saidas da rede sdio chamadas camadas de salda As
outras camadas sio chamadas escondidas ou ocultas.

Em geral, o mimero de neurdnios nas camadas escondidas nfio €
definido. Quanto mais neurdnios, mais provavel sera de encontrarmos uma solug@o.
Contudo, muitos neurSnios significam aumento no tempo de treinamento e malnzes
de pesos e vetores de "biases” muito grandes na solugio.

A rede multi-camadas pode ser treinada com o algoritmo "Back

propagation”. Este algoritmo é uma generalizaglio do algoritmo da regra deita. Ele
~utiliza o método do gradiente para minimizar uma funglio emro, que ¢ igual a
diferenca média entre as saidas desejadas ¢ atuais darede. _
Esta generalizactio ¢ dads pela formula :

W”=W+(Q*F1,"X)|X]2

Ep=C Gi-d)?)/2
onde d; ¢ o valor desejado, y;j o valor obtido pela rede, para cada padriio de entrada
¢ Ep denota o emro relativo ao p-ésimo par: (x;,d;) apresentado a rede.
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Um termo momentum pode ser acrescentado 8 formula acima, para
acelerar 8 convergéncie da rede. Assim temos:

W=W+@B*Ep*X) X2 +a*W-W

O termo momentum ¢ simplesmente 8 multiplicagio de uma constante
a. pela mudanga no vetor peso do neurbnio de representag¥io prévia do padriio de
entrada. Entiio se o ltimo peso mudado foi em uma diregio, o termo momentum
tenta fazer a proxima mudange de peso em mais ou menos 8 mesma diregio.
Dependendo dos valores dos parfimetros e da situsgiio, 0 momentum pode ser
suficiente para a atingir um minimo local.
Considera-se que a rede atingiu a convergéncia quando o erro total,
ET, dado por :
ET=(Z Ep) < TOL

onde TOL ¢ um valor arbitrario pequeno.
Redes multi-camadas treinadas com o algontmo "Backpropagation”

siio comumente chamadas redes Backpropagation.

Redes Backpropagation treinadas tendem a8 dar respostas razogaveis
quando s#o apresentadas entradas desconhecidas pela rede. Esta propriedade de
generalizagéio toma possivel se treinar uma rede para um conjunto representativo de
pares entrada/saida e conseguir bons resultados para novas entradas sem

treinamento da rede para todos os posgiveig pares entrada/saida.

27 .



Figura 3.3 : Rede de 3 camadas
3.4 Algoritmo BACKPROPAGATION (ref [5])

1. Inicializar os pesos e "offsets” aleatorniamente com valores
pequenos.

2. Apresentar o vetor de entrada X = (x(,X],..-,Xp-1) € especificar as
saidas desejadas D = (dg.dj.-...dm-1)

3. Calcular as saidas Y = (30, Y1, -.. » Ym.1) usando a fungio de
transferéncia adotada. - r

 4.Atalizar os pesos usando um algoritmo recursivo comegando na
iltima camada e voltando pars a primeira camada escondida.

wij(t+1) = wj;[© + P*5jex;

Nesta equagiio Wij(®) é o peso do né i da camada escondida ou- de

uma enirada para o no j no tempo t, X; é ou uma saida do né i ou uma entrada da

rede,eSjéumtmnoe:ropmonéj.
Se j esté na camada de saida entiio:

Si=y;*(-y*d-y
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Se j estd numa camada intermediéria entdo:
B=x5° (1) * B * wi)
" A convergéncia ¢ mais répida, se um termo momentum ¢é adicionado, ¢

neste caso os pesos sio dadas por:
wij(t+1) = wijj®) +B* §* x i + & * (Wj;(t) - wjj(t-1)), onde 0<a<1.

5. Repetir oz passos de 2) a 4) at¢ a rede convergir.

A seguir temos um algoritmo Backpropagation detathado usando uma
rede de 3 camadas para o reconhecimento de letras. Sejam:

MAXI] - mimero de neurdnios da pnmeira camada

MAX2 - mimero de neurdnios da camada do meio

MAX3 - mimero de neurdnios da Ultima camada

W1 - vetor peso da camada de entrada para a do meio

W2 - vetor peso da camada do meio para a Gltima

SAIDA - vetor de saidas desejadas

KONE - vetor de entradas da rede

KTWO - vetor de gaidas da camada do meio

KEND - vetor de saidas da ultima camada

ERRO_TOT - erro quadritico total

ERRO_KEND - vetor com o erro de cada neurdnio da dltima camada
ERRO_KTWO - vetor com o erro de cada neurdnio da camada do meio
W2_POST - nova matriz de pesos da camada do meio parsa a iltima

W1 _POST - nova matriz de pesos da camada de entrada para a do meio
TOLERANCIA - valor do erro total desejado

Inicio
1. randomizagiio dos pesos

Para I « 1 até MAX1 faca
Para J « 1 até MAX2 fag
W1{LJ] « (mimero aleatdrio entre "-1" ¢ "1")
Fim para * .
Fim para
Para I « 1 até MAX2 fags
Para J « 1 até MAX3 faca
W2[L,J] « (mimero aleatério entre "-1" ¢ "1")
Fim pars
Fim para

29



2. inicializa saida padriio

Para ] « 1 at¢ MAX3 faga
SAIDA[I] « (saida padriio)
Fim para

3. inicializa entrada padriio

Paral « 1 até MAXI] faca
KONE[T] ¢« (entrada padriio)
Fim para

4. leitura do modelo de entrada

Paral « 1 até MAX] faga
Leia KONE(I]
Fim para

5. calculo da camada do meio

Para] « 1 até MAX2 faga
SOMA « 0

Para J « 1 até MAX] faga
SOMA « SOMA + (1. + EXP(-KONE[I]D))*W1[].]]

Fim para

KTWO[I] « SOMA

Fim para
6. célculo da dltima camada

Para ] « 1 até MAX3 faca
SOMA « 0
Para J « 1 até MAX2 faca
SOMA « SOMA (1. + EXP(-KTWO[J])))*W2[J.]]
Fim para i ‘
KEND[I] « SOMA
Fim para ‘
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7. ctlculo do erro total na Gltima camada ——-----

ERRO_TOT ¢ 0
Para] « 1 até MAX3 faca
ERROI1[T] « SAIDA[T] - (1. + EXP(-KEND[I])))
ERRO_TOT « ERRO_TOT + ERRO1[IJ*ERRO1[I}
Fim para
ERRO_TOT « ERRO_TOT /2

- S ctlculo do erro de cada neurdnio da Gltima camada -----—

Paral « 1 até MAX3 faga
ERRO_KENDI] « (1. / (1. + EXP(-KEND[I]))) *
(1-Q./0.+EXPC-KEND[ID)) *
ERROI[T]
Fim para

Para ] « 1 até MAX2 faga
Para J « 1 até¢ MAX3 faga
W2 POSTI[LJ] « W2[LJ] + (B * ERRO_KEND|[J] *
(1.7(1 .+ EXP(-KTWO[I])) +
(o* (W2[LJ] - W2_ANT[LJ])
Fim para '
Fim para

{Obs : W2_ANT ¢ o peso da iteragio anterior}

10. ---—- célculo do erro de cada neurSnio da camada do meio ~~----e-

Paral « 1 até MAX2 faca
- SOMA « 0
" Para J « 1 até MAX3 faca
SOMA « SOMA + W2[LJ] * ERRO_KEND{J]
Fim para |
ERRO_KTWO[I] « (1./ (1. + EXP(KTWO[I])) *
(1-(.+ EXP(-KTWO[]))) * SOMA

Fim para
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11, -eeee Atualizaclio dos pesos (primeira camada para 8 do meio)-----——-

Para I « 1 até MAX] faca
Para J « 1 até MAX2 faca
W1_POST(LJ] « W1{LJ] + (B * ERRO_KTWO[J] *
(1.7 (1. + EXP(-KONE[))))) +
(a* (W1{LJ] - WI_ANT[LJ]))
Fim para
Fim para

{Obs : W!_ANT ¢ o peso da iteraglio anterior}

| b ensino dos padrGes para a rede

LETRA « FALSO

Repita
Procedimento §
Procedimento 6

Procedimento 7
Se ERRO_TOT < TOLERANCIA entiio

@ LETRA « VERDADEIRO

L seniio

. Procedimento 8
Procedimento 10
Procedimento 9
Procedimento 11

Fim se
Até LETRA

13, —er-rrmm-- reconhecimento do modelo de entrada -——-r--r-—rc-

Procedimento 4
Procedimento 5
Procedimento 6
Se RECONHECEU entiio
f Imprime padriio reconhecido
Seniio
Imprime mensagem de nfio reconhecimento
Fim se
Fim
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Inicialmente os pesos entre as camadas da rede sfio inicializados todos
com valores aleatoriog entre -1 ¢ 1. ,

Em segnida, na fase de aprendizado, apresents-ze a rede o modelo a
ser ensinado fornecendo seus valores como entrada na primeira camada, calculando
a saida desta camada utilizando a fungic migmoidal. As entradag da segunda camada
siio calculadas utilizando os pesog entre a primeira e segunda camadas e a saida da
primeira. Novamente utiliza-se 8 fungiio sigmoidal no calculo da saida da segunda
camada. Através, dos pesos enire a segunda e ultima camadas e também da saida
da segunda, sfio calculadas as entradas da ultima camada e sua respectiva saida
com 8 mesma funglio citada.

A maids resultante é comparada com a saida desejada do padriio a ser
enzinado, e caso & rede tepha aprendido a reconhecé-lo, isto é, a rede tenha
convergido, & rede passa para a fase de reconhecimento, seniio, continuara a repetir
o processo através da atualizagéio dos pesos.

Para verificar a convergéncia, os modulos dos erros obtidos em cada
neurdnio da ultima camada, onde o erro ¢ dado pela diferenca entre o valor da saida
desejada pela saida obtida em cada neurdnio, stio somados gerando um erro total.

- Se o erro total for menor que uma toleréincia estipulada, a rede obteve convergéncia.

Caso o valor ainda seja menor que essa toleréincia, o erro ocasionado
na saida é projetado de volta para as camadas anteriores, e através destes erros, das
saidas das camadas e dos pesos anteriores, os pesos s#o atualizados e os valores do
padriio a ser ensinado é novamente apresentado & rede repetindo todo o processo até
a sua comnvergencia.

Ao terminar 8 fase de aprendizado, ou seja, quando todos os padroes
ja foram ensinados, passamos & fase de reconhecimento, cujo modelo a ser
reconhecido ¢ apresentado & rede. O que se busca nesta fase ¢ a resposta da rede
apo6s a apresentagio do modelo desconhecido (A rede agora, possui os pesos ja
adaptados resultantes do aprendizado). O padrio reconhecido serda aquele que
possui a sua saida parecida com a saida resultante da rede, que obtemos a partir do
erro gerado entre as duas saidas (da rede e do padriio ensinado).
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4 Redes Neurais no Ambiente MATLAB

Nesta seglio apresentaremos como os modelos:. PERCEPTRON e
Redes Multi-Camadas siio implementadas no ambiente MATLAB.

4.1 Modelo de Neurdnio e Arquiteturas de Rede

| O modelo de neurénio ¢ as arquiteturas de redes neurais descritas a
seguir siio as adotadas no TOOLBOX/MATLAB.

4.1.1 Mrﬁnlo com umas entrads

Um neurSnio com uma Unica entrada ¢ sem "bias" é mostrado na
figura 4.1(a). A entrada p ¢é transmitida através de umsa conexiio que multiplica seu
valor por um peso w, para formar o produto w*p. Aqui o produto w*p é o unico
argumento da fungiio de transferéncia F, que produz a saida a. O neurdnio na figura
4.1(b) tem um "bias” b, que € uma entrada adicional para a fungiio de transferéncia
F. O "bias" é mais ou mends como um peso, exceto que ele tem o valor constante

1. .

"Biases” déio a rede mais graus de liberdade para aprender uma fungdo
desejada. Usando "biases" a rede tende a aumentar as chances de encontrar uma
solugiio aceitavel e também diminuir o nimero de ciclos de treinamento. Entende-
se por ciclo a cada apresentagéo do conjunto de dados durante a fase de treinamento

da rede.

Emsrada NewrSnio sem “blas" Entads NeurBnio cem "blas"
Pe 2P Pe N F P

w w .

, b
| W ) CEE— | S ) VE——
| - a=Fw"p} 8=Fiw'p+b]
(L) : »
Figura 4.1



4.1.2 Fungbes de Tranzferéncia

Trés das fungdes de transferéncia mais usadas sfio mostradas na figura

4.2
A funglio de transferéncia "Hard Limit” usada no MATLAB limita a

,saidadoneurﬁnioemOoul.Efrequeﬁomeﬁzumdapmaiarm&xiosme

tomem decisdes tais como classificagio.
A fungiio de transferéncia linear tem uma saida igual a sua entrada
mais o "bias". NeurSnios com esta fun¢io de transferéncia podem ser usadas como

aproximagdes lineares.
‘A fungiio de transferéncia "sigmoid” coloca entradas reais dentro do

 intervalo 0 a2 1. Geralmente ¢ usada em redes Backpropagation.

As fungbes de transferéncia na direita em cade um dos trés casos
mostrados, tem um "bias" e os da esquerda nfio. Vocé pode especificar se o "bias”
é usado incluindo-o ou excluindo-o dos valores fornecidos pela fungio.

‘ ‘ 41 41
) I —RF
............. 5 3
Hard Limit sem “bias” Hard Limit com “hias"
(a)
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4.1.3 Neurfnio com mniltiplas entradas

Um neurbnio com R entradas ¢ mostrado na figura 4.3. Aqui as
entradas individuais P(j), multiplicadas pelos elementos w(l,j) da matriz w, sio
somadas para formar as entradas para 8 funghio de transferéncia F. O neurdnio tem
um "bias” e uma saida a.

Entrade Naurénlo
r F 2 >
l.
1
a=~F (WP +b)
Figura 43

O vetor de pesos w(l,}) e o vetor de entrada P(j) podem ser
representados como um vetor linha W e um vetor coluna P da seguinte maneira;

LUl
P2]
W= [WILWIL2 .. WILRI] ; P=| . | ,respectivaments.
PIY

b
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4.1.4 Ums camads de neurdnios

Uma rede de uma unica camads com R entradas ¢ S neurfnios é

mostrade na figure 4 .4.
Neste cazo, cada elemento da entrada do vetor de entrads P ¢

conectado & cada neurSnio através da matriz peso W. Cada um dos S neurénios tem
uma somatoria, ¢ as saidag formam um vetor N de S elementos. A entrada da
fungiio de transferéncia da rede ¢ a soma de suas entradas w*p apropriadas e o
"biag" b. Finalmente, as saidas das camadas de neurSnios forrnam um vetor A.

Camada ée newmBnios
N{1) F All)
Pl‘l
1
N[2) F Al2) .
B
1
NIS] . 1 AlS]
P
, 5 - )
A=FiW"P+B]

Figura 4.4

Obs:NoatwimMA'I'LABlsmdasfotmammmm
deniominada camada de entrada ¢ niio uma camada de neurdnios. No entanto, muitos
autores adotam & camada de entrada como sendo uma camada de neurdnios, como

pode ser visto na figura 3.3. Neste caso as entradas siio apresentadas diretamente |

aos neurdnios da primeira camada.
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4.1.S Miiltipias camadas de neurdnios

No MATLAB cada camada tem ume matriz peso W, um vetor "bias"
B, um vetor N (w*p), e um vetor saida A. Para distinguir entre as matrizes peso,
vetores saida, etc..., para cads destas camadas, colocaremos o mimero da camads
nos nomes de cada uma destas varidveis. Por exemplo, 8 matriz peso ¢ o vetor saida
para 8 primeira camada siio denotados como W1 ¢ Al, pars & segunda camads estas
varidveis sio denotadas como W2 e A2, eic...

Ums rede de 2 camadas ¢ mostrada na figure 4.5. Ela tem uma
camada de saida(camada 2) ¢ 1 camada escondida ( camada 1).

Redes nriltiplas camadas sfio bem mais eficientes. Por exemplo, uma
rede de duas camadas, 8 primeira com neurdnios cuja fungio de transferéncia ¢
"sigmoid" e a segunda linear, pode ser treinada pars aproximar qualquer funglo
pratica arbitrariamente bem.

Entrads ) Camwde 4

| (1)

w2)

mEn
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4.1.6 Batching : Muiltiplos vetores de entrads.

Comumente um vetor de entrads ¢ apresentado a rede, as saidas siio
calculadas e um algoritmo é aplicado para determinar as trocas dos pesos. Contudo
vocé pode aplicar Q vetores de entrada simultaneamente, e conseguir a resposta da
rede para cada um deles. Tal operagio em "batching” ¢ mais eficiente.

Um batch de Q vetores de entrada de R elementos aplicado pars uma
rede de S neurdnios é representado da seguinte maneira:

r 1

POLY) POLD) ... PLO)
.| ey Pea . rea
PRY PR .. PRQ)
ALY AQL2) .. A(LG) '
A AR ARZZ) ... AR,Q)
| AS) ASD) - ASQ)

A rede produzira um vetor saida A(:,j) para cada vetor de entrada
P(.,}). Assim a aplicagéio de Q vetores de entrada produzirio uma matriz saida A

com S linhas e Q colunas.
Note que P(:,n) retora a n-ésima coluna da matriz P e P(n,:) retoma a

n-égima linha da matriz P.
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42 Implementando o PERCEPTRON no  ambiente
MATLAB

A seguir veremos todos os procedimentos necessérios para
implementaciio do perceptron no ambiente MATLAB.

4.2.1 Inicislizacko

A funciio rands do MATLAB é utilizada pars inicializar os pesos e
"biases” de uma rede com pequenos valores positivos ou negativos. Para uma rede
com 4 entradas e 1 camada de 8 neurdnios, o codigo de inicializagio é:

R=4;
S=8;
{W,B] = rands(S,R)

R ¢ o mimero de entradas da rede e S o mimero de neurdnios na unica

camada da rede. W e B representam os pesos e "biases” da rede respectivamente.
A fungiio hardlim aplica a funglio de transferéncia "Hard Limit"

(figura 3.2(a)) para todos os n clementos da matriz N.
Quando um "bias” nio ¢é usado, o perceptron produz 1 se a entrada da
rede é maior que 0, caso contrério, produz 0. Se um "bias” € usado, a funglio de

transferéncia é deslocada uma quantidade b(bias) para a esquerda. Neste caso, o
perceptron produz 1 se a entrada da rede ¢é maior que b ¢ 0 caso contrdrio.
Normalmente "biases” sfio usados e & linha de cédigo no MATLAB para calcular a

gaida de um perceptron €. .
a hardlun(W“‘P+b),

4 . Quando um conjunto de vetores de entrada ("batch") sio apresentados
pmopeoepu'on,o"bxas épassadoeomosegmdoargnnmﬁoaomvésdeser
adlcnomdoaopnnmrougm ,

a=hardlim(W*P,b),
4.2.2 Regra de aprendizagem
A rede perceptron ¢ treinada para responder a cada vetor de entrada

com um correspondente vetor saida com valores 0 ou 1. A regra de
do perceptron ¢ aplicada a cada neurdnio a fim de calcular as novas linhas da matriz

-peso W e os novos "biases”.



As trocas dos elementos da matriz peso e "biases” podem ser
calculados usando & funglio learnp, que retomns trocas pars & matriz peso e para os
"biases” dado o vetor de entrada P, o vetor saida A (calculado através da funglio de
transferéncia) , e o vetor saida desejado T.

[dW,.dB] = leamp(P,A,T);

Esta funglio também pode ser chamada com apenas um argumenio de
entrada dW pare conseguir apenas novos pesos quando "biases” nfio sio usados.

Outra caracteristica da funglio de aprendizagem leamp é que P, A, ¢
T, podem ser usados com treinamento em "batch" da rede, apresentando vérios
vetores de entrads simultancamente.

O cédigo seguinte spresenta um conjumo de vetores de entrada para
um perceptron e atualiza os pesos e "biases” utilizando a regra de aprendizagem do
perceptron e o vetor de saidas desejadas T.

\ A = hardlim(W*P,B),
[dW,dB] = leamp(P,A,T),
W=W+ dWw,
B=B+dB,

4.2.3 Treinamento

Vetores de um conjunto de treinamento sio apresentados para a rede
um 8pos o outro. Se a saida da rede esta cometa nenhuma mudanga é feita. Por
outro lado, os pesos e "biases"” sfio atualizados usando a regra de aprendizagem do
perceptron. Uma passagem completa através de todos os vetores de treinamento
sera chamado um ciclo. Quando um ciclo completo tenha ocomido sem efro, o
treinamento termina. Depois disso qualquer vetor de entrada de treinamento poderd
ser apresentado a rede e ela ird responder com o vetor saida correto. Se um vetor P;
fora do conjunto de treinamento é apresentado a rede, a rede tenderd & exibir um
generalizagiio respondendo com uma saida parecida & saida correspondente ao
vetor de entrada parecido com o vetor P;.

Os vetores de entrada podem ser apresentados sirmiltaneamente
("batch"). A rede é considerada completamente treinada apenas se todas as saidas
associadas com os vetores de entrada estiic cometas. Por outro lado o treinamento

contimua. ‘

O cédigo para tremamento de percepirons utilizando "batch” ¢
mostrado 8 seguir. Muitos desses detalhes estio dentro da funglio trainp do
MATLAB.

TP = [disp_freq max_epoch]

[W,B,epochs] = trainp(W,B,P,T,TP)
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O argumento TP é um vetor linha de dois valores: o mimero de ciclos
em que o progresso do treinamento da rede é mostrado, ¢ o miximo mimero de
ciclos pars treinamento.

O seguinte codigo demonstra como trainp opers. Quando dado um
conjunto de vetores de entrada P, o correspondente conjunto de vetores saida T, o
nnnemodecnclosemq:eoprogemdohnnmalodcvnurmomdo
(disp_freq), ¢ o mimero miximo de ciclos para treinamento (max_epoch), trainp
treina uma rede com & regra de aprendizagemn do perceptron. Primeiro, é claro, as
variaveis W e B devem ser inicializadas com valores randomicamente gerados.

% FASE DE APRESENTACAO:
A = hardlim(W*P B),
for epoch=1:max_epoch
% FASE DE CHECAGEM
if all{A==T)
epoch—epoch-1;
break;
end
% FASE DE APRENDIZAGEM
[dW,dB] = learmp(P, A, T);
W=W+dW,
B =B +dB;
%FASE DE APRESENTAGAO
A = hardlim(W*P,B),
end

O processo de treinamento pode ser visto como tendo 3 fases:

1. FASE DE APRESENTAGAO : Apresenta-se a matriz de vetores
de entrada a rede e calcula-se a matriz de vetores saida através da fungiio de
transferéncia adotada.

2. FASE DE CHECAGEM : Verifica-se se cada vetor saida calculado
A & igual ao vetor saida desejado T. Setodososvetoresetlnduguammosvm
gaida corretos para um conjunto egpecifico de pesos e "biases”, ou apés um mimero
maximo de épocas , 0 treinamento para.

3. FASE DE APRENDIZAGEM : Ajusta-se pesos ¢ "biases” com a

regra de aprendizagem peroepiron e retormna-se a fase 1.
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4.2.4 Exemplo
Considere um simples problems de classificagio com quatro vetores

de entrade divididos em duas classes. Dois dos vetores de entrada slio associados
com & saida 1 ¢ os outros dois com & eaida 0.

“145 05 85 1.8] entrade

L

T=[1.l 1.0 o8 u] classificagles

[-I.S 45 03 u] 4 vetores de

Aqui estd o cédigo necessirio para definir o problema:

P=[-05 -0.5 +0.3 +0.0;
-0.5 +0.5 -0.5 +1.0]; ‘ ,
T=[1100];

Os vetores de entrada para o problems sio mostrados na figura 4.6.
Os vetores entrada que tem saida 0 sio marcados com um 'o’ e os vetores entrada
cuja saida é 1 sio marcados com "+

Uma rede com duas entradas e um neurSanio é suficiente para resolver
o problema.
O mimero de entradas e neurdnios da rede devem ser definidos e os
pesos ¢ "biases” iniciais devem ser encontrados antes do treinamento. |

[R,Q] = size(P), |
[S.Q] = mize(T), | |
W = rands(S,R); | '
b = rands(S,1); o

A seguir, o mimero de ciclos para mostrar o progresso da rede
(disp_freq) o mimero miximo de ciclos (max_epoch) necessirios para o treinamento
devem ser inicializados. Abaixo temos 20 ciclos. ‘

disp_freq=1;
max_epoch = 20;
TP = [disp_freq max_epoch];
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Agors a rede esté pronta para ser treinada.
[W,b,epochs] = tramp(W,b,P,T,TP);,

O gréfico na figura 4.7 moetre og vetores entrada rotulados com suas
saidas. Uma linha tracejada mostra como uma rede divide inicialmente seu espago
de entradas. Como mostrado, og o's ¢ +'s niio estéio divididos corretamente. Este
gréifico mostra como & rede ajusta seus pesos ¢ "biazes” para classificar o espago
de entradas até encontrar uma solugio. As linhas pontilhadas mostram os estados
intermediarios da rede, enquanto a linha g6lida mostra a solugéo final.

O grifico na figura 4.8 mostra como os dois pesos ¢ "biases” da rede
silo trocadog com o progresso do treinamento. :

Estes valores finais séio obtidos apds 4 ciclos de treinamento:

W = [-2.6161 -0.6922), B = [-0.1680];
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Perceptrons podem encontrar uma soluclo diferente se eles comegam
com diferentes condiges iniciais. Por exemplo, a rede foi treinada novamente oom
diferentes condigbes iniciais. A rede resolveu novamente o problema, mas obteve

diferentes pesos ¢ "biases”:

W =[-2.1642 0.0744];
B =[-0.6433];

A segunda solugiio divide o espago de entradas em espagos diferentes.
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4.3 Implementando BACKPROPAGATION no smbiente
MATLAB

A seguir descrevemos como implementar o algoritmo backpmpagmon
utilizando o TOOLBOX / MATLAB.

4.3.1 Iniclalizaciio

A matriz de pesos iniciais para a rede backpropagation ¢ criada com
elementos randémicos entre -1 e 1. Tais elementos podem ser obtidos usando a
fungiio rands do MATLAB.

A seguir temos o codigo de micializagdo para uma rede de duas
camadas (figura 4.5) com 2 entradas, 4 neurdnios na camada oculta e 1 neurdnio na
camada de saida. Para o treinamento seriio utilizados os seguintes vetores
entrade/zaida:

00)—>0

1)1

(10)—>1

11)—>0

Na fase de inicializagiio as matrizes P (matriz de entradas da rede) e T
(matriz de saidas) devem ser definidas. Neste caso:

[0 0 1 ]4vehres¢e
P= /]

L
elo o)

A primeira coluna de P cofresponde o primeiro vetor de entrada
apresentado & rede, a segunda coluns corresponde a0 segundo vetor de entrada ¢
assim por diante. Do mezmo modo, cada elemento de T corresponde 8 uma saida
dese_;adadamde As linhas de cédigo para definir P ¢ T s#o:

P=[001};
0101];
T=[0110];



O restante do c6digo de inicializagho é:

[R,Q] = size(P),

S1 =4;

[S2,Q] = size(T);
[W1,B1] = rande(S1,R);
[W2,B2] = rands(S2,S1);

A fungiio size retorna o mimero de linhas e o mimero de colunas de
uma determinada matriz.

R ¢ Q recebem o mimero de linhas e o mimero de colunas da matriz P,
ou seja, R recebe o mimero de entradas da rede (2 entradas) e Q recoebe o mimero
de vetores de entrada da rede (4 vetores). S1 contém o mimero de neurdnios na
camada escondida e S2 o mimero de neurdnios na ultima camada (1 neurénio). O
mimero de neurénios na saida da rede € obtido pelo mimero de saidas da rede.

Backpropagation frequentemente usa a funglio de transferéncia
"sigmoid" (figura 4.2(c)).

A fungéo logsig disponivel no MATLAB aplica a fungiio de
transferéncia "sigmoid" para todos os n elementos da matriz N.

Se 8 ultima camada da backpropagation tem neuronios cuja fungiio de
transferéncia é "sigmoid"”, entdio as saidas da rede séo limitadas para uma pequena
extensiio (entre 0 e 1). Se os neurdnios tém fungéio de transferéncia linear as saidas
da rede podern assumir quaisquer valores.

Para simplificagio chamaremos neurdnios sigmoides, os neurdnios que
tém como fungiio transferéncia a fungio "sigmoid”. Analogamente, chamaremos
neurdnios lineares e neurdnios tan-sigmodides, os neurdnios cujas fungdes de
tranferéncia siio as fungdes linear e tan-gigmoid respectivamente.

Por exemplo:

A = logsig(W*P,B);

» Esta linha de cédigo calcula as saidas A geradas pela matriz P,
composta por vérios vetores de entrada, paras neurdnios "sigmoides” com peso W ¢

"bias" B.
: Altemativamente, redes Backpropagation podem usar as fungSes de -
tranferéncia “tan-gigmoid” (tansig) e linear (purelim).
| 4.3.2 Regra de aprendizagem
A regra de aprendizagem backpropagation é usada para treinar redes
multi-camadas, niio lineares, pars realizar aproximagio de fungGes, associagio e
classificagiio de padroes.
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Derivadas do erro quadrético total ds rede com respeito a uma entrads
da rede sio usadas por backpropagation pars sjustar og pesos ¢ "biases” & fim de
dimimiir o erro quadrético total. As derivadas de erro, ou vetores delta, de uma
camada de saida slio calculados do vetor erro da rede E. Os vetores delta das
camadas escondidas sko calculados dog vetores deltas das camadas seguintes. Esta
retropropagaciio de vetores delta originou a técnica backpropagation.

Estes vetores siio calculadadog com fungGes deltalin, deltatan e

deltalog, cujas descrigdes siio apresentadas a seguir.

deltalog(A,E) retoma o vetor delts para uma camads de saida de
neurdnios cuja funglio de transferéncia ¢ "sigmoid”. A é o vetor saida e E ¢ o vetor
erro. deltalog(A,D, W) retomna o vetor delta para uma camada escondida de
neurdnios sigmoides. D é o vetor delta da camada seguinte e W € a matriz peso.
Calcular um vetor delta do vetor delta da camada seguinte é referido como uma
"backpropagation” de deltas.

deltalin(A,E) retoma o vetor delta para uma camada de saida de
neurdnios lineares .
deltalin(A,D,W) retoma o vetor delta para uma camada oculta de

neurdnios lineares .

deltatan(A,E) retoma o vetor delta para uma camada de saida de
neurdnios tan-sigméides .

deltatan(A,D,W) retoma o vetor delta para uma camada oculta de
neurdnios tan-sigmoides .

As trocas a serem feitas nos pesos e "biases” das camadas sio
calculadas usando estes vetores deltas D, e o vetor P da camade de entrada. Isto é
encontrado na funclio learnbp.

Ieambp(PD,lr)reﬁammmzdemdepesospmumm
camada dado o vetor entrada P, vetores delta D, emmtaxndeaprend:zngemlr A
taxa de aprendizagem Ir corresponde ao B do item 3.2.

[dW,dB] = learnbp(P,D,Ir) retorna uma matriz de trocas de pesos e
um um vetor de trocas de "bias” para uma camada. .
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4.3.3 Treinamento

Para treinar uma rede, vetores de entrada e correspondentes vetores de
saida sfio apresentados a rede e os vetores erro siio calculados. O erro quadritico
total é entio encontrado. Se o erro quadritico total pare todos os vetores de
treinamento € menor que o erro desejado, o treinamento péra. Por outro lado o
vetor delta ¢ calculado para a camada saida ¢ outros vetores deltas séio

retropropagados stravés da rede.
Finalmente o pesos sfio atualizados usando & regra de aprendizado

backpropagation ¢ o processo se repete. S¢ os emros da rede sfio pequenos o
bestante, vetores podem ser apresentados a rede ¢ ela ird responder com o vetor

saida correto. Se um vetor fora do conjunto de vetores de entrada de treinamento ¢
apresentado pars uma rede bem treinada, & rede tentard exibir uma generalizagio no
seu resuitado saida.

O processo de treinamento pode ser visto como tendo 4 fases:

1. FASE DE APRESENTAGAO : Apresents-se um vetor de
treinamento de entrada a rede e calcula-se o.vetor saida através da fungdo de
transferéncia utilizada.

2. FASE DE CHECAGEM : Os vetores erro da rede € o erro
quadratico total para o vetor entrada sfio calculados. Se o efro quadritico total para
todos os vetores de treinamento € menor que o erro desejado ou se seu mimero
miximo de ciclos foi alcangado o processo para.

3. FASE BACKPROPAGATION : Calcula-se o vetor delta para a
camada saida usando o vetor de saidas desejado Entiio retropropaga-se o vetor
delta para as camadas precedentes.

4. FASE DE APRENDIZAGEM : Calcula-se a8 nova matriz peso e o
novo vetor bias para cada camads. Entlio retomna-se a fasc 1.

Todos esses detathes sio realizados pela funglio de treinamento
trainbp, a qual é usada para treinar uma rede backpropagation multi-camadas.
Primeiro o problema deve ser definido criando uma matriz de vetores de entrada P ¢
suas cormrespondentes saidas T, ¢ os pesos W e "biases” B inicializados
rand6micamente. Uma string F contendo o nome da fungiio de tranferéncia (logsig,
purelim, tansig) da camada deve também ser fomecida. Entio uma rede com uma
unica camada pode ser treinada para um mimero desejado de ciclos max_epoch, um
nivel de emro aceitivel emr_goal, usando a taxa de aprendizagem desejada. O emro
quadritico total ¢ o mimero de ciclos correntes sio mostrados através de um grifico
a cada disp_freq ciclos para nog manter atualizados do progresso.
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= [disp_freq max_epoch err_goal Ir;
[W,B,epochs, TR] = trainbp(W, B,'F",P, T, TP)

O argumento TP da fungiio trambp é um vetor linha com 4 valores :

« disp_freq - o mumero de ciclos em que o erro quadritico total é mostrado.

» max_epoch - o mimero maximo de ciclos de treinamento.

» err_goal - o nivel de erro aceitavel para o emro quadritico total.

e Ir - a taxa de aprendizagem. Tipicamente 0.01, 0.001, ou menor ( Ir
corresponde 8o B do item 3.2).

O freinamento contimia até que o mimero méximo de oiclos é
alcangado ou o erro maximo tenha sido passado. Entéio og novos pesos e "biases"
s#io retornados junto com o reimero de ciclos de treinamento e um vetor linha TR
TR fornece um registro de treinamento. Neste caso, ele contém o erro quadnitico
total da rede atraveés do treinamento.

A fungio de treinamento trainbp também pode ser usada para treinar
redes "feed-forward” com duas ou trés camadas. Para uma rede com duas camadas
trainbp € chamado comb se segue:

[W1,B1,W2,B2,epochs, TR] =
trainbp(W1,B1,'F1',W2,B2,'F2',P, T, TP)

Aqui W1, Bl, e Fl1 especificam os pesos, biases e fingdes
tranferéncias da primeira camada. Az varidveis W2, B2, and F2 definem a segunda
camada. O freinamento ocofre como uma camada simples exceto que pesos e biases
para duas camnadas séo retormados.

Aqm estd o cédigo para o treinamento de uma rede de trés camadas
cormn trainbp:

[Wl B1,W2,B2,W3,B3,te, TR]
= trainbp(W1,B1,'F1',W2,B2,'F2',W3,B3,'F3" P, T,TP)

A taxa deapmxdmganespecxﬁcaotanmhodemcasweslofems

nos pesos ¢ "biases” a cada ciclo. Taxas de sprendizagem pequenas resultam em
longos tempos de treinamento mas garantem que og valores da rede niio saltem
sobre "vales” na superficic de emmo que levariam a um valor aceitével de etro.
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4.3.4 Exemplos

Exempilo 1:

Temos aqui um problema simples com dois vetores de entrada e dois
vetores de =aida:

P ={-3.0 2.0},
T=[0408]

A rede terd uma entrada porque cada vetor de entrada tem apenas um
elemento. Do mesmo modo, como os vetores de saida tem apenas um elemento, a
camada de saida da rede terd apenas um neurénio. Para manter esse exemplo
simples a camada de saida da rede serd a tinica camada. A fungiio de transferéncia
usada sera a fungiio "sigmoid”.

Para estabelecer o mimero de entradas e o mimero de neurdnios na
camada de saida da rede no MATLAB, a linha de cédigo deve ser a seguinte:

[R.Q] = size(P),
[S.Q] = size(T),

Neste caso, R (mimero de entradas da rede) e S (mimero de neurdnios
na Gltima camada) sio ignais a 1 e Q (mimero de vetores de entrada/saida) ¢ igual a
2. Variando os valores do "bias” de -4 a 4 e variando W através do mesmo
intervalo, o efro quadritico total para cada combinagio dos pesos e "biases” pode
ger calculado para os vetores de entrada definidos e saidas correspondentes. Assim

que todos os erros tenham sido calculados, graficos como os da figura 4.9 e 4.10
podem ser gerados. O trabatho de treinamento da rede comega inicializando oz
pesos e “biases” da rede com pequenos valores randdmicos. Os valores mniciais

usados neste exemplo sio representados pelo '+' na figura 4.10. Eles siio gerados
com: ,

[va] = rands(S,R),

Parimetros de treinamento devem ser fornecidos para mostrar o
progresso do treinamento (disp_freq), limitar o mimero de ciclos de treinamento
(max_epoch), definir um erro aceitivel (erm_goal), e estabelecer uma taxa do

sprendizagem (lr).
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Agora a rede esta pronta para ser treinada.

TP = [disp_freq max_epoch emr_goal Ir];
[W,B,epochs, TR] = trainbp(W,B, 'logsig’,P, T, TP);

O grifico da figure 4.11 mostra como & rede muda de seus valores
iniciais pars uma solugio.

O registro de treinamento TR contem os erroz da rede através do
treinamento. Estes erros podem ser mostrados através da seguinte linha de codigo.

ploterr(TR)

O erro associado com cada vetor saida desejado pode ser mostrado:

A = logsig(W"*P B),
barrer(A,T)

' Os dois grificos sio mostrados nas figuras 4.12 e 4.13. O grifico da
figura 4.12 mostra o erro da rede através do treinamento e o grifico da figura 4.13 é
um gréfico de barras dos valores finais do erro quadratico total associado com cada

par de vetores entrada/saida. |
O treinamento para em 36 ciclos quando o ermro quadritico total é

0.00092, que é menor que o erro aceitavel de 0.001. Aqui estéio os valores finais:

W =0.3350;
B = 0.5497,
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Exempio 2:
Aqui ests um conjunto de 2] vetores de entrada de 1 elemento ¢ as

saidas correspondentes pars treinar ums rede de 2 camadas pers aproximacio de

ums funglo.

P=-1.01:1;

T=[-096 0577 -0.0729 0.377 0.641 0.66 046] ..
0.1336 -0.201 -0.434 -0.5 -0.393 -0.1647 0.0988 ...
0.3072 0.396 0.3449 0.1816 -0.0312 -0.2189 -0.3201];

O codigo acima imcializa P com 21 valores: -1, -0.9, -0.8, -0.7, -0.6,

-05,-04,-03-0.2,-01,001,0203,04,05,06,07,08009,1.

O grifico da figura 4.14 mostra os valores dos vetores entrada/saida.
Cada vetor de entrada e saida tem um elemento, assim & rede tem uma

entrads ¢ um neurdnio com fungiio de transferéncia linear na Gltima camada. Cinco
neurdnios com fungio de transferéncia tan-sigmoid seriio usados ns primeira camada

oculta.

Este codigo define a arquitetura da rede e inicializa pesos ¢ "biases”:

[R.Q] = size(P),

S1=2§;

[52,Q] = size(T);
[W1,B1] = rands(S1,R);
[W2,B2] = rands(S2,S1);

As saidas da rede siio calculadas para os vetores de entrada:

Al = tansig(W1*P2,B1);
A2 = purelin(W2*A1,B2);

Oomportmnutomcmldamdoemowldopohlm-ohchno

guﬂoodaﬁgmu 15.

Agauospalinwosdamdepodunwdaﬁmdoseamdsmm

disp_froq=10,

max_epoch = 8000;

err_goal = 0.02;

k=001,

TP = [disp_freq max_epoch err_goal kJ];

[W1,B1,W2,B2,epochs, TR] =
trainbp(W1,B1,tansig’, W2,B2,'purelin’,P,T TP)



O grifico da figurs 4.16 mostrs o final do treinamento, apés 630!

ciclos, quando o erro foi menor que o ero aceitavel
- Embors a rede foi treinada apenas pare os valores de entrada de -1.0, -
09, -08, ..,0,.., 08 09, 1, outres entradas podemn ser apresentadas a rede. Por
exemplo, se um vetor P =033 ¢ apresentado a rede, 2 saida A2 pode ser calculada:

Al = tansig(W1*0.33,B1);

A2 = purelin(W2*A1,B2)
A2 =0.1659
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Function Approximotion
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4.4 Melhorando o algoritmo BACKPROPAGATION

Existom trés maneiras simples de tornar o processo de aprendizatgem
mais répido : ' _

4.4.1 Aprendizagem com momentum

Momentum permite & rede ignorer pequenss oaracteristicaz ns
superficie de erro. Sem momentumn uma rede pode "estacionar” mum erro local. Com
momentumn uma rede pode deslizar através de taigs minimos e procurar um minimo

global.
Momentum pode ser adicionado a aprendizagem backpropagation da
seguinte forma (ver item 3.3):

W= W+ (a= Ep * P) P2 + momentum * (W - W)

Quando a constante momentum é zero, uma troca de peso é baseado
somente no gradiente. Quando a constante momentum é 1 & nova troca de peso é
tomada igual a ultima troca de peso e o gradiente é simplesmente ignorado.
Tipicamente & constante momentum ¢ colocada igual 8 0.95. _

learnbpm implementa backpropagation com momentum.

Antes de usar leambpm, a matriz de troca de pesos ¢ o vetor de troca
de "bias” devem ser inicalizados com zero.

dW=0"W,
dB=0*B,

, Eﬂo&ocnsdemosebiasdemméumdapodemenomdada
entrada atual P, deltas D, taxa de aprendizagem Ir, ¢ constante momentum mc.

* [4W,dB] = loambpm(P, D, I, mc, OW, dBY;

A funglio Jearnbpm retoma ume nova matriz de pegos ¢ um novo vetor
de "bisses". | -
Estas trocas de posos ¢ "biases” serlio rejeitados se elas resultarem
num sumento muito grande do erro. A rejeigio de pesos ocorre se 8 razlio do novo
emo pers o velho exceder uma méxima raziio de erro. A méxima raziio de ero pode
ter qualquer valor maior do que 1. E tipicamente setade pars 1.04.
trainbpm treina uma rede com mais de trés camadas usando & regra
de aprendizagem backpropagation com momentum. Duas camadas sio usadas
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TP = [disp_freq max_epoch erT_goal ir momentum err_ratio);
[W,B,TE,TR] = trainbpm(W,B,"logsig',P, T, TP|

4.4.2 Meilhores eondu;iies iniciails

Nguyen ¢ Widrow encortrnmn ume maneira de selecionar pesos e
"biases” iniciais que sio melhores do que puramente valores randémicos. Eles
fizeram isto analizando como uma rede de duas camadas executa uma funcio de
aproximaciio. O uso de seus métodos levou & ume rede satigfatoria em poucos
ciclos de treinamento.

A fungiio mwlog implementa o método Nguyen-Widrow para neurénios
com fungiio de transferéncia "sigmoid”. Ele aceita o mimero de linhas e cohmas da
matriz peso requisitada e reloma uma mairiz peso inicial ¢ um vetor "bias” imicial.
(Outra funglio, tanlog, retomea uma matriz peso inicial ¢ "biss” pars ums camada
tan-sigmdide.)

[W1,B1] = nwiog(S1,R);

[W2,B2] = nwiog(S2,S1);

4.4.3 Taxa de sprendizagem adaptsativa

Uma taxa de aprendizagem adaptativa requer algumas mudangas no
procedimenio de treinamento. Pnmeiro as saidas miciais da rede e erro siio
calculadosg. A cada ciclo, novos pesos e "biases” sio calculados usando a comrente
taxa de aprendizagem. Novas saidas € novos efros séio entiio calculados.

Da mesma forma que para o momentum, se 0 novo ero excede o
velho efro por mais que uma razio pré-definida (Upicamente 1.04), os novos pesos,
"biases", suidas e emros sio descartados. Em adigio, 8 taxa de aprendizagem é
dnmmida (tipicamente multiplicada por 0.7). Por outro lado os NOVOS PEesos,

~ "biases”, etc..., sio mantidos. Se o novo ero é menos que o velho erro, a taxa de

-prmd:zagun e sumentada(tipicamente multiplicada por 1.05).

Este procedimento auments a taxa de aprendizagem, mas apenas para
a extensio que a rede pode aprender sem sumentos grandes nos erros. Quando uma
taxa de sprendizagem grande poderia resultar em sprendizagem estavel, s twm de
aprendizagem é sumentada. Quando a taxa de aprendizagem é mwito alta pera
garantir wme dimimigiio no erro, ohédnmmhstéomn'qu&nm

estivel.

Ommdemmmdemmmdcmuthuhphﬁn
¢ implementado com a funciio trainbpa, que ¢ chamada como trainbp exceto com
os parfimetros adicionais de treinamento em TP. Como trainbp, trainbpa pode treinar
redes tendo trés camadas.
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Aqui estd a chamada para treinar uma rede com uma simples camada:
[W,B,TE,TR] = trainbpa(W,B,'F",P,T, TP)

Os parimetros no vetor TP sko: disp_freq, max_epoch, err_goel
leamning rate, Ir_increase_multiplier, Ir_decrease_multiplier, ¢ o error_ratio.
fungiio retoma Novos pesos ¢ "biases”, onnnemdecnclos'l'quelmdefol
treinada, ¢ um registro de treinamento, TR, o qual tem duss linhas de valores. A

ira linhs contém o ermo de rede stravés do treinamento. A segunds linhe

prime
coniém a taxa de aprendizagem.
4.4.4 Adotando o momentum e taxa de sprendizagem adaptativa

Note que momentum pode ser usado junto com uma taxa de
aprendizagem para obter o beneficio de ambas técnicas. A funglio trainbpx aplica
ambas as técnicas para backpropagation. Esta fungdo ¢ chamada como trainbp,
trainbpm e trainbpa, exceto que requer mais parametros de treinamento.

TP = [disp_freq max_epoch err_goal Ir Ir_inc Ir_dec momentum err_ratio];

[wlo Bl;wz, Bz,epoch;, TR] =
trainbpx(W1,B1,"logsig',W2,B2,"logsig', P, T, TP)

4.5 Outras Redes Neurais disponiveis no MATLAB

Outras Redes Neurais Artificiais que sBo disponiveis no ambiente
MATLAB siio apresentadas 8 seguir:

ADALINE / Widrow-Hoff (Delts) Rule
Associative Leamning Rules '

Hebbian Learming Rule

Instar Lesming Rule

Kohonen Learning Rule

Outstar Leaming Rule
Feature Map
Adaptative Resonance Theory - ART1 Netwotk
Hopfield Network

Maiores detalhes podem ser encontrados no manual "Neural Network
TOOLBOX for use with MATLAB".
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§ Aplicacio da Backpropagation no Reconhecimento de Doencas
do Coragio

Baseados muma tabela anmazenada mum arquivo “doencas.cor” a
respeito do diagnostico de  doengas do coragiio realizamos testes com
Backpropagation. Todos os atributos dessa tabela (Apéndice) siio valores

Principal responsivel pela coleta dos dados:

V. A. Medical Center, Long Beach and Cleveland Clinic Foundation:
Robert Detrano, M.D., Ph.D.

A tabels possui 303 instincias e 76 atributos.

Apenas 14 stributos sio realmente usados:

1. idade

2. sexo (1=masculino , 0=feminino)

3. cp (tipo de dor no térax

Valor 1: angina tipica
Valor 2: angins atipica
Valor 3: dor niio anginal
Valor 4: nfio sintomdtico
4. trestbps (pressiio do sangue em repouso (em mem Hg na entrada para
o hospital)
5. chol - colestero! em mg/d! «
6. fbs - agiicar no sangue em jejum (1 = verdadeiro; 0 = falso)
7. restecg - resultados eletrocardigrafico em repouso
Valor 0: normal
Valor 1: tendo onda ST-T anormal (inversdes da onda T
e/ou elevagiio ou depressiio ST de 0.05 mV)
- Valor 2: mostrando proviavel ou definida hipertrofia
ventricular esquerda pelo "Estes’ criteria”
8. thalach - taxs méxima do coraglio stingida.
9. exang - exercicio de angina induzida (1 = swm;, 0 = nlo)
10.0ldpeak - depressio ST induzida pelo exercicio relativo mo

11 slope - amclmqﬁodong:ntoSTdomicnodepwo
Valor 1: para cima
‘Valor 2: plano
Valor 3: pars beixo
12. cs - mimero de vasos meiores (0-3) coloridos pelo “flourosopy”
13. thal - 3 = normal; 6 = defeito fbmdo; 7 = defeito reversivel
14. num - diegnéatico de doenga do coraglio
-- Valor 0: < 50% suséncia de doenca
- Valor 1: > 50% presenga de doenga



5.1 Testes

Osx testes realizados foram feitos utilizando diretamente 200 dados da
tabela de doengas do coraglio para treinamento ¢ 103 pare teste (aproximadamente
1/3 dos dados). Como dispunhamos de 13 atributos ¢ 200 dados, 8 matriz P foi
definida com 13 linhas e 200 colunas (ver item 4.2.1). O vetor saida T foi definido
com 200 valores indicando a presenca ou auséncia de doenga (0 = auséncia e 1 =

presenga).

Fizemos um programa em linguagem C pars transformar a tabela
*doencas.cor” na matriz P e no vetor T e armazené-los no arquivo doencas.mat (ver
item 2.5.1).

Inicialmente, considerando os dados na forma original, verificamos
que em nenhum dos testes realizados a rede convergia para o erro quadritico total
desejado. Decidimos entlio normalizar os dados de entrada, ou seja, colocamos
todos os valores de entrada entre 0 ¢ 1. Pars isso acrescentamos ao programa em C
o codigo para normalizagio dos dados. O programa completo ¢ mostrado a seguir.

finclude (stdic.h} .
finclude (stdlib.h’

tinclude <sath.h}

finclude {string.h}

$include "c:\util\matlab\loadsave\savesat.c’

$define & 13 /% nuserc de linhas da matriz P 3/
$define C 1 /% nusero de linhas da satriz T &/
fdefine N 200 /8§ nuserc de colunas da satriz Pe T {/

“double x[WI[A}; /% eatriz contendo as 13 priseiras colunas da taSela de
doencas do coracac 3/
double dviA+l);

Ler_Vetor(arg,vet,n)

FILE 3arq;

double tvet;

int n; [}
{

register int i;

float aux;

for {i=0;i(n;ise)

{
fscanflarg, 11" daux);
ftell{arq);
if {feof{arg)) return 0;
S{vetti)=aux;

}

return 1;
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Convertel!
{

FILE larg;
int o}
register int i;

arg=fopen( “doencas.cor’,"rb"};
if (targ) {
printf{"Nao consegui abrir o arquivo de dados '\n");
return 0;
}
for (n=0;'fecf{arg) &k (n(N);ntt}
{
x[n}[0)=1;
y{n][0]=0;
if{'Ler Vetor(arg,x[n},A) i1 ‘Ler Vetor{arg,y[n],C}}

{
printf{*Erro 2o ler dades \nln"};

fclosefarg);
return 0

}
fscanflarg,”\r\n"};

b}

i
fcloselargls

!/ Norsaliza oc dados da tabela de doencas

for (1=0;1¢=R;itt} dvlil=l;
for (n=0;niN;n+¢} for{i=Qjichjitt]
if (x[n}lil/avli]})
dviil=powl0(l1+{int}logi0{x[nl[i}));
for (n=0;n{N;nt+)
for{i=0;iCRjit¢)
x{n}{i}=x[n}{il/dvli];

arq=fopen{“doencas.sat’,"wb®};
savesat{arq,0,"P",A,N,0,x, (double $)0);
savesat(arq,0,°7",C,K,0,y, (double $)0);
fclosel(arg);

}

main{)
{
Converte{);

}

double y[N1{C);: /% matriz contende s ultima coluna da matriz de doencas 8/
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Em todos os testes os valores da taxa de aprendizagem, do momentum
¢ do emo quadritico desejado foram considerados 0.02, 0.95 e 0.01
respectivamente.

Realizamos testes para duas topologias de redes diferentes:

1.Utilizando 2 camadas (1 camada oculta):

Teste Teste Teste
1 2 3
Nro. de
entradas 13 13 13
Nro. de
neurdnios na 20 100 200
camada
oculta
" Nro. de
neurénios na 1 1 1
ultima
camada

A seguir temos o codigo do programa feito no MATLAB que
utilizamos para realizagio desses testes e os graficos resultantes do teste 1(figuras
5.1 € 5.2) e do teste 2 (figuras 5.3 ¢ 5.4):



load doencas

{R,8] = size(P};
S1 = 20;
{52,8] = sizefl};

[N1,BL) = nwlpgiS1,R);
[¥2,B2) = nwlog(52,51)

Al
A2

logsig(®W18P,B1};
logsig{W2¥R1 B2}

disp_freq = 00;
say_epoch = 18000;
err_goal = 0.04;-
ir = 0.02;

Ir_inc = 1,03;
Ir_dec = 0.7;
err_ratio = 1,04;
acsentus = 0,95

TP = {disp_freq eax_epock err_goal Ir Ir_inc lr_dec somentus err_ratiol;
{Wi,B1,82,R2,epochs,TR) = trainbpx{Wl,Bl, logsig’,W2,B2, logsig’,P,T,1P);

A = logsig{WisP,R1);
FIN = logsig{W23A,B2);

plottr{TR);
aeta grafi;
barerr{FIN,T};
aeta graf2;
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2. Utilizando 3 camadas (2 camadas ocultas):

Teste
4

Teste
S

Nro. de
entradas

13

13

Nro. de
neuronios na
primeira
camads
oculta

20

100

Nro. de
neuronos na
segunda
camada
oculta

20

100

Nro. de
neurdnios na
ultima
camada

A seguir temos o codigo do programa feitos no MATLAB que
utilizamos pare realizagéio dos testes 4 e 5 e os graficos resultantes do teste

A(figures 5.5 © 5.6):
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load doencas

[R,8] = size{P);
S1 = 20;

82 = 20;

{53,8) = sizell);

[#1,B1] = nwlog{S!,R});
{¥2,82] = nwlog(S2,51);
[N3,B3] = nwlogl53,52)

Al = logsig{W18P,Bl);
A2 = logsig(W28A1,B2):
A3 = logsig(W3%A2,B2);

disp_freq = 100;
sax_epoch = 15000;
err_goal = 0.01;
Ir = 0,024

| ir_int = 1,05

| Ir_dec = 0.7;

r err_ratio = 1,04;
|

!

soaentus = 0,9%;

TP = [disp_freg max_epoch err_goal Ir lr_inc Ir_dec sosentus err_ratiol;
{wi,B{,N2,B2,03,R3,epochs,TR] = trainbpx(Wi,Bl, logsig’,W2,B2, logsig',¥3,B3, legsig’,P,T,TP);

| AL = logsig(W1SP,Bi);
: A2 = logsig(W28R1,B2);
FIN = logsig{W3sA2,B3};

ploterr{TR);
seta gratl;
S barerr{FIN,T});
i seta graf?;
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5.2 Resultados

Realizamos inicialmente o teste 1 com 20 neurSnios na camada oculta
e verificamos que a rede niio convergiu pare o erro desejado em 20000 ciclos de
treinamento. Decidimos aumentar o niimero de neurdnios na camada oculte, pois
esta ¢ uma das maneiras de se methorar o desempenho de uma rede. Observamos
que mesmo com 100 ou 200 neurdnios na camada oculta o erro desejado niio era
atingido ¢ o tempo de treinamento era muito longo.

Decidimos entio aumentar o mimero de camadas da rede, definindo
uma rede com duas camadas ocultas.

Observamos a partir do teste 3 uma aumento significativo no
desempenho da rede, que atingiu um efro quadratico total menor do que o desejado
om 7994 ciclos de treinamento. Ao apresentarmos os 103 dados de teste & rede, esta
respondeu com uma porcentagem de erro de 20 %.

' Fizemos ainda mais um teste aumentando o niimero de neurénios nas
duas camadas ocultas para 5S0. A rede convergiu, mas o tempo de treinamento foi
muito longo devido ao grande mimero de neurénios nas camadas.

Percebemos através dos testes que, tanto para a rede de duas camadas
quanto para a rede de trés camadas, com mais de 20 neurdnios nas camadas ocultas
o desempenho da rede niio era alterado significativamente e muitos neurbnios
levavam a tempos de treinamento excessivamente longos (mais de 24 horas
utilizando um micro da linha AT 486 33MHz). A rede atingiu seu melhor
desempenho aumentando-se apenas uma camada oculta com 20 neurdnios.
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6 Conclusio

Este trabatho apresentou conceitos basicos de utilizagio do Neural
Network TOOLBOX do ambiente MATLAB, que é um software pars
implementagiio dos principais modelog de Redes Neurais Artificiaig.

Dois modelos de Redes Neurais Artificiais denominados Perceptron e
Redes Multi-Camadas foram estudados, implementados neste ambiente e testados
em varias aplicagdes.

Uma particular aplicagiio: Reconhecimento de Doengas do Coragiio foi
realizada, utilizando-se uma Rede Multi-Camadas. Topologias diferentes desta rede
foram consideradas para mostrar o seu desempenho.

Acreditamos que o presente trabalho seré de grande utilizagiio para
usuarios iniciantez do MATLAB, poig, o mesmo contém um capitulo dedicado aos
comandos bésicos do MATLAB e a conmstrugho e impresséio de grificos neste

ambiente.
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8 Apéndice

Neste apéndice consta a tabela de doengas do coraglio "doengas.cor”.

As 14 colunas ds tabela doengas.cor correspondem aos 14 atributos

descritos na pagina 63.

63.0
67.0
67.0
37.0
41.0
56.0
62.0
57.0
63.0
53.0
57.0
56.0
56.0
44.0
52.0
57.0
48.0
54.0
48.0
49.0
64.0
58.0
58.0
58.0
60.0
50.0
580
66.0
43.0
40.0
69.0
60.0
64.0
59.0
44.0
42.0
430

1.0 1.0145.0233.0 1.0 2.0150.0 0.0 23

1.0 4.0160.0286.0 0.0 2.01080 1.0 1.5
201290 1.0 2.6

1.0 4.0120.0 229.0
1.0 3.0130.0 250.0
0.0 2.0130.0204.0
1.0 2.0120.0 236.0
0.0 4.0140.0 268.0
0.0 4.0120.0354.0
1.0 4.0130.0254.0
1.0 4.0140.0203.0
1.0 4.0140.0192.0
0.0 2.0140.0294.0
1.0 3.0130.0 256.0
1.0 2.0120.0 263.0
1.0 3.0172.0199.0
1.0 3.0150.0168.0
1.0 2.0110.0 229.0
1.0 4.0140.0 239.0
0.0 3.0130.0275.0
1.0 2.0130.0 266.0
10 1.0110.0211.0
0.0 1.0150.0 283.0
1.0 2.0120.0284.0
1.0 3.0132.02240
1.0 4.0130.0 206.0
0.0 3.0120.0219.0
0.0 3.0120.0340.0
0.0 1.0150.0 226.0
1.0 4.0150.0 247.0
1.0 40110.0167.0
0.0 1.0140.0 239.0
1.0 4.0117.0 230.0
1.0 3.0140.0335.0
1.0 4.0135.0234.0
1.0 3.0130.0 233.0
1.0 4.0 140.0 226.0
1.0 4.0120.0177.0

0.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
0.0
1.0
0.0
1.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
0.0
0.0
0.0
0.0

0.0 187.0
201720
0.0178.0
2.0160.0
0.0163.0
2.0147.0
2.0155.0
0.0 148.0
2.0153.0
2.0142.0
0.0173.0
0.0162.0
0.0174.0
0.0168.0
0.0160.0
0.0139.0
0.0171.0
2.0144.0
2.0162.0
2.0160.0

0.0
0.0
0.0
0.0
1.0
0.0
1.0
0.0
0.0
1.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
0.0

35
14
08
36
0.6
14
3.1
04
13
0.6
0.0
0.5
1.6
1.0
1.2
0.2
0.6
1.8
1.0
1.8

201730 00 3.2
20132010 24
0.0158.0 0.0 1.6
0.0172.0 0.0 0.0
0.0114.0 0.0 26
0.0171.0 00 1.5
201140 1.0 2.0
0.0151.0 00 18
001600 1.0 14
0.0158.0 0.0 0.0
0.0161.0 0.0 05 2.0 0.0 7.00.0
0.0179.0 1.0 04 1.0 0.0 3.00.0
0.0178.0 0.0 0.0 1.0 0.0 3.00.0
201200 1.0 25 20 00 701.0

3000 6.00.0
20303010
2020701.0
3.0 0.0
1.0 0.0 3.00.0
1.0 0.0 3.00.0
30203010
1.0 00 3.00.0
20107010
30007010
20 0.0 6.00.0
2.0 00 3.000
20106010
1.0 00 7.00.0
1.0 00 7.00.0
1.0 0.0 3.00.0
30007010
1.0 0.0 3000
1.0 0.0 3.00.0
1.0 0.0 3.00.0
2.0 0.0 3.00.0
1.0 0.0 3.000
20003010
1.0 20 701.0
20207010
2.0 00 3000
1.0 0.0 3.00.0
3.0 00 3.000
1.0 0.0 3.00.0

2000 7010

1.0 20 3.00.0
1020 701.0
1.0 00 3.01.0

3.00.0
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57.0 1.0 4.0150.0276.0 0.0 2.0112.0 1.0 0.6 2.0 1.0 6.01.0

55.0
61.0
65.0
40.0
71.0
59.0
61.0
58.0
51.0
50.0
65.0
53.0
41.0
65.0
440
44.0
60.0
54.0
50.0
41.0
54.0
51.0
51.0
46.0
58.0
54.0
54.0
60.0
60.0
54.0
59.0
46.0
65.0

67.0
62.0-

65.0

440

65.0
60.0
51.0
48.0
58.0

1.0 4.0132.0353.0 0.0
1.0 3.0150.02430 1.0
0.0 4.0150.0225.0 0.0
1.0 1.0140.0199.0 0.0
0.0 2.0160.0302.0 0.0
1.0 3.0150.02120 1.0
0.0 4.0130.0330.0 0.0
1.0 3.0112.0230.0 0.0
1.0 3.0110.0175.0 0.0
1.0 4.0150.0243.0 0.0
0.0 3.0140.04170 1.0
1.0 3.013001970 1.0
0.0 2.0105.01980 0.0
1.0 40120.0177.0 0.0
1.0 40112.0290.0 0.0
1.0 2.0130.0219.0 0.0
1.0 4.0 130.0253.0 0.0
1.0 4.0124.0266.0 0.0
1.0 3.0140.0233.0 0.0
1.0 4011001720 0.0
1.0 3.0125.0273.0 0.0
1.0 1.0125.0213.0 0.0
0.0 4.0130.0305.0 0.0
0.0 3.0142.0177.0 0.0
1.0 4.0128.0216.0 0.0
0.0 3.0135.03040 1.0
1.0 4.0120.0188.0 0.0
1.0 4.0145.0282.0 0.0
1.0 3.0140.0185.0 0.0
1.0 3.0150.0 232.0 0.0
1.0 4.0170.0326.0 0.0
1.0 3.0150.0231.0 0.0
0.0 3.0155.0269.0 0.0
1.0 4012502540 1.0
1.0 4.0120.0267.0 0.0
1.0 4.0110.02480 0.0
1.0 40110.0197.0 0.0
0.0 3.0160.0360.0 0.0
1.0 4.0125.0258.0 0.0
0.0 3.0140.0308.0 0.0
1.0 2.0130.0245.0 0.0

0.0132.0
0.0 137.0
2.0114.0
001780
001620
001570
2.0169.0
2.0165.0
0.0123.0
2.01280
2.0157.0
201520
0.0168.0
0.0 140.0
2.0153.0
2.0188.0
0.0144.0
2.0109.0
0.0163.0
2.0158.0
2.0152.0
201250
0.0 142.0
2.0160.0
201310
0.0170.0
0.0113.0
2.0142.0
2.0155.0
2.0165.0
2.0140.0
0.0147.0
0.0148.0

1.0 1.2

2010

1.0 1.0 2.0 0.0

0010
1014
0.0 04
00 1.6
0.0 0.0
00 25
0.0 0.6
00 26
0.0 08
0012
00 0.0
0.0 04
00 00
0.0 0.0
1014
1.0 2.2
0.0 06
0.0 00
0.0 0.5
1.0 14
1.0 12
1.0 14
1.0 2.2
0.0 0.0
00 14
1028
0.0 3.0
00 1.6
10 34
0.0 36
00 08

2030
1.0 0.0
1.0 2.0
1.0 0.0
1.0 0.0
2010
1.0 0.0
20 00
1.0 1.0
3.0 00
1010
1.0 0.0
1.01.0
1.0 0.0
10 1.0
201.0
2010
1.0 0.0
3010
10 1.0
20 0.0
3.0 0.0
2030
1.0 00
2010
2020
20 0.0
1.0 0.0
3.0 00
20 0.0
1.0 0.0

701.0
3000
701.0
7.00.0
3000
3.000
3010
7010
3.000
701.0
3000
3.00.0
3.000
7000
3010
3.00.0
701.0
701.0
7.01.0
7.01.0
3000
3000
7010
3000
701.0
3000
701.0
701.0
301.0
7000
701.0
3010
3.000

00163.0 00 02 20 20 701.0
00990 1018 20207010
201580 00 06 1.0 20 6010
201770 00 00 1.0 1.0 3.01.0
201510 0.0 08 1.0 0.0 3.000
201410 1.0 28 20 1.0 7010
201420001510 1.0 3.000
2.0180.0 0.0 0.2 2.0 0.0 3.00.0
1.0 4015002700 0.0 2.0111.0 1.0 0.8 1.0 0.0 701.0



45.0
53.0

390

68.0
52.0
44.0
470
53.0
53.0
51.0
66.0
62.0
62.0
44.0
63.0
52.0
59.0
60.0
52.0
48.0
45.0
340
57.0
71.0
49.0
54.0
59.0
57.0
61.0
39.0
61.0
56.0
52.0
43.0
62.0
41.0
58.0
35.0
63.0
65.0
48.0
63.0
51.0

1.0 4.0104.0208.0 0.0

0.0 4.0130.0264.0 0.0

1.0
1.0
1.0
1.0
1.0
0.0
0.0
0.0
1.0
0.0
1.0
0.0
0.0
1.0
1.0
0.0
1.0
1.0
1.0
1.0
0.0
0.0
1.0
1.0
1.0

3.0140.0321.0
3.0180.0274.0
2.0120.0325.0
3.0140.0235.0
3.0138.0257.0
3.0128.0216.0
4.0138.0234.0
3.0130.0256.0
4.0120.0302.0
4.0160.0164.0
3.0130.0231.0
3.0108.0141.0
3.0135.0252.0
4.0128.0255.0
4.0110.0239.0
4.0150.0258.0
2.0134.0201.0
4.0122.0222.0
4.0115.0 260.0
1011801820
4.0128.0303.0
3.0110.0265.0
3.0120.0188.0
2.0108.0309.0
4.0140.0177.0

0.0
1.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
0.0
0.0

1.0 3.0128.0229.0 0.0
1.0 4.0120.0260.0 0.0
1.0 4011802190 0.0
0.0 4.0145.0307.0 0.0
1.0 4.0125.0249.0 1.0
1.0 1.0118.0186.0 0.0
0.0 40132.0341.0 1.0 2.0136.0 1.0 3.0 2.0 0.0 701.0
0.0 3.0130.0263.0 0.0 0.0970 0012 2010 701.0

1.0 2.0135.0203.0 0.0 0.0132.0 0.0 0.0 2.0 0.0 6.00.0
1.0 3.0140.0211.0 1.0 2.0165.0 0.0 0.0 1.0 0.0 3.00.0
0.0 4.0138.0183.0 0.0 0.0182.0 0.0 1.4 1.0 0.0 3.00.0
1.0 40130.0330.0 1.0 201320 1018 1030 701.0
1.0 4.0135.0254.0 0.0 2.0127.0 0.0 2.8 2.0 1.0 701.0
1.0 4.0130.0256.0 1.0 201500 1.0 0.0 1.0 20 701.0
0.0 4.0150.0407.0 0.0 2.0154.0 0.0 40 20 307010
1.0 3.0100.0222.0 0.0 0.0143.0 1.0 1.2 20 0.0 3.00.0

2.01480 1.0 3.0
0.0 0.4

2.0143.0
201820
2.0150.0
0.0172.0
2.0180.0
2.0156.0
20115.0
2.0160.0
2.0149.0
201510
201450
0.0 146.0
0.0175.0
201720
0.0161.0
201420
2.0157.0
0.0158.0
2.0186.0
20185.0
201740
201590
2.0130.0
0.0139.0
0.0156.0
0.0162.0
2.0150.0
0.0 140.0
0.0 140.0
2.0146.0
201440

0.0
1.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
1.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
1.0
0.0
1.0
1.0

0.0
1.6
0.2
0.0
0.0
0.0
0.0
0.5
04
6.2
18
0.6
0.0
0.0
1.2
2.6
0.8
0.0
0.0
0.0
0.0
0.0
2.0
0.0
0.0
04
36
1.2
1.0
1.2

2.0190.0 0.0 0.0

2.0 0.0 3.00.0
2.0 0.0 3.00.0
1.0 0.0 3.00.0
2.0 0.0 7.01.0
1.0 0.0 3.00.0
1.0 0.0 3.00.0
1.0 0.0 3.00.0
1.0 0.0-9.00.0
1.0 0.0 3.00.0
1.0 0.0 3.00.0
2.0 0.0 3.00.0
3.0 3.0 7.01.0
2.0 3.0 7.00.0
2.0 0.0 3.00.0
1.0 0.0 3.00.0
10 1.0 7.01.0
2.0 1.0 7.01.0
2.0 2.0 7.01.0
1.0 1.0 3.00.0
1.0 0.0 3.00.0
1.0 0.0 3.00.0
1.0 0.0 3.00.0
1.0 1.0 3.00.0
1.0 1.0 3.00.0
2.0 3.0 7.01.0
1.0 0.0 7.00.0
1.0 1.0 7.01.0
201.07.01.0
2.0 1.0 7.01.0
2.0 0.0 7.01.0
2.0 0.0 701.0
20103010
2.0 0.0 6.00.0
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55.0
65.0
45.0
56.0
54.0
440
62.0
54.0
51.0
29.0
51.0
430
55.0
70.0
62.0
35.0
51.0
59.0
59.0
52.0
64.0
58.0
47.0
57.0
41.0
45.0
60.0
52.0
42.0
67.0
55.0
64.0

.70.0
51.0
58.0
60.0
68.0
46.0
77.0
54.0
58.0
48.0
57.0

1.0 4.0140.0217.0 0.0 0.0111.0 1.0 5.6 3.0 0.0 7.01.0
1.0 1.0138.02820 1.0 201740 00 1.4 20 1.0 3.01.0
0.0 2013002340 0.0 201750 0.0 0.6 2.0 0.0 3.00.0
0.0 4.0200.0288.0 1.0 2.0133.0 1.0 40 3.0 20 701.0
1.0 40110.0239.0 0.0 001260 1.0 28 20 1.0 7.01.0
1.0 2.0120.0220.0 0.0 0.0170.0 0.0 0.0 1.0 0.0 3.00.0
0.0 4.0124.0209.0 0.0 0.0163.0 0.0 0.0 1.0 0.0 3.00.0
1.0 3.0120.0258.0 0.0 2.0147.0 00 04 2.0 0.0 7.00.0
1.0 3.094.0227.0 00 001540 1.0 00 1.0 1.0 7.00.0

1.0 2.0130.0204.0 0.0 2.0202.0 0.0 0.0 1.0 0.0 3.00.0
1.0 4.0140.0261.0 0.0 201860 1.0 0.0 1.0 0.0 3.00.0
0.0 3.0122.0213.0 0.0 0.0165.0 0.0 0.2 2.0 0.0 3.00.0
0.0 2.0135.0250.0 0.0 20161.0 0.0 1.4 20 00 3.000
1.0 40145.0174.0 0.0 0.0125.0 1.0 2.6 3.0 0.0 7.01.0
1.0 2.0120.0281.0 00 20103.0 00 1.4 2010 701.0
1.0 4.0120.0198.0 0.0 0.0130.0 1.0 1.6 20 0.0 7.01.0
1.0 3.0125.0245.0 1.0 2.0166.0 0.0 24 2.0 0.0 3.00.0
1.0 2.0140.0221.0 0.0 0.0164.0 1.0 0.0 1.0 0.0 3.00.0
1.0 1.0170.0288.0 0.0 201590 0.0 0.2 2.0 0.0 701.0
1.0 2.0128.0205.0 1.0 0.0184.0 0.0 0.0 1.0 0.0 3.00.0
1.0 3.0125.0309.0 0.0 001310 1.0 1.8 20 0.0 701.0
1.0 3.0105.0240.0 0.0 201540 1.0 0.6 2.0 0.0 7.00.0
1.0 3.0108.0243.0 0.0 001520 0.0 00 1.0 00 3.01.0
1.0 40165.0285.0 1.0 2.0124.0 0.0 1.0 2.0 3.0 7.01.0
1.0 3.0112.0250.0 0.0 0.0179.0 0.0 0.0 1.0 0.0 3.00.0
1.0 2.0128.0308.0 0.0 2.0170.0 0.0 0.0 1.0 0.0 3.00.0
0.0 3.0102.0318.0 0.0 0.0160.0 0.0 0.0 1.0 1.0 3.00.0
1.0 1.0152.0298.0 1.0 001780 0.0 1.2 2.0 0.0 7.00.0
0.0 40102.0265.0 0.0 2.0122.0 0.0 06 2.0 0.0 3.00.0
0.0 3.0115.0564.0 0.0 2.0160.0 00 1.6 2.0 0.0 7.00.0
1.0 4.0160.0289.0 0.0 201450 1.0 08 20 1.0 7.01.0
1.0 4.0120.0246.0 0.0 2096.0 1.0 22 30 1.0 3.01.0

1.0 4.0130.0322.0 0.0 2.0109.0 0.0 24 2.0 3.0 3.01.0
1.0 4.0140.0299.0 0.0 0.0173.0 1.0 1.6 1.0 0.0 701.0
1.0 40125.03000 00 201710 00 00 1.0 20 701.0
1.0 4.0140.0293.0 0.0 201700 00 1.2 2.0 20 7010
1.0 3.0118.0277.0 0.0 001510 00 1.0 1.0 10 7000
1.0 20101.0197.0 1.0 0.0156.0 0.0 0.0 1.0 0.0 7.00.0
1.0 4.0125.0304.0 0.0 2.0162.0 1.0 00 1.0 30 301.0
0.0 3.0110.0214.0 0.0 0.0158.0 0.0 1.6 2.0 0.0 3.00.0
0.0 4.0100.0248.0 0.0 2.0122.0 0.0 1.0 2.0 0.0 3.00.0
1.0 3.0124.0255.0 1.0 0.0175.0 0.0 0.0 1.0 2.0 3.00.0

1.0 4.0132.0207.0 0.0 0.0168.0 1.0 0.0 1.0 0.0 7.00.0
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52.0 1.0 3.0138.0223.0 0.0 0.0169.0 0.0 0.0 1.0-9.0 3.00.0
201590 1.0 00 1.0 1.0 3.00.0
201560 1.0 0.0 1.0 00 7.01.0
0.01380 0.0 0.0 20 0.0 3.00.0
0011201029 2010 701.0
20111.0 1.0 00 1.0 0.0 7.00.0
0.0143.0 1.0 0.0 2.0 0.0 3.01.0
2.0157.0 0.0 1.2 2.0 0.0 3.00.0
20132000 2.0 20 2.0 6.01.0

0.088010122010701.0
0.0147.0 00 0.1

201050 1.0 21

54.0
35.0
45.0
70.0
53.0
59.0
62.0
64.0
57.0
52.0
56.0
43.0
53.0
48.0
56.0
42.0
59.0
60.0
63.0
42.0
66.0
54.0
69.0
50.0
51.0
43.0
62.0
68.0
67.0
69.0
45.0
50.0
59.0
50.0
64.0
57.0
64.0
43.0
45.0
58.0
50.0
55.0

0.0 2.0132.0288.0 1.0
1.0 4.0126.0 282.0 0.0
0.0 2.0112.0160.0 0.0
1.0 3.0160.0269.0 0.0
1.0 4.0142.0226.0 0.0
00 4.0174.0249.0 0.0
0.0 4.0140.0394.0 0.0
1.0 4.0145.0212.0 0.0
1.0 4.0152.0274.0 0.0
1.0 40108.0233.0 1.0
1.0 40132.0184.0 0.0
1.0 3.0130.0315.0 0.0
1.0 3.0130.0246.0 1.0
1.0 4.0124.0274.0 0.0
0.0 4.0134.0409.0 0.0
1.0 1.0148.0244.0 0.0
1.0 1.0178.0270.0 0.0
0.0 4.0158.0305.0 0.0
0.0 2.0140.0195.0 0.0
1.0 3.0120.0240.0 1.0
1.0 2.0160.0 2460 0.0
1.0 2.0192.0283.0 0.0
1.0 3.0140.0254.0 0.0
1.0 3.0129.0196.0 0.0
1.0 4.0140.0298.0 0.0
1.0 4013202470 1.0
0.0 40138.0294.0 1.0
0.0 3.0120.0211.0 0.0
1.0 4.0100.0299.0 0.0
1.0 1.0160.02340 1.0
0.0 4.0138.0236.0 0.0
0.0 2.0120.0244.0 0.0
1.0 1.0160.0273.0 0.0

0.0162.0
2.0173.0
2.0166.0
2.0150.0
2.0178.0
2.0 145.0
2.0161.0
0.01790
0.0194.0
0.0120.0
2.0195.0
2.0 146.0
0.0163.0
0.0122.0
201430
0.0106.0
201150
2.0125.0
201310

0.0
0.0
0.0
1.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
0.0
0.0
1.0
1.0
0.0
0.0
1.0
0.0

1.9
0.0
0.5
1.9
0.8
42
0.0
0.0
08
0.0
0.0
20
0.0
42
0.1
1.9
1.5
0.9
01

2.0152.0 1.0 0.2
0.0162.0 0.0 1.1
2.0125.0 0.0 0.0
0.0 4.0110.0254.0 0.0 2.0159.0 0.0 0.0
0.0 4.0 180.0325.0 0.0 0.0154.0 1.0 0.0
1.0 3.0150.0126.0 1.0 0.0173.0 0.0 0.2
0.0 3.0 140.0 313.0 0.0 0.0133.0 0.0 0.2
1.0 40110.0211.0 0.0 0.0161.0 0.0 0.0
1.0 4.0142.0309.0 0.0 2.0147.0 1.0 0.0 2.0 3.0 7.01.0
1.0 4.0128.0259.0 0.0 2.0130.0 1.0 3.0 2.0 2.0 7.01.0
1.0 4.0 144.0 200.0 0.0 2.0126.0 1.0 0.9 2.0 0.0 7.01.0
1.0 2.0 130.0 262.0 0.0 0.0155.0 0.0 0.0 1.0 0.0 3.0 0.0

1.0 3.0 7.00.0
2.0 1.0 6.01.0
1.0 1.0 3.00.0
1.0 3.0 3.00.0
2.0 0.0 7.01.0
2.0 2.0 7.01.0
1.0 2.0 3.00.0
3.0 0.0 7.0 0.0
1.0 0.0 3.01.0
1.0 2.0 3.00.0
3.0 0.0 7.00.0
2.0 3.0 6.01.0
1.0 1.0 7010
2.0 3.0 7.01.0
1.0 0.0 3.00.0
2.0 3.0 7.01.0
2.0-9.0 7.01.0
2.0 3.0 3.01.0
2.0 0.0 3.00.0
2.0 2.0 3.01.0
2.0 1.0 3.00.0
2.0 0.0 3.00.0
1.0 0.0 3.00.0
1.0 0.0 3.01.0
1.0 0.0 3.00.0
1.0 0.0 3.00.0
1.0 1.0 7.00.0
1.0 0.0 7.00.0
1.0 0.0 7.00.0



62.0 0.0 4.0150.0244.0 0.0 0.0154.0 1.0 1.4 2.0 0.0 3.01.0

37.0
38.0
41.0
66.0
52.0
56.0
46.0
46.0
64.0
59.0
41.0
54.0
39.0
53.0
63.0
340
47.0

61.0

54.0
66.0
52.0
55.0
49.0
74.0
54.0
54.0
56.0
46.0
49.0
42.0
41.0

0.0 3.0120.0215.0
1.0 1.0120.0231.0
1.0 3.0130.0214.0
00 40178.0228.0
10 4.0112.0230.0
10 1.0120.0193.0
0.0 2.0105.0 204.0
0.0 4.0138.0243.0
0.0 4.0130.0303.0
1.0 4013802710
0.0 3.0112.0 268.0
0.0 3.0108.0267.0

0.0
0.0
0.0
1.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0

0.0170.0 0.0 0.0 1.0 0.0 3.00.0
0018201038 20007010
201680 00 20 20 0.0 3.00.0
001650 1010 20 20 701.0
001600 000010103010
20162.0 0019 20 00 7.00.0
0.0172.0 0.0 0.0 1.0 0.0 3.00.0
201520 1.0 00 20 0.0 3.000
0.0122.0 0.0 20 2.0 2.0 3.00.0
201820 00 00 1.0 0.0 3.00.0
201720 1.0 0.0 1.0 0.0 3.00.0
201670 00 00 1.0 0.0 3.00.0

0.0 3.094.0199.0 0.0 0.0179.0 0.0 0.0 1.0 0.0 3.00.0

1.0 4.0123.0282.0
0.0 4.0108.0 269.0
0.0 2.0118.0210.0
1.0 40112.0204.0
0.0 3.0152.0277.0
1.0 40110.0 206.0
1.0 40112.0212.0
0.0 3.0136.0196.0
0.0 4.0180.0327.0
1.0 3.0118.0 149.0
0.0 2.0120.0 269.0
0.0 3.0160.0 201.0
1.0 4.0122.0286.0
1.0 4.0130.0 283.0
1.0 4.0120.0249.0
0.0 2.0134.0271.0
1.0 2.0120.0 295.0
1.0 2.0110.0 235.0

41.0 0.0 2.0126.0306.0
49.0 0.0 4.0130.0269.0 0.0
61.0 1.0 1.0134.0234.0
60.0 0.0 3.012001780 1.0
67.0 1.0 4.0120.0237.0 0.0
58.0 1.0 4.0100.0234.0 0.0
470 10 4.0110.0275.0 0.0
52.0 1.0 4.0125.0212.0 0.0

62010 2.0128.02080 1.0
570 1.0 40110.0201.0 0.0

0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
0.0
0.0
0.0
0.0

0.0

0.0950 1.0 2.0 2.0 20 7.01.0
001690 1.0 1.8 20 2.0 3.01.0
001920 0.0 0.7 1.0 0.0 3.00.0
0.0143.0 0.0 0.} 1.0 0.0 3.00.0
0.0172.0 0.0 00 1.0 1.0 3.00.0
201080 100020103010
2013201001 10103010
2.0169.0 0.0 0.1 2.0 0.0 3.00.0
101170 10 34 20 00 301.0
201260 00 08 1.0 3.0 3.01.0
20121.0 10 02 1.0 1.0 3.00.0
0.0163.0 0.0 00 1.0 1.0 3.00.0
201160 1.0 3.2 20 20 3.01.0
2010301016 30 00 701.0
201440 00 08 1.0 00 701.0
0.0162.0 0.0 0.0 2.0 0.0 3.00.0
0.0162.0 0.0 0.0 1.0 0.0 3.00.0
0.0153.0 0.0 0.0 1.0 00 3.000
0.0163.0 0.0 00 1.0 0.0 3.00.0
0.0163.0 0.0 0.0 1.0 0.0 3.00.0
0.01450 00 26 20 20 301.0
0.096.0 0.0.0.0 1.0 0.0 3.00.0
00710 001020003010
0.0156.0 00 01 1010 7010
201180 101020103010
0.0168.0 001010207010
2.0140.0 0.0 0.0 1.0 0.0 3.00.0
001260 1.0 1.5 2.0 0.0 6.00.0

58.0 1.0 4.0146.0218.0 0.0 0.0105.0 0.0 20 20 1.0 7.01.0
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64.0 1.0 40128.0263.0 0.0 0.0105.0 1.0 0.2 2.0 1.0 7.0 0.0
2.0157.0 0.0 0.6 1.0 0.0 3.0 0.0
0.0181.0 0.0 1.2
0.0173.0 0.0 0.0 2.0 0.0 3.0 0.0
0.0 142.0 0.0 0.3
1.0116.0 0.0 1.1
2.0143.0 0.0 0.0 1.0 0.0 3.0 0.0
0.0141.0 0.0 0.3
0.0149.0 0.0 0.3
2.0152.0 0.0 0.0

51.0 0.0 3.0120.0295.0
430 1.0 40115.0303.0
42.0 0.0 3.0120.0209.0
67.0 0.0 4.0106.0223.0
76.0 0.0 3.0140.0197.0
70.0 1.0 2.0156.0 245.0
570 1.0 2.0124.0261.0
44.0 0.0 3.0118.0242.0
58.0 0.0 2.0136.0319.0
60.0 0.0 1.0150.0240.0
44.0 1.0 3.0120.0226.0
61.0 1.0 40138.0166.0
42.0 1.0 4.0136.0315.0
520 1.0 4.0128.0204.0
59.0 1.0 3.0126.0218.0
40.0 1.0 4015202230
42.0 1.0 3.0130.0180.0
61.0 1.0 4.0 140.0 207.0

66.0 1.0 4.0 160.0 228.0.

46.0 1.0 4.0140.0311.0
71.0 0.0 4.0112.0149.0
59.0 1.0 1.0134.0204.0
640 1.0 1.0170.0227.0
66.0 0.0 3.0146.0278.0
39.0 0.0 3.0138.0220.0
570 1.0 20154.0232.0
58.0 0.0 4.0130.0197.0
57.0 1.0 4.0110.0335.0
47.0 1.0 3.0130.0253.0
55.0 0.0 4.0128.0205.0
350 1.0 2012201920
61.0 1.0 4.0 148.0 203.0
580 1.0 40114.0318.0
58.0 0.0 4.0170.0 225.0
58.0 1.0 2.0125.0.220.0
56.0 1.0 2.0130.0221.0
56.0 1.0 2.0120.0 240.0
67.0 1.0 3.0152.0212.0
55.0 0.0 2.0132.0342.0
44.0 1.0 4.0120.0169.0
63.0 1.0 4.0140.0187.0
63.0 0.0 4.0124.0197.0

0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
0.0
0.0
0.0
1.0
1.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
1.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0
0.0

0.0171.0
0.0 169.0
2.0125.0
0.0 125.0
0.0156.0
0.0 134.0
0.0181.0
0.0 150.0
2.0138.0
2.0138.0
0.0 120.0
0.0125.0
0.0162.0
2.0155.0
2.0152.0
0.0152.0

0.0
0.0
1.0
1.0
1.0
0.0
0.0
0.0
1.0
0.0
1.0
0.0
0.0
0.0
0.0
0.0

0.9
0.0
36
1.8
1.0
2.2
0.0
0.0
1.9
23
18
1.6
08
0.6
0.0
0.0

201640 0.0 0.0

0.0131.0

0.0

0.6

001430 10 30

0.0179.0

0.0

0.0

10130010 20
0.0174.0 0.0 0.0
0.0161.0 0.0 0.0
1.0140.0 0.0 44 3.0 3.0 6.01.0
201460 1.0 28 20 20 601.0
0.0144.0 0.0 04 20-90 7.00.0
20163.0 0.0 00 1.0 00 7000
0.0169.0 0.0 0.0 3.0 0.0 3.00.0
2.0150.0 0.0 08 20 0.0 701.0
0.0166.0 0.0 1.2 1.0 0.0 3.00.0
001440 1.0 28 3.0 0.0 6.01.0
201440 104010207010
0.0136.0 1.0 0.0 2.0 0.0 3.01.0

20 0.0 3.00.0

10203000
2.0 0.0 3.00.0

1000 701.0
2010 3.00.0

10203010
1.0 0.0 3.00.0

1.0 0.0 3.00.0
20 1.0 3.01.0
2.0 0.0 6.01.0
2.0 0.0-9.01.0
20 1.0 6.01.0
1.0 0.0 7.01.0
1.0 0.0 3.00.0
1.0 1.0 7.01.0
1.0 0.0 6.00.0
2020 7010
2.0 0.0 3.00.0
10203010
2.0 0.0 7.00.0
2.0 1.0 3.00.0
2.0 0.0 3.00.0
1.0 1.0 301.0
2.0 0.0 3.000
2010 7010
1.0 0.0 3.00.0
2010 7010
1.0 0.0 3.00.0
1010 701.0
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41.0 1.0 2.0120.0157.0 0.0 0.0182.0 0.0 0.0 1.0 0.0 3.00.0
59.0 1.0 4.0164.0176.0 1.0 2.090.0 0.0 1.0 20 2.0 6.01.0
57.0 0.0 4.0140.0241.0 00 001230 1.0 0.2 2.0 00 7.01.0
45.0 1.0 1.0110.0264.0 0.0 0.0132.0 00 1.2 20 0.0 701.0
68.0 1.0 4.0144.0193.0 1.0 0.0141.0 0.0 34 20 20 7.01.0
570 1.0 40130.0131.0 00 00115010 1.2 20 1.0 701.0
57.0 0.0 2.0130.0236.0 0.0 2.0174.0 0.0 00 20 1.0 3.01.0
38.0 1.0 3.0138.0175.0 0.0 0.0173.0 0.0 0.0 1.0-9.0 3.00.0
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