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Sumário

Aprendizado Indutivo de Máquinapor Exemplos é uma das estratégias utilizada em
Aprendizado de Máquina. Esta estratégia induz a descrição de conceitos através de
processos de generalização e especialização realizados sobre exemplos observados.
A família TDIDT adota esta estratégia. Os algoritmos desta fanu'lia se caracteri—
zam por construir árvores de decisão para tarefas de classificação.

Neste trabalho é apresentado e discutido a implementação de um sistema que
constrói árvores de decisão a partir de um conjunto de exemplos, que possuem
atributos com valores binários, utilizando a metodologiada família TDIDT para o
aprendizado indutivo não incremental. É apresentado, também, a implementação
de um método de pós-poda para a árvore gerada, denominadoMétodo de Redução
do Erro bem como alguns procedimentosque são úteis para analisar a complexidade
da árvore gerada.

Janeiro de 1994

1'I'raballzio realizado com o auxílio do CNPq e FAPESP de acordo com o Proc. Nº 92/1586—0 e
Proc. Nº 92/2151—8. .
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1 Introdução

Uma das linhas de pesquisa em Inteligência Artificial que está sendo amplamente es—

tudada é Aprendizado de Máquina. Aprendizado de Máquina —— AM —— é uma área
de pesquisa que estuda métodos computacionais apropriados para a aquisição de novos
conhecimentos, novas habilidades e novas formas de organização do conhecimento já
existente. .

Existe uma família de sistemas de propósito geral, pertencentes à área de Aprendizado
de Máquina por exemplos, que tem como característica a construção de árvores de
decisão, através de processos indutivos, utilizando uma metodologia Top Down. Esta
família é denominada TDIDT —— Top Down lnduction of Decision Tree ——-——, e represen—
tam o conhecimento adquirido (conceitos) processando exemplos observados, através
de árvores de decisão.

No ICMSC—USP está sendo desenvolvidoum projeto de AM para geração de regras de
conhecimento. Dentro desse projeto foi implementado, na linguagem de programação
Prolog, um procedimento geral não incremental da familia TDIDT tal que, dado
um conjunto de exemplos, com qualquer número de atributos, bem como qualquer
número de valores discretos de atributos, constrói a árvore de decisão correspondente
[Castineira 91]. Foram também implementados dois algoritmospara realizar a pós—poda
da árvore de decisão gerada [Nicoletti 92a].

Ainda dentro desse projeto, foram realizadas diversas pesquisas de aprendizado indu—

tivo construtivo de máquina [Nicoletti 92b,Nicoletti 93a,Nicoletti 93h]. Indução Cons—

trutiva pode ser definida como uma forma de indução que gera novos atributos não
presentes no conjunto de treinamento inicial, isto é, é um processo que muda o espaço
de descrições —— algumas vezes os atributos iniciais usados para descrever os exemplos
não são diretamente relevantes para descrever um conceito mas, quando combinados,
convenientemente, geram novos atributos (features), podendo tornar—se altamente re—

presentativos para expressar um conceito. O processo de construção de features pode
ser direcionado e controlado pelo usuário ou automaticamente conduzido pelo sistema.

Os trabalhos e implementaçõesjá desenvolvidos no ICMSC referentes à. construção da
árvore de decisão, pós—poda da árvore, aprendizado indutivo construtivo e outros, utili—
zam uma mesma estrutura de dados para representar a árvore de decisão. A estrutura
utilizada para representar a árvore é bem geral e permite representar qualquer árvore
de decisão, mas não é simples. Entretanto, no caso de construção automática de fea-
tures, onde as infomações que se tem sobre os atributos é que eles estão presente ou
ausente, por exemplo, já se sabe que essa árvore é uma árvore binária. Neste caso,
utilizando uma estrutura de dados eSpecífica para este problema, as implementações
correspondentes à construção da árvore, construção de features utilizando diferentes
algoritmos e posteriormente a poda da. árvore, podem ser bastante simplificadas, per—
mitindo assim uma maior facilidade para pesquisar e implementar, no futuro, outros
algoritmos e operadores construtivos.

O objetivo deste trabalho é descrever em detalhes a implementação Prolog de um
algoritmo para a construção de uma árvore de decisão utilizando a estrutura de árvore



binária. Isto é, a implementação cobre os casos de exemplos com apenas dois valores de
atributos. A implementação de um mecanismode pós—poda e procedimentos necessários
para a análise estatística da árvore gerada, são também descritos.

O trabalho está organizado da seguinte forma: a seção 2 descreve o algoritmo geral da
família TDIDT, assim como o algoritmo especifico para atributos com valores binários.
A seção 3 descreve a implementação da. construção da arvore de decisão através de
exemplos para esse algoritmo específico. Os procedimentos mais importantes são des-
critos em detalhe, bem como exemplos de execução.

A seção 4 discute poda em árvores de decisão e mostra a implementação do método
de pós—poda, denominado Método de Poda de Redução do Erro, para árvores binárias
de decisão. Os procedimentos mais importantes são descritos em detalhe, bem como
exemplos de execução. A seção 5 mostra a implementação de alguns procedimentos
utilitarios importantes para analisar a complexidade da árvore de decisão gerada e,
finalmente, as conclusões são apresentadas na seção 6.

2 Família TDIDT

Top Down Induction of Decision Tree —- TDIDT —— é uma família de sistemas de Apren—
dizado de Máquina por exemplos, que são caracterizados por representarem o conheci—

mento adquirido através de árvores de decisão. A característica desta família é utilizar
uma metodologiaTop Down, isto é, a árvore é construída começando da raiz e descendo
até as folhas.

Na construção da árvore de decisão é levado em consideração que para ramificar cada
nó da árvore é necessário escolher um determinado atributo; desta forma, os exem—

plos correspondentes a esse nó serão agrupados em ramos de acordo com os valores do
atributo selecionado. O intuito é gerar a menor árvore de decisão que classifica corre—

tamente todos os exemplos. Para atingir este objetivo é necessário escolher, em cada
passo, o atributomais relevante, isto é, o atributo que melhor particiona os exemplos
segundo o valor da classe. A escolha do atributomais promissor é realizada utilizando
uma função denominada função de avaliação. Existem diversas funções de avaliação;
geralmente elas estão baseadas na teoria da informação ou em medições estatísticas
[Mingers 89a].

O processo de escolha de um atributo -——— utilizando uma determinada função de ava-
liação --— e ramificação dos exemplos segundo os valores desse atributo é repetido para
cada nó da árvore enquanto não se verifique a condição de parada no nó. Geralmente
a condição de parada é a de que todos os exemplos do nó —— ou a maioria deles -——-

pertençam à mesma classe. Se esta condição for satisfeita o nó torna—se uma folha
rotulada com o valor da classe.



2.1 Algoritmo Geral dos Sistemas da Família TDIDT

O algoritmo geral dos sistemas da familia TDIDT começa com uma árvore de decisão
vazia, que é refinada gradualmente até que classifique corretamente todos os exemplos
da amostra. O procedimento geral é o seguinte:

Dados um conjunto de exemplos de aprendizado E;
uma condição de parada t(E);
uma função de avaliação aval(E,atributo)

Se todas as instâncias em E satisfazem & condição de término t(E)

então retorne o valor da classe

caso contrário

1. para cada atributo a; determine o valor da função avaI(E,a,-).
Seja a,- o atributo que possui o melhor valor2 de aval(E, a;).

2. se aj possui valores aj], ajº, a” crie o seguinte nó da árvore:

3. Particione os exemplos do conjunto E nos subconjuntos E1, E2,... Ek se—

gundo os valores de aj na árvore de decisão.
4. Aplique o algoritmo recursivamente para cada um dos subcongiuntos E;.

O critério de parada tpode ser definido para

e construir a árvore de decisão que classifica exatamente todos os elementos do
conjunto de aprendizado em domínios completos— sistema ID3 [Quinlan 79];

. decidir pela não expansão da árvore quando a evidência for insuficiente nos exem—
plos fornecidos; este mecanismo é denominado pré—poda da árvore de decisão
—— usado pelos sistemas C4 [Quinlan 86] e Assistant-86 [Cestnik 87].

A função de avaliação aval pode ter diversas definições. As diversas condições de parada
e funções de avaliação dão origem aos vários algoritmos desta família Por exemplo,
o sistema IDB utiliza a entropia como função de avaliação dos atributos, e seu critério

ºAtributo mais relevante para realizar a ramificação, segundo a função de avaliação.



de parada é que todos os exemplos no nó pertençam à mesma classe. Embora esta
.

abordagem dê bons resultados neste sistema, nada garante que esses sejam os melhores
resultados. Outro critério ou função de avaliação poderiam ser utilizados.

2.2 Algoritmo para Atributos com Valores Binários

Neste trabalho são considerados atributos com apenas dois valores possíveis, isto é, um
atributo está presente (valor do atributo : 1) ou ausente (valor do atributo : O) no
conjunto de treinamento. Neste caso, o algoritmo geral da família TDIDT pode ser
simplificado no que se refere à ramificação da árvore, da seguinte forma:

Dados um conjunto de exemplos de aprendizado E ;

uma condição de parada t(E);
uma função de avaliação aval(E,atributo)

Se todas as instâncias em E satisfazem a condição de término I(E)

Então retorne o valor da classe

Caso contrário

1. para cada atributo a; determine o valor da função aval (E,a;).
Seja a,- o atributo que possui o melhor valor de aval (E ,eu).

2. dj assume somente os valores O e 1, crie o seguinte nó da árvore:

. 3. particione os exemplos do conjunto E nos subconjuntos Eo (correspondente
aos valores de aj : O) e El (correspondente aos valores de aj : 1).

4. aplique o algoritmo recursivamente para os subconjuntos E0 e E1.

A função de avaliação —— aval(E, a;) —— implementada neste trabalho é a entropia. Para
calcular a entropia de um determinado atributo binário, é necessário calcular a entropia
de suas duas ramificações. Se um ramo contém observações de uma única classe, pode—
se dizer que ele está. ordenado e possui entrOpia zero; sua desorganização é nula. Caso
contrário, uma observação pode ser classificadaem 2 classes diferentes: co (classe : O)
e cl (classe : 1). Considerando que a probabilidade de um objeto pertencer à classe e,-

é p(z'), então a entropia de classificação do ramo é dada por



]

EMA = vj) = - Zp(i)lºszp(i) (1)
(=O

onde A : vj signiiica que o atributo A tem o valor vi com v,- 6 (0,1), Isto é, En(A :vj) é a entropia do ramo correspondente ao valor 'o,- do atributo A. Para calcular a
entropia total de um atributo deve—se considerar a entropia de cada um dos ramos

? correspondentes a este atributo. Seja:

M ,o número total de observações,

Eno e Em as entroplas dos dors ramos 0 e 1 respectivamente, associados ao atributo
escolhido, e '

No e N1 0 número de observações de cada ramo.

Neste caso, a entropia de toda a ramificação, ou seja, a entropia do atributo A é dada
por:

En(A) = EE,—% (2)
i=0

Assim, para gerar árvores de decisão mais simples, em cada nó da árvore deve- se escolher
o atributo de menor entropia. para continuar ramilicando a árvore.

3 Considerações Gerais sobre a Implementação da Ár-
vore de Decisão para Atributos corn Valores Binários

Esta implementação foi realizada na linguagem de programação Prolog [Arity 90]. A
estrutura de dados utilizada é listas e árvores binárias. A árvore binária é justiiicada
pelo fato dos atributos assumirem apenas dois valores possíveis, isto é, o atributo poderá
estar presente ou ausente no conjunto de treinamento. A estrutura geral da arvore de
decisão construída é:

arv(SubarvEsq,MelhorAtributo,Subaerir)

onde SubarvEsq e Subaerz'r são subárvoresque classificam os exemplos para os quais
o valor de MelhorAtributo é O e 1 respectivamente.

A implementação realizada leva em consideração várias situações que podem acontecer
durante o processo de construção da árvore, descritas a seguir:

1. Todos os exemplos pertencem à mesma. classe. Neste caso a subárvore correspon—
dente consiste de um simples nó rotulado com o valor da classe.



2. Durante o processo de construção da árvore, não é possível classificar exatamente
exemplos que tenham atributos com o mesmo valor e que pertencem a classes
diferentes. Neste caso, após a manipulação de todos os exemplos do conjunto de
aprendizado, a estratégia adotada nesta implementação é a de rotular essa folha
com o valor da classe mais provável.

3. Um nó folha é rotulado com o átomo null quando para um determinado va-
lor de atributo não existirem exemplos no conjunto de treinamento que sejam
classificados pelo ramo correspondente.

3.1 Descrição da Implementação

Em Prolog, um procedimento consiste do conjunto de cláusulas referente à uma mesma
relação ou predicado. Predicados são notados pelo seu nome e pela sua aridade. Por
exemplo, a. notação abc/4 refere—se ao predicado de nome abc que tem 4 argumentos,
ou seja, aridade 4. Esta convenção é utilizada neste texto. Além disso, quando for
conveniente, os argumentos dos procedimentos serão descritos da seguinte forma?:

[+] < argn >: o n—ésimo argumento é de entrada

[..-] < argn >: o n—ésimo argumento e' de saída

[?] < argn >: o n—ésimo argumento é de entrada/saída

Antes de ativar o procedimento que é realmente responsável pela construção da árvore,
é necessário ter na memória o conjunto de exemplos e o nome dos atributos presentes
nesses exemplos. O conjunto de exemplos deve estar representado por uma lista. de
listas, onde cada. uma dessas listas corresponde a um exemplo. Os elementos dessas
listas são estruturas da forma (nome do atributo> :<valor> ou classe:<valor>.
Os atributos presentes nesses exemplos devem estar representados por uma lista de
átomos onde cada átomo é o nome de um atributo. A implementação realizada consi—

dera que os atributos podem assumir valores no conjunto [0,1] e a classe é reconhecida
pelo nome específico classe. Se este não for o caso, o conjunto de exemplos deve ser
pré-processado. Além disso, todos os atributos devem comparecer em cada um dos
exemplos.
A íim de exemplificar, considere que o seguinte conjunto de exemplos vai ser utilizado
para construir a árvore de decisão.

3Observar que & instanciação dos argumentos, descrita neste trabalho, refere-se ao caso da árvore
estar sendo construída. -



Atributos Classe
xl x2 x3
sim sim sim sim
não não não sim
sim não não não
sim não sim sim

Ele deve ser transformado para uma estrutura de lista de listas de exemplos da seguinte
forma

Exemplos = [[11 : 1,12 : 1,c1asse : 1,13 : 1],
[11 : 0,12 : O,c1asse : 1,13 : O],
[11 : 1,12 : O,c1asse : 0,13 : O],
[11 : 1,12 : O,c1asse : 1,13 : 13].

e a lista de atributos deve ser representada como

Atributos = [11,12,13].

É bom ressaltar que a ordem dos elementos em ambas as listas é irrelevante para a imple
mentação realizada. Isto é, o atributo 11, por exemplo, pode comparecer em diferentes
posições em cada um dos exemplos considerados. Entretanto, se classe : (valor) com—

parecer sempre como o primeiro elemento nas listas de exemplos, o tempo de execução
do algoritmo implementado diminui.

_
3.1.1 Procedimentos: Definição e Discussão

O procedimento no nível mais alto —— arvore.bín/2 —— está definido da seguinte forma:

Procedimento 3.1.1 .] arvore_bín/ 2

arvore_bin(Arvore,F1ag) :—

atributosCAtríbutos),
exemplosCExemplos),
forme-arv;bin(Exemplos,Atríbutos,Arvore,F1ag).

onde os dois primeiros predicados: atributos/1 e exemplos! 1 referem-se aos procedi-
mentos que fazem o pré-processamento dos dados de entrada. Eles devem ser definidos
pelo usuário já que estão ligados à forma e o meio onde esses exemplos estão armaze—

nados. Ambos os procedimentos devem ser bem sucedidos com Atributos instanciado
com uma lista que contém todos os atributos dos exemplos considerados, e Exemplos
instanciado em uma lista de lista de exemplos, como explicado anteriormente.

Considerando o exemplo anterior, ambas as variáveis serão instanciadas da seguinte
forma:



Exemplos = [[11 : 1,12 : 1,classe : 1,x3 : 1],
[xi : 0,12 : O,classe : 1,13 : O],
[xl : 1,12 : O,:lasse : O,x3 : O],
[xi : 1,12 : O,classe : 1,13 : 13].

Atributos = [xl,x2,xBJ.

A saída de arvore_bin/2 consiste na árvore gerada e um fiag indicando se a árvore
é exata ou não. Por exemplo, para este conjunto de exemplos e atributos tem-se o
seguinte resultado para & interrogação ?- arvore.bín(Arvore,Flag).

Arvore = arv(1,xl,arv(0,13,1))
Flag = exata

O terceiro procedimento —-— fome_arv.bin/4 —— está definido da seguinte forma:

Procedimento 3.1.1.2 forme_arv.bín/4

forme_arv_bin(E,A,T,F) :—

forme_arvore_bin(E,A,T,F),
ífthen( varCF), F=exata).

Ele e' responsável por ativar o procedimento que realmente deflagra a construção da
árvore de decisão —-—— forme-arvore.bin/4—, bem como instanciar o flag F no caso da
árvore ser exata, como mostra, esquematicamente, a Figura 1.

Atributos ———-—— -—vArvore
forme -arvore_b ixi/4

Exemplos ———- w—-—-—-vFlag

Figura 1: Procedimento Responsável pela Construção da Árvore de Decisão

' Procedimento 3.1.1.3 forme..arvore.bín/4

Os argumentos de forme-arvore_bín/4 são:

[+] < argl >: lista de exemplos

[+] < argg >: lista de atributos

[—] < a'rgg >: árvore de decisão construída a partir dos exemplos

[——] < org.; >: flag que indica se a árvore construída é exata



e consta dos seguintes passos:

]. obter o melhor atributo segundo um determinado critério;

particionar os exemplos de acordo com os valores do melhor atributo;

retirar o melhor atributo da lista de possíveis atributos, etª?—ºp

recursivamente continuar ramificando cada uma dessas partições de exemplos.

Durante o processo de construção da árvore, a árvore de decisão é representada pela
seguinte estrutura geral:

arv([[. . ..],[ . .],. . . ],MelhorAtributo,[[. . ..],[ . .],. . .])

onde o primeiro e o terceiro argumentos são lista de listas de exemplos sem o atributo
MelhorAtributo, particionados de acordo com o valor do atributo. Isto é, o primeiro
argumento consiste dos exemplos onde o valor de MelhorAtributo é 0 e o terceiro
argumento os exemplos onde o valor de MelhorAtributo é 1 -—-— Figura 2.

MelhorAtributo

o 1

[[...],[...],...1 [[...],[...],...]

Figura 2: Estrutura da Árvore de Decisão Durante o Processo de Construção

A estrutura final da árvore é representada por nós de decisão que são os atributos,
particionados de acordo com seu valor, e nós folhas que representam a classe ou o
rótulo null. Segue a deiinição deste procedimento.

forme_arvore_bín( D , _ ,null ,F) .

forme_arvore_bín(Exs,-,Classe,F) :—

mesma,c1asse(Exs ,Classe) ,
:

forme-arvore_bín(Exs , E! ,Classe ,nao_exata) :—

classe_majoría(Exs ,Classe) ,
! .

forme_arvore-bín(Exs ,Ats , arv (ArvEsq,HelhorAt ,Aerir) ,F) :—

melhor_at_bín(ltts ,Exs ,MelhorAt ,NovosAts , [SubEsq , SubDir] ) ,
fome-arvore_bín(SubEsq,NovosAts ,ArvEsq ,F) ,
forme_arvore_bín(SubDir ,NovosAts ,Aerir , F) .



As três primeiras cláusulas de forme-arvore-bin/4 constituem o critério de parada.
A primeira cláusula trata a situação onde a lista de exemplos está vazia. Neste caso
ela rotula o nó folha com o átomo null. A segunda cláusula trata a situação em que
todos os exemplos do atual conjunto de exemplos pertencem à mesma classe, fato que
determina. o término da ramificação em questão, e rotula o nó com o valor de tal classe.
A terceira cláusula de forme_arvore-bin/4 trata a situação onde não se pode mais
ramificar a árvore, uma vez que todos os atributos já foram usados —-— a lista de atributos
está vazia -— e os exemplos do ramo em questão não pertencem à mesma classe. A árvore
obtida é classificada como não exata —-— o quarto argumento de fome-arvore.bin/4
é instanciado com o átomo namexata. Quando isso acontece, determina-se qual é a
classe com o maior número de exemplos —— classe.:najorítaria/iº — e o nó folha
correspondente é rotulado com o valor dessa classe.

A quarta clausula trata o caso geral onde, primeiramente, o procedimento melhor-—
at.bin/5 encontra o melhor atributo, particiona o conjunto de exemplos e aplica o
procedimento recursivamente em ambas as subárvores.

Procedimento 3.1.1.4 melhor-at_bin/S

O procedimentomelhor-at.bin/5 é utilizado para determinar omelhor atributo de uma
lista de atributos, de acordo com um determinado critério —— nesta implementação, o
critério escolhido foi a entropiaª. Dado um conjunto de exemplos, além de encontrar
o melhor atributo, o procedimento retira—o do conjunto de atributos e particiona o
conjunto de exemplos de acordo com os valores — O ou 1 — que o melhor atributo
pode assumir. Seu último argumento é instanciado com uma lista de dois elementos da
seguinte forma:

[[EQ] ,Eºzr ' ' :Eºgii [El] 7E127º ' ' 75,le

onde:

. [Eo1 ,Eo, , . .. .Em] é a lista de exemplos para os quais o valor do melhor atributo
é O;

o [E]] ,E], , . . . ,Elj] é a lista de exemplos para os quais o valor do melhor atributo
é 1.

Os argumentos de melhor-at_bín/5 são:

[+] < argl >: lista de atributos

[+] < argg >: lista de exemplos

[--] < arg3 >: o melhor atributo
'Devido à modularidade da implementação, se outro critério for escolhido, somente o procedimento

calcule.entropia.bín/2deve ser redefinido.
'

-
'
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[—-] < org.; >: lista do conjunto de atributos sem o melhor atributo

[-—] < args >: lista de exemplos particionados segundo os valores do melhor atributo

melhor_at_bin(Ata,Exs,HelhorAt,NovosAts,[SE,SDJ):-
calcule-bín(Ats,Ezs.Lista),
calcule_entropia-bin(Lista,[MelhorAt,_]),
retíraCMelhorAt,Ats,Novosàts),
dívíde_bín(Exs,HelhorAt,SE,SD).

A fun ção básica demelhor-at.bin/5, composta de uma única cláusula, é invocar quatro
predicados. O primeiro predicado calcule-bin/3 tem como objetivo criar uma lista
onde são lembradas informações tais como a quantidade de vezes que o atributo An
cujo valor e' i (i = 0 ou 1) e o valor da classe éj (j = O ou 1) comparece no conjunto de
treinamento. Isto será útil para realizar o cálculo da entropia (ou eventualmente, para
implementar outra função de avaliação).

Esta informação é utilizada pelo segundo predicado calcule-entropía_bin/2 para
encontrar o melhor atributo —-—— MelhorAt. O terceiro predicado ret ira/3 é responsável
por retirar esse melhor atributo da lista de atributos e, finalmente, o quarto predicado
dívide_bin/4 particiona os exemplos em função do valor de Melhoràt.

Procedimento 3.1 .1 .5 calcul a_bin/B

Os argumentos de calcule.bin/ 3 são:

[+] < My] >: lista de atributos

[+] < org; >: lista de exemplos

[-] < argg >: lista de atributos com os valores calculados

calcule-bín(Ats ,Exs ,Lísta) : —

1ísta_íncícia1_bin(hts ,Lístalnicíal) ,
realíza_ca1culo-bín(Exs ,LístaInícíal ,Lísta) ,

A lista criada pelo procedimento calcule_bin/3 tem a seguinte forma;

[[Ai1,A1 231,01 : Dl],[At2,Á2 : 32,02 : Dz],. . . ,]

onde

Ai": é o nome do atributo 'n

An: é o número de vezes que o atributo n comparece no conjunto de exem-
plos com valor de atributo 0 e o valor da classe 0
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B,,z é o número de vezes que o atributo n comparece no conjunto de exem—
plos com valor de atributo 0 e o valor da classe 1

C,,: é o número de vezes que o atributo n comparece no conjunto de exem-
plOs com valor de atributo 1 e o valor da classe O

D,,: é o número de vezes que o atributo n comparece no conjunto de exem—
plos com valor de atributo 1 e o valor da classe 1

Por exemplo, a interrogação ?- calcule_bin(Atríbutos,Exemplos ,L) . ativada com

Atributos = [11,12,13].

Exemplos = [[11 : 1,12 : 1,classe : 1,13 : 1],
[11 : 0,12 : O,classe : 1,13 : O],
[11 : 1,12 : O,classe : 0,13 : O],
[11 : 1,12 : O,c1asse : 1,13 : 13].

e' bem sucedida com

L = [[11,0:1,1:2],[12,1:2,0:1],[13,1:1,0:2]]

Após o procedimento calcule.bin/3, ser bem sucedido, a lista criada com essas in-
formações é utilizada pelo procedimento calcule-entropia.bin/ 2 para realizar o cál—

culo da entropia e retornar o melhor atributo -—- aquele que tiver a menor entropia.

Procedimento 3.1.1.6 calcule-entropía_bín/2

Para calcular a entropia de um atributoé necessário agrupar todos os exemplos segundo
os valores deste atributo, e para cada grupo ——-— ramo —-— deve—se somar o produto
da frequência de cada classe pelo logaritmo desta frequência —- equação (1), pg. 4.
Estes números, obtidos para cada valor do atributo, ou para cada ramo, devem ser
multiplicados pelo número de exemplos do correspondente ramo e somados para compor
o valor final da entropia —— equação (2), pg. 5. Deve ser observado que o algoritmo
deve encontrar o atributo com menor valor de entropia, mas não o verdadeiro valor da
entropia. Assim, a divisão pelo número total de exemplos é desnecessária.

Os argumentos de calcule.entropía.bín/2 são:

[+] < argl >: lista criada pelo procedimento calcule.bín/ 2, pg. 11

[-] < 0.ng >: lista contendo o menor valor da entropia e seu respectivo atributo

12



calcule-entropía_bín(l.ista,H) :-
calcule_entropía_bin(Lísta,LJI) .

calcule,entropía_bín( [] ,L ,L] ) .

calcule_entropia_bin([At,A:B,C:D]|R],L,W) :—

entropia([A,Bl,E),
entropia([C,D],I),
Ent is ((A+C)*E) + ((B+D)*I),
guarda,entropia(At,Ent,L,L1),
calcule_entropia_bin(R,L1,W).

O procedimento calcule-entropia.bin/2 ativa calcule-entropía.bin/ 3. Este pro—
cedimento é composto de duas cláusulas. A primeira cláusula é o critério de parada. A
segunda realiza recursivamente o cálculo da equação (1). Os três primeiros predicados
da segunda cláusula são responsáveis pelo cálculo da entropia do primeiro atributo,
na lista. corrente. Logo após, este último valor de entropia calculado, é comparado
com o maior valor da entropia já encontrado, realizando a substituição se for o caso
—— guardLentropia/ll. Finalmente, calcule-entropía_bin/3 é chamado recursiva-
mente para repetir este processo sobre os atributos restantes.

Por exemplo, a interrogação ?- calcule_entropia_bin(Lista,W) . ativada com

Lista = [[x1,0:1,1:2],[x2,1:2,0:1],[33,1:1,0:2]]

é bem sucedida com

W = [xi , 1 . 80617997]

Voltando ao procedimentomelhor_at_bin/5, pg. 10, o último predicado ——-— divide--
bin/4 -—— é ativado após ter sido encontrado o melhor atributo da lista de exemplos, a
fim de particionar os exemplos em uma subárvore esquerda e uma subárvore direita.

Procedimento 3.1.1.7 dívídebín/ll

Os argumentos de divide.bín/4 são:

[+] < argl >: lista de exemplos

[+] < uma >: o melhor atributo desta lista de exemplos

[—] < argg >: subárvore esquerda

[—] < arg4 >: subárvore direita
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divide-bin(Exs,MelhorAt,SE,SD) :—

divide-bin(£xs ,MelhorAt , [] ,SE, [] ,SD) .

dívíde_bín( [] , - .SE,SE,SD ,SD) .

divide_bin([ExlExs],MelhorAt,SEac,SE,SDac,SD) :-
retíra(MelhorAt:Valor,Ex,ExNovo),
ífthenelseCValor = 1,

dívíde_bin(Exe,HelhorAt,SEac,SE,[ExNovolSDac],SD),
dívíde_bín(Exs,HelhorAt,[ExNovolSEac],SE,SDac,SD)).

O procedimento divide.bin/4 ativa o procedimento divide.bin/6 que contém dois
argumentos amais. Eles são acumuladores necessários para efeito de processamento. O
procedimento divide.bín/ 6 particiona os exemplos em uma subárvore esquerda e uma
subárvore direita de acordo com o valor do melhor atributo ser O ou 1 respectivamente.
O procedimento retira! 3 é o responsável de retirar o melhor atributo do conjunto
de exemplos. Esse novo conjunto de exemplos é colocado na subárvore esquerda ou
na subárvore direita caso o valor de melhor atributo seja O ou 1 respectivamente, e o
procedimento divide.bin/ 6 é chamado, recursivamente,para processar o restante dos
exemplos em ambas as subárvores.

A listagem completa do programa encontra—se na seção 3.1.3, pg. 16.

3.1.2 Exemplos de Execução

Nesta seção são apresentados vários exemplos de execução do algoritmo implementado
arvore.bín/ 2 para diversos conjuntos de exemplos. Em cada caso é mostrada a instan—
ciação das variáveis Atributos e Exemplos consideradas, e o resultado da. interrogação
correspondente.

Exemplo 3.1.2.1

Atributos = [xl,x2,x$,x4]

Exemplos =

[[xlzi, 12:1, classezo, xB:O, 14:03,
[xle, x2:1, classezl, 13:0, 14:01,
[11:1, x2:1, classezo, x3:0, x4:O],
[11:1, x2:1, classezi, 13:1, x4:1],
[x1:1, 12:O, 13:1, classezí, 14:13]

?— arvore-bín(Arvore,Flag).

Arvore = arv(1,xl,arv(0,13,1)
Flag = exata —>;

no
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A árvore construída pelo algoritmo é uma árvore exata. onde os atributos lá e 14 são
atributos irrelevantes —-— não comparecem na árvore.

Exemplo 3.1.2.2

Atributos = [xi,x2,x$,x4]

Exemplos =

[[xizi, 12zi, classezº, 13:1, 14:03,
[11:0, x2:0, classe:1, 13:1, x4:1],
[11:0, x2:0, classezo, 13:O, x4:0],
[11:1, x2zl, classezi, 13:1, 14:13,
[11:0, x2:0, x3:1, classezo, 14:11]

?— arvore-bin(Arvore,Flag).

Arvore = arv(0,x4,arv(null,x3,arv(arv(1,12,null),11,1)))
Flag = nao_exata —>;

no

A árvore gerada não é exata, o que indica que em pelo menos um ramo a classe foi
aproximada pela classe majoritária, e não há. atributos irrelevantes. Além disso, alguns
nós folhas foram rotulados com o átomo null, mostrando que não há exemplos no
conjunto de treinamento que sejam classificados pelo ramo correspondente.

Exemplo 3.1.2.3

.Atributos = [xl,12,x3,x4,15,xô,x7,18,x9,xlO]

Exemplos =
_

[[xi:1,12:1,c1asse:0,13:0,x4:0,15:1,16:0,x7:1,x8:0,19:0,x10:03,
[11:0,12:1,c1asse:1,13:O,x4:0,x5:1,16:1,x7:1,18:0,19:0,x10:1],
[xlz1,12:1,c1asse:0,x3:0,x4:0,15:1,16:0,xT:1,x8:0,x9:1,110:1],
[11:1,x2:1,c1asse:1,13:1,x4:1,x5:1,xô:0,x7:O,x8:0,x9:0,xiº:0],
[11:1,x2:0,13:1,classe:1,x4:1,15:1,16:0,x7:1,x8:0,19:0,110:1],
[xl:1,x2:1,c1asse:0,13:O,x4:0,xS:O,xô:1,17:O,18:1,x9:1,x10:0],
[xl:O,x2:1,c1asse:1,13:O,x4:0,x$:0,x6:0,17:0,18:1,19:1,x10:0],
[11:1,12:1,c1asse:O,x3:0,x4:0,x$:O,xô:0,x7:1,18:1,x9:0,x10:1],
[xizl,x2:1,c1asse:1,13:1,x4:1,x$:1,x6:0,x7:0,18:0,x9:O,110:1],
[11:1,x2:0,13:1,c1asse:1,x4zl,x5:1,16:1,x7:1,x8:0,x9:1,x10:0],
[xl:1,x2:1,c1asse:0,x3:0,x4:0,15:O,xG:0,x7:1,18:1,19:1,110:O],
[11:0,12:1,c1asse:1,13:O,x4:0,x5:1,16:1,x7:1,x8:0,x9:1,110:1],
[xl:1,12:1,c1asse:0,x$:0,x4:0,x5:1,x6:0,x7:1,x8:1,19:0,110:0],
[x1:1,x2:1,c1asse:1,13:1,x4zi,xS:1,16:0,17:0,18:1,x9:1,110:1],
[xi:1,x2:0,x$:1,c1asse:1,x4:1,15:1,16:0,x7:1,18:0,19:O,110:O],



[11:1,12:1,classe:0,13:0,14:0,15:0,16:1,17:0,18:0,19:1,110:1],
[11:0,12:1,classe:0,13:0,14:0,15:0,16:0,17:0,18:0,19:0,110:0], .

[11:1,12:1,classe:0,13:0,14:0,15:0,16:0,17:1,18:1,19:0,110:1],
[11:1,12:1,c1asse:1,13:1,14:1,15:1,16:0,17:0,18:1,19:1,110:1],
[11:1,12:0,13:1,c1asse:1,14:1,15:1,16:1,17:1,18:0,19:O,110:0]]

?— arvore_bin(Arvore,F1ag).

Arvore

Flag = exata ->;
no

A árvore construída é exata e relativamente grande. Alguns atributos são irrelevantes
e possui nós folhas rotuladas com null.

Exemplo 3.1.2.4

Atributos

Exemplos
[[xi
[11
[xiz
[11:
[11:
[11:
[11
[111
[11:
[11:
[11:
[11
[11
[11
[11
[11
[11
[11
[11
[11

:1,12:
:0,12:
1,12:
1,12:
1,12
1,12:
:0,12:
1,12:
1,12:
1,12:
1,12:
:0,12:
:1,12:
:1,12:
:1,12:
:1,12:
:0,12:
:1,12:
:1,12:
:1,12:

[11,12,13,14,15,16,17,18,19,110]

1,classe:0,13
1,classe:1,13
1,c1asse:0,13
1,classe:1,13:
:0,13:1,c1asse:

:0,13
:1,13
:0,13

1,c1asse
1,classe
1,classe
1,c1asse

1,c1asse:0,13
1,c1asse:1,13
l.classe:0,13:
1,c1asse:1,13:
O,13:1,c1asse:
1,c1asse:0,13
1,c1asse:0,13
1,c1asse:0,13
1,c1asse:1,13
0,13:1,c1asse

:1,13:
0,13:1,c1asse:

:0,14:
:0,14
:0,14:
1,14:
1,14:
:0,14:
:0,14
:0,14:
1,14:
1,14:
:0,14
:0,14
0,14:
1,14:
1,14:
:0,14
:0,14:
:0,14:
:1,14
:1,14

?- arvore_bín(Arvore,Flag).

Arvore arv(1,15,0)

0,15
:0,15
0,15
1,15
1,15
0,15
:0,15
0,15
1,15
1,15
:0,15

:1,16
:0,16
:1,16
:0,16
:0,16
:1,16
:0,16
:1,16
:0,16
:0,16
:1,16

:0,15:
0,15:
1,15:
1,15:
:0,15:
0,15:
0,15:
:1,15:
:1,15:

0,16:
1,16

0,16

1,16
1,16
0,16:
0,16:

16

:0,17:
:1,17:
:0,17:
:0,17

:1,17
:0,17
:0,17:
:0,17

0,17

1,17
:0,17

0,17

1,18

1,18

1,18:
1,18:
1,18

1,18
:0,18
:0,18

:0,17:

1,18

arv(1,12,arv(arv(arv(arv(0,19,arv(1,11,0)),
16,arv(1,11,0)),14,nu11),13,1))

:0,19:
1,18:
1,18:
:0,18

:0,17:

0,19
0,19:
:0,19:
:0,19

:0,18:
:0,18:
1,18:
:0,18

:1,17:
:0,17:
1,17:
:0,17:

0,16:

1,19:
1,19:
1,19
:0,19:
0,19:
1,19:
:0,19:

1,18:
:0,18:

:0,17:
1,16:

1,19
1,19:
:0,19
:0,19:
:0,19

1,18:
:0,18:

1,17:

1,19
1,19:
:0,19

0,110

0,110

1,110

:O].
:0,110:
1,110:

1],
1].
:º],

:0,110:
1,110:
1,110:
:0,110:
0,110:

1],
o].
o],
1].
1].
:O].

1,110:
1,110:
:0,110:
1,110:
:0,110:
1,110:
:0,110:
:0,110:
1,110:
:0,110:

O],
1].
º],
1].
º].
1].
O].
1].
1].
01]



Flag = exata ->;
no

A árvore gerada é exata e pequena, consistindo apenas de um nó de decisão —— atributo
15 -— que divide os exemplos em duas classes.

3.1.3 Listagem do Programa

Como já mencionado, o procedimento a ser ativado é arvore..b in/2. É responsabilidade
do usuário a implementação dos procedimentos atributos/ 1 e exemplos/1, para pré—

processamento dos exemplos, como explicado na seção 3.1 pg. 6. É bom observar que
parâmetros extras —- tais como o arquivo onde se encontram os exemplos, etc. -—-— podem
ser inseridos nestes procedimentos. Segue a listagem do programa onde a instanciação
dos procedimentos referem-se a ativação do programa para construir a árvore.

% —————— -— arvore_bin(—,-)
arvore_bin(hrvore,Flag) :—

atributos(btributos),
exemplos(£xemplos),
forne,arv_bin(Exemplos,Atribntos,Arvore,Flag).
!.

% —————— —— forme_arv_bin(+,+,—,—)
forme_arv_bin(E,A,T,F) :—

forme_arvore_bin(E,A,T,F),
ifthen(var(F),F=exata).

% ------—— forme_arvore_bin(+,+,—)
forme_arvore_bin([3.-.null,F).

forme_arvore_bin(Exs,_,Classe,F) :—

nesma_c1asse(£xs,Classe),
!.

forme_arvore_bin(£xs,[],Classe,nao_exata) :—

maior,c1asse(£xs,€lasse),
! .

'

íorme_arvore_bín(£xs,lts,arv(ArvEsq,HelhorAt,Lerir),F) :-
melhor_at_bin(£ts,Exs,He1horAt,lovosAts,[SubEsq.SubDir]),
forne_arvore_bin($ubEsq,lovosAts,ArvEsq,F),
forne_arvore_bin($ubDir,Iovoslts,lerir,F).

% ———————— nelhor_at_bin(+,+,-,-,—)
melhor-at_bin(£ts,£xs,!elhorAt,lovosAts,[SubEsq,SubDir]) :—

calcu1e_bin(Ats,Exs.Lista),
calcule_entropia_bin(Lista,[MelhorAt,_J),
retira(lelhorAt,Ats,IovosAts),
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divide_bin(£xs,lelhorlt,SubEsq,SubDir).
% —————— -— calcule_bin(+,+,—) —

calcule,bin(£ts,£xs,LCalc) :—

lista_inicial_bin(lts.Listalnicial),
realiza_calculo_bin(£xs,ListaInicial,LCalc).

% """"-— lista_inicial_bin(+,-) _ _
1ista_inicial_bin(Ú , D).

1iata_inicial_bin([AtributoIBListaJ, [[Atríbuto,0:0,0:0]IFNListaJ) :-
lista_inicial_bin(ILista,FILista).

% ------- realiza_calculo_bin(+,+,—) -..,
realiza_calculo_bin([],L,L). '

realiza_calculo_bin([EXILEI],ListaAtual,ListaFinal) :-
class(EX.Claese),
realíza_calculo_bin1(£1,Classe,ListaAtual,IovaLista),
realiza_calculo_bin(LEl,IovaLista,ListaFinal).

% —————— -— realiza_ca1culo_bin1(+,+,+,—)
realíza_calculo_bin1([]._.L,L).

realiza_ca1culo_bin1([AtributonalorIExs],ValorClasse,
ListaAtual,NovaLista) :—

Atributo x= classe, !,
atualiza_lista;bin(Atributo,LístaAtual,Valor,

ValorClasse,0utraLista),
realiza_ca1culo_bin1(£xs,ValorClasse,OutraLista,IovaLista).

realiza_calculo_bin1([PrimlExs],ValorClasse,ListaAtual.lovaLista) :—

realiza_calculo_bin1(Exs,ValorClasse,ListaAtual,IovaLista).

% —————— —— atualiza_lísta_bin(+.+.+.+.-)
atualiza_lista_bin(£t,[[At,A,B]!Exs],ValorAtributo,

ValorClasse.[[At,C,D]IExBJ) :—

!.
atualiza_bin((lt,A,B),Valorltributo,ValorClasse,(At,C,D)).

atualiza_1ista_bin(£t,[LlExs],Valorltríbuto,ValorClasse.ELÍEXSIJ) :—
atualiza_lísta;bin(At,Exs,ValorAtríbuto,ValorClasse,Exsi).

% '''''"" atualiza_bin(+.*.+.ª')atualiza;bin((lt,COO:COI,CIO:C11),0,0,(At,BOO:COl,ClO:C11)) :—

BOO is COO + 1, !.

atualiza_bín((lt,COO:C01,CiO:C11),O,1,(At,COO:BOl,C10:C11)):—
801 is COI + 1, !.

atualiza4bin((tt,COO:Cºi,C10:C11),1,0,(At,COO:COi,BiO:Cii)) :—

BIO is Ciº + 1, !.
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atualiza_bin((lt,COO:C01,CIO:011),1,1,(At,COO:COI,C10:811)) :—

811 is C11 + 1, !.

% —————— —— calcule,entropia;bin(+,—) —— __
calcu1e_entropia_bin(Lista,U) :—

calcule_entropia_bin(Lista,L,U).

calcule_entropia,bin([3.L,L).

calcule_entropia_bin([[At,A:B,C:DJ!R],L,U) :-
entropia([A,BJ,E),
entropia([C,DJ,I),
Ent is ((A+C)*E) + ((B+D)*I).
guarda_entropia(5t,Ent,L,L1),
calcule_entropia_bin(R,L1,U).

% ——————- guarda_entropia(+,+,—,—)
guarda_entropia(£t,£,[],[At,E]).

guarda_entropia(At,Ent,[A,E],[A,EJ) :—

Ent =< E,

guarda_entropia(ht,£nt,_,[At.EntJ).
% ------ -— entropia(+,-) __
entropia(L,E):—

entropia(L,O,E).

entropia(E],Ent,Ent).

entropia([AlR),Temp,E):—
logaritmo(A,A1qg),
IovoTemp ía Alog * A + Temp,
entropia(B,lovoTemp,E).

% —————— —— divide;bin(+,+,—,-
divide_bin(Exs,lelhorAt,SE,SD) :—

divide_bín(£xs ,Helhorlt , E! ,SE, [] ,SD) .

% ------—- divide;bin(+,+,—,—,—,—
divide,bin([3.-.SE,SE,SD,SD).

dívide_bi.n( [Ex ! REIS] ,llelhorlt , SEac , SE ,SDac , SD) : —

retira(HelhorAt:Valor,Ex,Exlovo),
ifthenelse(Valor = 1,

divide;bin(RExs,HelhorAt,SEac,SE,[ExlovolSDac],SD),
divide4bin(RExs,HelhorAt,EExBovolSEac],SE,SDac,SD)).

% —————— —- logaritmo(+,—)
logaritmo(A,O):—
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logaritmo(A,Alog):—
Alog ie log(A).

% —————— —— mesma_classe(+,—)
mesma_classe([XJ,C) :-

:

class(X,C).

mesma_classe([llY],C) :—

class(X,C),
mesma_c1asse(Y,C).

% ......—— class(+.')
classCCclasse:Cl_J,C) :—

!.

class([XIY],C) :—

class(Y,C).

% —————— —- maior_c1asse(+,—)
maior_c1asse(Exs,C1asse) :-

maior,classe(Exs,[],Classe).

maior_c1asse([],L1,Classe) :—

c_maior(L1,Classe),
!.

maior_c1asse([Ex|RJ,L1,Classe) :-
class(Ex,C),
insere_estat(C,L1,L2),
maior_c1assç(R,L2,Classe).

% —————— -— c;maior(+.—)
c_maíor([C1:lílR],Classe) :—

c,:aior(R,li,C1,Classe).

c_ma.ior([] ,-.Classe ,Classe) .

c_maíor([C1assei:lilB].IAnterior,CA,Classe) :—
li >= lAnteríor,
:

c_naior(R,ll,Classe1,C1asse).

c_maior([_|R].lAnt,CA,Classe) :-
c_maior(R,lAnt,CA,C1asse).

% —————— -— insere_estat(+,+,—)
insere,estat(Classe,E],[Classez1]) :—

!.
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insere,ostat(C1,[C1:l|.J.[C1:III_J) :—

Ilisl+1.
insere_estat(C1,[X:,lR],[x:_|R1]) :—

insere_estat(C1,R,R1).

'I. —————— -- retira(+,+,-) —

retira(x,[XlY],Y) :—

!.

retira(x,[Z|Y3,[ZlY1]) :-
retira(X,Y,Y1).

4 Poda em Arvores de Decisão

T " o o l o u— , ] .lNa construçao de regra:—“...de conhecrmento a partir de arvores de decrsao, e necessario
conSJderar tres fases distintas:

1. a criação de uma árvore de decisão a partir de um conjunto de exemplos,
2. a poda da árvore de maneira a remover ramos com pouca representatividade

estatística. e

3. o processamentoda árvore gerada visando a promoção do seu entendimento, isto
é, as regras geradas pela árvore.

A criação da árvore de decisão é realizada utilizando um conjunto de dados denominado
conjunto de treinamento. Existem aplicações onde os dados para o aprendizado estão
imperfeitos, isto é, os dados no conjunto de treinamento podem estar apenas parcial—
mente especiiicados, podendo existir a possibilidade de erros nos valores de atributos
e nos valores de classes —— ruídos. Muitos dos ramos de uma árvore induzida através
de dados com ruídos, refletem apenas ocorrências acidentais nos dados em questão ao
invés de representarem relações existentes entre eles. Consequentemente, tais ramos,
dificilmente, serão representativos na classificação de outros exemplos. Ou seja, ruído
nos dados influenciam a tarefa de aprendizado tornando-a mais dificil, sendo assim
necessário mecanismos especiais, para tentar eliminar esses ruídos. Alguns problemas
que são encontrados quando é induzida uma árvore de decisão que contém dados com
ruídos são:

o a árvore induzida não é confiável na classificação de novos exemplos e

. árvores induzidas serão, provavelmente, maiores e, consequentemente, mais difí—

ceis de serem compreendidas.

A poda em árvores de decisão, é um mecanismo importante para o aprendizado de
dados com ruidos. E importante lembrar que a poda de uma árvore irá. aumentar o
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número de erros de classificação dos exemplos do conjunto de treinamento, mas em
contra partida, deve diminuir o índice de ocorrência de erros na classificação de novos
exemplos. Basicamente existem dois tipos de poda:

1. Pré—poda, realizada durante o processo de construção da árvore. A ramificação
de um nó da arvore pára quando a construção da árvore deixa de ser confiável, e

2. Pós—poda, realizada após a construção completa da árvore, quando o erro de
classificação de novos exemplos é calculado e, em função desse erro, é decidido
podar algumas subárvores que, provavelmente, não são confiáveis.

Em geral, & pós—poda produz resultados mais satisfatórios que a pré—poda, uma vez
que, com a pós—poda, tanto a precisão quanto a complexidade das árvores tendem a
melhorar [Mingers 89h]. Para aplicar alguns dos mecanismos de pós—poda existentes, é
necessário dividir o conjunto de exemplos disponível em dois subconjuntos.

1. conjunto de treinamento para construir a árvore e

2. conjunto de teste para podar a árvore. Na prática esta divisão deve ser feita
de forma aleatória na proporção 70/30 [Mingers 89h] a fim de obter resultados
confiáveis.

Exemplos

Conjunto de Treinamento (70%)

Conjunto de Teste (30%)

Diversos métodos de pós—poda, bem como resultados empíricos da aplicação desses
métodos, são encontrados na literatura, onde é mostrado que não há uma diferença
marcante nos resultados obtidos pelos diversos métodos de pós-poda propostos. Neste
trabalho é descrito e implementado um desses métodos, denominado Método de Poda
de Redução do Erro [Quinlan 87].

4.1 Método de Poda de Redução do Erro

0 Método de Poda de Redução do Erro —— MPRE —-—, faz uso do conjunto de treina-
mento e conjunto de teste. Este método produz uma série de árvores podadas, usando
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o conjunto de teste diretamente, ao invés de usá-lo apenas na seleção da melhor árvore.
A árvore de decisão obtida e' aquela que possui o menor número de exemplos não clas-
sificados para o conjunto de teste. O MPRE necessita da arvore de decisão construida
utilizando o conjunto de treinamento, bem como do conjunto de testes, para produzir
a árvore podada. Primeiramente, o conjunto de testes é introduzido na árvore de de—

cisão original contando, em cada nó da árvore, o número de exemplos em cada classe.
Esta árvore é denominada árvore estatística —— Figura 3, pg. 23. A seguir, para toda
subarvore não folha S de T, são contados

.

1. o número de exemplos dos nós folhas não classificados (d,),
2. o número de exemplos que não seriam classificados, se a subárvore S em questão

fosse substituída por sua melhor folha (dps).

Se com a nova. árvore o número de erros de classificação obtido (g,) é igual ou menor ao
obtido com a arvore anterior, ou seja, 9, == d,, —— dp, Z O, e se 5 não contiver qualquer
subãrvore com a mesma propriedade, 5 é definitivamente substituída pela sua melhor
folha e o processo prossegue com essa nova árvore. O processo finaliza quando não for
mais possível diminuir o valor do erro,-ou seja, qualquer substituição de uma subarvore
por uma folha aumenta o erro de classificação.

O fato 9, > O significa que um número maior de exemplos será classificado pela árvore
de decisão se a subárvore 5 for podada, ou seja, substituída por sua melhor folha. A
poda, quando 9, = O (ganho nulo) não incrementa a precisão da árvore, mas favorece
a. diminuição do tamanho da. árvore.

Assim, o MPRE gera um conjunto de árvores e termina com a obtenção da árvore
podada que melhor classifica, segundo este critério, o conjunto de testes. Pode ser que
aconteça a situação de existirem varias subárvores com o mesmo valor de g. Quinlan não
especifica qual subãrvore escolher nesta situação. Entretanto, resultados experimentais
[Mingers 89h] mostram que a escolha entre essas subãrvores interfere muito pouco na
precisão de classificação; escolhe—se, portanto, a maior, na certeza que essa escolha irá.
reduzir o número de iterações necessárias para podar completamente a árvore.
Este método possui duas desvantagens: a necessidade de um conjunto de teste separado
do conjunto de treinamento, e a poda indesejável de partes da árvore original que
poderiam corresponder a casos especiais mais raros, eventualmente não presentes no
conjunto de teste.

Como ilustração do MPRE, considere uma subãrvore de uma árvore estatística binária
de classificação —— Figura 3, pg. 23.

Considerandoo nó 1, já que o algoritmo trata a poda a partir dos nós folhas até chegar
à raiz, a Figura 3 mostra que este nó classifica um total de 19 exemplos, sendo 15 da
classe O e 4 da classe 1. Se a subárvore for podada, o nó I se torna uma folha rotulada
com o valor da classe com o maior número de exemplos classificados —— neste caso 0 -——

e, consequentemente,4 dos 19 exemplos estarão sendo classificados erradamente (dps).

Somando os erros atuais de classificação dos nós folhas da subárvore, tem—se:
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nóH
31 6

l
l l

nó I nó J
15 4 16 2

[

classe 1

l l
nó L nó M
6 4 9 0
classe 0 classe 1

Figura 3: Subárvore de uma, Árvore Estatística de Classificação

. para o nó L o erro de classificação é 4

o para o nó M o erro de classificação é 9

o o total de erros de classificação dos nós folhas é ds : 13.

Assim, o erro de classificação dos nós folhas é maior que o erro de classificação do nó I
se ele for podado

g,:d,-d,,=13—4=920.
Com isso, decide—se podar o nó 1. Isto é feito recursivamente com todos os nós da
árvore de decisão até não ser possível continuar a poda, isto é, incrementa o erro de
classificação.

4.2 Descrição da Implementação

O algoritmo implementado para realizar a poda de uma árvore de decisão binária,
utilizando o Método de Poda de Redução do Erro, faz uso da árvore de decisão criada,
a partir do conjunto de treinamento, pelo algoritmo descrito na seção 3.1.1, pg. 7.
Como já mencionado, a estrutura dessa árvore de decisão é:

arv(SubarvEsq,MelhorAtributo,Subaerir)

com base nessa árvore e utilizando os exemplos do conjunto de teste, a árvore estatística
é criada. A estrutura que representa a árvore estatística tem a seguinte forma:

arv(SubarnEsq/LI,MelhorA tributo/LSubaerír/Lâ)
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onde L, L] e L2 são listas de dois 2 elementos (números inteiros maiores ou iguais a
zero), cuja soma representa o número total de exemplos nesse nó da árvore. O primeiro
e o segundo elemento da lista representam, respectivamente, o número de exemplos
com valor da classe : 0 e classe == 1. A poda é realizada sobre esta árvore estatística
e, quando o processo de poda termina, a árvore podada é novamente expressa com a
mesma estrutura da árvore inicial.
Os principais procedimentos utilizados no processo de poda da árvore, são discutidos a
seguir.

4.2.1 Procedimentos: Definição e Discussão

O procedimento no nível mais alto para realizar a poda da árvore é o seguinte:

Procedimento 4.2.1.1 podar/3

podarCArvore,Exs,ArvorePodada) :-
estatCArvore,Exs,ArvEstat),
poda,arv(ArvEstat,ArvPod),
muda-notacao(ArvPod,ArvorePodada), !.

Os argumentos de podar! 3 são:

[+] < org] >: árvore de decisão criada pelo Procedimento 3.1.1.1 pg. 7, utilizando
o conjunto de exemplos de treinamento

[+] < argg >: conjunto de exemplos de teste

[—-] < argg >: árvore podada

O procedimento estat/2 é responsável pela construção da árvore estatística. Por
exemplo, considere Arvore e Exs instanciadas da seguinte forma:

Arvore = arv(1,xí,arv(0,13,1))

Exs = [[xlzl, x2:1, classezo, xB:1, x4:O],
[11:0, x2:0, classezl, 13:1, 14:01,
[11:0, x2:0, classezo, x3:0, x4zi],
[11:1, 12:1, classezl, 13:1, x4:1],
[11:0, x2zo, 13:1, classezo, 14:13].

a interrogação ?- estat(Arvore,Exs,ArvEstat) será. bem sucedida com

ArvEstat = arv(1/[2,1],xi/[3,2],arv(0/[0,0],13/[1,1],1/[1,1]))
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O segundo procedimento —— poda_arv/2 -—— é definido a seguir.

Procedimento 4.2.1 .2 poda.arv/2
poda-arv(ArvE,ArvPodada) :—

poda(ArvE,ArvP).
ArvE x= ArvP,
poda_arv(ArvP,ArvPodada), !.

poda_arv(Arv,Arv).

Os argumentos de poda-arv/2 são:

[+] < argl >: árvore estatística

["] < (1ng >: árvore podada

O procedimento poda_arv/ 2 é responsável por ativar o procedimento que realmente
realiza a poda da árvore —- poda/2. Quando o procedimentopoda/2 for bem sucedido,
independente se a árvore for podada ou não, é feito uma comparação entre a árvore
anterior e a árvore posterior a poda. Se as duas árvores são árvores diferentes, significa
que houve poda, então é necessário ativar o procedimento, recursivamente, poda_arv/2
a fim de verificar se uma nova poda é necessária. Se este não for o caso -—— as duas
árvores são iguais —, a árvore permanece a mesma e o procedimento finaliza.

Procedimento 4.2.1.3 poda/2
poda(Classe/L,C1asse/L)

atomic(C1asse), !.

poda(arv(Se/L1,R/L,Se/L2),Se/L) :—

sao_folhas(Se/L1),
sao_folhas(Se/L2), !.

poda(arv(Se,R/L,Sd),C/L) :—

sao_folhas(Se),
saojolhas (Sd) ,
candidata_folha(L,C,S),
soma-erros_c1ass(Se,Sd,Si),
Sl >= S, !.

poda(arv(Se,R/L,Sd),arv(Se,R/L,Sd)) :—

sao_folhas(Se),
8ao_folha8(Sd), !.

podaCarv(Se,R/L,Sd),arv(Sei,R/L,Sd1)) :-
poda(Se,Sel),
podaCSd,Sd1).
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O procedimento poda/2 tem cinco clausulas, uma cláusula para cada uma das cinco
situações que poderão ocorrer durante o processo de poda da árvore de decisão. A
primeira cláusula se refere à situação onde o nó considerado é um nó folha rotulado
com o valor da classe. Neste caso, não há poda e o nó permanece igual.
A segunda cláusula é ativada quando a subárvore esquerda e & subárvore direita de um
nó são folhas e contém o mesmo valor da classe. É importante notar que isto somente
acontece se a árvore já foi podada, pelo menos uma vez, e a classe majoritária de um
nó for igual ao valor da classe do outro nó. Neste caso, a subárvore é podada e o nó é
rotulado com o valor da classe em questão.
A. terceira cláusula verifica, também, se suas subárvores são nós folhas. Se isto ocorre é
ativado o procedimento candidataiolha/3 que é bem sucedido com o valor da classe
que classifica os exemplos em maior número e o número de exemplos que não seriam
classificados pelo nó, caso fosse podada a subárvore rotulando o nó folha com o valor
da classe. Por exemplo, se candidataiolha/ZB é ativada com L = [2,1], será bem
sucedida com C = 0 (o número 2 da lista L significa que o nó classifica 2 exemplos cujo
valor da classe é O) e S = 1.

O procedimento somamrrosleass/3 faz a soma dos erros de classificação de cada nó
folha. Isto é, se o nó folha é rotulado com valor 1 (classe : 1), por exemplo, a soma dos
erros de classificação será igual ao número de exemplos, pertencentes àquele nó, cujo
valor da classe é 0. Com os dois valores instanciados S e Sl, é feito uma comparação
entre eles. Se o erro de classiiicação dos nós —— Sl —-— e' maior ou igual ao erro de
classificação se & subárvore for substituída por sua classe majoritária --— S —, então a
subárvore é podada.

A quarta cláusula é ativada se as subárvores do nó são folhas e caso a terceira cláusula
falhe quando o erro de classiâcação dos nós não for maior ou igual ao erro do nó da
classe majoritária. Neste caso a subárvore não é podada.

Como o algoritmo somente trata da poda em nós folhas ou quando as subárvores de
um nó são folhas, a quinta cláusula. faz a recursão até chegar nessas situações.
Voltando ao procedimentopodar/3, seção 4.2.1.1 pg. 24, o último procedimento mu-
damotacao/ 2, simplesmente transforma a estrutura da árvore estatísticapodada para
a estrutura de árvore binária padrão.

4.2.2 Exemplos de Execução

Nesta seção, são apresentados vários exemplos de execução do algoritmo implementado
-- podar/3—- para diversas árvores de decisão. Em. cada caso é mostrada a instanciação
das variáveis Arvore e Exs consideradas e o resultado da interrogação.

Exemplo 4.2.2.1

Arvore = arv(1,x1,arv(0,x3,1))
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Exs = [[11:1, 12:1, classezo, 13:1, 14:03,
[11:0, 12:0, classezi, 13:1, 14:03,
[11:0, 12:0, classezo, 13:O, 14:13,
[11:1, 12:1, classezi, 13:1, 14:13,
[11:0, 12:0, 13:1, classezo, 14:133

?- podar(Arvore,Exs,ArvorePodada).

ArvorePodada = 0 —>;

no

A árvore podada é rotulada. com um simples nó com valor da classe 0.

Exemplo 4.2.2.2

Arvore =

arv(0,13,arv(arv(arv(1,14,0),12,null),11,arv(null,12,arv(0,14,1))))

Exs = [[xizi, 12:1, classezo, 13:0, 14:03,
[11:0, 12:1, classezi, 13:0, 14:03,
[11:1, 12:1, classezo, 13:0, 14:03,
[11:1, 12:1, classezl, 13:1, 14:13,
[11:1, 12:O, 13:1, classezl, 14:13]

?— podar(Arvore,Exs,ArvorePodada).

ArvorePodada = arv(0,13,1) —>;

no

A árvore é podada até chegar a um simples nó de decisão -— atributo 13 -—— que divide
os exemplos em duas classes.

Exemplo 4.2.2.3
Arvore =

arv(0,13,arv(arv(arv(1,14,0),12,nu11),11,arv(null,12,a1v(0,14,1))))

Exs = [[11:1, 12:1, classezo, 13:1, 14:03,
[11:0, 12:0, classezl, 13:1, 14:03,
[11:0, 12:O, classe:0, 13:0, 14:13,
[11:1, 12:1, classezl, 13:1, 14:13,
[11:1, 12:0, 13:1, classezo, 14:13]

?- podar(Arvore,Exs,ArvorePodada).

ArvorePodada = arv(0,13,arv(1,11,arv(nu11,12,arv(0,14,1)))) —>;

no
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A árvore é podada mas mantém algumas folhas rotuladas null.

4.2.3 Listagem do Programa

O procedimento a ser ativado é podar/3, sendo responsabilidade do usuário fornecer o
conjunto de exemplos de teste —-—— Exs -——— diferente do conjunto de exemplos de treina—
mento utilizado na construção da. árvore de decisão. Segue a listagem do programa.

% —————— —— podar(+,+,—)
podar (Arvore ,sz ,LrvorePodada) : -—

estat(Arvore,Exs,ArvEstat),
poda_arv(ArvEstat,ArvPod),
muda_notacao(ArvPod,ArvorePodada), !.

'/. —————— -— poda-arv(+.—)
poda_arv(ArvE,lrvPodada) :-

poda(ArvE,ArvP),
lrvE x= ArvP,
poda_arv(LrvP,ArvPodada),
!.

poda_arv(Arv,Arv).

% """""""" eªtªt(+n+o')
estat(Arv,Exs,ArvE) :—

expande(lrv,ArvH),
verifica(ArvH,Exs,ArvE),
l

% —————— —— expande(+.*)
expande(A,A/[0,0]) :-

atomic(l).

expande(arv(Se,Ha.Sd),arv(Se1,Ha/[0,0].Sd1)) :—

expande(Se,Sel),
expande(Sd,Sd1) .

% —————— —— veriíica(+,+,—)
verificaurv, [] ,Arv) .

verifica(C1asse/L,Exs.Classe/Li) :—

atomic(Classe),
l
»

íaz_contagem(Claase/L.Exs,Classe/Ll).

verifica(arv(Se,R/L,Sd),Exs,arv(Sel,R/L1,Sd1)) :—
taz_contagem(B/L.Exs.R/Ll),
divide(£xs.R,Esq,Diz),
verifica(Se,£sq,Sei),
verifica($d,Dir,Sd1).
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% ------—- faz,contagem(+,+,-) -— — _ - — _

faz,conta.gem(R/L.D ,R/L) .

taz_contagem(R/L,EBxlExs],R/Li) :-
conta_um_ex(R/L,£x,R/U),
taz_contagem(R/U,Exs,R/Ll).

% —————— —- conta_um_ex(+,+,—) ————

conta_um_ex(Clasae/[A,B],Ex,Classe/L1) :-
atomic(Classe),
.
* .
class<£x,c),
irthenelse(c=1,(81 is B+1,L1=[A,BIJ).(A1 is A+1,L1=[A1,BJ)).

conta_um_ex(R/L,Ex,R/U) :-
class(Ex,C),
conta(R/L,C,R/U).

% —————— —- conta(+.+.—)
conta(R/[AO,A1],O,R/[AX,A1]) :—

AI is AO + 1, !.

conta(R/[AO,A1],1,R/[AO,AX]) :—

AX is A1 + 1.

% —————— —— poda(+,-)
podaCClasse/L,C1asse/L) :—

atomic(Classe), !.

poda(arv(Se/L1,R/L,Se/L2).Se/L) :—

sao_tolhas(Se/L1),
sao,!olhas(Se/L2), !.

poda(arv(Se,R/L,Sd),C/L) :—

8ao_tolhas(5e),
sao_íolhas(5d),
candidata_tolha(L,C,S),
soma_erros_class($e.Sd,51),
81 >= S, !.

poda(arv(Se,B/L,Sd),arv(Se,R/L,Sd)) :-
sao_folhas(Se),
sao_tolhas($d), !.

poda(arv(Se,R/L,Sd),arv(Sel,R/L,Sd1)) :-
poda(Se,Sei),
poda(Sd,Sdl).

% —————— —- sao_folhas(+)
sao_íolhas(D) .

eao_folhas(Cl/L).
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% —————— —— candidata_folha(+,—,—) —

candidata,!olha([A,BJ,O,B) :—

A >= B, !.

candidata,!olha( [A,Bj ,1,A) .

% —————— —- soma_ezros_c1ass(+,+,—)
soma_erros_class(Se,Sd,S) :-

erro(Se,Si).
erro(Sd,S2),
5 is 81 + 82.

% —————— —— erro(+.“)
erro(C1/L,S) :—

qual,classe(Cl/L.S).

erro(arv(Se,Ha/L,Sd),s) :—

erro(Se,Si),
erro(Sd,52),
3 is Sl + 52.

% ——————- qual_classe(+,—)
qual_c1asse(O/[A,B],B) :- !.

qual,classe(1/[A,BJ,A) :— !.

qual_c1asse(null/[A,BJ,C) :-
C is A+B.

% —————— -— muda_notacao(+,—)
muda_notacao(Classe/L,Classe) :—

atomic(Classe),!.

mnda_notacao(arv($e,R/L,Sd),arv(Seí,R,Sd1)) :-
nnda;notacao($e,$ei),
ludagnotacao(Sd,Sd1).

% —-—--—-— divide(+,+,—,-
divide(Exs,Ha,Se,Sd) :-

divide(£xs,na, [] .Se, [] ,Sd) .

divide(D,_,Se,Se,Sd.Sd) .

% ———————- dívide(+,+,+,-,+,—)
divide([£xl£xs].Ha,Seac,Se,Sdac,Sd) :-

retira_exemp10(Ha:V,Ex,ExBovo),
iíthenelse(v=1,

dívide(Exs,Ha,Seac,Se,[ExlovolSdac].Sd),
divide(Exs,Ha,[ExlovolSeacJ,Se,Sdac,Sd)).

% ------ -— retira_exemplo(+.+.ª)
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ret ira_exemplo(lla, [Kalan] ,Exs) .

ret ira_exemplo(lla , [Hai [€.st , [Hal [ Em 1] ) : -
ret in_exemploGa ,Exs ,Exsi) .

5 Procedimentos Utilitários

Nesta seção são apresentados alguns procedimentos que são úteis para analisar a com—

plexidade da árvore de decisão binária gerada pelos algoritmos implementados, Por
exemplo, a altura da árvore de decisão corresponde ao máximo comprimento das regras
de conhecimento representadas pela árvore de decisão correspondente. O número de
nós terminais da o número de regras de conhecimento geradas, enquanto que a relação
entre o número de nós e o número de nós terminais, dá o comprimento médio das regras
de conhecimento correspondentes a essa árvore de decisão. A seguir são descritos cada
um destes procedimentos.

Procedimento 5.1 altura/2

alturaCA,O) :-
atomíc(A), !.

altura(arv(Se,Raíz,Sd),X) :-
altura(Se,Y),
altura($d,2),
maxCY,Z,Max),
X is Max + 1.

max(X,Y,X) :—

X >= Y, !.

max(X,Y,Y) .

A altura de uma árvore é o nível máximo entre os nós da árvore. Isto é, a altura de
uma arvore binária é:

1. um, se a árvore possuir apenas a raiz, caso contrário

2. é o máximo entre as alturas de suas subárvores (esquerda e direita).

Por exemplo, considerando a variável Arvore instanciada com

Arvore = (1,xí,arv(0,13,1))

tem—se a seguinte resposta para a interrogação
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?- altura(Arvore,X).

X=3—>;
no

Procedimento 5.2 nos/2

nos(A,1) :-
atomic(A), !.

nos(arv(Se,Raiz,Sd),X) :—

nosCSe,Y),
nos(Sd,Z),
X is Y + Z + 1.

O procedimento nos/2 é bem sucedido com a variável X instanciada com o número
total de nós de uma árvore binária (nós de decisão e nós folhas).

Segue um exemplo de interrogação com Arvore instanciada como anteriormente.

?- nos(Arvore,X).

X=5—>;
110

Procedimento 5.3 folhas! 2

folhas(A,1) :—

atomíc(A), !.

folhasCarv(Se,Raiz,Sd),X) :—

folhas(Se,Y),
folhas(Sd,Z).
X is Y + Z.

O procedimentofolhas/2 é bem sucedido com a variável X instanciada com o número
de folhas de uma árvore binária. Isto é todos os nós terminais pertencentes à árvore.

Segue um exemplo de interrogação com Arvore instanciada como anteriormente.

?— folhas (Arvore ,X) .

X = 3 “>;
no
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6 Conclusões

Neste trabalho foi apresentado e discutido implementações Prolog de diversos progra-
mas que tem como objetivo:

1. a construção, a partir de um conjunto de treinamento, de árvores de decisão
binárias

2. a poda, a partir de um conjunto de teste, da árvore binária criada no passo
anterior e

3. procedimentos utilitários para analisar a complexidade da árvore de decisão cons—

truída.

Para. construir a árvore de decisão é utilizado a metodologia da Família TDIDT no
modo não incremental, onde é necessario que os exemplos do conjunto de treinamento
estejam disponíveis simultaneamente na memória, para que seja induzido um conceito.
No processo de construção da árvore foram considerados apenas atributos que assu—

mem dois valores possíveis, isto é, o atributo está presente ou ausente no conjunto de
treinamento. Caso isso não ocorra, é necessário um pré-processamento dos dados de
entrada —— conjunto de treinamento —-—— antes que a árvore seja construída.

O mecanismo de pós—poda da árvore binária implementado é baseado no Método de
Poda de Redução do Erro. Este método trabalha buscando o erro de classificação dos
nós folhas de uma subãrvore qualquer, decidindo podar ou não a subárvore, dependendo
do erro de classificação do conjunto de teste.

Alguns procedimentos utilitários são considerados. Estes procedimentos tais como al—

tura, número de nós e número de folhas da árvore de decisão, são úteis para fazer a
análise da complexidade da árvore gerada pelos algoritmos implementados.

Deve ser ressaltado que, a estrutura de árvores de decisão binárias é importante no
processo de construção automáticade features, que será tratado em um trabalho futuro.
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