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Resumo

Um dos temas atuais em aprendizado de mdquina supervisionado estd relacionado
com o estudo de métodos de construgdao de ensembles de classificadores, os quais
podem ser mais precisos que os classificadores individuais que compéem o ensemble.
Vérios métodos tém sido propostos para construir ensembles, entre eles métodos que
manipulam o conjunto de exemplos de treinamento. Existem vdrias técnicas para
manipular o conjunto de treinamento, entre elas a técnica de Boosting. O objetivo
deste trabalho é analisar experimentalmente a técnica de Boosting utilizando dois
algoritmos de aprendizado de médquina: um que induz drvores de decisdo e outro que
induz regras.
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1 Introducgao

A qualidade das hipdteses induzidas pelos atuais sistemas de Aprendizado de Mdquina (AM)
depende principalmente da quantidade e da qualidade dos atributos e exemplos utilizados no
treinamento. Freqiientemente, resultados experimentais obtidos sobre grandes bases de dados, nas
quais muitos atributos irrelevantes estao presentes, resultam em hipéteses de baixa precisio. Por
outro lado, muitos dos sistemas de aprendizado de mdquina conhecidos nao estao preparados para
trabalhar com uma quantidade muito grande de exemplos. Assim, uma das dreas de pesquisa mais
ativas em aprendizado de miquina tem girado em torno de técnicas que sejam capazes de ampliar
a capacidade dos algoritmos de aprendizado para processar muitos exemplos de treinamento,
atributos e classes (Dietterich, 2000b; Michalski et al., 1998). Esses problemas sao tipicos da drea
de mineracao de dados em grandes bases (Data Mining) (Cabena et al., 1998; Mannila, 1996;
Mitchell, 1999; Weiss and Indurkhya, 1998).

Para que os conceitos sejam aprendidos a partir de grandes bases de dados, utilizando AM, pode-se
utilizar duas abordagens. A primeira realiza uma sele¢ao de exemplos e atributos mais relevantes
(Blum and Langley, 1997), e a segunda ¢ a abordagem de ensembles, tratada neste trabalho. Nessa
abordagem primeiramente sdo retiradas, por exemplo, L amostras (subconjuntos) do conjunto de
exemplos disponivel para treinamento. Logo apds, cada um desses L subconjuntos é submetido
a algum algoritmo de AM criando assim L classificadores, os quais podem ser construidos em
paralelo. Um ensemble é um conjunto de classificadores cujas decisées individuais sio combinadas
de alguma forma para classificar um novo caso.

Vérios métodos tém sido propostos para construir ensembles, entre cles métodos que manipulam
o conjunto de exemplos de treinamento. Existem varias técnicas para manipular o conjunto de
treinamento, entre elas a técnica de Boosting. O objetivo deste trabalho é analisar experimen-
talmente a técnica de Boosting utilizando dois algoritmos de aprendizado de maquina: um que
induz drvores de decisdo e outro que induz regras. Os experimentos foram realizados utilizando
oito conjuntos de dados do mundo real extraidos da UCI (Blake et al., 1998).

Quanto & organizagao, este trabalho estd organizado da seguinte forma: Na Secao 2, é feita uma
revisao sobre aprendizado de maquina supervisionado. Na Se¢do 3, é descrita a abordagem de
ensembles, com uma breve descri¢ao sobre os principais métodos de Ensembles e uma descri¢ao
mais detalhada sobre a técnica Boosting. Na Secao 4, sio descritos os experimentos realizados.
Na Secao 5, sao descritos os resultados experimentais obtidos. Na Segao 5 é feita uma andlise
dos resultados obtidos nos experimentos. E na Sec¢do 6 ¢ apresentada a conclusao do trabalho
realizado.

2 Aprendizado de Maquina Supervisionado

No problema padrao de AM supervisionado, ao algoritmo de aprendizado de mdaquina é dado
um conjunto de exemplos S de treinamento, com N exemplos T;,¢ = 1,..., N, escolhidos de um
dominio X com uma distribuigdo D fixa, desconhecida e arbitraria, da forma {(x1,y1),...,(xn5,yn)}
para alguma fun¢ao desconhecida y = f(x), como mostra a Tabela 1 na pagina seguinte. Os x;
sao tipicamente vetores da forma <z;;,z;,...,zipr>, com valores discretos ou numéricos, como
peso, altura, cor, idade, e assim por diante. Assim, x;; refere-se ao valor do atributo (ou feature)



Jj, denominado X; do exemplo 7}, como mostra a Tabela 1. Os valores y; referem-se ao valor do
atributo Y, freqiientemente denominado classe.

X1 X XM Y
h [z11 =12 ... M | 0
T | T1 T2 ... Tam | Y2
Ty TNy ZTN2 ..o ZNM | YN

Tabela 1: Conjunto de Exemplos no Formato Atributo-Valor

Os valores de y sdo tipicamente pertencentes a um conjunto discreto de classes, representado
por {C},...,Ck}, quando se trata de classificacao ou ao conjunto de nimeros reais em caso de
Tegressao.

Dado um conjunto S de exemplos de treinamento a um algoritmo de aprendizado, um classifi-
cador h serd induzido. O classificador consiste de uma hipdtese feita sobre a verdadeira (mas
desconhecida) func¢ao f. Dados novos exemplos x, o classificador h prediz o valor correspondente

Y.

Dado um conjunto H de classificadores, denotados por h;,...,h;, pode-se combinar suas decisoes
individuais — tipicamente através de uma votagao com ou sem peso — para classificar novos
exemplos, formando, assim, um ensemble de classificadores.

3 Ensembles de Classificadores

Uma das dreas ativas em aprendizado de maquina supervisionado estuda métodos de construgao
de ensembles de classificadores. Um resultado interessante ¢ que ensembles de classificadores
podem ser mais precisos que os classificadores individuais que compoem o ensemble.

Uma condi¢ao para que um ensemble de classificadores seja mais preciso que seus componentes
é que os classificadores que compoem o ensemble sejam distintos (Hansen and Salamon, 1990).
Um classificador preciso é um classificador que faz a predigio da classe de um novo exemplo
x com uma margem de erro menor do que simplesmente adivinhar o valor de ¥y dado x. Dois
classificadores sao distintos se cometem erros diferentes em novos conjuntos de exemplos.

Para melhor compreender essa condigao, considera-se um ensemble de trés classificadores hi, ho, hj
e um novo caso (ou exemplo) x, como mostra a Figura 1 na pagina seguinte (Dietterich, 2000a).
Esse novo exemplo x serd classificado por cada classificador h;, hs e hy com uma das classes do
conjunto discreto de classes {C}, ..., Cx }. Seja h;(x) a classificagdao atribuida a esse novo exemplo
x pelo classificador h;, hy(x) pelo classificador hy e hj(x) pelo classificador hj.

Se os trés classificadores sdo idénticos, entdo, quando h;(x) estd errado, ha(x) e hz(x) também
estdo. Entretanto, se os erros cometidos pelos classificadores forem nao correlacionados, entdo
quando h;(x) estd errado, hy(x) e h3(x) podem estar corretos, de forma que o voto majoritario
pode classificar corretamente o exemplo x. Em geral, dado um ensemble composto por L classi-
ficadores hy, ..., hy, para cada novo exemplo x a ser classificado por esses classificadores, tem-se
uma série de L ensaios. Considerando que cada um desses ensaios é independente e que cada
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Figura 1: Ensemble de Trés Classificadores

ensaio é um sucesso na classificagdo de x com probabilidade! p ou uma falha com probabilidade
1 — p, entdo a probabilidade do nimero de sucessos ser [ em L ensaios ¢ dada por

P(Z=1)= (’j) p(1 - p)b! (1)

Mais precisamente, se as taxas de erro de L classificadores hy, ..., hy, sio todas iguais a p < % e
se os erros sao independentes, entdo a probabilidade do voto majoritario estar errado, ou seja, a
probabilidade do ensemble ter mais de 50% de classificadores que falharam, ¢ dada por

b7
L ~ (LY Tk
P<Z>5>—1—Zo(l)p(l~w (2
que corresponde & drea sob o grafico da distribui¢do binomial na qual mais que % hipéteses estao
erradas.

Na Figura 2, sio mostrados ensembles ideais formados com hipdteses independentes, todas com
taxas de erro de 0.3, 0.4 e 0.45 respectivamente. Pode ser observado que quanto maior o valor da
taxa de erro das hipdteses, maior é a taxa de erro do ensemble, mas ainda assim a taxa de erro
do ensemble é menor que a taxa de erro de cada hip6tese que o compde. Por exemplo, para um
ensemble simulado com 21 hipdteses, cada uma delas possuindo uma taxa de erro de 0.3, a drea
de curva para 11 ou mais hipéteses simultaneamente incorretas é 0.026, o qual é muito menor que
a taxa de erro das hipdteses individuais, conforme pode ser observado na Figura 2 na préxima
pagina. Observa-se também que quanto maior o nimero de hipéteses, menor é a taxa de erro do
ensemble.

'E considerado que essa probabilidade é a taxa de erro do ensaio, ou seja, da hipétese hy
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Figura 2: Probabilidade do Voto Majoritario Estar Errado com L Hipéteses, L = 1, ..., 150, com
Taxa de Erro de Cada Hipdtese Igual a 0.3, 0.4 e 0.45

Por outro lado, se as hipdteses individuais tém erros nao correlacionados mas com taxas de
erro excedendo 0.5, entdo a taxa de erro do ensemble aumentard como resultado da votagdao. A
Figura 3 na pagina seguinte, mostra a curva do erro de um ensemble ideal composto por hipéteses
independentes, todas com taxa de erro de 0.7. Pode ser observado que incrementando o nimero
de hipdteses, maior é o erro cometido pelo ensemble.

Para concluir, considerando a probabilidade do voto majoritario estar errado no modelo ideal de
ensembles, definido pela equacdo 2, a chave para o sucesso dos métodos de criagao de ensembles
estd em construir classificadores individuais com taxas de erro abaixo de 0.5. Uma observagao é
que as simulagoes mostradas tratam situagoes ideais, nas quais todas as hipdteses que compoem o
ensemble sdo ensaios independentes, ou se¢ja, ndo correlacionados. Em aprendizado de méaquina,
o que se tenta fazer é tornar os ensaios (as hipé6teses) ndo correlacionados, ou, se a correlagao
existir — e, na prdtica, geralmente essa correlagao existe —, torna-la minima.

3.1 Razoes para a Construgao de Ensembles

Os ensembles sdao construidos para se tentar melhorar o poder de predi¢do dos algoritmos de AM.
Mas quais os motivos que levam a construir bons ensembles? As razoes sio, fundamentalmente,
trés (Dietterich, 2000a):

1. Estatistica. Um algoritmo de aprendizado pode ser visto como um algoritmo de busca no
espaco de hipéteses H para identificar a melhor hipétese. O problema estatistico aparece
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Figura 3: Probabilidade do Voto Majoritdario Estar Errado com L Hipéteses, L = 1, ..., 150, com
Taxa de Erro de Cada Hipétese Igual a 0.7

quando a quantidade de dados disponiveis para treinamento ¢ muito pequena comparada ao
tamanho do espago de hipdteses. Sem dados suficientes, o algoritmo de aprendizado pode
encontrar muitas hipéteses diferentes em H, as quais tém a mesma precisao sobre os dados
de treinamento. Construindo um ensemble com todos estes classificadores, o algoritmo pode
calcular a média de seus votos e reduzir o risco de escolher o classificador errado. A Figura 4
(topo a esquerda) ilustra essa situacdo. A curva externa denota o espaco de hipdteses H
e a interna denota o conjunto de hipdteses que tém uma boa precisao sobre o conjunto de
treinamento. O ponto rotulado com a letra f é a hipdtese verdadeira, e pode-se observar
que tirando a média da precisdo das hipéteses, podemos encontrar uma boa aproximacao

de f.

2. Computacional. Muitos algoritmos de aprendizado trabalham fazendo alguma busca local
a qual pode parar em algum 6timo local. Por exemplo, alguns algoritmos de redes neurais
utilizam métodos de busca local — como grandiente descendente — para encontrar pesos
localmente Otimos para a rede; algoritmos de arvore de decisao aplicam regras gulosas
de particionamento para gerar a arvore de decisao. Nos casos nos quais hd quantidade
suficiente de dados de treinamento — o que indica que nao ha problema estatistico —, é
computacionalmente dificil para o algoritmo de aprendizado encontrar a melhor hipétese.
De fato, o problema de encontrar a menor arvore de decisao que seja consistente com um
conjunto de treinamento é NP-hard (Hyafil and Rivest, 1976). Similarmente, encontrar
os pesos para a menor rede neural possivel consistente com os exemplos de treinamento é
também NP-hard (Blum and Rivest, 1988). Por outro lado, construindo-se um ensemble
executando vdrias vezes o algoritmo de busca local partindo, a cada iteracao, de diferentes

(&3]



pontos, pode-se obter uma melhor aproximagio da verdadeira (e desconhecida) funcao f
que seja mais precisa que qualquer um dos classificadores individuais, como ¢ ilustrado na
Figura 4 (topo a direita).

3. Representacional. As vezes, nio é possivel representar a verdadeira fungio f pelas hipéteses
em H. Entretanto, unindo-se as hipdteses ou dando-se pesos a cada uma delas e unindo-as,
pode ser possivel expandir o espago das fungoes representdveis. A Figura 4 (inferior) ilustra
esta situacgao.

Estatistico Computacional
%
& *
Representacional
o
o

Figura 4: Trés Motivos Fundamentais que Explicam Porqué os Ensembles Funcionam Melhor que
um Unico Classificador

3.2 Meétodos de Construgao de Ensembles

Muitos métodos de construgao de ensembles tém sido desenvolvidos. Esses métodos podem ser
dividos, basicamente, nos seguintes cinco métodos de propdsitos gerais (Dietterich, 2000a):

1. Enumeracao do espago de hipoteses H;

2. Manipula¢ao dos exemplos de treinamento S;

3. Manipulacao do conjunto de atributos X;

4. Manipulando do conjunto de classes C; e

5. Insercao de aleatoriedade nos algoritmos de aprendizado de maquina.
A descricao de cada um desses métodos pode ser encontrada em (Bernardini, 2001). Neste

trabalho é considerada especialmente a técnica de Boosting, descrita a seguir, a qual é uma das
técnicas que manipula os exemplos de treinamento.



3.2.1 Manipulando os Exemplos de Treinamento

A idéia geral deste método é manipular os exemplos de treinamento para gerar miltiplas hipSteses.
Neste caso, executa-se o algoritmo de aprendizado varias vezes, cada vez com um subconjunto de
treinamento diferente. Esta técnica trabalha especialmente bem quando se utilizam algoritmos
de aprendizado instdveis. Algoritmos instdveis sdo aqueles que geram classificadores bastante
diferentes mesmo ocorrendo pequenas alteragdes no conjunto de treinamento, ou seja, nao é
necessario que grandes alteragoes ocorram no conjunto de treinamento para que classificadores
diferentes sejam gerados. Algoritmos de aprendizado de arvores de decisao, de redes neurais e de
regras sao instdveis, enquanto que algoritmos de regressao linear, vizinho mais préximo (nearest
neighbor) e linear threshold sao geralmente bastante estdveis.

As principais técnicas que manipulam o conjunto de treinamento para a constru¢ao de um en-
semble podem ser divididos em duas familias (Breiman, 1996b; Bauer and Kohavi, 1999):

1. Familia P & C. Técnicas P&C — Perturb and Combine (Perturbar e Combinar) — “per-
turbam” o conjunto de treinamento ou o método de construgao da hipdtese para induzir
diferentes hipéteses as quais sao combinadas para gerar o ensemble. Técnicas pertencen-
tes & esta familia sio Bagging (Breiman, 1996a), Wagging (Bauer and Kohavi, 1999) e
Cross-validated Comitees (Parmanto et al., 1992).

2. Familia ARC. ARC — Adaptively Resample and Combine (Reamostrar e Combinar Adap-
tativamente) — refere-se a familia de algoritmos que combinam e refazem a amostra de
exemplos de treinamento adaptativamente. Técnicas pertencentes a esta familia sio Boost-
ing (Freund and Schapire, 1997; Breiman, 1996b), Arcing (Bauer and Kohavi, 1999) e
Windowing (Quinlan, 1988).

A seguir serd descrita a técnica de boosting, a qual serd utilizada neste trabalho.

3.2.2 Boosting

O Boosting (Bauer and Kohavi, 1999) refere-se ao problema geral de produzir predi¢oes precisas
combinando-se hipdteses riisticas e imprecisas, as quais sao geralmente produzidas por algoritmos
de aprendizado fraco. Esta técnica torna algoritmos de aprendizado fracos em fortes. Um algo-
ritmo de aprendizado forte ¢ um algoritmo que, dado €, > 0 ¢ acesso randémico aos exemplos,
gera hipé6teses com probabilidade 1 — d e com erro € tal que

P(erro(h) <e¢)=1-4, comed =0 (3)

Assim, quanto menores os valores de € e d, mais forte ¢ o algoritmo. Além disso, o tempo de
execucgao deve ser polinomial em 1/€, 1/§ e outros parametros relevantes, como o tamanho da
amostra, e o tamanho, ou complexidade, do conceito a ser aprendido.

Um algoritmo de aprendizado fraco satisfaz a mesma condigao da Equagdo 3 mas somente para
€ > 1/2—~ onde v > 0 é também uma constante, ou decrementa com 1/p, onde p é um polinémio



dos parametros relevantes. Ou seja, o valor de € pode se aproximar de 0.5, e a probabilidade de
isto ocorrer é grande (Freund and Schapire, 1997).

O algoritmo de boosting projetado por Freund e Schapire (Freund and Schapire, 1997) — Ad-
aBoost.M1, mostrado no Algoritmo 1 — utiliza um indutor e um conjunto de exemplos de treina-
mento S = {(x;,¥i),? = 1,..., N}. Para cada exemplo (x;,y;) existe um peso w;, ou seja, existe

um vetor de pesos W com N elementos. Esse vetor é inicializado com w; = 1/N, i = 1,...,N.
Apo6s, para cada iteracao [ = 1, ..., [, o algoritmo de Boosting executa os seguintes passos:

- O algoritmo de aprendizado constrdi uma hipétese h; utilizando o conjunto de treinamento
S e o vetor de pesos W

- O erro q, isto é, o erro(h;) no Algoritmo 1, dessa hipétese sobre o conjunto de treinamento
é calculado como sendo a soma dos pesos w;, dos exemplos erroneamente classificados pela
hipétese hy;

- Se oy > 1/2, o processo termina. Sendo, 0s pesos w(41), para a proxima iteragao sao

recalculados como sendo "
l

Wa+1); = WL p

se h; acerta na classificagao do exemplo 2.

A hipétese h* é obtida pela votagdo das hipdteses geradas h;,l = 1,...,L. Se h; classifica um
exemplo x como sendo da classe Cy, o voto total para a classe C}, é incrementado de log((1-cy)/ ).
h* entao associa ao exemplo x a classe com maior valor total de voto.

Com esta técnica, a taxa de erro de h* cai exponencialmente para préximo de 0 (zero) conforme
o valor de L aumenta. Assim, se forem consideradas as hipdteses com uma taxa de erro menor
que 50% nos exemplos de teste, ou seja, uma seqiiéncia de classificadores fracos, pode-se criar
um classificador forte h* que é, no minimo, tao preciso quanto, ¢ usualmente mais preciso que, o
menos preciso dos classificadores fracos (Freund and Schapire, 1997).

4 Experimentos Realizados

Foram realizados varios experimentos em dominios do mundo real para testar a performance do
algoritmo de boosting para criacao de ensembles utilizando dois algoritmos de AM, um que induz
arvores de decisdo e outro que induz regras, ambos implementados no sistema See5. A maioria
dos conjuntos de dados utilizados sao provenientes do repositério da UCI (Blake et al., 1998).

Os oito conjuntos de dados escolhidos tém diferentes tipos de atributos, os quais sdo nominais,
continuos ou uma combinacao destes. Trés destes conjuntos de dados também possuem valores
desconhecidos.



Algoritmo 1 AdaBoost.M1

Parametros: Exemplos: um conjunto de n exemplos rotulados {(x;,¥;),i =1,..., N}
Indutor: um algoritmo de aprendizado
L: nimero de classificadores

1: procedure boost(N,Exemplos,Indutor,/)

2: for allz:=1 to N do

3:  Inicializar os pesos: w; := 1/N

4: end for

5: for l:=1 to L do

6: for i:=1to N do

7: Normalizar os pesos: p; := wi/(z;y:l wj)
8: end for

9:  hy:=Indutor(Exemplos,p)

10:  Computar o erro da hipétese: erro( hp):=3, cq pillhi(x:i) # vil|
11:  if erro(h;) > 1/2 then

12 L:=101-1

13: O erro da hipétese atual é maior que ou igual a 1/2: exit loop
14:  end if

15:  f; :=erro(h;)/(1—erro(hy))

16:  for i:=1to N do

17 if h[(x,-) =Y then

18: Computar novos pesos: w; := w;f3;

19: end if

20:  end for

21: end for

22: h*(X) s a‘rgma’xyE{Cl,...,CK} ZIL-_-I h[(X)
23: return h*




4.1 Descrigao Geral dos Conjuntos de Dados

Segue uma descrigio resumida dos oito conjuntos de dados utilizados. Uma descri¢do mais deta-
lhada pode ser encontrada em (Lee et al., 1999).

Bupa Este conjunto de dados consiste da predi¢io de quando um paciente do sexo masculino
tém problemas no figado baseado em varios exames de sangue e na quantidade de consumo
de alcool.

Pima Neste conjunto de dados, todos os pacientes sdo do sexo feminino com pelo menos 21 anos
descendentes dos Indios Pima que vivem préximo a Phoenix, Arizona, EUA. O problema
consiste em predizer quando um paciente é diabético.

CMC Os exemplos neste dataser consistem de mulheres casadas que ndo estavam gravidas ou nao
sabiam quando se deu a entrevista. O problema é predizer a escolha do método contraceptivo
corrente (none, long-term methods ou short-term methods) de uma mulher bascado em suas
caracteristicas demograficas e sécio-econémicas.

WBC Neste conjunto de dados, o problema é predizer quando uma amostra de tecido de tumor
de uma mama de um paciente é maligno ou benigno.

Hungaria Este conjunto de dados é utilizado para diagnosticar doengas do coragao.

CRX Este conjunto de dados contém aplicagoes de cartoes de créditos. Todos os valores e nomes
dos atributos foram mudados para simbolos menos significativos para proteger a confidéncia
dos dados.

Hepatiti Este conjunto de dados é utilizado para predizer a expectativa de vida dos pacientes
com hepatiti.

Anneal Este conjunto de dados foi doado por David Sterling e Wray Buntine.

4.2 Caracteristicas dos Conjuntos de Dados

A Tabela 2 sumariza as caracteristicas dos conjuntos de dados utilizados neste estudo. Ela
mostra, para cada conjunto de dados, o niimero de exemplos(#Exemplos), niimero e porcentagem
de exemplos com valores duplicados (que aparecem mais de uma vez) ou conflitantes (que pos-
suem o mesmo atributo-valor mas tém diferentes classifica¢ées), niimero de atributos(# Atributos)
continuos e nominais, distribuicao de classes, o erro majoritdrio e se o conjunto de dados tem ao
menos um valor desconhecido?.

Conjunto | # Exemplos  #Duplicados ou | # Atributos Classe Classe % Erro Valores
de Dados conflitantes (%) | (cont.,nom.) Majoritdario | Desconhecidos
continua na proxima pagina

?Esta informagdo foi obtida utilizando a ferramenta info da MLC++.
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continuagao da pdgina anterior

Conjunto | # Exemplos  #Duplicados ou | # Atributos Classe Classe % Erro Valores
de Dados conflitantes (%) | (cont.,nom.) Majoritdrio | Desconhecidos
Bupa 345 1 (1.16%) 6 (6,0) 1 42.03% 12.03% N
2 57.97% no valor 2
Pima 769 1 (0.13%) 8 (8,0) 0 65.02% 34.98% N
1 34.98% no valor 0
CMC 1473 115 (7.81%) 9(2,7) 1 12.70% 57.30% N
2 22.61% no valor 1
3 34.69%
WBC 699 8 (1.15%) 10 (10,0) 2 65.52% 34.48% Y
4 34.48% no valor 2
Hungaria 294 1 (0.34%) 13 (13,0) presence 36.05% 36.05%
absence 63.95% no valor
absence
CRX 690 0 (0.0%) 15 (6,9) yes 14.49% 14.49% N
no 55.51% | no valor no
Hepatiti 155 0 (0%) 19 (6,13) die 20.65% 30.65% Y
live 79.35% | no valor live
Anneal 898 12 (1.37%) 38 (6,32) 1 42.70% 57.30% N
2 22.61% no valor 1
3 34.69%

Tabela 2: Sumadrio das Caracteristicas dos Conjuntos de Dados

Os conjuntos de dados estio na ordem ascendente do nimero de atributos, e sdo mostrados
também nessa ordem nas proximas tabelas e grificos. A Figura 5 mostra a dimensao dos conjuntos
de dados, ou seja, o niimero de atributos e o niimero de exemplos de cada conjunto de dados. Deve
ser observado que a respeito da larga variagdo, o nimero de exemplos na Figura 5 é representada
por log,o(#Exemplos).

4.3 Descricao dos Experimentos

O objetivo dos experimentos realizados é medir e analisar o erro de cada ensemble gerado uti-
lizando a técnica de Boosting e dois algoritmos de AM, implementados no sistema See5 — um
que induz drvores de decisio e outro que induz regras.

Para utilizar o sistema See5, o usuario deve primeiramente identificar o conjunto de dados, e entao
interagir com o sistema para selecionar opgoes de construcao dos classificadores, para induzir
arvores de decisdao ou regras, e predizer novos casos com os classificadores construidos (Quinlan,
2002). Boosting é uma das dessas opgoes do sistema. Para implementar esta técnica de cons-
trugao de ensembles, o algoritmo implementado foi baseado no algoritmo AdaBoost (Adaptive
Boosting) (Quinlan, 2002), desenvolvido por Freund and Schapire, 1997), descrito anteriormente.
Um ponto interessante a ser observado é que o processo de construgdo do ensemble continua
para um determinado ntimero de itera¢des L, mas para se em uma determinada iteragdo um dos
classificadores é extremamente preciso (erro(h;) = 0) ou extremamente impreciso (erro(h;) >
1/2). Este critério difere do critério de parada do Algoritmo 1 na pagina 9 — Algoritmo Ada-
Boost.M1 —, o qual somente para se erro(h;) > 1/2. Na implementagido do See5, no caso de
parar quando erro(h;) = 0, a hipdtese h; é inserida no ensemble, e em caso de erro(h;) > 1/2, b,
¢é descartada (Quinlan, 1996).

A técnica de Boosting implementada na ferramenta Seeb foi utilizada gerando-se para cada con-
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Figura 5: Dimensdo dos Conjuntos de Dados

junto de dados 35 ensembles de classificadores. Os 25 primeiros ensembles consistem, respectiva-
mente, de 1 até 25 classificadores e os outros 10 ensembles consistem de 30, 35, 40, 45, 50, 55, 60,
65, 70 e 75 classificadores respectivamente. Para cada conjunto de dados e para cada ensemble
construido, foi analisado o desempenho da técnica de Boosting utilizando 10-fold Cross-validation.

Os resultados obtidos sdo descritos a seguir.

5 Resultados Experimentais

A Tabela 3 mostra as taxas de erro (e) ¢ o desvio padrido (dp) para cada um dos 35 ensembles
gerados utilizando a técnica de Boosting e o algoritmo de indugao de arvores de decisdao do sistema
See5, como algoritmo de aprendizado de médquina.

L Bupa Pima CMC WBC Hungaria CRX Hepatiti Anneal
(e £ dp) (e & dp) (e = dp) (e £ dp) (e + dp) (e + dp) (e £ dp) (e +dp)
1 3450+2.2 | 26.70+1.0 | 49.90+1.1 | 530+£0.6 [ 21.80+2.5 | 14.60+ 1.0 | 20.10 £2.7 | 7.00 £ 0.9
2 36.00 £ 2.7 | 24.20+1.4 | 49.70+ 1.1 | 5.40x0.7 | 22.10x£1.2 | 13.30£+ 1.1 | 16.60 £2.5 | 5.20 £ 0.8
3 3240+3.1 | 26.30+1.8 | 48.70+1.3 | 5.00+0.6 | 18.80+2.9 | 1490+ 1.8 | 18.80 £2.6 | 4.00 £ 0.9
4 33.70+1.6 | 25.50+1.2 | 49.80 1.1 | 410+ 0.7 | 22.10+£3.2 | 1290+ 1.4 | 1880 3.1 | 5.20+ 0.7
5 30.10+26 | 24.80+1.4 | 4750+ 1.4 | 4.00+0.5 | 23.80+2.0 | 14.80 £ 2.0 | 18.80 2.0 | 4.50 + 0.7
6 29.00+1.8 | 26.80+1.2 | 49.10+ 1.6 | 4.60+0.9 | 20.10+2.4 | 13.90+ 1.2 | 16.00 £2.4 | 4.50 + 0.5
T 30.70 £ 2.5 | 25.40+2.1 | 48.404+09 | 3.30+0.5 | 18.30+3.6 | 1290+ 1.2 | 17.40 £ 2.3 | 4.80 £ 0.7
8 29.80+£20 | 25.20+1.4 | 50.70+ 1.8 | 4.00+0.4 | 204024 | 1280+t 1.1 | 15.60£3.5 | 4.30 0.6
9 33.60+29 | 251016 | 48.80+1.8 | 2.90+0.4 | 19.40+2.0 | 1420+ 1.2 | 1550£1.7 | 5.30 0.8

CO.

ntinua na proxima pagina
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continuac¢ao da pdgina anterior

L Bupa Pima CMC WBC Hungaria CRX Hepatiti Anneal
(e £ dp) (e & dp) (e + dp) (e % dp) (e + dp) (e + dp) (e + dp) (e + dp)

10 [ 27.00£2.2 [ 26.50+ 1.4 | 50.40+ 1.6 | 3.90+0.6 | 22.00+2.4 | 14.50 £ 1.1 | 14.70 £ 2.3 | 4.50 0.8
11 | 28.40+2.1 | 2540+14 | 50.80+1.3 | 3.70+0.8 | 1830+1.4 | 12.80+1.5 | 16.80 £ 1.8 | 3.90 £ 0.5
12 | 2760+ 3.4 | 24.50+1.3 | 49.00+1.3 | 3.00£+0.7 | 19.40x1.5 | 13.00+ 1.0 | 16.80 2.9 | 5.70 = 1.2
13 [ 26.70£1.7 | 25.20+1.7 | 49.60+£1.3 | 3.10+0.7 | 22.402.6 | 12.80+1.6 | 17.40 £2.5 | 6.20 + 0.5
14 | 27.80+2.4 | 24.70+1.0 | 48.70+ 1.6 | 3.30+£0.5 | 2210+ 1.5 | 13.50 £ 1.5 | 14.20 £2.3 | 5.00 & 0.9
15 | 29.00+2.7 | 26.10+1.4 | 51.10+1.3 | 3.70+ 0.6 | 19.00£2.9 | 13.00+ 2.1 | 16.30£3.1 | 5.00 0.6
16 | 28.40+2.1 | 24.40+14 | 49.60+1.0 | 3.40+0.8 | 2040x2.9 | 13.80+1.1 | 16.00+3.4 | 530+ 0.8
17 | 29.804+2.2 | 24.50+1.4 | 4850+ 1.1 | 3.30+£0.6 | 20.40+2.5 | 1490+ 1.2 | 16.20 £2.9 | 5.60 £ 0.9
18 | 29.00 +2.2 | 25.50+1.3 | 50.60 £ 1.0 | 3.604+0.6 | 20.70 2.4 | 13.60+£0.9 | 16.80 £4.3 | 5.50 £ 0.6
19 | 29.30 £2.7 | 24.80£1.6 | 49.70£ 1.3 | 3.70+£0.7 | 20.80+1.6 | 12.50+ 1.4 | 16.00 £2.3 | 5.10 £ 0.3
20 | 29.90 2.7 | 24.80+1.0 | 49.00+ 1.3 | 3.30£0.7 | 21.40£1.5 | 14.50 £ 1.6 | 12.90 £ 2.4 | 4.60 +0.8
21 | 25.50£2.2 | 24.50£2.0 | 49.80+1.5 [ 3.10+0.5 | 20.10+1.3 | 13.90+1.7 | 15.50 +£3.1 | 5.60 £0.7
22 | 27.50+£2.0 | 2520+1.3 | 49.80+1.1 | 3.70+ 0.6 | 21.50£3.6 | 13.90+ 1.5 | 1740+ 2.3 | 5.80+0.8
23 | 28.40+1.7 | 2590+ 1.4 | 4990+ 0.6 | 290+ 0.7 | 22.10+1.9 | 1430+ 1.8 | 16.20+ 1.5 | 5.00 £0.8
24 | 28.70+1.8 | 25.00+0.9 | 48.30+ 1.2 | 3.70+0.8 | 19.70 2.6 | 12.80 + 1.4 | 16.80 +£3.6 | 5.60 £0.7
25 | 25,50+ 1.5 | 26.40+1.7 | 50.90+ 1.1 | 3.60+0.8 | 21.80+1.9 | 13.20+1.4 | 1740+ 1.9 | 590+ 0.4
30 | 29.30+2.6 | 25.20+1.3 | 49.70+1.9 | 3.90+ 0.8 | 20.80 £2.3 | 1250+ 1.4 | 17.60 +3.2 | 4.60 £0.7
35 | 26.40 2.5 | 22.60+0.8 | 49.80+0.8 | 3.30+£0.8 | 20.80+2.7 | 13.00+ 1.9 | 18.80 £2.6 | 4.60 £ 0.7
40 | 26.40£2.5 | 25.60 1.0 | 49.20+ 1.4 | 270 £ 0.7 | 18.80 £ 2.0 | 12.80£0.9 | 16.00£1.9 | 4.60 £0.7
45 | 256,20+ 14 | 2410+1.5 | 49.10+1.3 | 3.00£0.7 | 21.10+1.6 | 12.50 £ 0.8 | 1420+ 1.9 | 4.30 £0.7
50 | 29.00 £ 1.7 | 24.40+1.7 | 50.70+ 1.6 | 290+ 0.8 | 20.00+ 1.6 | 12.50+ 1.3 | 15.40 + 2.3 | 5.20 £ 0.8
55 | 29.90+1.4 | 24.70+£0.9 | 48.30+0.7 | 3.70£ 0.6 | 20.102.0 | 13.60 £ 1.5 | 14.30 £ 2.7 | 5.80+0.9
60 | 25.20 2.4 | 25.00+£2.3 | 48.60+ 1.3 | 3.40+0.7 | 19.40£1.9 | 12.50+ 1.0 | 15.50 £ 2.2 | 4.30 £ 0.5
65 | 27.20 £2.5 | 25.10+£1.1 | 49.50£ 1.5 | 3.00£ 0.4 | 20.10£2.2 | 1260+ 1.6 | 14.80£ 1.9 | 4.20£0.7
70 | 25,50+ 1.5 | 26.30£0.9 | 50.20+ 1.6 | 2.70+ 0.7 | 22.10+2.1 | 13.20+ 1.8 | 14.10 £ 2.2 | 4.80 + 0.6
75 | 26.40+1.9 | 2280x+1.4 | 48.70+ 1.3 | 3.30+0.7 | 19.40+2.6 | 1420+ 1.4 | 18.00£2.0 | 5.30+0.9

A Tabela 4 é similar mas utilizando o algoritmo de indu¢ao de regras do sistema See5 como

Tabela 3: Resultados Obtidos utilizando Arvores de Decisdao

algoritmo de aprendizado de mdquina.

L Bupa Pima CMC WBC Hungaria CRX Hepatiti Anneal
(e & dp) (e + dp) (e = dp) (e %+ dp) (e =+ dp) (e % dp) (e % dp) (e £ dp)

1 33.60 2.3 | 26.104+0.8 | 48.80+ 1.1 | 4.30+0.6 | 21.40+2.6 | 1450+ 1.2 | 19.50+ 1.8 | 5.90 +£0.7
2 | 33.70+£2.5 | 25.70+ 1.0 | 48.50+0.7 | 5.60+0.9 | 21.80 1.8 | 1420+ 1.5 | 16.60 £ 3.1 | 4.50 £ 0.9
3 | 31.50+2.6 | 24.804+1.3 | 47.30+ 1.2 | 4.60 £ 0.6 | 19.80£2.6 | 14.50+ 1.6 | 17.40 +2.3 | 3.70 £ 0.7
4 | 3250423 | 25.40+0.9 | 48.20+0.9 | 4.10+0.8 | 20.40+2.8 | 12.30+ 1.3 | 18.20+3.0 | 3.60+0.5
5 | 29.604+2.2 | 25.10+£ 1.6 | 47.80+0.9 | 3.40£0.5 | 2040 £ 1.7 | 14.90 £ 1.5 | 18.80 £ 2.5 | 4.00 £ 0.8
6 | 29.204+2.1 | 27.10+1.0 | 47.30 £ 1.5 | 3.70£0.9 | 19.40£2.3 | 14.10£ 1.1 | 14.10£2.3 | 3.104+0.5
7 | 29.004+2.3 | 24.10+1.9 | 46.20+ 1.1 | 3.10+0.5 | 21.40+3.6 | 12.304+ 1.0 | 19.30 1.9 | 3.00+0.5
8 | 29.204+1.5 [ 23.304+1.5 | 48.00+ 1.4 | 3.70+0.6 | 19.40+1.8 | 13.90+ 1.4 | 17.00+3.6 | 3.10+ 0.4
9 | 31.304+£3.2 | 25.40£1.5 | 46.30+1.6 | 3.00+0.4 | 19.40+1.5 | 13.30+ 1.1 | 1420+ 1.6 | 3.60 0.7
10 | 25.00+2.5 | 24.40+1.1 | 46.00+ 1.4 | 3.60+0.7 | 19.30+2.1 | 14.10+ 1.1 | 14.70+2.5 | 3.40 £ 0.7
11 | 27.60+£2.0 | 23.80+1.3 | 47.90+1.2 | 3.60+0.6 | 17.00£1.9 [ 1290+ 1.0 | 16.10+1.8 | 3.30 £ 0.6
12 | 25.90+£3.0 | 25.00+1.1 | 46.80+ 1.3 | 3.00+0.7 | 20.50 £1.7 | 12.80 £ 1.1 | 17.50 £ 3.0 | 3.00 £ 0.6
13 | 26.40£2.1 | 23.50+1.4 | 4750+ 1.0 | 3.60+0.9 | 20.70 £ 2.7 | 11.90+ 1.3 | 18.00+2.4 | 3.10+ 0.4
14 | 2550 £2.4 | 2280+ 1.4 | 46.70+ 1.4 | 3.30£0.6 | 19.70£1.6 | 13.90 £ 1.5 | 15.50 £2.2 | 2.80 + 0.4
15 | 2750+ 2.1 | 26.30+1.4 | 47.60+ 1.6 | 3.30 £ 0.7 | 18.40£3.3 | 12.60+ 0.1 | 15.60 2.9 | 2.60 + 0.6
16 | 28.104+1.2 | 2470+ 1.2 | 46.20+ 1.2 | 3.30 £0.8 | 19.40+2.5 | 12.80+ 1.2 | 16.703.3 | 3.30 £ 0.5
17 | 29.60 £2.0 | 24.20+ 1.6 | 45.80+ 1.3 | 3.30£0.7 | 17.30+1.6 | 13.60+ 1.1 | 16.80 +3.1 | 3.10+ 0.6
18 | 26.10 2.3 | 25.00£ 1.1 | 48.30£0.9 | 3.404+0.6 | 18.00+ 1.6 | 12.80+ 0.7 | 16.80 £4.3 | 3.20 £+ 0.3
19 | 27.00+2.8 | 25.104+1.4 | 4790+ 1.4 | 3.30+0.6 | 19.10+1.8 | 12.80+ 1.3 | 17.30 £ 2.5 | 3.10 £ 0.4
20 | 29.30+2.4 | 23.70+0.9 | 47.30£09 | 3.00£0.6 | 20.10+ 1.6 | 14.10+ 1.8 | 1490 £2.5 | 3.20 £ 0.4
21 | 26.10+2.0 | 23.50+2.0 | 46.90+1.0 | 3.00+ 0.5 | 19.40+2.0 [ 13.50+ 1.4 | 15.50 £2.9 | 3.60 £ 0.5
22 [ 27.80+2.3 | 25.00+1.0 | 47.90+1.3 | 3.00£0.6 | 20.50 2.9 | 15.10+ 1.5 | 18.10+1.8 | 3.30 £ 0.5

continua na proxima pagina
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