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Resumo

O conhecimento a priori das caracteristicas de um conjuntos de dados con-
tribui para um melhor entendimento dos algoritmos de aprendizado e das
avaliacoes comparativas entre esses algoritmos. Esse conhecimento possibi-
lita realizar experimentos em um ambiente relativamente controlado, o qual
pode ser obtido utilizando conjuntos de dados sintéticos (artificiais). Entre-
tanto, sao poucas as estratégias propostas na literatura para a geracao de con-
juntos de dados sintéticos para aprendizado multirrétulo e ha uma caréncia
de ferramentas computacionais que implementam essas estratégias. Neste
trabalho é descrito o projeto e a implementacao de um framework para a
geracao de conjunto de dados sintéticos multirrotulo, que conta com duas
ferramentas, a primeira utiliza hiperesferas para determinar os multirrétulos
do conjunto de dados e a segunda utiliza hipercubos. O uso das ferramentas
€ ilustrado por meio de alguns experimentos com conjuntos de dados gerados
pelo framework, o qual esta disponivel para a comunidade!.

Palavras-Chave: Aprendizado Multirrétulo, Conjunto de Dados Sintéticos, Geragdo de Dados

Sintéticos Multirrétulo
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1 Introducao

1.1 Contextualizacao e Motivacao

Muitos dos métodos de Aprendizado de Maquina (AM) supervisionado con-
sideram que cada exemplo esta associado a um unico rétulo (monorroétulo) (Mit-
chell, 1997; Alpaydin, 2010). Entretanto, existem varios dominios de aplicacao
nos quais cada exemplo esta associado a mais de um rotulo. Métodos que sao
capazes de aprender nesses dominios sao conhecidos como métodos de apren-
dizado multirrotulo. Recentemente, os estudos da classificacao multirrétulo
tem incrementado, devido a grande gama de aplicacoes multirrotulo existen-
tes, tais como anotacao de imagens e video, bioinformatica, busca e mineracao
na web e analise de emocoes (Tsoumakas et al., 2010).

Com o crescente uso dessas aplicacoes, o progresso tecnologico tem pos-
sibilitado a geracao de uma quantidade, cada vez maior, de bases de dados
multirrotulo de diversos dominios. Essas bases de dados podem ser submeti-
das a processos de analise inteligente, como a Mineracao de Dados (MD), com
o intuito de identificar padrdes para construir modelos computacionais que
auxiliem a tomada de decisao nesses dominios.

As principais etapas do processo de MD sao: pré-processamento, extracao
de padroes e pos-processamento. O pré-processamento consiste na prepara-
cao e transformacao dos dados com o objetivo de encontrar uma representacao
adequada para a proxima etapa. Com o auxilio de métodos como os de AM,
na etapa de extracao de padroes sao gerados modelos (hipoteses) baseados
em padroes que contemplam o conhecimento embutido nos dados. O pos-
processamento envolve a avaliacao e a validacao dos modelos gerados, o que
possibilita a consolidacao do conhecimento adquirido e o suporte a tomada de
decisao.

A area de AM € naturalmente empirica (Dietterich, 1990). Assim, algorit-
mos dessa area sao muitas vezes avaliados e comparados por meio de estudos
experimentais (Langley, 2000). Parte desses estudos envolve a investigacao
do desempenho dos algoritmos em conjuntos de dados projetados para ben-
chmarking, de origem real ou artificial (sintético). Os Conjuntos de Dados
(CD) sintéticos, particularmente, sao gerados a partir de caracteristicas es-
tabelecidas a priori. Uma vantagem importante do uso de CD sintéticos € a
possibilidade de realizar experimentos em um ambiente relativamente contro-
lado, o que permite entender e analisar em maiores detalhes o desempenho
esperado de algoritmos de aprendizado em CD com caracteristicas diferentes.

Atualmente é possivel identificar alguns programas de codigo aberto para
apoio a geracao de CD sintéticos para aprendizado monorrotulo, como o Data
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Generation Program/2?, Dataset Generator® (DatGen) e Data Set Generator*
(Datagen). Contudo, nota-se uma caréncia de ferramentas com intuito similar
para a geracao de CD multirrétulo. Até o momento, na literatura identificam-
se alguns trabalhos que descrevem estratégias para a construcao de CD arti-
ficiais para aprendizado multirrétulo (Noh et al., 2004; Chou and Hsu, 2005;
Zhang et al., 2009), mas nao € de nosso conhecimento a existéncia de pro-
gramas de codigo aberto para apoio a geracao de CD sintéticos multirrotulo
disponiveis para a comunidade.

1.2 Objetivos

Neste trabalho € descrito o projeto e a implementacao de duas estratégias
para a geracao de CD sintéticos multirrotulo. A primeira estratégia, pro-
posta por Zhang et al. (2009), utiliza hiperesferas para a determinacdo dos
multirrétulos. A ferramenta implementada neste trabalho utilizando essa es-
tratégia estende as facilidades da proposta original. Utilizando uma estratégia
semelhante, neste trabalho também propomos uma ferramenta que utiliza hi-
percubos para a determinacao dos multirrétulos. Ambas ferramentas estao
integradas em um framework disponibilizado para a comunidade®, com o ob-
jetivo de reduzir a caréncia de ferramentas computacionais para a geracao de
CD sintéticos multirrotulo.

1.3 Organizacao do Trabalho

O restante deste trabalho esta organizado da seguinte maneira: na Secao 2
sao apresentados conceitos relacionados ao aprendizado multirrotulo e algu-
mas estratégias para a geracao de CD sintéticos multirrotulo propostas na
literatura. A implementacao das ferramentas Hiperesferas e Hipercubos é de-
talhada na Secao 3. Visando ilustrar a utilizacdo do framework, foi realizada
uma avaliacao experimental, descrita na Secao 4. Na Secao 5 sao apresenta-
das as consideracoes finais deste trabalho.

2 Aprendizado Multirrotulo

Aprendizado de maquina € uma area de Inteligéncia Artificial que tem
como objetivo o desenvolvimento de técnicas computacionais para a aquisicao
automatica de conhecimento utilizando exemplos ou experiéncias observa-
das (Mitchell, 1997; Alpaydin, 2010).

2http://archive.ics.uci.edu/ml/machine-learning-databases/dgp-2
Shttp://www.datasetgenerator.com
4http://www.burningart.com/meico/inventions/datagen/index.html
Shttp://sites.labic.icmc.usp.br/mldatagen/
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A maioria dos métodos de aprendizado supervisionado considera que cada
um dos exemplos do conjunto de exemplos esta associado a um valor da
classe, em outras palavras, esta associado a um unico rotulo. Nesse caso, o
aprendizado € chamado aprendizado monorrotulo. Entretanto, existem varios
dominios de aplicacao nos quais os exemplos estao associados a um conjunto
de rotulos. Esse tipo de exemplos € denominado multirrotulo (Tsoumakas
et al., 2010). Por exemplo, em classificacao de textos, um documento pode
pertencer simultaneamente a mais de um toépico, como informatica e agricul-
tura. No diagnostico médico, um paciente pode apresentar cancer ao mesmo
tempo em que também apresenta diabetes. Em bioinformatica, a classificacao
multirrétulo é aplicada na predicao das funcoes de genes, devido ao fato que
um gene pode influenciar em mais de uma funcao simultaneamente. Outra
aplicacao € a classificacao de musicas em emocoes. Nesse caso, uma musica
pode ser caracterizada por mais de uma emocao como calma, feliz, energética,
entre outras.

Devido a crescente gama de aplicacoes compostas por exemplos multirrotu-
lo, a quantidade de pesquisas relacionadas ao aprendizado multirrétulo tem
incrementado nos ultimos anos (Spoladr et al., 2012). A seguir sao introdu-
zidos alguns conceitos, medidas de avaliacao e abordagens de aprendizado
multirrotulo.

2.1 Definicoes

Para a tarefa de aprendizado supervisionado monorrotulo, a entrada do
algoritmo consiste de um conjunto de N exemplos FE;, com i = 1, ..., N, escolhi-
dos de um dominio com uma distribuicao D fixa, desconhecida e arbitraria,
da forma {(x1,v1), ..., (Xn,yn)} para alguma funcado desconhecida y = f(x). Os
X, sao tipicamente vetores da forma (z;1, 9, ...,2;) com valores discretos ou
continuos, tal que z;; refere-se ao valor do atributo j, denominado X;, para o
exemplo F;, como apresentado na Tabela 1(a). Os valores (rotulos) y; referem-
se ao valor que a classe Y pode assumir.

Dado um conjunto D de exemplos a um algoritmo de aprendizado, um
classificador H, que aproxima f, i.e., H(x) ~ f(x), € gerado. O classificador
consiste da hipdtese feita sobre a verdadeira (mas desconhecida) funcao f.
Dados novos exemplos x, o classificador, ou hipotese H, prediz o valor corres-
pondente de y.

Assim, na classificacao monorrotulo, cada exemplo E; esta associado a um
unico valor da classe, que € o rotulo y; contido no conjunto de roétulos L, i.e.,
y; € L, com |L| > 1. Quando a classe pode assumir somente dois valores, o
problema é chamado de classificacao bindaria. Quando a classe pode assumir
mais de dois valores, o problema ¢ chamado de classificagcdo multiclasse. Ou
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seja, o aprendizado binario pode ser considerado como um caso particular
do aprendizado multiclasse. Por outro lado, na classificacao multirrétulo, um
exemplo pode estar associado a mais de um rotulo, i.e., um exemplo E; esta
associado a um conjunto de rotulos Y;. O exemplo E; é representado da forma
(x;,Y;),onde Y; C L e L ={y1,y2,ys,..7y,} € 0 conjunto dos ¢ rétulos simples que
participam dos multirrotulos Y;, i = 1..N, como representado na Tabela 1(b).

Tabela 1: Exemplos rotulados no formato atributo-valor.

(a) Multiclasse (b) Multirrétulo
(X1 X ... Xy |Y (X1 X ... Xy |Y
Ey | z11 z12 ... xTIM | N1 Ey |11 w2 ... wim | Y1
Ey | w01 ®2 ... Tom | Y2 Ey | w01 ®2 ... wmam | Y2
En | oNv1 N2 ... TNM | YN En | oN1 oN2 ... onm | YN

A principal diferenca entre aprendizado multirrétulo e aprendizado mo-
norrotulo € que o conjunto de rotulos no aprendizado multirrotulo estao fre-
quentemente correlacionados, enquanto que os possiveis valores da classe
(rotulos) no aprendizado monorrotulo sao mutuamente exclusivos.

Dado um conjunto de exemplos € importante distinguir, qualquer que seja
o tipo de aprendizado, os seguintes trés conjuntos utilizados no processo de
aprendizado:

Conjunto de treinamento Esse conjunto € a principal entrada dos algorit-
mos de aprendizado. E a partir dele que sdo construidos os modelos
(hipoteses) e, portanto, ele deve ser representativo da distribuicao da
populacao dos dados do dominio. Ou seja, os exemplos desse conjunto
sao “vistos” pelo algoritmo de aprendizado durante a construcao do mo-
delo.

Conjunto de teste Esse conjunto € utilizado para avaliar o modelo construido.
Esse conjunto nao deve ser apresentado ao algoritmo de aprendizado du-
rante a construcao do modelo. Idealmente, esse conjunto nao deveria ter
exemplos em comum com o conjunto de treinamento.

Conjunto de validacao Em alguns casos, pode ser necessario utilizar exem-
plos para realizar ajustes no modelo construido pelo algoritmo de apren-
dizado. Esses exemplos nao sao utilizados diretamente na construcao
do modelo, mas sao utilizados para o seu ajuste. Dessa maneira, esses
exemplos sao indiretamente “vistos” durante o processo de aprendizado,

6Existe também a classificacdo hierarquica multirrotulo, que combina classificacao
hierarquica, na qual uma ou mais classes podem ser divididas em subclasses ou agrupa-
das em superclasses, com classificacdo multirrétulo.
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0 que obriga que os exemplos de validacao sejam distintos dos exemplos
de teste.

2.2 Medidas Multirrotulo

As medidas tradicionais para classificadores monorrétulo nao consideram
classificacoes parcialmente corretas, o que € uma caracteristica da classifica-
cao multirrétulo. Assim, diversas medidas para a classificacao multirrétulo,
descritas a seguir, foram propostas. Na definicdo dessas medidas, D repre-
senta um conjunto de dados multirrétulo composto por |D| = N exemplos
(x;,Y;), comi=1...N e Y; C L o conjunto de rétulos, i.e. o multirrétulo do
i-ésimo exemplo. H € um classificador multirrotulo com Z; = H(x;) o conjunto
de rotulos preditos por H para um dado x;.

2.2.1 Densidade e Cardinalidade de Rotulo

O numero de exemplos multirrotulo e a quantidade de rotulos de cada
exemplo influenciam o desempenho dos métodos de classificacao (Tsouma-
kas and Katakis, 2007). As duas medidas a seguir consideram essas carac-
teristicas.

A Cardinalidade de Rotulo (CR) representa a média do niumero de rotulos
distintos atribuidos a cada exemplo. Essa medida €é independente da quanti-
dade de rotulos simples que participam dos resultados — Equacao 1.

A Densidade de Rétulo (DR) calcula também a média do nimero de rotulos
distintos atribuidos a cada exemplo. Porém, esse calculo ¢ ponderado pela

quantidade de rotulos simples que participam dos multirrotulos — Equacao 2.
|D| |D]

1 1 Y;
CR(D) = 5 > (1) DR(D) = & > '| L|' 2)
i=1 =1

Ambas as métricas estdo relacionadas por CR(D) = |L|DR(D).

2.2.2 Medidas de Avaliacao

As medidas de avaliacao de classificacdo monorrotulo consideram apenas
dois estados possiveis para a classificacdo de um exemplo: correta ou in-
correta. Por outro lado, na classificacio multirrotulo existe o meio termo de
quao correta € a classificacao de cada exemplo. Nesse tipo de aprendizado, os
exemplos podem ter rotulacao parcialmente correta, o que exige medidas de
avaliacao especificas para esse problema.

Diversas medidas foram propostas para a avaliacao da classificacao mul-
tirrotulo e podem ser organizadas em trés grupos distintos. Algumas das me-
didas propostas consideram as diferencas entre o conjunto de rétulos espe-
rado, Y;, e o predito, Z;, nos exemplos do conjunto de teste. Esse tipo de
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medidas € chamada Baseadas em exemplos. Outras medidas dissecam o pro-
cesso de avaliacao dos algoritmos em medidas separadas para cada rotulo, e
entao ponderam esse valor sobre todos os rotulos. Esse tipo de medida € cha-
mada Baseadas em rétulos. Por fim, existem medidas que utilizam os ranking
dos rotulos para avaliar o resultado de uma classificacao; esse tipo de medida
€ chamada Baseadas em Ranking.

A seguir, sao detalhadas as medidas de avaliacao utilizadas neste trabalho.

Medidas de Avaliacao Baseadas em Exemplos

Uma das medidas utilizadas para a avaliacao de classificadores multirrétulo
€ a Hamming Loss (Tsoumakas and Katakis, 2007), a qual é definida pela
Equacao 3.

Y, AZ)|
L

Hamming Loss(H, D) =N Z (3)
Nessa medida, A representa a diferenca simétrica entre dois conjuntos, a

qual é equivalente a operacao booleana XOR. Quanto menor for o valor de

Hamming Loss, melhor € a classificacao. O ideal € que esse valor seja zero.

A medida Subset Accuracy € definida pela Equacao 4.

Subset Accuracy(H, D) =~ ZI (Z; =Y)) (4)

onde / € uma funcao que mapeia verdadeiro em 1 e falso em 0. O Subset Accu-
racy € uma medida que nao leva em conta resultados parcialmente corretos,
uma vez que a avaliacao Z; =Y, so possui duas possiveis respostas.

Outras medidas foram utilizadas em (Godbole and Sarawagi, 2004), as
quais correspondem a adaptacoes das medidas tradicionalmente utilizadas
em problemas monorrotulo para problemas multirrotulo. Essas medidas de
avaliacao multirrotulo sao apresentadas nas Equacoes 5, 6, 7 e 8.

YN Z;
Precision(H, D) Z' 7 | (5)

N
1
Recall(H, D) = = Z (6)
Y, N Z;
Accuracy(H, D) Z :Y D 7 : (7)
21Y; N Z;
F-Measure(H, D) Z % (8)



De maneira intuitiva, a medida Accuracy representa os acertos obtidos da
predicao dos roétulos verdadeiros e também considera o fato de nao predizer
um rotulo que deveria ser predito. A medida Precision considera apenas se
os rotulos preditos realmente estao entre os rotulos que deveriam ser predi-
tos. Caso todos estejam, nao importando a quantidade, o valor de Precision
€ maximo. O Recall, no entanto, considera a quantidade de rotulos preditos
que estao contidos no conjunto de rotulos verdadeiros. Em outras palavras,
se todos os rotulos verdadeiros estao contidos no conjunto de rotulos preditos,
nao importando a existéncia de outros rotulos no conjunto predito, o valor de
Recall € maximo. Ja a medida F-Measure representa uma meédia harmonica
entre a Precision e o Recall, de modo que o valor de F-Measure considera um
equilibrio entre as duas medidas.

Os valores das medidas HammingLoss, SubsetAccuracy, Precision, Accu-
racy, Recall e F-Measure variam todas no intervalo [0,1]. O valor 6timo para
HammingLoss € 0 (zero), enquanto que esse valor € 1 (um) para as outras me-
didas.

Medidas de Avaliacao Baseadas em Rotulos

Para classificadores binarios, i.e. classificadores monorrotulo, os dois possi-
veis valores da classe sao, geralmente, denominados positivo (+) e negativo (-).
Uma maneira natural de avaliar classificadores monorrétulo € por meio dos
valores de Vp, Fp, Fiy € Vy, 0s quais correspondem, respectivamente, a quan-
tidade de verdadeiros/falsos’ positivos e falsos/verdadeiros negativos de um
total de N = Vp + Fp + Fx + Vy exemplos.

Em funcao desses valores, as medidas de avaliacao de classificadores bina-
rios, apresentadas nas Equacoes 9, 10, 11 e 12, sao calculadas.

Vp

Precision(H, D) = ——— 9
( ) Vp + Fp =)
Vp

Recall(H,D) = ——— 10
ecall( ) Vp + Fn (10)
Accuracy(H, D) = w (11)

2Vp
F-Measure(H, D) = 12
(H#, D) 2Vp + Fp + Fy (12)

No grupo de medidas baseadas em rotulos, qualquer uma dessas medidas

“Quando um exemplo cuja classe real é positiva é classificado como positivo, ele é deno-
minado verdadeiro positivo (Vp). Caso a classe real seja negativa e ele for classificado como
positivo, ele € denominado falso positivo (Fp). Notacao similar é utilizada no caso dos exem-
plos negativos.



de avaliacao de classificacao binaria pode ser utilizada para calcular medidas,
a elas relacionadas, de classificadores multirrétulo.

Para um classificador multirrétulo com L = {y1,v,...,y,}, duas medidas
baseadas em rotulo podem ser utilizadas, denominadas macro-averaged e
micro-averaged (Tsoumakas et al., 2010), descritas a seguir.

Seja B(Vp, Fp, Fy,Vy) uma medida de classificacao binaria, calculada em
funcao de uma matriz de confusao. Seja Vp, . Fp,, Fy, € Vy, 0 numero de
verdadeiros/falsos positivos e falsos/verdadeiros negativos para o rétulo y; do
conjunto de rotulos L. As versoes de macro-averaged e micro-averaged da
medida B sao definidas pelas Equacodes 13 e 14.

1 q
Binacro = > B (Vp,,Fp,. Fx, . Vx,) (13)
=1

q q q q
B — B (z VS Fe S S vNyz.) (1)
=1 =1 =1 =1

Para exemplificar, considere que foi avaliado um classificador multirrétulo
H sobre um conjunto de 40 exemplos de teste com L = {a,b,c¢,d}. Para cada
um dos rotulos simples em L € gerada uma matriz de confusao, apresentadas
na Tabela 2, a partir da avaliacao do classificador multirrétulo H.

Tabela 2: Matrizes de confusao para conjunto D com L = {a, b, c,d}

(a) Rotulo a (b) Roétulo b (c) Rotulo ¢ (d) Rétulo d
20| O 20 | 10 10| O 10 | 10
Vp Fn Vp Fn Vp Fn Vp Fn

0 | 20 0O |10 20 | 10 10 | 10
Fp Vn Fp Vi Fp Vi Fp Vn

Na Tabela 3 sao apresentados os resultados para B,,.cro € Bicro, CcONside-
rando as medidas de classificacdo binaria calculadas sobre as matrizes de
confusao da Tabela 2.

Tabela 3: Valores das medidas micro-avareged e macro-avareged para as qua-
tro medidas binarias apresentadas
| Acurdcia | Precisdo | Recall | F-measure
macro-avareged 0,69 0,75 0,83 0,70
micro-avareged 0,69 0,67 0,75 0,71




2.3 Estratégias para Geracao de Conjuntos de Dados Sintéti-
cos Multirrotulo

Como mencionado, varias estratégias tem sido propostas para a geracao de
CD sintéticos monorrotulo. Entretanto, sao poucas as estratégias propostas
para a geracao de CD multirrotulo. Algumas dessas estratégias sao descritas
a seguir.

Chou and Hsu (2005) propoem construir um CD sintético por meio de de-
terminadas func¢oes para rotular exemplos. Esse CD ¢é estendido de um gera-
dor de conjuntos sintéticos sobre consumidores de uma empresa de turismo
tradicional no aprendizado monorrotulo, descrito em (Agrawal et al., 1992).
Esse conjunto possui M = 9 atributos, dos quais trés sao multivalorados. De
modo geral, os atributos sdo gerados a partir de uma distribuicao uniforme de
um intervalo de valores definidos a priori.

No trabalho de Noh et al. (2004) foram estudadas distintas caracteristicas
de CD sintéticos para avaliacao de arvores de decisao multirrotulo com selecao
de atributos embutida (Liu and Motoda, 2008). Nesse trabalho também fo-
ram estudados conjuntos de dados sintéticos para investigar a capacidade das
arvores em identificar um determinado atributo relacionado a classe durante
a selecao de atributos. Noh et al. (2004) também apresentam como diferencial
importante a formulacao de varias funcoes para definir os valores dos atribu-
tos a partir de rotulos dos multirrotulos Y.

Neste trabalho utilizamos a estratégia proposta por Zhang et al. (2009)
que propoem hiperesferas para gerar os multirrotulos dos exemplos. Nessa
estratégia € construida inicialmente uma hiperesfera HS com raio r em um
espaco d-dimensional, com d < M. Randomicamente sao geradas ¢ hiperesfe-
ras hs;, contidas em HS, com L = {y1,v9,...Y,}, €m que cada hs; esta associada
a um rotulo y,. Em seguida, os exemplos sao gerados randomicamente dentro
de HS com d atributos revelantes, de modo que cada exemplo E; esteja as-
sociado a um subconjunto de rotulos Y; correspondente a zero, uma ou mais
hiper-esferas hs;. Na Figura 1 € ilustrado um CD sintético que pode ser obtido
a partir dessa estratégia considerando dois atributos relevantes X; e X, (Zhang
et al., 2009). Caso um exemplo situar-se fora de todas as hiper-esferas hsy,
entao o subconjunto de rotulos correspondente € vazio (zero rotulos). Convém
ressaltar que, quando implementamos essa estratégia, consideramos procedi-
mentos adicionais para evitar a geracao de exemplos com zero rotulo.

Apo6s, adicionam-se para cada exemplo d/2 atributos irrelevantes, gerados
a partir de valores randomicos, e d/2 atributos redundantes, os quais repli-
cam metade dos d atributos relevantes originais. Assim, cada exemplo do CD
apresenta ao final M = d + d/2 + d/2 = 2d atributos.

Nos 12 CD gerados no trabalho de Zhang et al. (2009), varia-se a quantidade
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x: exemplo com 3 rotulos
+: exemplo com 2 rotulos

A:exemplo com | rotulo

x : exemplo com 0 rotulos

Figura 1: Exemplo de CD sintético multirrotulo proposto em (Zhang et al.,
2009)

de atributos relevantes d nos valores 40, 60, 80 € 100 e a quantidade de rotulos
simples ¢ nos valores 10, 15 e 20. A hiperesfera HS tem raio r = 1 e centro
na origem, de modo que os valores dos atributos variam entre —1 e 1. Para
introduzir ruido e obter uma melhor aproximacao de dados reais, a presenca
ou auséncia de um rotulo y; atribuido originalmente a um exemplo pode ser
alterada no CD final com probabilidade 0, 05.

3 Projeto e Implementacao de um Framework para

Geracao de Conjuntos de Dados Sintéticos

A seguir sao descritas em detalhes a implementacao de duas ferramentas,
baseadas na proposta de Zhang et al. (2009), as quais estao integradas em um
Jramework para geracao de CD sintéticos multirrotulos.

Esses CD sdo gerados no formato requerido pelo Mulan®, o qual consiste
de um framework que implementa uma grande gama de métodos multirrétulo,
os quais podem ser utilizados e ampliados, bem como disponibiliza diversas
medidas de avaliacdo (Tsoumakas et al., 2011). Esse framework trabalha em
conjunto com as classes Java® do Wekal®, um ambiente bastante conhecido
e utilizado pela comunidade de aprendizado de maquina e de mineracao de
dados (Hall et al., 2009; Witten et al., 2011).

O formato requerido pelo Mulan envolve dois arquivos, dos quais um € do
tipo ARFF (Attribute-Relation File Format) e o outro € do tipo xML!! (eXtensible
Markup Language). Assim, apos um CD sintético com ruido e outro sem ruido

8nttp://mulan.sourceforge.net
nttp://www.oracle.com/technetwork/java/index.html
Ohttp://www.cs.waikato.ac.nz/ml/weka/
Uhttp://mulan.sourceforge.net/format.html
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ter sido criado utilizando as ferramentas desenvolvidas neste trabalho, ele

pode ser diretamente utilizado como entrada para o Mulan.

A descricao do projeto e da implementacao das ferramentas que integram

o framework € apresentada nas proximas secoes.

3.1

Ferramenta Hiperesferas

Nesta secao € descrita a implementacao da Ferramenta Hiperesferas, que

assim como em (Zhang et al., 2009) utiliza hiperesferas, no R, para a geracao

do CD sintéticos multirrétulos.

A Ferramenta Hiperesferas, implementada em Java, recebe como entrada:

M, - Numero de atributos relevantes do conjunto de dados.
M,,, - Numero de atributos irrelevantes do conjunto de dados.
M, .4 - Namero de atributos redundantes do conjunto de dados.
q - Numero de rotulos do conjunto de dados.

N - Numero de exemplos do conjunto de dados.

mazxR - Raio maximo das hiperesferas menores, default = 0,8.

%HJ

minR - Raio minimo das hiperesferas menores, default = {
q

p - Taxa de ruido que sera inserida nos multirrotulos do CD, default =
0,05.

Foi implementada uma critica dos dados, de modo a nao permitir valores

invalidos para os parametros de entrada. Para que as entradas sejam validas

deve-se garantir que:

Todos os valores sejam positivos e nao nulos, com excecao do ruido p que
pode ser nulo

minRkR < marR < 0,8

L +1
0 <minR < {N—J
q

0<p <1

A saida para cada execucao da ferramenta consiste de dois CD sintéticos
com N exemplos e M atributos, tal que M = M, + M., + M,.q. Um dos CD
contém ruido x, enquanto o outro nao contém ruido.

11



Vale ressaltar que esta implementacdo complementa o que foi proposto no
trabalho de (Zhang et al., 2009), permitindo que o usuario escolha a quanti-
dade de atributos relevantes, redundantes e irrelevantes do CD. Essa alteracao
faz com que a ferramenta se torne mais abrangente e oferece uma maior li-
berdade ao usuario para explorar diferentes caracteristicas dos CD, utilizando
diferentes combinacdes do nimero de atributos relevantes, irrelevantes e/ou
redundantes.

Para a geracao dos CD, sao realizados, de uma forma sucinta, os seguintes
passos:

1. Geracao da hiperesfera principal no RY;

2. Geracao de ¢ hiperesferas no RY, internas a hiperesfera principal;
3. Geracao de N pontos no R;

4. Geracao dos multirrétulos, conforme as hiperesferas menores;

5. Insercao do ruido pu.

A descricao detalhada da implementacao € apresentada nas proximas secoes.

3.1.1 Geracao da Hiperesfera Principal

Inicialmente é gerada uma hiperesfera HS no RY, com centro na origem
do plano cartesiano e raio rys = 1, ilustrada na Figura 2, onde no eixo = esta
representado o atributo X; e no eixo y o atributo X, do conjunto de dados
multirrotulos, para M = 2.

3.1.2 Geracao das Hiperesferas contidas na Hiperesfera Principal

Em seguida sdo geradas no R ¢ hiperesferas menores contidas na hiperes-
fera principal, ou seja, todas as hiperesferas menores devem estar completa-
mente contidas na hiperesfera principal. O conjunto de hiperesferas menores
¢ denotado por Hys = {hsi, hss,...,hs,}, no qual cada hiperesfera hs; = (r;,C;) €
caracterizada por um raio r; € um centro distinto C; = (¢;1, ¢io, ¢i3, - - -, Cing)-

Para a geracao de cada hiperesfera menor hs;, primeiramente é gerado um
valor de raio r; aleatério com distribuicdo aproximadamente uniforme, entre
minR e maxR. Em seguida € necessario gerar aleatoriamente os valores das
coordenadas do centro C;, de forma a garantir que a hiperesfera menor hs;
esteja contida na hiperesfera maior, como formulado pela condicao 15
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Figura 2: Hiperesfera principal HS, para M = 2

Entretanto, ha um problema adicional, pois o fato de verificar a condicao
15 nao garante que o centro C; das hiperesferas menores satisfaca a condicao
de hs; estar contida em HS. Por exemplo, se for gerado um valor ¢;; = (1 —r;),
entao os outros valores de c;; para j # 1 devem, necessariamente, ser zero, ou
seja, o resto dos valores das M — 1 coordenadas ¢€ fixo e igual a zero.

Assim, ao gerar cada C;, i = 1..q, deve-se garantir que

VAt &+t <1-r). (16)
O que € equivalente a

A ch+.. e <(1—r) (17)

M
Z <(1—r)% (18)

Portanto, o dominio das coordenadas do centro C; € determinado pela
Equacao 18. Na Figura 3 € mostrado um exemplo grafico para M = 2 no
qual foi gerado um raio aleatorio r; € a tnica forma de garantir que a hiperes-
fera menor esteja totalmente contida na hiperesfera principal € que seu centro
C; esteja na area hachurada.

Analisando a Equacao 17 conclui-se que a geracao das coordenadas de
cada centro C;, i = [1..q], das hiperesferas menores deve levar em conta o valor
de r; e os valores previamente gerados das coordenadas de C;. Portanto, ao
gerar cada coordenada ¢;;, j = [1..M] de forma aleatoria, ela deve obedecer as
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Figura 3: Dominio para geracao de C;, dado r;, para M =2

condicoes da Equacao 19.

M

— =)= > ()2 <oy <\ [(T=r)? = > () (19)

S:LS;&‘]‘ s:l}s;éj

Caso algum c;;, para s # j, ainda nao tenha sido instanciado, o seu valor
nao é considerado.

Visto que os intervalos possiveis para a geracao de cada coordenada c;;
diminuem a medida que uma nova coordenada € instanciada, € necessario
evitar determinismo na geracao das coordenadas do centro C; da hiperesfera
hs;, ou seja, que c¢;; sempre seja a primeira coordenada a ser gerada e c¢;; a
ultima. Para isso, a ordem de instanciacido das coordenadas é realizada de
forma aleatoria. Em outras palavras, j nao € variado em ordem crescente no
intervalo de [1..M], e sim de forma aleatoria.

No Algoritmo 1 € apresentado de forma simplificada como € realizada a
geracao das hiperesferas hs; = (r;,C;), para i = [1..¢]. Nesse algoritmo, a funcao
random(z,y) gera um valor aleatorio, com distribuicdo aproximadamente uni-
forme, entre z e y, e as funcoes atualizaminC(z) € atualizamaxC(z) atualizam,
respectivamente, o limite inferior e superior da préxima coordenada de C; a ser
instanciada, segundo a Equacao 19, levando em consideracao as coordenadas
anteriormente geradas para geracao das proximas coordenadas. Esses proce-
dimentos sao uteis para evitar que exemplos com zero rotulos sejam gerados
pela ferramenta.
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Algoritmo 1 Algoritmo para geracao das hiperesferas menores
1: hg + 0
2: CZ — @
3: ;<0
4: fori=1—¢ do
5. maxC <« (1 —r;)
6: minC <« —(1 —r;)
7: ;< random(minR, mazR)
8
9

for j =1 — M (sendo j escolhido aleatoriamente) do
: c;j < random(minC, mazxC)
10: Cz < OZ U {Ci]’}
11: minC < atualizaminC(minC')
12: maxC < atualizamaxC(mazC')
13: end for
14: hSi < (TZ', Cz)
15: end for
16: return {hsy, hsy, ..., hs,}

3.1.3 Geracao Direcionada dos Exemplos

Apos criadas as hiperesferas é necessario popular a hiperesfera principal
HS com N pontos. As coordenadas desses pontos representam os valores dos
atributos dos exemplos E; da base de dados. Cada exemplo € representado
pela dupla ordenada (x;,Y;), com i = [1..N], onde x; representa o vetor dos
valores dos atributos e Y; C L o conjunto de rotulos do i-ésimo exemplo. As-
sim, para cada exemplo FE; é necessario gerar os valores (x;1, T, ..., x;y) dos
atributos, i = [1..N], e o multirré6tulo correspondente Y;.

De forma a garantir que todos os ¢ rotulos estejam presentes nos mul-
tirrotulos, a geracao dos N exemplos € realizada de forma direcionada tal que
os valores dos atributos (z;1,z,...,x;) de cada exemplo F;, ainda que ge-
rados de forma aleatoria, representem um ponto que pertence pelo menos a
uma das hiperesferas menores, mantendo as devidas proporcoes. Sendo as-
sim, o risco de uma das hiperesferas estar vazia é nulo, e, ao mesmo tempo, a
possibilidade de um ponto nao pertencer a nenhuma hiperesfera hs;, i = [1..q],
€ excluida. Em outras palavras, todos os N exemplos gerados sao rotulados
com multirrétulos nao vazios.

Como os raios r; de cada hiperesfera hs;, i = [l..¢q|, sao diferentes, € ne-
cessario garantir que a proporcao de exemplos em cada hiperesfera seja man-
tida, ou seja, hiperesferas de raio maior devem conter proporcionalmente mais
pontos que hiperesferas de raio menor. Para isso, é utilizado o seguinte fator
de balanceamento f definido pela Equacao 20.

N
f==: (20)

i=1Ti
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Entao, para cada hiperesfera hs; € gerada uma quantidade de N; pontos
internos a ela, com N; = f x r;. Fazendo os arredondamentos necessarios
se tem a quantidade de exemplos N; que serao gerados, de forma aleatoria,
dentro da hiperesfera hs;, i = [1..q|.

Seguindo a mesma ideia utilizada na geracao dos centros das hiperesferas,
para criar um ponto Xy = (zx1, Txe, - - -, Txy) aleatoério dentro de uma hiperesfera
hs; de centro C; e raio r;, deve-se garantir que

\/(«%’kl —cin)? 4 (Tpe — c0)? + ..+ (Temr — cin)? < 1y (21)

O que € equivalente a

(xkl — Cﬂ)2 + (l’kg — Ci2)2 + ...+ (JZkM — CiM)2 S 7"2-2. (22)
M
> (wwy — i)’ <. (23)

j=1
Diferentemente do método de geracao dos centros C;, para um dado i =
[1..¢], o dominio para geracdo de x, passou a ser uma hiperesfera menor
hs;. Porém, hs; nao esta centrado na origem, entao & necessario levar em
consideracao a posicao do seu centro. Na Figura 4 é ilustrado um exemplo
para M = 2 que mostra que para gerar um ponto aleatorio x, dentro da hi-
peresfera hs; com centro C; e raio r;, deve-se garantir que x; esteja na area
hachurada.

Figura 4: Dominio para geracao de x;, dado r;, para M = 2

Entao, ao gerar aleatoriamente cada coordenada w;, de X;, j = [1.M], €
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necessario garantir que, |z;; — ¢;| < r;. Porém, analisando detalhadamente
a geracao aleatoria de coordenadas, dado o caso que a primeira coordenada
gerada seja i = ¢;; + r;, entao os outros valores de z;;, para j # 1, devem ser
necessariamente iguais a c;;, para garantir que o ponto Xx; seja interno a hs;.
Portanto, a geracao de cada coordenada x;; deve ser aleatoria, mas levando
em consideracao as coordenadas anteriormente geradas.

Ao gerar cada coordenada z;; de Xx;, dentro da hiperesfera hs;, de forma
aleatoria com distribuicdo aproximadamente uniforme, Vj € [1..M], deve-se
restringir o intervalo conforme a Equacao 24.

M M
Gi— 2= Y (@) Sag et 1= Y (TR — i) (24)
8217575j 821,5#]'

Vi e [l..q]eVk € [1..N].

Caso algum z;,, para s # j, ainda nao tenha sido instanciado, o seu valor
nao € considerado.

Analogamente a criacao das hiperesferas, € necessario evitar determinismo
na geracao das coordenadas do ponto x;, ou seja, evitar que a coordenada xy;
sempre seja a primeira a ser gerada e z;,, a ultima. Isso porque os intervalos
possiveis para a geracao de cada coordenada z;; diminuem a medida que uma
nova coordenada € instanciada. Sendo assim, a ordem de instanciacao das
coordenadas é feita de forma aleatéria, em outras palavras, j nao varia em
ordem crescente no intervalo de [1..M], e sim de forma aleatoéria.

No Algoritmo 2 é apresentada de forma simplificada a geracao dos N exem-
plos x; dentro de cada uma das hiperesferas hs; = (r;,C;), para i = [l..¢|.
Nesse algoritmo € também utilizada a funcao random(z,y) que gera um va-
lor aleatorio com distribuicdo aproximadamente uniforme entre = e y. As
funcodes atualizaminX (z) e atualizamax X (x) atualizam, respectivamente, o li-
mite inferior e superior da proxima coordenada de x; a ser instanciada dentro
da hiperesfera hs; correspondente, levando em consideracdao as coordenadas
anteriormente geradas para geracao das proximas coordenadas.

ApoOs a geracao dos N pontos, ou seja, N exemplos com M,.; atributos cada,
adicionam-se para cada exemplo M, atributos irrelevantes, gerados a partir
de valores randoémicos, e M,., atributos redundantes, os quais replicam me-
tade dos M atributos relevantes originais. A selecao de quais dos atributos
relevantes serao replicados para gerar os atributos redundantes € também re-
alizada de forma aleatoria. Assim, cada exemplo do CD sintético apresenta ao
final M = M, + M,,, + M,.q atributos.
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Algoritmo 2 Algoritmo para geracao dos exemplos nas hiperesferas
1: fork=1—- N do
2: X, <— @
maxX < c;j —1;
minX < c;; +1;
for j = 1 — M (sendo j escolhido aleatoriamente) do
zy; < random(minX, mazxX)
X, < X U {{L’k]}
minX < atualizaminX (minX)
max X < atualizamazx X (maxX)
10: end for
11: end for
12: return {x; X5, ..., Xy}

© P NP R®

3.1.4 Geracao dos Multirrétulos

ApOs a geracao dos valores dos atributos dos exemplos € preciso rotula-los,
ou seja, um exemplo com valores de atributos x; contém o rotulo y; no seu
multirrotulo Y; se tal ponto x; for interno a hiperesfera hs;.

Para isso é calculada a distancia euclidiana de x; até o centro C;. Se essa
distancia for menor que o raio r;, conclui-se que o exemplo x; é interno a hs;
e y; € Yi, caso contrario, y; ¢ Y;. Ou seja, temos que Vk € [1..N] x; recebe o
rotulo y; = 1 se e somente se a Equacao 25 for satisfeita,

(T — cij)* < 1y, (25)
Vi € [l..q], Vj € [1..M], Yk € [1..N].

O CD resultante, apos a geracao dos multirrotulos, € um conjunto de exem-
plos E;, no formato atributo-valor, no qual cada exemplo esta associado a um
multirrétulo Y;, com ¢ = [1..N], como mostrado na Tabela 1(b), pagina 4.

Apos a geracao do CD sintético, € com o intuito de obter uma melhor
aproximacao de dados reais, € gerado um segundo CD introduzindo um ruido
1 no CD original. Esse ruido altera a presenca ou auséncia de um rotulo y;,
atribuido originalmente ao multirrotulo de um exemplo, com probabilidade .
O programa tem como default um ruido p = 0,05 (5%). Como mencionado an-
teriormente, a saida da ferramenta consiste de um CD com M atributos com
ruido e outro sem ruido. Quando p = 0,0 (0%) nao é gerado o segundo CD.

A seguir é descrita a implementacao da Ferramenta Hipercubos por nos
proposta, baseada na proposta de Zhang et al. (2009), mas que utiliza hiper-
cubos, no RY, para a geracdo do CD sintéticos multirrétulos.
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3.2 Ferramenta Hipercubos

A principal motivacao para o projeto e a implementacao da Ferramenta
Hipercubos € adaptar a estratégia proposta por Zhang et al. (2009), mas
utilizando outra forma geométrica para representar a hipotese correspondente
a cada rotulo que participa do multirrotulo. O uso de hipercubos para esse
fim, € particularmente apropriada para avaliar algoritmos de AM multirrétulo
que consideram a classificacao dividindo o espaco utilizando hiperplanos, tais
como arvores de decisao (Clare and King, 2001).

Semelhante a Ferramenta Hiperesferas, a Ferramenta Hipercubos, imple-
mentada em Java, recebe como entrada:

e M, - Numero de atributos relevantes do conjunto de dados.

M,,, - Numero de atributos irrelevantes do conjunto de dados.

M, .4 - Numero de atributos redundantes do conjunto de dados.

¢ - Numero de rotulos do conjunto de dados.

N - Numero de exemplos do conjunto de dados.

mazxR - Meia-aresta maxima dos hipercubos menores, default = 0,8.

%HJ
q

minR - Meia-aresta minima dos hipercubos menores, default = {

p - Taxa de ruido que sera inserida nos multirrotulos do CD, default =
0,05.

Foi implementada uma critica dos dados, de modo a nao permitir valores
invalidos para os parametros de entrada. Para que as entradas sejam validas
deve-se garantir as mesmas condi¢oes descritas na Secao 3.1, pagina 11.

Da mesma maneira a ferramenta anterior, a saida desta ferramenta con-
siste de dois CD sintéticos com N exemplos e M atributos, tal que M =
M,e; + My + M,eq, dos quais M,.q; sao atributos redundantes e M, sao atri-
butos irrelevantes. Um dos CD contém ruido p, enquanto o outro nao contém
ruido.

Assim como na implementacao da Ferramenta Hiperesferas, a Ferramenta
Hipercubos difere do que foi proposto no trabalho de Zhang et al. (2009), visto
que também permite que o usuario escolha a quantidade de atributos relevan-
tes, redundantes e irrelevantes do CD, além.

Para a geracao dos CD, sao realizados, de uma forma sucinta, os seguintes
passos:

1. Geracao do hipercubo principal no R¥;
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2. Geracao de ¢ hipercubos no RY, internos ao hipercubo principal;
3. Geracao de N pontos no RY;
4. Geracao dos multirrotulos, segundo os hipercubos menores;

5. Insercao do ruido pu.

Esses passos sao descritos e detalhados a seguir.

3.2.1 Geracao do Hipercubo Principal

Inicialmente é gerado um hipercubo HC no RM, com centro na origem do
plano cartesiano e meia-aresta eyc = 1, ilustrado na Figura 5, onde no eixo x
esta representado o atributo X; e no eixo y o atributo X, do conjunto de dados
multirrotulos, para M = 2.

Figura 5: Hipercubo principal HC, para M = 2

3.2.2 Geracao dos Hipercubos contidos no Hipercubo Principal

Semelhante a implementacao da Ferramenta Hiperesferas, sao gerados, no
RM, ¢ hipercubos menores contidos no hipercubo principal. O conjunto de
hipercubos menores, H,. = {hci, hes, ..., he,}, no qual cada hipercubo b, =
(e;, C;) € caracterizado pelo valor de metade de sua aresta, denotada por ¢;, € a
posicao geométrica de seu centro C; = (¢;1, 2, Cizy - -+, Cing)-

Para a geracao de cada hipercubo menor hc¢;, primeiramente € gerado um
valor de meia-aresta e; aleatorio com distribuicao aproximadamente uniforme,
entre minE e maxE. Em seguida € necessario gerar aleatoriamente os valores
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das coordenadas do centro C;, de forma a garantir que o hipercubo menor hc;
esteja contido na hipercubo principal, conforme a condicao 26

Diferentemente da Ferramenta Hipercubos, o fato de verificar a condicao
26 garante que o centro C; dos hipercubos menores satisfaz a condicao de hc;
estar contida em HC. Portanto, o dominio das coordenadas do centro C; é
determinado pela condicao 26. Na Figura 6 € mostrado um exemplo grafico
para M = 2, no qual foi gerada uma meia-aresta aleatoria e; € a inica forma de
garantir que o hipercubo menor esteja contido no hipercubo principal € que
seu centro C; esteja na area hachurada.

y

1=e; e

Figura 6: Dominio para geracao de C;, dado e;, para M = 2

Diferentemente da ferramente Hiperesferas, o intervalo para a geracao de
cada coordenada do centro C; para a geracao de um hipercubo menor nao
varia, ou seja, ele se mantém o mesmo desde a primeira coordenada até a
ultima. No Algoritmo 3 € apresentado de forma simplificada como € realizada
a geracao dos hipercubos hc; = (e;, C;), para i = [1..¢]. A func¢ao random(z,y) € a
mesma utilizada no Algoritmo 1, pagina 15, i.e., gera um valor aleatorio, com
distribuicao aproximadamente uniforme, entre z e y.

3.2.3 Geracao Direcionada dos Exemplos

Apos criados os hipercubos, € necessario popular o hipercubo principal HC
com N pontos. De forma analoga a Ferramenta Hiperesferas, esses pontos
representam os valores dos atributos dos exemplos E; da base de dados. Cada
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Algoritmo 3 Algoritmo para geracao dos hipercubos menores
1: hy < 1)
2: CZ — @
3: ¢+ 0
4: fori=1—¢ do
mazxC <+ (1 —1;)
minC < —(1 — ;)
e; < random(minR, maxR)
for j=1— M do
¢ij < random(minC, maxC)
10: Cl < CZ U {Cij}
11: end for
12: hCi < (61',01')
13: end for
14: return {hcy, hes, ..., hey}

© XN a

exemplo é representado pela dupla ordenada (x;,Y;), com i = [1..N], onde x;
representa o vetor dos valores dos atributos e Y; C L o conjunto de rotulos do
i-ésimo exemplo.

Assim como descrito na Secao 3.1.3, € necessario garantir que todos os
q rotulos estejam presentes nos multirrotulos. Para isso, a geracao dos N
exemplos € realizada de forma direcionada tal que os valores dos atributos
(xi1, T, - . ., xipy) de cada exemplo E;, ainda que gerados de forma aleatoria, re-
presentem um ponto que pertence pelo menos a um dos hipercubos menores,
mantendo as devidas proporcoes.

Para garantir que a proporcao de exemplos em cada hipercubo seja mantida
é utilizado um fator de balanceamento f, semelhante a Equacao 20, pagina
15, mas com a diferenca que ao invés de somar os raios no denominador,
nesse caso serao somadas as meias-arestas e¢;. Entao, para cada hipercubo
he; € gerada uma quantidade de N; pontos internos a ele, com N; = f X e;.
Fazendo os arredondamentos necessarios tem-se a quantidade de exemplos
N,; que sao gerados, de forma aleatoria, dentro do hipercubo hc;, i = [1..¢|.

Seguindo a mesma ideia utilizada na geracao dos centros dos hipercubos,
para criar um ponto X, = (v, Tx2, - - . , Txrr) aleatorio dentro de um hipercubo he;
de centro C; e meia-aresta e;, deve-se garantir que a condicao 27 seja satisfeita.

|(zr; — cij)| < ei, Vie[l.gleVye[l.M]. (27)

Diferentemente do método de geracao dos centros C;, para um dado i, o
dominio para geracao de x; passou a ser um hipercubo menor hc¢;. Porém,
he; nao esta centrado na origem, entao € necessario levar em consideracao
a posicao do seu centro. Na Figura 7 é ilustrado um exemplo para M = 2
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que mostra que para gerar um ponto aleatorio x; dentro do hipercubo h¢; com
centro C; e meia-aresta e;, deve-se garantir que x; esteja na area hachurada.

y

Figura 7: Dominio para geracao de x;, dado ¢;, para M = 2

Ao gerar cada coordenada zj;; de Xx;, dentro do hipercubo hc;, de forma
aleatoria com distribuicao aproximadamente uniforme Vj € [1..M], deve-se res-
tringir o intervalo conforme a condicao 27.

No Algoritmo 4 € apresentada de forma simplificada a geracao dos N exem-
plos x; dentro de cada um dos hipercubos hc¢; = (e;,C;), para ¢ = [1..q]. Nesse
algoritmo € também utilizada a funcao random(x,y) que gera um valor aleatorio
com distribuicao aproximadamente uniforme entre = e y. Vale lembrar que
como o intervalo para a geracao de cada coordenada do exemplo x; nao varia,
ou seja, ele se mantém o mesmo desde a primeira coordenada até a ultima,
nao é necessario o uso das funcoes atualizaminX (z) e atualizamaz X (xr) como
no caso das hiperesferas.

Algoritmo 4 Algoritmo para geracao dos exemplos nos hipercubos
1: fork=1— N do
2: X, <— @
3 marX < c;j — e
4 minX < ¢; +e;
5. forj=1— M do
6
7

Ty, <+ random(minX, maxX)
X, <— X U {.Z‘kj}

8: end for

9: end for

10: return {x; X,,..., Xy}

Analogamente a ferramenta Hiperesferas, apos a geracao dos N pontos,
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ou seja, N exemplos com M, atributos cada, adicionam-se para cada exem-
plo M, atributos irrelevantes, gerados a partir de valores randomicos, € M,.4
atributos redundantes, os quais replicam metade dos M atributos relevantes
originais. A selecao de quais dos atributos relevantes serao replicados para
gerar os atributos redundantes é também realizada de forma aleatoéria. As-
sim, cada exemplo do CD sintético apresenta ao final M = M, + M., + M,eq
atributos.

3.2.4 Geracao dos Multirrotulos

Semelhante a ferramenta Hiperesferas, apos a geracao dos valores dos atri-
butos dos exemplos € preciso rotula-los, ou seja, um exemplo com valores de
atributos x; contém o rétulo y; no seu multirrotulo Y} se tal ponto x; for interno
ao hipercubo hg;.

Para isso € calculada a distancia de x; até o centro C};, se essa distancia for
menor que o valor de meia-aresta ¢;, conclui-se que o exemplo x; € interno a
he; € y; € Yy, caso contrario, y; ¢ Y. Ou seja, temos que Vk € [1..N] x; recebe o
rotulo y; = 1 se e somente se a Equacao 28 for satisfeita.

|(zr; — cij)| < ei, Vie[l.gleVye[l.M]. (28)

De forma analoga a ferramenta Hiperesferas, apos a geracao do CD sintético,
e com o intuito de obter uma melhor aproximacao de dados reais, € gerado
um segundo CD introduzindo um ruido p ao CD original. Esse ruido altera a
presenca ou auséncia de um rotulo y;, atribuido originalmente ao multirrotulo
de um exemplo, com probabilidade y. O programa tem como default um ruido
p=0,05 (5%). Quando i = 0,0 (0%) nao € gerado o segundo CD.

3.3 O Framework

As duas ferramentas descritas nas Secoes 3.1 e 3.2 estao integradas em um
Jramework, que esta disponibilizado para a comunidade em http://sites.
labic.icmc.usp.br/mldatagen/. Ao acessar a pagina, o usuario encontra
uma breve descricao do _framework e de sua utilizacdo, como apresentado na
Figura 8.

Ao descer a pagina, o usuario tem acesso aos campos de configuracao. O
usuario deve preencher todos os dados e clicar em "Gerar”. Na Figura 9 €
apresentado a pagina de configuracao do framework.

Uma vez que todos os campos estejam devidamente preenchidos o sis-
tema realiza uma critica de dados estatica, segundo descrito na Secao 3.1,
na pagina 11. Caso algum campo possua valores invalidos o sistema lanca
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Framework para a Geracao de
Conjunto de Dados Sintéticos para
Aprendizado Multirrétulo

O framework, descrito em detalhes em um relatério técnico do ICMC-USP, permite a geragdo de Conjuntos de
Dados (CD) sintéticos multirrétulo utilizando duas estratégias: hiperesferas ou hipercubos. Basicamente,
essas esiratégias geram randomicamente uma forma geométrica (hiperesfera ou hipercubo) para cada rétulo
do CD, as quais sdo preenchidas com pontos (exemplos) gerados randomicamente. Apés, cada exemplo &
rotulado de acordo com a forma geométrica a qual pertence, o que determina o multirrétulo do exemplo.

Apds escolher a estratégia a ser utilizada, devem ser definidos alguns parametros obrigatérios: nimero de
atributos relevantes, nimero de atributos irrelevantes, nimero de atributos redundantes, quantidade de
rétulos e quantidade de exemplos do CD. Também podem ser definidos alguns parametros opcionais, que
possuem valores default: tamanho maximo e minimo das hiperesferas/hipercubos menores, taxa de ruido e
nome do CD.

A saida consiste de dois CD sintéticos, um sem ruido e outro com ruido, gerados pelo framework no formato
requerido pelo Mulan, uma biblioteca que disponibiliza diversos métodos para o aprendizade multirrétulo.
Esse formato envolve dois arquivos: um do tipo ARFF e outro do tipo XML. os quais podem ser diretamente
utilizados como entrada para o Mulan.

Para gerar um CD sintético multirrétulo, configure os parametros abaixo e cligue em "Gerar". Em seguida,
cliqgue em "Baixar CD Gerado" para fazer o download dos arquivos.

Figura 8: Pagina incial do framework

uma mensagem de erro, informando ao usuario qual dos parametros de en-
trada possui um valor nao valido.

Uma vez que todos os parametros tenham sido preenchidos corretamente,
o usuario € direcionado para uma pagina de saida, Figura 10, na qual ha
um prompt onde sao impressos alguns dados importantes sobre a geracao do
CD como informacoes de cada uma das formas geométricas criadas. Para a
Ferramenta Hiperesferas sao mostradas as coordenadas dos centros de cada
uma das hiperesferas menores e os valores de seus raios. De forma analoga,
para a Ferramenta Hipercubos ao invés dos valores dos raios, sao mostrados
os valores das meia-arestas de cada hipercubo menor. Também € apresentado
o balanceamento dos exemplos, i.e., quantos exemplos foram criados dentro
de cada hiperesfera/hipercubo, conforme descrito na Secao 3.1.3, pagina 15,
e Secao 3.2.3, pagina 21.

Para fazer o download do CD gerado basta clicar em "Baixar CD Gerado”.
Sera iniciado o download de um arquivo <x>_<y>_<w>_<z>.zip, no qual <x>
€ a ferramenta escolhida (Hiperesfera ou Hipercubos), enquanto que <y>, <w>
e <z> sao numeros que representam, respectivamente, a quantidade de atri-
butos relevantes, irrelevantes e redundantes solicitados pelo usuario. Por
exemplo, se o framework foi configurado com a Ferramenta Hiperesferas, 10
atributos relevantes, 5 atributos irrelevantes e 5 atributos redundantes, sera
gerado um arquivo Hiperesferas_10_5_5.zip contendo dois arquivos (ARFF
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Configuracao
Os campos marcados com * sao obrigatorios

Método®  Escolha |
Atributos Relevantes®
Atributos Irrelevantes”
Atributos Redundantes”
Numero de Rétulos (g)*
Numero de Exemplos®
Ruido (entre 0 e 1) 0.05

Raio/Meia-Aresta 0.8
Maximo das
Hiperesferas/Hipercubos

Raio/Meia-Aresta
Minimo das

Se deixado vazio, serd usado (g/10)+1
Hiperesferas/Hipercubos

Nome do CD CD_Teste

Gerar Resetar

Figura 9: Pagina de configuracao do framework
e XML) sem ruido e outros dois arquivos (ARFF e XML) com ruido.

4 Exemplo de Uso

Utilizando o framework implementado foram gerados 4 CD, 2 gerados com
a ferramenta Hiperesferas e 2 com a ferramenta Hipercubos. Para geracao
desses 4 CD variou-se a quantidade de atributos relevantes M, ., M;.. € M,q
mas garantindo que M seja o mesmo para todos os conjuntos.

Foram gerados mais 2 CD, um com a Ferramenta Hiperesferas e o outro
com a Ferramenta Hipercubos, com um numero menor de atributos, visando
analisar como a dimensionalidade pode influenciar nos resultados. A quanti-
dade de rotulos simples ¢ e a quantidade N de exemplos foi mantida constante
em todos os 6 CD.

Para avaliar experimentalmente esses CD, foi utilizado o algoritmo de apren-
dizado multirrétulo BRkNN-b (Spyromitros et al., 2008), disponivel no Mulan,
que sera brevemente introduzido na Secao 4.2.

4.1 Descricao dos Conjuntos de Dados

Todos os CD gerados possuem as seguintes caracteristicas:
e ¢ = 10 rotulos
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Figura 10: Pagina de saida do framework

e N = 1000 exemplos

Porém, com o objetivo de avaliar a influéncia dos diferentes tipos de atribu-
tos, nos 4 primeiros CD variou-se a quantidade de atributos relevantes M,.,,
de atributos irrelevantes M., e de atributos redundantes M,..,, garantindo que
a soma total de atributos M seja constante e igual a 20.

Com o objetivo de analisar o comportamento da hiperesfera principal quan-
do esta atinge seu volume maximo'!2?, os 2 CD restantes foram gerados com
apenas 5 atributos relevantes, i.e., M, =5, M;., =0, M,.q = 0. A configuracao
dos atributos de cada CD ¢ descrita na Tabela 4.

Tabela 4: Distribuicao dos atributos nos CD sintéticos
| CD || Ferramenta | Mg | My | Myeq | M |

CD, || Hiperesferas | 20 0 0 20
CDpg || Hipercubos 20 0 0 20
CD¢ || Hiperesferas | 10 5 5 20
CDp || Hipercubos 10 5 5 20
CDg || Hiperesferas 5 0 0 5
CDyr || Hipercubos 5 0 0 5

4.2 Algoritmo Multirrotulo Utilizado

Para avaliar experimentalmente os CD, gerados pela ferramenta implemen-
tada, foi utilizado o algoritmo de aprendizado BRKkNN (Spyromitros et al.,
2008). O algoritmo BRkNN é uma adaptacao do algoritmo kNN para classifica-
cao multirrétulo que utiliza o método de transformacao de problema Binary
Relevance, o qual transforma o problema multirrétulo em um ou mais proble-
mas monorrotulos. Apos essa transformacao, utiliza o algoritmo kNN para a

R2nttp://divisbyzero.com/2010/05/09/volumes-of-n-dimensional-balls/
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resolucao de cada problema monorrotulo separadamente. A idéia desse algo-
ritmo € encontrar os k exemplos rotulados mais similares ao exemplo a ser
classificado e, com base nos rotulos desses exemplos, € determinado o rétulo
do exemplo a ser classificado. Logo, os resultados sao posteriormente combi-
nados para a solucao final do problema multirrotulo.

Spyromitros et al. (2008) propoem duas extensoes para melhorar o po-
der de predicao do BRkNN: BRkNN-a e BRkNN-b, respectivamente. Ambas
as extensoes consideram um valor de confianca de cada rotulo para decidir
os que farao parte do multirrétulo predito, a saber: a média do numero de
ocorréncias dos rotulos nos k exemplos. Para o BRkNN-a, o procedimento
para selecao dos rotulos € o mesmo do BRkNN: caso a confianca seja superior
ao threshold 0,5, o rotulo € considerado parte do multirrétulo predito. En-
tretanto, esse procedimento de selecao de rotulos pode predizer multirrotulos
vazios. Com o objetivo de anular essa possibilidade, caso nenhum rétulo seja
selecionado, o de maior confianca é considerado parte do multirrétulo pelo
BRKkNN-a. Por outro lado, o BRkKNN-b prevé antecipadamente quantos serao
os rotulos que participarao do multirrotulo predito. A quantidade s de rotulos
€ a média aritmeética arredondada das quantidades de rotulos dos k£ exemplos
mais proximos. Assim, os que farao parte do multirrétulo serdo os s de maior
confianca.

Na avaliacao realizada neste trabalho foi utilizado o algoritmo BRkNN com
a extensao tipo b, k = 11 e os demais parametros com valores default, ou seja,
a funcao de peso para a rotulacao de exemplos € 1 para todos os k vizinhos
mais proximos e a distancia de cada vizinho mais proximo ao exemplo a ser
rotulado também nao interfere na estimativa do nimero de rétulos do mul-
tirrotulo predito (dos Reis et al., 2012). Todos os experimentos relacionados
a avaliacao dos classificadores construidos utilizando os seis CD artificiais fo-
ram realizados utilizando o método de avaliacao 5x2-fold cross-validation, o
qual realiza 5 replicacoes do método 2-fold cross-validation que divide um CD
em dois conjuntos iguais para cada uma das execucoes do algoritmo.

4.3 Resultados e Discussao

Para cada um dos CD gerados foram analisadas, em porcentagem, a frequén-
cia de ocorréncia de cada rotulo e quantidade de exemplos que possuem uma
certa quantidade de rotulos, podendo essa quantidade variar de 1 a 10. Na
Tabela 5 estao apresentadas as frequéncias de cada um dos monoroétulos.

Na Tabela 6 estao apresentados os valores de cardinalidade e densidade de
rotulo de cada CD.

Na Tabela 7 estao apresentados as porcentagens de multirrotulos, de cada
CD, com cardinalidade de rotulo 1 até 10.
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Tabela 5: Frequéncia dos monorotulos
| Rotulo/CD || CDy | CDp | CD¢ | CDp | CDg | CDp |

yl 6,50% | 38,20% | 55,30% | 10,90% | 28,40% | 4,00%
Y2 47,60% | 13,00% | 6,30% | 9,70% | 27,40% | 63,30%
3 24,90% | 9,40% | 8,80% | 22,50% | 72,90% | 36,10%
ya 6,90% | 9,70% | 58,80% | 6,70% | 72,60% | 64,80%
5 50,00% | 15,50% | 7,80% | 55,30% | 44,60% | 81,00%
Y6 5,70% | 20,90% | 17,10% | 5,30% | 21,00% | 18,70%
Y7 15,10% | 34,20% | 17,70% | 7,50% | 29,40% | 46,10%
Y8 4,80% | 7,70% | 46,80% | 50,40% | 25,80% | 5,50%
49 22,10% | 6,60% | 11,60% | 23,60% | 57,70% | 7,60%
y10 4,90% | 9,70% | 6,90% | 31,90% | 19,70% | 32,60%

Tabela 6: Valores de cardinalidade e densidade de rétulo
] CD H Cardinalidade \ Densidade \

CDgy 1,885 0,188
CDp 1,649 0,165
CD¢c 2,371 0,237
CDp 2,238 0,224
CDg 3,995 0,399
CDp 3,597 0,360

Pode ser observado nos primeiros quatro CD de dimensionalidade 20, que
quanto maior a cardinalidade menor o numero de multirrotulos gerados com
essa cardinalidade. No caso do CD,4 e CDpg, nao foram criados multirrétulos
com cardinalidade superior a 6, enquanto que para C'D¢ e C'Dg nao foram cri-
ados multirrotulos com cardinalidade superior a 7. No caso dos CDg e CDp de
dimensionalidade 5, pode ser observado que até a cardinalidade 4 nao se veri-
fica que o numero de multirrotulos gerados diminui monotonicamente com a
cardinalidade do multirrétulo, mas isso acontece a partir de mutirrotulos com
cardinalidade maior que 4. Uma possivel explicacao esta relacionada com a
maldicao da dimensionalidade, a qual refere-se a fenomenos que acontecem
em CD de alta dimensao, mas nao em CD de baixa dimensao. O efeito da
maldicao da dimensionalidade € ainda um problema em aberto para a comu-
nidade cientifica.

Apos, foram gerados os classificadores para cada um dos CD. Como menci-
onado, essa avaliacao foi realizada utilizando o método 5x2-fold cross-validati-
on. Os valores médios das medidas de avaliacdo consideradas'®, juntamente

13Pode ser observado que nido todas as medidas definidas Secao 2.2.2, pagina 5 foram
consideradas. Isso porque em alguns casos obtem-se NaN (Not a Number). Por exemplo, para
F-Meassure, caso Precision AND Recall sejam zero simultaneamente em algum dos folds, ha
uma divisao por zero que compromete o calculo do valor médio. Vale observar que na versao
de Mulan estava erradamente a condi¢do Precision OR Recall, a qual foi substituida na nossa
versao pela condicdo valida. Esse problema, bem como outros relacionados as medidas de
avaliacdo multirrétulo, ja foram reportados ao grupo responsavel pelo desenvolvimento do
Mulan, grupo com o qual os pesquisadores do LABIC mantém estreito contato.
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Tabela 7: Porcentagem de multirrotulos gerados com cardinalidade de roétulo

1 até 10
[CR/CD][ 1 [ 2 [ 3 [ 4 T 5 T 6 [ 7 1 8 [ 9 T 10 |
CDy 45,90% [ 30,90% [ 14,40% [ 6,90% [ 1,40% [ 0,50% | 0,00% [ 0,00% [ 0,00% [ 0,00%
CDg 58,60% | 25,80% | 9,80% | 3,90% | 1,70% [ 0,20% | 0,00% [ 0,00% | 0,00% | 0,00%
CDc¢ 33,70% | 25,70% | 20,00% | 13,30% | 5,20% | 1,90% | 0,20% [ 0,00% | 0,00% [ 0,00%
CDp 37,90% | 29,00% | 15,20% | 10,40% | 4,70% | 2,40% | 0,70% [ 0,00% | 0,00% [ 0,00%
CDg 16,20% | 16,60% | 12,50% | 16,40% | 11,10% | 10,80% | 8,20% | 5,10% | 2,50% | 0,60%
CDr 14,50% | 16,70% | 20,30% | 16,90% | 14,20% | 10,40% | 6,10% | 0,90% | 0,00% | 0,00%

com o desvio padrao entre paréntese, encontram-se na Tabela 8. Os melhores
resultados estao destacados em cinza e foram todos obtidos com o CDy. Vale
observar que, exceto para as medidas Hamming Loss e Recall, os segundos
melhores resultados foram obtidos com o CDg. Ou seja, foi possivel gerar

melhores classificadores com os CD com menor dimensionalidade.

Tabela 8: Resultados da avaliacao experimental
Medidas Baseadas em Exemplos

Haming Loss Subset Accuracy Precision Recall Accuracy
CDy4 0,195 (0,002) 0,058 (0,006) 0,476 (0,006) 0,542 (0,013) 0,368 (0,004)
CDgp 0,155 (0,005) 0,123 (0,011) 0,529 (0,014) 0,749 (0,017) 0,472 (0,012)
CD¢c 0,200 (0,005) 0,077 (0,013) 0,553 (0,019) 0,660 (0,006) 0,453 (0,012)
CDp 0,165 (0,002) 0,101 (0,008) 0,602 (0,010) 0,813 (0,016) 0,521 (0,004)
CDg 0,186 (0,005) 0,124 (0,014) 0,676 (0,012) 0,802 (0,015) 0,606 (0,010)
CDp

Medidas Baseadas em Rotulos

Micro Precision  Micro Recall  Micro F-Measure Macro Recall

CD,y 0,486 (0,007) 0,565 (0,012) 0,522 (0,004) 0,292 (0,012)
CDp 0,523 (0,015) 0,714 (0,018) 0,603 (0,013) 0,729 (0,015)
CDs 0,566 (0,019) 0,685 (0,009) 0,620 (0,010) 0,362 (0,009)
CDp 0,603 (0,010) 0,764 (0,020) 0,674 (0,005) 0,750 (0,021)
CDg 0,732 (0,015) 0,845 (0,009) 0,784 (0,008) 0,781 (0,012)

Para apresentar graficamente os resultados da Tabela 8, foram gerados
graficos radar para todas as medidas de avaliacao que devem ser maximizadas
(i.e. todas as medidas exceto HammingLoss) por meio do framework R!*. Na
Figura 11 estao apresentados os graficos radares para os CDy4, CDg, CD¢ €
CDp, e na Figura 12, os graficos radares para os CDgp e C'Dp. Cada linha
colorida representa o desempenho do classificador gerado utilizando cada um
dos CD nas medidas de avaliacao, enquanto que cada eixo representa uma
medida de avaliacao.

Analisando os resultados, € possivel observar que os CD criados utilizando
hipercubos apresentam melhores resultados que utilizando hiperesferas. Em

Yhttp://www.r-project.org
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outras palavras, os classificadores gerados utilizando os CDg e C'Dp obtém
melhores resultados que utilizando os CD,4 e C' D¢ respectivamente.

Um dos motivos € que o volume da hiperesfera principal cresce inicialmente
com a dimensionalidade do CD até atingir um maximo valor para uma deter-
minada dimensionalidade, a qual depende do volume inicial da hiperesfera.
Apos, o volume da hiperesfera decresce com a dimensionalidade e o volume
tende a zero. Por exemplo, na ferramenta implementada, o raio da hiperes-
fera € 1. Nesse caso, a hiperesfera atinge seu volume maximo!® na dimenséao
M = 5. Por outro lado, o volume do hipercubo cresce exponencialmente com
a dimensionalidade. Ambos problemas estao relacionado com a maldicao da
dimensionalidade.

5 Conclusao

Neste trabalho foram estudadas diversas estratégias propostas na litera-
tura para geracao de CD sintéticos multirrotulo. Adicionalmente, estratégias e
ferramentas utilizadas no aprendizado monorrotulo foram pesquisadas, apoi-
ando eventuais extensoes para aprendizado multirrotulo.

Com base na estratégia abordada no trabalho de Zhang et al. (2009) foram
projetadas e implementadas duas ferramentas computacionais, Hiperesferas
e Hipercubos. A partir da definicao de parametros como M,., numero de
atributos relevantes do CD; M,,,., numero de atributos irrelevantes do CD;
M, .4, numero de atributos redundantes do CD; ¢, quantidade de rotulos do
CD e N, quantidade de exemplos do CD, essas ferramentas geram um CD
multirrétulo com M = M, + M,.. + M,.,; atributos, no qual cada exemplo esta
rotulado com um multirrétulo cuja cardinalidade maxima € ¢. As ferramentas
ainda possibilitam a insercao de um ruido p, com o intuito de aumentar a
aproximacao de dados reais, gerando assim um segundo CD.

Cada CD sintético (com ou sem ruido) gerado pelas ferramentas esta no
formato Mulan'®, que envolve dois arquivos, dos quais um € do tipo ARFF e
o outro € do tipo XML. Esses arquivos que descrevem o CD sintético gerado
podem ser diretamente utilizados como entrada para o Mulan, uma biblioteca
que disponibiliza diversos métodos para o aprendizado multirrotulo, a qual €
muito utilizada pela comunidade. Ambas ferramentas foram integradas em
um framework, no qual podem ser futuramente inseridas outras ferramentas
para geracao de CD multirrotulo.

Foi apresentado um exemplo de uso do_framework, com o intuito de ilustrar
a utilizacao das ferramentas para a geracao de bases de dados multirrétulo.

Bhttp://divisbyzero.com/2010/05/09/volumes-of-n-dimensional-balls/
8nttp://mulan.sourceforge.net
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Analisando os resultados obtidos apés gerar os classificadores BRkNN para
cada um dos CD, € possivel observar que os CD criados por meio da Fer-
ramenta Hipercubos apresentam melhores resultados que os da Ferramenta
Hiperesferas.

Além disso, a analise da influéncia da dimensionalidade sugere que ambas
estratégias sofrem com a maldicao da dimensionalidade. Um dos motivos €
que o volume da hiperesfera principal cresce inicialmente com a dimensiona-
lidade do CD, até atingir um valor maximo, e depois tende a zero. Enquanto
isso, o volume do hipercubo cresce exponencialmente com a dimensionali-
dade.
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