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Resumo: Um dos problemas relacionados a técnica de associacao se refere a
quantidade de padroes extraidos. Geralmente o usuério é sobrecarregado com um
grande volume de regras dificultando assim a identificagdo dos padroes relevantes a
aplicacao. Visando solucionar esse problema, varias abordagens tém sido propos-
tas para mineracao de associagao, entre as quais encontra-se a de agrupamento. O
agrupamento pode ser aplicado em duas etapas distintas do processo de mineragao
de dados, a saber: pré-processamento e pds-processamento. A utilizacdo do agrupa-
mento em cada uma das etapas possui suas particularidades, as quais influenciam
os resultados obtidos. Nesse contexto, surge a pergunta: o que vale mais a pena?
Visando responder essa pergunta, este relatério técnico apresenta um estudo divido
em trés partes: (i) a contribui¢do do agrupamento no pds-processamento de regras
de associagao, (ii) a contribui¢ao do agrupamento no pré-processamento de regras de
associagao e (iii) uma comparagdo do agrupamento nas duas etapas considerando
(i) e (ii). Para tanto, diversos processos e metodologias sao propostas, gerando
contribuicGes complementares & area de pesquisa em questdao. Ao final de todo o
estudo, apresenta-se a resposta: o que vale mais a pena?
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1 Introducao

Devido a grande quantidade de regras que se obtém em um processo de mineragao de
associagao, trés linhas vem sendo adotadas para solucionar o problema: (i) pré-processar
os dados antes de se extrair as regras; (ii) considerar restrigoes a serem atendidas durante
o processo de extragao; (iii) explorar as regras, apGs a sua obtengao, considerando os in-
teresses do dominio. Cada uma dessas trés linhas atuam em uma das etapas do processo
de mineragao de dados, a saber: pré-processamento (item (i)), extragdo de padroes (item
(ii)) e pds-processamento (item (iii)). Entretanto, todas visam o mesmo objetivo: encon-
trar os padroes associativos relevantes da aplicagao. Dentro de cada uma dessas linhas
encontram-se varias abordagens.

Uma abordagem bastante utilizada tanto no pré-processamento como no poés-proces-
samento é o agrupamento (clustering). O processo de agrupamento nas referidas etapas
¢ apresentado na Figura E importante mencionar que durante todo o relatério a
etapa de pds-processamento serda abordada antes da de pré-processamento por ser a mais
usual e ter sido primeiramente por nds explorada. Como observa-se na Figura , no
pos-processamento o conjunto de regras de associagao, obtido a priori, é agrupado e as
regras divididas em m grupos (GR;,GRy,GR3,GRy,....GR,,) (destacados em cinza). No
caso da Figura referente ao pré-processamento, os dados sao inicialmente agrupados
em n grupos (GDy,GDy,GDs,....GD,). A partir desse agrupamento inicial é que as re-
gras de associacao sao entao extraidas dentro de cada grupo, obtendo-se, assim como no
pés-processamento, n grupos de regras (GR;,GR2,GRs,...,GR,) (destacados em cinza).
Contudo, a interpretagao do espago de exploragao ¢é diferente em cada uma das etapas.
No pés-processamento cada grupo contém um subconjunto das regras existentes no con-
junto a partir do qual o particionamento foi realizado. Ja no pré-processamento cada
grupo contém um conjunto proprio de regras, ou seja, varios conjuntos de regras existem
e, portanto, nao ha efetivamente um agrupamento. Entretanto, a fim de possibilitar a
comparacao das duas abordagens, este trabalho considera que o espaco de exploracao no
pré-processamento pode ser visto como um agrupamento, no qual as regras extraidas em
todos os grupos compoem o conjunto a partir do qual o mesmo seria obtido. Desse modo,
cada grupo, assim como no pds-processamento, conteria um subconjunto das regras totais.

Em geral, a intencao de se aplicar agrupamento, independente da etapa, é organizar
as regras em grupos que contenham, de algum modo, conhecimento similar. No caso
do pods-processamento, o objetivo é melhorar a apresentacao dos padroes obtidos a fim
de fornecer ao usudrio uma visao do dominio a ser explorado e, consequente, facilitar
sua busca por padroes interessantes [Reynolds et al., 2006, Sahar, 2002]. No caso do

pré-processamento, o objetivo é obter regras potencialmente interessantes que nao seriam



Extragdo de Regras in loco Espaco de Exploragdo

Agrupamento

(Algoritmo+
Med.Sim.+k)

(a) Pré-processamento

Dados
Transacionais

Espago de Exploragdo

Agrupamento
Regras de (Algoritmo+
Associagao

Med.Sim.+k)

(b) Pés-processamento

Figura 1: Visao geral do processo de agrupamento de regras de associacao no pré-
processamento e no pos-processamento.

extraidas a partir de conjuntos nao particionado por nao terem suporte suficiente sem,
contudo, sobrecarregar o usudrio com uma grande quantidade de padroes. Isso porque,
para que esses mesmos padroes sejam descobertos a partir de conjuntos nao particionado
deve-se configurar o suporte minimo com um valor muito baixo e abaixo do utilizado nos
conjuntos particionado, fazendo com que o nimero de regras cresca rapidamente.

Uma vez que as duas abordagens existem, surge a pergunta: o que vale mais a pena?
Entretanto, para que essa questao seja respondida, é necessario que inicialmente se in-
vestigue cada uma separadamente a fim de verificar se elas por si sé ajudam ou nao o
usuario. Identificadas as vantagens e desvantagens de cada uma é possivel comparar as
duas e chegar a resposta final. Como ja mencionado, cada abordagem possui suas par-
ticularidades. No caso do pds-processamento, o agrupamento se torna ttil ao usuario se
ele o apdia durante o processo de exploragao. Esse apoio pode ser obtido se: (i) de to-
dos os grupos apresentados destacaram-se aqueles que contém os padroes potencialmente
mais interessantes; (ii) os grupos contiverem bons descritores que fornegam uma visao
dos tépicos a serem explorados. Nesse caso, por meio de (i) o usudrio nao necessitaria
explorar todo o espago de busca, uma vez que apenas um subconjunto dos grupos se-
ria examinado. Além disso, por meio de (ii) o usudrio poderia direcionar sua busca em

funcao dos descritores associados aos grupos, tutil quando o usudrio nao tem, a priori,



ideia por onde comecar. Em relagao ao pré-processamento, considera-se como validos os
mesmos argumentos do pos-processamento. Entretanto, existem outras particularidades
a serem investigadas como se as regras identificadas no conjunto particionado realmente
representam padroes mais interessantes e especificos do dominio.

Considerando o exposto, este relatério disponibiliza na Secao [2|os conceitos necessarios
ao entendimento do conteido aqui apresentado. Em seguida, apresenta na Secao [3| uma
proposta para avaliar a contribui¢ao do agrupamento no pés-processamento e na Se¢ao [4]
uma proposta para avaliar a contribuicao do agrupamento no pré-processamento. Com
base nos resultados obtidos nessas respectivas segoes, a Segao[5|apresenta uma comparagao

entre as duas abordagens e tenta responder: o que vale mais a pena?



2 Conceitos

Visando uma melhor compreensao deste trabalho, essa secao apresenta uma breve
sintese dos tépicos contidos neste relatério técnico (Segdes e , assim como uma
descricao dos trabalhos relacionados (Segao [2.3)).

2.1 Regras de Associacao

A ideia de minerar regras de associacao surgiu da analise de dados de cestas de compras
em que regras do tipo “um cliente que compra os produtos x1,rs,...,x, também ird comprar
o produto y com probabilidade ¢%” sao geradas. Entretanto, as regras de associa¢do nao
estao restritas a analises de dependéncia no contexto de aplicagoes de varejo, uma vez
que elas sdo aplicadas com sucesso a uma ampla gama de problemas [Semenova et al.,
2001, Aggelis, 2004, Rajasekar and Weng, 2009, Changguo et al., 2009].

Uma regra de associagao é definida da maneira descrita a seguir (definigao baseada
nos trabalhos de [Agrawal and Srikant, 1994,|Yang, 2005 e adaptada para a notagao
utilizada neste trabalho): Seja D uma base de dados composta por um conjunto de itens
A = {ay,...,an}, ordenados lexicograficamente, e por um conjunto de transagoes T =
{t1,...,t,}, na qual cada transagao t; € T' é composta por um conjunto de itens (chamado
itemset) tal que t; C A. E dito que uma transacao t; suporta um item z se x € t;. E dito
que uma transacao t; suporta um itemset X se X Ct;. O suporte P(X) de um itemset
X representa a probabilidade da ocorréncia do evento X. A regra de associacao é uma
implicagao na forma LHS = RHS, em que LHS C A, RHS C A, LHSNRHS = @,
LHS representa o lado esquerdo (Left Hand Side) da gera e RHS o lado direito (Right
Hand Side) da regra. A regra LHS = RHS ocorre no conjunto de transagoes 7' com
confianca conf e suporte sup, onde P(LHS RHS) representa o suporte da regra (a
probabilidade da ocorréncia da transacdo LHS U RHS) e P(RHS|LHS) a confianca
da regra (a probabilidade condicional de RHS dado LHS).

Existem atualmente diversos algoritmos que geram regras de associacao, dentre os
quais se destaca o Apriori |[Agrawal and Srikant, 1994]. Apesar da diversidade de algo-

ritmos, todos geram, teoricamente, as mesmas regras [Zheng et al., 2001].

2.2 Agrupamento

O objetivo da tarefa de agrupamento (clustering) é particionar objetos de dados
(padroes, entidades, instancias) em clusters (grupos, subconjuntos, categorias) [Xu and
Wunsch, 2008]. Um cluster é um agregado de pontos em um espago d-dimensional de

atributos de modo que a distancia entre quaisquer dois pontos em um cluster é menor



que a distancia entre qualquer ponto no cluster e qualquer ponto nao pertence ao clus-
ter [Xu and Wunsch, 2008|. Segundo essa defini¢ao, um cluster é descrito em termos de
homogeneidade interna e separagao externa [Jain and Dubes, 1988, P. Hansen, 1997, isto
é, objetos de dados em um mesmo cluster devem ser similares uns aos outros, enquanto
objetos de dados em clusters diferentes devem ser dissimilares uns dos outros. O processo
de agrupamento pode ser dividido em diversas etapas, entre elas o “projeto e/ou selegao
do algoritmo de agrupamento” [Xu and Wunsch, 2008]. Nessa etapa determina-se uma
medida de proximidade (similaridade ou dissimilaridade) adequada, uma vez que os obje-
tos sao agrupados em clusters considerando suas semelhancas. Quase todos os algoritmos
de agrupamento sao explicitamente ou implicitamente ligados a uma definicao particu-
lar de medida de proximidade. Uma vez que a medida de proximidade é determinada o
agrupamento pode ser construido. A medida de proximidade comumente utilizada para
atributos continuos é a distancia Euclidiana e para atributos discretos o Coeficiente de
Casamento Simples e/ou a Jaccard. Mais medidas podem ser encontradas em |[Xu and
Wunsch, 2008].

Existem muitos algoritmos de agrupamento na literatura, os quais podem ser classifi-
cados de diferentes formas, sendo a classificacao mais usual em Hierarquico ou Particio-
nal [Tan et al., 2006]. Um agrupamento particional é a divisao do conjunto de dados em
subconjuntos (clusters) nao sobrepostos tal que um determinado dado esteja em apenas
um cluster. Se forem adicionados subclusters aos clusters, obtém-se entao um agrupa-
mento hierarquico. Nesse caso, os clusters sao aninhados e organizados como uma arvore
(conhecida como dendograma). Cada né (cluster) na arvore (exceto as folhas) representa
a uniao de seus filhos (subclusters) e a raiz representa um cluster contendo todos os dados.
Normalmente, mas nao sempre, as folhas de uma arvore sao clusters contendo um tinico
dado. Assim, um agrupamento particional pode ser obtido através de um agrupamento
hierarquico cortando-se a arvore em um determinado nivel. O algoritmo particional mais
tradicional é o K-means. Dentre os hierarquicos destacam-se o Single Linkage, o Complete

Linkage, o Average Linkage e o Ward Linkage [Tan et al., 20006].

2.3 Trabalhos Relacionados

Como mencionado anteriormente, o agrupamento pode ser utilizado em etapas dis-
tintas do processo de mineragao de dados a fim de facilitar a exploragao de conjuntos
de regras de associacao. Desse modo, sao apresentados a seguir os trabalhos revisados e

relacionados aos objetivos propostos em funcao da etapa que o agrupamento é empregado.



2.3.1 Poés-processamento

Os trabalhos que empregam o agrupamento nessa etapa tem como objetivo melhorar
a apresentacao dos padroes, obtidos a priori, a fim de fornecer ao usuario uma visao do
dominio a ser explorado e, consequente, facilitar sua busca por padroes interessantes |[Rey-
nolds et al., 2006, Sahar, 2002]. Nesse contexto, visando a estrutura¢ao do conhecimento,
diferentes estratégias de agrupamento vém sendo utilizadas para pos-processar regras de
associagao.

[Reynolds et al., 2006] propoem agrupar regras de classificagdo parcial obtidas por
dois algoritmos por eles propostos. Nesse caso, todas as regras geradas contém o mesmo
consequente, ou seja, o agrupamento se da em relacao ao antecedente das regras. Embora
o tipo de regra por eles considerada nao seja de associacao, a ideia do trabalho é a mesma
dos trabalhos relacionados a associacao: a tunica diferenca é que todas as regras contém
o mesmo consequente. Para realizar o agrupamento os autores propoem a utilizacao de
algoritmos particionais (K-means, PAM, CLARANS) e hierarquicos (AGNES) usando a
Jaccard como medida de similaridade. Nesse caso, a Jaccard entre duas regras r; e ry,
apresentada na Equagao [I], é calculada considerando as transagoes ¢ em comum que as
regras cobrem. Essa medida de similaridade é referenciada aqui como J-RT (Jaccard with
Rules by Transactions). Uma regra cobre uma transagao t se todos os itens da regra estao
contidos em ¢.

_|{t cobertas por r1} N {t cobertas por ry}|

J—RT(’I“l,T2> (1)

 |{t cobertas por 1} U {t cobertas por ry}|

[Jorge, 2004 propoe agrupar as regras de associa¢ao por meio da utilizagao de algorit-
mos hierdrquicos (Single Linkage, Complete Linkage, Average Linkage) usando a Jaccard
como medida de similaridade. Nesse caso, a Jaccard entre duas regras r; e 9, apresentada
na Equagao[2] é calculada considerando os itens que as regras compartilham. Essa medida
de similaridade é referenciada aqui como J-RI (Jaccard with Rules by /tems).

_ |{itens em ri} N {itens em ry}|

J—RI(Tl,TQ)— (2)

[{itens em 11} U {itens em ry}|

[Toivonen et al., 1995] propéem uma medida de similaridade baseada em transagao
e utiliza um algoritmo baseado em densidade para realizar o agrupamento das regras.
Nesse trabalho os autores consideram que todas as regras possuem o mesmo consequente,
ou seja, assim como em [Reynolds et al., 2006] o agrupamento se da em relagdo ao ante-
cedente das regras. [Sahar, 2002] também propde um medida de similaridade baseada em
transacao com base na proposta de [Toivonen et al., 1995], embora utilize um algoritmo

hierarquico para agrupar as regras. Entretanto, nao é mencionado qual o algoritmo uti-



lizado e, diferentemente de [Toivonen et al., 1995, estende-se o agrupamento para regras
que possuem consequentes distintos.

Considerando os objetivos da Segao [I] o agrupamento se torna 1til ao usudrio se ele o
apoia durante o processo de exploracao, apoio esse a ser obtido por meio do direcionamento
aos padroes potencialmente interessantes e/ou por meio de bons descritores que fornecam
uma visao dos tépicos a serem explorados. Entretanto, todos os trabalhos acima descritos
estao preocupados somente com a organizacao do dominio e nao apoiam todo o processo.
Em geral, cada trabalho usa apenas uma familia de algoritmos juntamente com uma tnica
medida de similaridade para realizar o agrupamento, assim como um unico método de
rotulagao para descrever os resultados extraidos. [Reynolds et al., 2006] e |Jorge, 2004]
selecionam como descritores, em cada grupo, os itens contidos na regra mais similar a todas
as outras regras do grupo (o meddide do grupo). |[Toivonen et al., 1995 ndo mencionam
como os descritores sao encontrados, mas fornecem indicios que indicam que os descritores
selecionados representam os itens mais frequentes do grupo. Por outro lado, [Sahar, 2002]
propoe uma abordagem para sumarizar cada grupo de regras encontrando, para tanto,
padroes a = ¢ que cubram todas as regras contidas no grupo; nesse caso, a e ¢ sao itens do
dominio e um padrao a = ¢ cobre uma regra A = C' se a € A e ¢ € C'. Como observa-se,
embora a abordagem nao seja usada para definir descritores, a ideia pode ser utilizada
para essa finalidade (vide Segao [3.2)).

Embora muitos métodos tenham sido propostos para determinar descritores em agru-
pamentos de documentos nas tarefas de Mineracdo de Texto (MT) e Recuperagao de
Informacao (RI), como em |[Moura and Rezende, 2010, Lopes et al., 2007,|Kashyap et al.,
2005, Fung et al., 2003, Glover et al., 2002, Popescul and Ungar, 2000},|Larsen and Aone,
1999, Cutting et al., 1992], os trabalhos relacionados a agrupamentos de regras de asso-
ciacao nao vem explorando essa questao, nem mesmo a avaliacao dos métodos existentes.
Entretanto, muitos dos métodos aplicados a documentos sao similares aos utilizados em

agrupamentos de regras de associagao (vide Segao [3.2)).

2.3.2 Pré-processamento

Outra linha que alguns pesquisadores propoem para descobrir e/ou facilitar a busca
por padroes interessantes é utilizar o agrupamento na etapa de pré-processamento. Nesse
caso, tém-se como objetivo a obtencao de regras interessantes que nao seriam extraidas
a partir de conjuntos nao particionado por nao terem suporte suficiente sem, contudo,
sobrecarregar o usuario com uma grande quantidade de padroes. A ideia é realizar inici-
almente um agrupamento do conjunto de dados e, a partir de cada grupo gerado, obter as

regras de associacao. [Koh and Pears, 2008| afirmam que desse modo cada grupo de re-



gras expressa suas proprias associagoes sem a interferéncia dos outros grupos que contém
diferentes padroes de relacionamentos. Existem diversos trabalhos nessa linha, os quais
sao descritos a seguir.

[Plasse et al., 2007] propoem segmentar os itens (varidveis/atributos) contidos no con-
junto de dados de modo a construir grupos homogéneos de itens e entao minerar as regras
dentro de cada grupo. O objetivo é encontrar associagoes relevantes entre itens raros (me-
nos frequentes) que nao seriam descobertas se o processo fosse realizado considerando todo
o conjunto de dados, principalmente em dominios com dados esparsos. Por outro lado, os
autores demonstram que se o conjunto é agrupado é possivel reduzir tanto o niimero de
regras geradas quanto a complexidade das mesmas em relagao ao conjunto nao agrupado.
Contudo, esses resultados sao dependentes dos algoritmos de agrupamento e das medidas
de similaridade utilizadas. Os autores utilizam vérios algoritmos hierarquicos (Single Lin-
kage, Complete Linkage, Average Linkage, Ward Linkage, Varclus) com diversas medidas
de similaridade (Jaccard, Russel Rao, Dice, Ochiai, Pearson) para apresentar o estudo.
Entretanto, nao fica claro como as regras sao extraidas dos grupos, ja que é necessario
que se tenha um conjunto de transacoes, ou seja, nao explicita-se como as transagoes sao
distribuidas ao longo dos clusters, uma vez que o agrupamento é realizado sob os itens.

Dentre as medidas utilizadas em [Plasse et al., 2007] destacam-se, para este trabalho, a
Jaccard e a Russel Rao, apresentadas, respectivamente, nas Equagoes [3|e [ - a Russel Rao
por ter apresentado um bom desempenho nos experimentos realizados por [Plasse et al.,
2007) e a Jaccard por ser utilizada pela medida descrita a seguir, Agg. A medida Jaccard
entre dois itens i; e ig, referenciada aqui como P-J (Plasse Jaccard), é computada consi-
derando as transagoes ¢ em comum que os itens cobrem. Um item cobre uma transagao ¢
se o item estiver contido em ¢. Ja a medida Russel Rao entre dois itens i e iy, referenciada
aqui como P-RR (Plasse Russel Rao), é calculada considerando as transacoes t que os
itens cobrem simultaneamente. Em outras palavras, essa medida equivale ao suporte de

i1 Niy. Na Equagao [ N; representa o ntiimero total de transagoes.

_|{t cobertas por i1} N {t cobertas por is}|

P-J(ix,iz) (3)

 |{t cobertas por i,} U {t cobertas por is}|

PRR(iy.is)— |{t cobertas por 21}; {t cobertas por iy}| ()
t

[Aggarwal et al., 2002] propoem um algoritmo para segmentar o conjunto de dados
com o objetivo de descobrir associagoes localizadas em pequenos segmentos (subconjuntos)
dos dados. Os autores justificam que essa abordagem tem um impacto consideravel na
extracao de regras, uma que vez que padroes que nao podem ser identificados no conjunto

como um todo podem ser geralmente descobertos em segmentos individuais. De certo



modo os autores tém por objetivo o mesmo proposto em [Plasse et al., 2007, o de nao
perder associacoes menos frequentes quando todo o conjunto de dados é considerado.

Diferente da proposta de |[Plasse et al., 2007], [Aggarwal et al., 2002 agrupam tran-
sagoes usando uma medida de similaridade por eles proposta, apresentada na Equagao [f]
Essa medida de similaridade é referenciada aqui como Agg (Aggarwal). Nesse caso, a
similaridade entre duas transacoes t; e ty é calculada por meio da média das afinidades
(Af) existentes entre os itens contidos nas transacoes. Observa-se que a afinidade (Af)
equivale a Jaccard entre itens, ou seja, a medida P-J. Portanto, apds computar-se a P-J
entre os itens m contidos em t; e os itens n contidos em t5, calcula-se entao a média
entre os valores obtidos. Nota-se que quanto mais afinidade os itens entre as transagoes
tiverem mais similares serao as transacoes. A partir desse agrupamento é que as regras
sao entao extraidas. Além disso, diferente de [Plasse et al., 2007], o nimero de regras
obtidas por meio do processo de segmentacao é maior do que quando comparado com o
conjunto nao segmentado, porém menor ao nimero de regras do conjunto nao segmentado
caso o suporte minimo fosse muito baixo para contemplar as mesmas associacoes. Uma
limitacao da abordagem é a quantidade de parametros que precisa ser configurada para
executar o algoritmo (cinco parametros mais duas constantes).

221:1 22:1 Af(ipajq)

Agg(ty tz)= S , €M que (5)

. sup({i,j})
A= @D + supl(3}) — swn((i,31)

[Koh and Pears, 2008] propoem uma abordagem para realizar o agrupamento de tran-

sacoes e entao minerar um conjunto de regras de associagao raras. O algoritmo por eles
proposto, denominado Apriori Inverse, é aplicado sobre os grupos de transacoes a fim
de verificar se é possivel extrair regras raras antes nao descobertas considerando todo o
conjunto de dados. A ideia é similar a dos trabalhos acima descritos, de que subconjuntos
de regras que nao apareceriam no todo tendem a aparecer em segmentos individuais. Ao
final do estudo eles demonstram que o agrupamento contribui significativamente para
a descoberta de novas associagoes. Para realizar o agrupamento, a abordagem por eles
proposta encontra inicialmente k sementes (centréides), onde k refere-se a quantidade de
itemsets frequentes contidos nas transacoes que atendem determinadas condicoes. Cada
semente compoe um grupo. Apds a geracao das sementes, cada transacao é alocada ao
grupo (semente) mais similar considerando a medida apresentada na Equacao @ Nota-
se que a equacao é uma adaptacao do coeficiente Jaccard e, portanto, compara-se a
quantidade de itens em comum entre a transagao (t) e o centréide do grupo (cx). Nesse

caso, quanto maior for a sobreposicdo de t em relagdo a semente (composta por um



conjunto de itens) maior ¢é o valor da similaridade (Sim=similaridade). Nessa abordagem
o usudrio necessita configurar dois parametros adicionais além do suporte minimo, o que
dificulta um pouco a exploracao.

|t N Ck|

Sim(t, ci,) = 6
imt ce) = TN 1 (6)

Existem outros trabalhos que abordam o agrupamento de transagoes, embora nao re-
lacionados a extracao de regras de associacao, que poderiam ser utilizados para tanto.
Em [Wang et al., 1999] a similaridade entre as transagoes é medida em termos da quanti-
dade de itemsets frequentes que elas compartilham. Nesse caso, o agrupamento é realizado
por meio de uma abordagem por eles proposta que funciona do seguinte modo: para cada
transacao lida verifica-se o custo de adicionar a transacao a um dos grupos existentes ou a
um novo grupo. O custo é determinado em funcao da quantidade de itemsets frequentes
e nao frequentes que o grupo ira conter com a adicao da transagao. O grupo que apresen-
tar o menor custo é o selecionado para receber a nova transacao. Assim, ao adicionar-se
uma transacao a um grupo a quantidade de itemsets frequentes deve aumentar e a de
infrequentes diminuir. Uma limitacao da abordagem é que ela considera somente itemsets
frequentes de tamanho um para calcular o custo. Trabalhos similares ao de [Wang et al.,
1999] sao encontrados em [Yun et al., 2001} Yang and Padmanabhan, 2005]. J& em [Wang
and Karypis, 2004] os autores propéem uma abordagem que encontra para cada transagao
o itemset frequente de maior tamanho que a representa. Em seguida, as transagoes que
apresentam o mesmo itemset sao agrupadas.

Em [D’Enza et al., 2005] os autores propoem uma estratégia para identificar, a priori,
os itens potencialmente interessantes para comporem os antecedentes e os consequentes
das regras de associacao sem efetivamente gera-las. Para tanto, a abordagem divide-se
em dois passos: o agrupamento das transacoes e a selecao dos itens de interesse. Para
realizar o agrupamento os autores propoem o uso do K-means incremental e como medida
de similaridade a Jaccard entre transagoes, apresentada na Equagao [7] Essa medida
de similaridade é referenciada aqui como Denza. Nesse caso, a similaridade entre duas
transagoes t; e to é calculada considerando os itens que as transagoes compartilham.
Apds o agrupamento, estatisticas sao aplicadas sobre os grupos para identificar os itens
relevantes a aplicacao.

Denza(tytz)= [{itens em t1} N {itens em to}|

(7)

Por fim, diferentemente do pds-processamento, nenhum dos trabalhos acima descritos

 |{itens em t,} U {itens em t,}|

cobrem o aspecto relacionado aos métodos de rotulacao.
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3 Agrupamento de Regras de Associacao no Pods-

processamento

Como mencionado na Secao |1, o objetivo do agrupamento na etapa de pds-proces-
samento ¢ melhorar a apresentacao dos padroes obtidos, a fim de fornecer ao usuario
uma visao do dominio a ser explorado e, consequente, facilitar sua busca por padroes
interessantes |Reynolds et al., 2006} Sahar, 2002]. Desse modo, o agrupamento se torna
util ao usudrio se: (R-i) de todos os grupos apresentados destacarem-se aqueles que contém
os padroes potencialmente mais interessantes, reduzindo assim o espago de exploracao;
(R-ii) os grupos contiverem bons descritores que fornecam uma visao dos tépicos a serem
explorados.

Nesse contexto, essa secao apresenta duas metodologias para atender os requisitos
(R-i) e (R-ii) e, consequentemente, avaliar a contribui¢do do agrupamento na etapa de
pos-processamento. A primeira, descrita na Segao [3.1], visa reduzir o espago de exploragao
direcionando o usuario para o que é potencialmente interessante, atendendo o requisito
(R-i). A segunda, descrita na Segao visa avaliar métodos de rotulacao, atendendo o
requisito (R-ii). Desse modo, as metodologias avaliam o agrupamento sob dois aspectos:

“Redugao via Interesse” e “Descritivo/Representativo”.

3.1 Reducao via Interesse

Para que o agrupamento de regras seja 1til é essencial que o usuério seja direcionado
para um espago de exploracao reduzido, o qual contenha o conhecimento interessante
do dominio a ser explorado. Entretanto, como observa-se nos trabalhos da Secao [2.3.1],
nao existe uma metodologia voltada para esse fim. Assim, essa secdao apresenta uma
metodologia que atenda ao requisito (R-i) apresentado anteriormente.

Muitas abordagens de pds-processamento tém sido propostas para tratar o problema
da grande quantidade de regras de associacao que sao obtidas nos processos de extracao.
Essas abordagens tentam apoiar o usudrio [Baesens et al., 2000, Jorge, 2004, Natarajan and
Shekar, 2005,Zhao et al., 2009]: (i) reduzindo o espago de exploragao (RES: Reducing the
Exploration Space), como no caso das abordagens de consulta (Querying), poda (Pru-
ning) e sumarizagao (Summarizing); (ii) direcionando o usudrio para o que é potencial-
mente interessante (DUPI: Directing the User to what is Potentially Interesting), como
no caso das medidas de avaliagdo (FEvaluation Measures); (iii) estruturando o dominio
(SD: Structuring the Domain), como no caso do agrupamento.

Uma das abordagens mais utilizadas para estimar a interessabilidade de uma regra é

a aplicacao de medidas de avaliacao, as quais sao usualmente classificadas como objetivas
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ou subjetivas. Medidas objetivas sao mais gerais e independentes do dominio no qual o
processo de mineracgao ¢ realizado e, portanto, sao mais usadas. Nessa abordagem, as
regras sao ranqueadas de acordo com uma dada medida e uma lista ordenada do conhe-
cimento potencialmente interessante ¢ apresentada ao usuario. Embora essa abordagem
DUPI identifique o conhecimento potencialmente interessante do dominio, ela nao reduz
nem organiza a colecao de regras, tornando o entendimento do dominio uma tarefa dificil.

Por outro lado, o agrupamento é uma abordagem relevante relacionada a SD, uma
vez que organiza as regras em grupos que contém, de algum modo, conhecimento similar.
Esses grupos melhoram a apresentagao dos padroes extraidos, fornecendo ao usuario uma
visao do dominio a ser explorado |[Reynolds et al., 2006,[Sahar, 2002]. Entretanto, essa
abordagem nao reduz o espago de exploragao nem direciona o usuario para o conhecimento
interessante, dificultando sua busca por padroes relevantes. O agrupamento pode ser
realizado: (i) considerando-se um critério do usudrio; (ii) por meio do uso de um algoritmo
de agrupamento. Enquanto que em (i) o usudrio descreve como os grupos serao formados,
em (ii) o usudrio “deixa as regras falarem por si mesmas” |[Natarajan and Shekar, 2005].

Por fim, em relacao as abordagens RES, vale ressaltar que as mesmas também apre-
sentam algumas deficiéncias: nas “abordagens de consulta” deve-se ter uma ideia dos
tipos de relacionamentos que se tem interesse em explorar; nas de “sumarizacao” deve-se
fornecer algum conhecimento extra para que o processo ocorra, como uma taxonomia; nas
de “poda” conhecimentos interessantes podem ser perdidos.

Considerando os argumentos expostos, propos-se em |Carvalho et al., 2011, Carva-
lho et al., 2012] uma metodologia, denominada PAR-COM (Post-processing Association
Rules with Clustering and Objective Measures), que visa reduzir o espago de exploracao
de regras de associacao direcionando o usuario para o que é potencialmente interessante.
Para tanto, a metodologia combina agrupamento (SD) e medidas objetivas (DUPI),
abordando, consequentemente, tanto os conceitos das abordagens RES como das DUPI.

A metodologia foi desenvolvida sob duas hipoteses:

e Existe um subconjunto de grupos que contém todas as h-top regras interessantes,
de tal modo que um pequeno niimero de grupos deve ser explorado. As h-top regras
interessantes sao as h regras que contém os maiores valores referentes a uma medida

objetiva, onde h é um ntmero a ser escolhido.

e Se algumas regras dentro de um grupo expressam conhecimento interessante, entao
as outras regras dentro do mesmo grupo também tendem a expressar conhecimento
interessante. Essa suposicao baseia-se no conceito de agrupamento: uma colecao de
objetos similares uns aos outros. Desse modo, se as regras sao similares em relagao

a uma medida de similaridade, uma regra interessante dentro de um grupo tende a
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indicar que suas regras similares também podem ser potencialmente interessantes.

Nesse contexto, a PAR-COM consegue reduzir o espago de exploragao direcionando
o usuario para os grupos idealmente interessantes. Como consequéncia, a PAR-COM
permite a descoberta adicional de conhecimento interessante que venha a existir dentro

desses grupos. A metodologia PAR-COM, apresentada na Figura[2] é descrita como segue:

Passo A: o valor de uma medida objetiva é computado para todas as regras do conjunto

de regras de associacao.
Passo B: as h-top regras sao selecionadas considerando os valores computados.

Passo C: apods selecionar um algoritmo de agrupamento e uma medida de similaridade,

o conjunto de regras é agrupado.

Passo D: uma busca ¢ realizada para encontrar os grupos que contém uma ou mais das h-
top regras selecionadas no Passo B. Esses grupos sao os que contém o conhecimento
potencialmente interessante do dominio (PIK: Potentially Interesting Knowledge).

Quanto mais h-top regras um grupo contiver mais interessante ele sera.

Passo E: apenas os m primeiros grupos mais interessantes sao apresentados ao usuario,
o qual ¢é direcionado para um espaco de exploragao que contém o PIK do dominio,

onde m é um valor a ser escolhido.

Espago de Exploragéo
Regras de | C E O O

ASS%':;gai Agrupamento O O O .
oo O

~

A D :
Medida B h-top i
Objetiva ! regras i
- i !

: htop F :

regras
1

Figura 2: Metodologia PAR-COM |Carvalho et al., 2011, Carvalho et al., 2012].

O Passo F, destacado em cinza na Figura [2| é usado, nas préximas secoes, para va-
lidar a metodologia. Esse passo considera todas as h’-top regras interessantes a serem
selecionadas também no Passo B. As h’-top regras sao as primeiras h regras que ime-

diatamente seguem as h-top regras previamente selecionadas. Assim, o objetivo desse
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passo é demonstrar que os m grupos a serem apresentados ao usuario realmente contém o
PIK. Para esse proposito, uma busca é realizada para verificar se esses m grupos contém
uma ou mais das h’-top regras. E esperado que esses m grupos cubram todas as h’-top
regras, uma vez que por definicao um grupo é uma colecao de objetos similares. Assim,
como mencionado nas hipdteses, se as regras sao similares em relagao a uma medida de
similaridade, uma regra interessante dentro de um grupo tende a indicar que suas regras
similares sao também potencialmente interessantes. E importante mencionar que a me-
todologia nao apdia a exploragao como uma lista ordenada, que é o caso quando medidas
objetivas sao utilizadas. Por essa razao, a metodologia permite a descoberta adicional de
conhecimento interessante dentro dos m grupos. Em [Carvalho et al., 2012] apresenta-se
um estudo de caso em que compara-se a metodologia proposta com os resultados obtidos
com uma das abordagens DUPI, mais especificamente medidas objetivas, uma vez que a
PAR-COM combina SD+DUPI a fim de obter um espagco de exploragao reduzido (RES)

potencialmente interessante.

3.1.1 Experimentos

Quatro conjuntos de dados foram usados nos experimentos para validar a metodo-
logia, os quais encontram-se descritos na Tabela [l Esses conjuntos sao utilizados em
todos os experimentos apresentados neste relatorio ao longo das sec¢oes. Os trés primeiros
encontram-se disponiveis no Projeto R para Computacao Estatisticaﬂ por meio do pa-
cote “arules”ﬁ. O 1ltimo foi fornecido por um supermercado localizado na cidade de Sao
Carlos. Todas as transacoes em Adult e Income contém o mesmo nimero de itens (re-
ferenciados como conjunto de dados padronizados (CD-P)), diferentemente do Groceries
e Sup (referenciados como conjunto de dados néo padronizados (CD-NP)), em que cada
transagao contém uma quantidade distinta de itens. O objetivo é realizar a avaliagao
em diferentes tipos de dado. As regras foram extraidas usando uma implementacao do
Apriori desenvolvida por Christian Borgeltﬁ com um numero minimo de 2 itens e um
nimero méaximo de 5 itens por regra. Com o conjunto Adult 6508 regras foram obti-
das usando um suporte minimo (sup-min) de 10% e uma confian¢a minima (conf-min)
de 50%; com o Income 3714 regras considerando sup-min=17% e conf-min=50%; com
o Groceries 2050 regras considerando sup-min=0.5% e conf-min=0.5%; com o Sup 7588
regras considerando sup-min=0.7% e conf-min=0.5%. Os valores dos parametros foram
escolhidos experimentalmente.

Uma vez que os trabalhos descritos na Secao |2.3.1] apenas usam uma familia de algo-

Zhttp:/ /www.r-project.org/.
3http://cran.r-project.org/web/packages/arules/index.html.
4http://www.borgelt.net /apriori.html.

14



Tabela

1: Detalhes dos conjuntos de dados usados nos experimentos.

Conjunto
de Dados

#

transagoes

de

# de itens dis-
tintos

Descricao

Adult

48842

115

Esse conjunto é uma versao R pré-processada

para a tarefa de associacdo da base “Adult”
disponivel em [Frank and Asuncion, 2010].
Foi originalmente utilizada para predizer se a
renda excedia 50K /yr considerando dados do
censo.

Esse conjunto é uma versao R pré-processada
para a tarefa de associacdo da base “Mar-
keting” disponivel em [Hastie et al., 2009].
Foi originalmente utilizada para predizer a
renda familiar anual a partir de atributos de-
mogréficos.

Esse conjunto também encontra-se disponivel
no R e contém transagoes referentes a um més
de vendas de um armazém.

Esse conjunto contém transagoes referentes a
um dia de vendas de um supermercado locali-
zado na cidade de Sao Carlos, Sao Paulo, Bra-
sil.

Income 6876 50

Groceries 9835 169

Sup 1716 1939

ritmos de agrupamento e uma medida de similaridade para agrupar regras de associacao,
decidiu-se realizar os experimentos com um algoritmo de cada familia e com as duas me-
didas de similaridade mais usadas para regras de associagao (J-RI e J-RT (Equagoes
e [] (Se¢ao [2.3.1))). O algoritmo PAM (Partitioning Around Medoids) foi o escolhido
dentre os particionais e o Ward dentre os hierarquicos. No caso particional, um algoritmo
baseado em meddide foi selecionado, uma vez que o objetivo é agrupar as regras mais
similares em um grupo; assim, o ideal é que o elemento representativo do grupo seja uma
regra e nao a média como no K-means (mesmo argumento apresentando em [Reynolds
et al., 2006]). No caso hierdrquico, os algoritmos tradicionais foram aplicados (Single,
Complete, Average e Ward) e o que obteve o melhor desempenho foi considerado. Nesse
caso, para que a selecao fosse realizada, considerou-se como critério o comportamento da
distribuicao das regras nos grupos. Isso porque, ¢ importante que as regras de um dado
agrupamento estejam distribuidas proporcionalmente entre os grupos, uma vez que nao é
interessante que existam muitos grupos com poucas regras € poucos grupos com muitas
regras, o que pode afetar significativamente os resultados. Em relacao a k, executou-se
o PAM com valores entre 5 e 100 em passos de 5. Os dendogramas gerados pelo Ward
foram cortados nos mesmos valores (5 a 100 em passos de 5). Os valores foram escolhidos
com base nos resultados apresentados em |Carvalho et al., 2012].

As Figuras |3| e 4] apresentam o comportamento da distribuicao das regras nos agrupa-
mentos considerados em cada um dos tipos de dado. O eixo x de cada grafico representa
o intervalo de k. O eixo y a porcentagem de grupos do agrupamento que contém, no
minimo, 0.5% do total das regras. Desse modo, quanto maior a porcentagem, melhor a

organizacao (algoritmo+medida) distribui as regras nos grupos do agrupamento. A fim

15



de auxiliar a interpretacao dos graficos considere a Figura Pode-se observar que,
para k = 5, apenas 60% dos grupos da organizagao Average:J-RI (3 grupos (60% de 5
grupos)) contém, pelo menos, 0.5% do total das regras, ndo tendo, portanto, contribuido
para um bom particionamento das regras. Em outras palavras, 2 dos 5 grupos contém
um numero inexpressivo de regras, fazendo com que o agrupamento fique desbalanceado.
Avaliando os graficos observa-se que dentre os hierdrquicos, o que melhor distribui é o
Ward, como mencionado anteriormente. Com excecao ao conjunto Groceries na medida

J-RI, o PAM apresenta comportamento semelhante ao Ward.

Adult :: J-RI Adult :: J-RT
100% I R 100% A
90% 7 <
80% -

0% PNV

7
60% H/ > ﬂf
50%

40%
30%

20%
10%
0%

5 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95 100 5 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95 100

—4+—PAM —#—Single Complete —=—Average -—+—Ward —4+—PAM —@—Single Complete —=—Average -——Ward
(a) (b)
Income :: J-RI Income :: J-RT

e - S e e e adl | L in = = S = = 3
90% — i =i b~ 90%

80% 80% %

70% 70% -
0% v,m*% 60% MH
50% 50%

40% 40%

30% 30%

20% 20%

10% 10%
0% 0%

5 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95 100 5 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95100

~—+—PAM —#—Single Complete —=—Average -—+—Ward ~—¢—PAM —#—Single Complete ——Average -—Ward

(c) (d)

Figura 3: Distribuigao das regras nos agrupamentos dos CD-P.

Para aplicar a PAR-COM foi necessario escolher uma medida objetiva (Passo A) e os
valores de h (Passo B) e m (Passo E). O h foi definido para assumir 0.5% do total de
regras do conjunto de modo a tornar a comparagao entre os mesmos mais justa; assim,
cada conjunto contém seus préprios valores que sao proporcionais em todos eles. O m
foi definido como no méaximo 3, ou seja, se apenas um grupo contiver todas as h-top
regras somente ele serd selecionado; se apenas dois grupos cobrirem todas as h-top regras
somente os dois serao selecionados; e assim sucessivamente até no maximo 3 grupos. Uma
vez que espera-se que qualquer medida produza bons resultados, em vez de escolher uma
medida especifica, considerou-se a média do ranqueamento obtida por meio de 18 medidas
objetivas (veja Tabela [2)) como segue: (i) computa-se o valor das 18 medidas para cada

regra; (ii) cada regra recebe 18 ID’s, cada um correspondente a sua posigao em um dos
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Groceries :: J-RI Groceries :: J-RT
100% 100%
90% 90% - )
80% 80% =
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oo 60% M
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0% \M 20%
30% 30%
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() (d)

Figura 4: Distribuicao das regras nos agrupamentos dos CD-NP.

ranqueamentos relacionados a uma determinada medida; (iii) a média é entao calculada

com base nas posigoes dos ranqueamentos (ID’s). Detalhes sobre as medidas podem

ser encontrados em |[Tan et al., 2004]. Diante do apresentado, a Tabela [2| apresenta as

configuracoes aplicadas para avaliar a PAR-COM. E importante mencionar que os valores

foram escolhidos com base nos resultados apresentados em [Carvalho et al., 2012].

Tabela 2: Configuragoes usadas para avaliar a PAR-COM.

Conjuntos de Dados Adult; Income; Groceries; Sup
Algoritmos PAM; Ward Linkage

Medidas de Similaridade J-RI; J-RT

k 5 a 100, passos de 5

h 0.5% do total de regras

m <3

Medidas Objetivas Média dos ranqueamentos das medidas

Added Value, Certainty Factor, Collective Strength, Confidence,
Conviction, IS, ¢-coefficient, Gini Index, J-Measure, Kappa,
Klosgen, A, Laplace, Lift, Mutual Information (assimétrica),
Novelty, Support, Odds Ratio

3.1.2 Resultados e Discussao

Considerando as configuragoes apresentadas na Tabela[2, a PAR-COM foi aplicada e os

resultados encontram-se apresentados nas Tabelas[3|a[I0] Os resultados foram agrupados
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por algoritmo para cada conjunto de dados. As Tabelas [3| e [7] apresentam os resultados
para o conjunto Adult, as Tabelas[4 e [§| para o Income, as Tabelas[5] e [0 para o Groceries e
as Tabelas[f]e[I0para o Sup. Cada tabela apresenta os resultados de ambas as medidas de
similaridade consideradas, i.e., J-RI e J-RT. Cada coluna apresenta o resultado referente
a um dado valor de k. Em relacdo as linhas tem-se que: (i) h-top e h’-top apresentam a
porcentagem de h-top e h’-top regras contidas nos m primeiros clusters interessantes; (ii)
R a porcentagem de reducao do espaco de exploracao; (iii) m a quantidade de clusters
necessarios para recuperar as h-top regras (m < 3).

De modo a auxiliar a interpretacao das tabelas, considere a organizacao PAM:J-RI
da Tabela . Pode-se observar, para k = 5, que: (i) os 2 primeiros clusters interessantes
(m=2) contém 100% das 33-top regras (h=33 (0.5%*6508)); (ii) os 2 primeiros clusters
interessantes (m=2) contém 100% das 33’-top-regras; assim, pode-se constatar, por meio
do passo de validagao (Passo F), que esses 2 clusters sao idealmente os 2 subconjuntos
mais interessantes; (iii) os 2 primeiros clusters interessantes cobrem 38% (100%-62%) das
regras, o que leva a uma reducao de 62% do espaco de exploracao; em outras palavras, se

o usudrio explorar esses 2 clusters, ele ird explorar apenas 38% do espaco das regras.
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Com base nesses dados, de modo a identificar as organizacoes que apresentaram os me-
lhores resultados, uma andlise baseada na média de cada critério (h, h’, R), considerando
os diferentes tipos de dado, independente do conjunto, foi realizada. A Tabela[l1]apresenta
os resultados. Cada média foi obtida a partir dos resultados dos experimentos relaciona-
dos a configuracao apresentada. O valor h de 68% da configuracao CD-P:PAM:J-RI, por
exemplo, foi obtido por meio da média dos valores de h das configuragoes PAM:Adult:J-
RI e PAM:Income:J-RI das Tabelas 3] e [} Para facilitar o entedimento, esses valores
encontram-se sublinhados nas respectivas tabelas. As médias mais altas, referentes a

“*7 em cada algoritmo.

cada um dos critérios (h, h’, R), encontram-se marcadas com
Para a configuracao CD-P:PAM, por exemplo, a média mais representativa para h é a
relacionada a medida J-RT (91%); j& em relagao a h’ J-RI (54%). Desse modo, ¢é possivel
visualizar, para cada configuragao tipo-de-dado+algoritmo, a medida de similaridade que
apresenta o melhor desempenho. Por fim, é importante mencionar que os resultados sao
deterministicos e, portanto, nenhum teste estatistico precisa ser realizado para checar se

existe diferenca significativa entre as médias. Pode-se observar que:

e em relagao ao algoritmo PAM nos CD-P, a medida de similaridade que apresenta
o melhor resultado em h é a J-RT, em h’ J-RI e em R J-RT. Entretanto, conside-
rando os trés critérios simultaneamente, uma vez que os valores de h’ encontram-se
muito proximos (54% x 52%), tem-se que a medida J-RT é a que se ajusta mais

adequadamente ao PAM.

e em relagao ao algoritmo Ward nos CD-P, a medida de similaridade que apresenta
o melhor resultado em todos os critérios é a J-RT. Portanto, tem-se que a medida

J-RT ¢é a que se ajusta mais adequadamente ao Ward.

e cm relacao ao algoritmo PAM nos CD-NP, a medida de similaridade que apresenta o
melhor resultado tanto em h quanto em A’ é a J-RI e em R J-RT. Entretanto, consi-
derando os trés critérios simultaneamente, uma vez que os valores de R encontram-se
muito préximos (85% x 89%), tem-se que a medida J-RI é a que se ajusta mais ade-

quadamente ao PAM.

e cm relacao ao algoritmo Ward nos CD-NP, a medida de similaridade que apresenta o
melhor resultado tanto em A quanto em R ¢é a J-RT e em h’ J-RI. Entretanto, consi-
derando os trés critérios simultaneamente, uma vez que os valores de h’ encontram-se
muito préximos (23% x 21%), tem-se que a medida J-RT é a que se ajusta mais

adequadamente ao Ward.

Diante do exposto, pode-se notar que para os CD-P a medida que se apresenta mais

adequada, independente do algoritmo, é a J-RT. Por outro lado, nos CD-NP nao ha um
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Tabela 11: Média de h, h’ e R, nos k’s entre 5-100, nos diferentes tipos de dado nas
diversas configuragoes consideradas (algoritmo+medida).

Tipo de Dado | Algoritmo | Medida h h’ R

J-RI 68% | 54%* | 88%

CD-P PAM J-RT 91%* | 52% | 91%*
Ward J-RI 62% 32% 88%

J-RT 93%* | 59%* | 91%*

J-RI 61%* | 30%* | 85%

DD PAME 1 GRr | 54% | 19% | so%*
Ward J-RI 50% | 23%* | 78%

J-RT 61%* 21% 80%*

padrao, uma vez que a medida J-RI se apresenta mais adequada ao PAM e a J-RT ao
Ward. Desse modo, a fim de identificar a melhor organizacao para cada um dos tipos de
dado, as seguintes comparacgoes foram realizadas: PAM:J-RT e Ward:J-RT nos CD-P e
PAM:J-RI e Ward:J-RT nos CD-NP. Pode-se observar que (vide Tabela [L1)):

e nos CD-P, comparando-se PAM:J-RT com Ward:J-RT tem-se que ambas as orga-
nizacoes apresentam resultados muito préximos, tendo a organizacao Ward:J-RT
apresentado um desempenho um pouco melhor. Ambas as organizacoes também

apresentam comportamento similar em relacao a distribuicao das regras nos agru-

pamentos (Figuras e (pdgina[L€])).

e nos CD-NP, comparando-se PAM:J-RI com Ward:J-RT tem-se que ambas as or-
ganizacgoes apresentam resultados muito préximos, tendo a organizacao PAM:J-RI
apresentado um desempenho um pouco melhor. Entretanto, o Ward:J-RT apresenta
uma melhor distribuigao das regras nos agrupamentos em relagao ao PAM:J-RI (Fi-
guras [A(a)] [A(D)] [4(c)| e [A(d)] (pdgina [L7)). Portanto, a organizagao Ward:J-RT se

apresenta mais interessante.

Considerando o apresentado, indica-se a utilizacao da PAR-COM com a organizacao
Ward:J-RT para ambos os tipos de dado, ou seja, CD-P e CD-NP. As Figuras [j] e [0]
apresentam o comportamento da PAR-COM, em cada um dos conjuntos, na organizagao
indicada. E possivel observar, tanto na Tabela |11 quanto nas figuras, que o desempenho
da PAR-COM nos CD-P é melhor do que nos CD-NP. Entretanto, em ambos os casos,
nota-se que a PAR-COM auxilia o usuario tanto na identificagao de conheci-
mentos interessantes (h, h’) quanto na reducao do espaco de exploragao (R).
Portanto, por meio da PAR-COM, é possivel afirmar que o agrupamento no
pos-processamento é 1util ao usuario.

Por fim, considerando a organizacao Ward:J-RT, observa-se nas Figurase (péginas
e [17) que: (i) em relacdo ao conjunto Adult (Figura 3(D)), a distribui¢ao se mantém
nos 100% até k=45; (ii) em relagao ao conjunto Income (Figura [3(d))), a distribuicao se
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Adult :: Ward :: J-RT

IOO%KAAAAAAAAAAAAAAAAAAA
90% —=1\

80% —»

70% \
60% \
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5 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95 | 100
=4=h |100% 100% 100% 100% 100% 100% 100% 100% 100% 100% |100%| 100% |100%|100% 100% 100% 100% 100% 100% 100%
—B—h'"|100% | 91% | 91% | 42% | 42% | 42% | 42% | 42% | 42% | 42% | 42%  A42% | 42% | 42% | A42% | 42% | 42% | 42% | 42% | 42%

R | 77% | 92% | 92% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96% | 96%

(a)

Income :: Ward :: J-RT

100%
90% ) N S S S v v v v v
80% \: S —

70% l

60% \

S0% ﬁ

40%

—4—h [100% | 95% | 89% | 89% | 89% | 89% | 89% | 89% | 89% | 89% | 89% | 89% | 89% | 89% | 79% | 79% | 79% | 79% | 79% | 79%
—B-h'|100% | 79% | 74% | 74% | 74% | 74% | 74% | 74% | 74% | 74% | 74% | 74% | 74% | 74% | 47% | 47% | 47% | 47% | 47% | 47%
R | 27% | 66% | 80% | 90% | 90% | 90% | 90% | 90% | 92% | 92% | 94% | 94% | 94% | 94% | 96% | 96% | 96% | 97% | 97% | 97%

(b)

Figura 5: Comportamento da PAR-COM, na organizacao Ward:J-RT, nos CD-P.

mantém nos 100% até k=65; (iii) em relacdo ao conjunto Groceries (Figura [4(D)), a dis-
tribuigao se mantém nos 100% até k=40; (iv) em relacdo ao conjunto Sup (Figura [(d))),
a distribui¢do se mantém nos 100% até k=60. Desse modo, a fim de garantir uma com-
paragao mais justa entre as organizacoes, no que se refere a distribuicao das regras, optou-
se, a partir dos proximos experimentos, por se utilizar um intervalo de k entre 5 e 50 em
passos de 5. Além disso, como observa-se na Tabela as conclusoes acima obtidas se
mantém as mesmas para k entre 5 e 50. A Tabela [12] foi obtida do mesmo modo que a
Tabela porém considerando k entre 5 e 50. A interpretacao da tabela é a mesma da
referente aos valores de k entre 5 e 100 (Tabela [L1]).

3.2 Descritivo/Representativo

Para que o agrupamento de regras seja 1til ao usuario é essencial que os grupos sejam
representados por descritores que fornecam uma visao dos topicos contidos no espaco

de exploracao, ajudando o usuario a guiar sua busca. Encontrar bons descritores é um
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Groceries :: Ward :: J-RT

5 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 g! 150
—4—h [100% 100% 82% | 82% | 82% | 64% | 64% | 64% | 64% | 64% | 64% | 64% | 64% | 64% | 64% | 64%  64% | 55% | 55% | 55%

—B-h'| 27% | 27% | 18% | 18% | 18% | 18% | 18% | 9% | 9% | 9% | 9% 9% | 9% | 9% | 9% | 9% | 9% | 0% | 0% | 0%
—4=R | 13% | 19% | 44% | 53% | 55% | 63% | 68% | 71% | 74% | 78% | 78% | 79% | 80% | 80% | 80% | 81% | 81% | 91% | 92% | 92%

Sup :: Ward :: J-RT
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—4—h | 87% | 79% | 74% | 63% | 53% | 53% | 47% |47% | 47% | 47% | 47% | 47% | 47% | 47% | 47% | 45% | 45% | 45% | 45% | 45%
—B—h'| 71% | 61% | 45% | 39% | 37% | 37% | 24% | 24% | 24% | 24% | 24% | 24% | 24% | 24% | 24% | 18% | 18% | 16% | 16% | 16%
—4—R | 71% | 75% | 84% | 89% | 92% | 92% | 95% | 95% | 95% | 95% | 95% | 96% | 96% | 96% | 96% | 97% | 97% | 97% | 97% | 97%

(b)

Figura 6: Comportamento da PAR-COM, na organizacao Ward:J-RT, nos CD-NP.

Tabela 12: Média de h, h’ e R, nos k’s entre 5-50, nos diferentes tipos de dado nas diversas
configuragdes consideradas (algoritmo+medida).

Tipo de Dado | Algoritmo | Medida h h’ R

J-RI 7% | 69%* | 81%

CD-P PAM J-RT 92%* | 59% | 86%*
Ward J-RI 75% 45% 80%

J-RT 95%* | 67%* | 87T%*

J-RI 72%* | 42%* | 8%

DD PAME 1 JRr | 8% | 26% | s1%*
Ward J-RI 62% | 38%* | 62%

J-RT 68%* | 28% | T1%*
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assunto relevante em muitas tarefas de mineracao de Texto (MT) e Recuperacao de
Informacio (RI) (veja algumas aplicacoes em [Manning et al., 2009]). E necessério, por
exemplo, que bons descritores sejam apresentados aos usudrios a fim de facilitar anélises
exploratérias, uteis quando o usuario nao tem ideia por onde comecar. Embora muitos
métodos tenham sido propostos para rotular clusters de documentos em MT e RI, os
artigos relacionados a agrupamento de regras de associacao ainda nao exploraram esse
topico, nem mesmo a avaliagao dos métodos existentes. Desse modo, a analise de diferentes
métodos de rotulagao para agrupamentos de regras de associagao, assim como em outras
tarefas, também ¢é relevante, uma vez que é necessario que se identifique os métodos que
apresentam os melhores resultados. Por fim, a integracao de bons métodos de rotulacao
com outras metodologias pode permitir que o agrupamento de regras de associacao se
torne uma poderosa ferramenta de pés-processamento. A integragao com a PAR-COM,
por exemplo, pode permitir a identificagao dos tépicos potencialmente interessantes do
dominio.

Nesse contexto, a fim de atender o requisito (R-ii), essa se¢ao analisa alguns métodos
de rotulagdo de modo a identificar: (a) os métodos mais adequados para serem utilizados
em agrupamentos de regras de associagao; (b) as organizagoes que fornecem os melhores
resultados, uma vez que o desempenho dos métodos é afetado pelas mesmas; (c) como
consequéncia de (b), a organizacdo que melhor estrutura o conhecimento. Uma vez
que nao existe uma metodologia para avaliar descritores em agrupamentos de regras de
associacao duas medidas, Precision (P) e Repetition Frequency (RF’), foram propostas
e usadas. O ideal é que os descritores de cada grupo representem o mais precisamente
possivel o conhecimento do seu préprio grupo (medida P, Segao e seja 0 mais
diferente possivel dos descritores dos outros grupos (medida RF', Segao .

3.2.1 Meétodos de Rotulacao

Com o objetivo de analisar alguns métodos de rotulacado (Labeling Methods (LM))
para agrupamentos de regras de associacao em relacao ao comportamento dos mesmos no
que se refere a precisao (P) e a distingao (RF’), quatro métodos foram selecionados. Esses
métodos representam as idéias de muitos dos métodos previamente descritos e citados na
Segao [2.3.1] (tanto para regras de associacdo (RA) como para documentos (MT e RI)).
A fim de compreender os métodos, considere um agrupamento composto por trés grupos
de regras de associagao: Cy={ry: coffee = butter; ro: milk = coffee; r3: milk & butter
= coffee}; Cy={r;: butter = coffee; ro: milk = butter}; Cs={r;: butter = milk; ry:
coffee = milk}. O exemplo é meramente ilustrativo. Os quatro métodos abaixo descritos
sao LM-M, LM-T, LM-S e LM-PU.
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Em LM-M (Labeling Method Medoid) os descritores de cada grupo sao construidos
pelos itens contidos na regra do grupo que seja mais similar a todas as outras regras do
grupo (o meddéide do grupo). Para tanto, computa-se a similaridade acumulada (a_s) de
cada regra considerando sua similaridade em relagao a todas as outras regras e aquela
com o maior valor é selecionada. Considerando C; do exemplo acima e que r; cobre {1,
ts, ts, t7}, m2 {t1, t3, t5, t7, to}, 73 {t3, t5, t7}, as similaridades S(Tl,TQ)ZS(Tg,Tl):% =
0.8, 8(r1,r3)=s(rs,r1)=2 = 0.75, s(rq,r3)=s(rs,r2)=2 = 0.6, considerando a medida J-
RT (Equacdo [1] (Se¢ao [2.3.1] pdgina [6])), sdo obtidas e as seguintes a_s encontradas:
as(ry)=s(ry,re)+s(r1,r3)=1.55; a_s(rq)=s(rq,r1)+s(re,r3)=1.40; as(r3)=s(rs,r1) + s(rs,
r9) = 1.35. Assim, 7, é selecionada e os descritores de C passam a ser {coffee, butter}.
As similaridades entre as regras podem ser obtidas por meio de qualquer medida de simi-
laridade, como as apresentadas na Secao [2.3.1] A similaridade escolhida foi a J-RT, uma
vez que ¢ a mais utilizada pelos trabalhos para computar LM-M. Citam-se como trabalhos
relacionados a essa ideia [Reynolds et al., 2006,/Jorge, 2004] do contexto RA e |[Kashyap
et al., 2005, Larsen and Aone, 1999|Cutting et al., 1992] do contexto MT e RI.

Em LM-T (Labeling Method Transaction) os descritores de cada grupo sdo cons-
truidos pelos itens contidos na regra do grupo que cobre o maior nimero de transagoes.
Uma regra cobre uma transacao t se todos os itens da regra estao contidos em ¢t. Em
outras palavras, a regra a ser selecionada em cada grupo é aquela que apresenta o maior
valor de suporte. Considerando C; do exemplo acima e que r; cobre {t1, t3, ts, t7}, ro
{t3, t5, t7}, r3 {t1, t3, ts, t7, to}, 3 é selecionada e os descritores de C passam a ser
{milk, butter, coffee}. Cita-se como trabalho relacionado a essa ideia [Fung et al., 2003]
do contexto MT e RI.

Em LM-S (Labeling Method Sahar devido a sua referéncia a [Sahar, 2002 | os descri-
tores de cada grupo sao construidos como segue: (i) considere um conjunto I = {iy, ..., iy, }
contendo todos os itens distintos do grupo, um conjunto R = {ry,...,7,} contendo todos
os possiveis relacionamentos a = ¢, onde a,c € I — cada um desses relacionamentos re-
presenta um padrao de regra; (ii) o nimero de regras que cada padrao r; € R cobre é
computado (IV.); um padrao a = ¢ cobre uma regra A = C sea € A e c € C; (iii) o
padrao com a maior cobertura ¢ selecionado; em caso de empate, todos os padroes empa-
tados sao selecionados; (iv) todos os padroes selecionados compoem o conjunto P C R; (v)
ao final, todos os itens distintos em P passam a ser os descritores do grupo. Considerando
(' do exemplo acima tem-se que: [={coffee, butter, milk}, R={r : cof fee = butter;
ro : butter = cof fee; r3 : cof fee = milk; ry : milk = cof fee; r5 : butter = milk;
re : milk = butter}, No={r1 : 1, ro: 1,73 :0,r4:2,75:0,r6: 0} e P={ry}. Assim, os

descritores de C passam a ser {milk, coffee}.

Versio simplificada do processo descrito em [Sahar, 2002] do contexto RA e explicada na Segao [2.3.1
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Em LM-PU (Labeling Method Popescul e Ungar devido a sua referéncia a |[Popescul
and Ungar, 2000]) os descritores de cada grupo sao construidos pelos N itens do grupo

que apresentam o melhor equilibrio entre frequéncia e valor preditivo. Formalmente tem-

se que: f(i,|Cy) * % A primeira parte da equacgao, f(i,|C,), mede a frequéncia f
de cada item 7, em seu proprio grupo C,. A segunda parte da equacao, %, mede a

frequéncia f de cada item 7, em seu proprio grupo C, dividido pela frequéncia do item
em todos os grupos. Os itens i, sao todos os itens distintos que aparecem nas regras do
grupo. Cada vez que um item 4, ocorre em uma regra sua frequéncia é incrementada
em um. Desse modo, os descritores sao construidos pelos N itens mais frequentes em
seus préprios grupos e infrequentes nos outros grupos. Considerando €} do exemplo
acima, seus itens distintos {coffee, butter, milk} e N = 1 tem-se que: coffee=3 §:1.8;
butter=2x %zO.S; milk=2x §:0.8. Assim, o descritor de C passa a ser {coffee}. Citam-se
como trabalhos relacionados a essa ideia |[Toivonen et al., 1995] do contexto RA e |Lopes
et al., 2007, Treeratpituk and Callan, 2006, Glover et al., 2002,[Popescul and Ungar, 2000)]
do contexto MT e RI.

3.2.2 Metodologia de Avaliagao

De modo a avaliar a precisao (P) e a distingao (RF') dos quatro métodos de rotulacao
acima apresentados, duas medidas, apresentadas nas Equagoes [§ e [9 foram propostas.
Ambas as medidas variam entre 0 e 1. A fim de compreender as medidas considere um
agrupamento composto por trés grupos de regras de associagao: Cy={ry: coffee = butter;
ro: milk = butter} com os descritores {coffee, butter, milk}; Co={r;: butter = coffee;
ro: milk = coffee} com o descritor {milk}; C3={r: butter = milk; ry: coffee = milk}
com os descritores {butter, milk}. O exemplo é meramente ilustrativo.

N
P(C) = 2121]\7(0)’ onde N = # de grupos; (8)

_ #{regras cobertas em C; pelos descritores de C;}

#{regras em C;}

P(C;)

ESCT1lOTES A1LSTINTOS qUE SE TEPELEM NOS grupos
REF(C) =1  HHdescritores distint t

(9)

#{descritores distintos nos grupos}

A Precisdo (P de Precision), na Equagao 8] mede o quanto o método de rotulagao gera
descritores que realmente representam as regras contidas nos grupos. Essa medida é
uma adaptagao da Recall utilizada em Recuperagao da Informacao (veja [Manning et al.,
2009]). Entretanto, nesse caso, os itens relevantes a serem recuperados sao todas as
regras em um dado grupo. Considerando o exemplo acima, o método ilustrativo tem

2,12
uma P de 0.83 (P(C) = L?f?), uma vez que os descritores de C, representam apenas
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uma das duas regras existentes no grupo. Considera-se que uma regra é representada
(coberta) por um conjunto de descritores se a regra contém pelo menos um dos descritores.
Assim, espera-se que um bom método contenha uma alta precisao. Entretanto, nao é
suficiente se ter precisao se os descritores aparecerem repetidamente entre os grupos.
Desse modo, a Frequéncia de Repetigdo (RE de Repetition Frequency), apresentada na
Equagao [0 mede o quanto os diferentes descritores, presentes em todos os grupos, nao
se repetem. Considerando o exemplo acima, o método ilustrativo tem uma RF de 0.33
(RF(C) =1—2): apenas um (coffee) dos trés diferentes descritores (coffee, butter, milk)
presentes nos grupos nao se repete. Quanto maior o valor de RF', melhor o método, i.e.,
menos repeticao implica em um melhor desempenho.

E importante mencionar que ambas as medidas apenas levam em consideragao os des-
critores dos grupos e as regras contidas nos mesmos, embora alguns métodos também
facam uso de outras informagoes para se obter os descritores de um grupo como o nimero
de transacoes. Entretanto, o objetivo aqui é exatamente identificar os métodos que for-
necem os melhores resultados independentemente do modo como os descritores foram
obtidos: o importante é que os descritores sejam precisos (P) e distintos (RF'), que sao

os critérios que consideramos ser relevantes para agrupamentos de regras de associagao.

3.2.3 Experimentos

Experimentos foram realizados para avaliar os métodos de rotulagao em relacao a pre-
cisao e a distincao por meio das medidas P e RF'. Para tanto, os mesmos conjuntos de
dados apresentados na Tabela [1| (pagina foram utilizados, permitindo que os métodos
fossem avaliados em diferentes tipos de dado. Além disso, as mesmas medidas de simila-
ridade foram consideradas. Por outro lado, diferentemente da Segao [3.1.1] em que quatro
algoritmos hierarquicos foram executados e o que obteve melhor desempenho considerado,
somente o Ward, dentre os hierarquicos, foi executado. Isso porque visa-se, ao final, uma
integragao dos dois aspectos: “Redugao via Interesse” e “Descritivo/Representativo”. Em
relacao ao valor de k, como mencionado no final da Se¢ao |3.1.2, optou-se por varia-lo en-
tre 5 e 50 considerando-se passos de 5. Diante do exposto, a Tabela apresenta as

configuragoes usadas nos experimentos.

Tabela 13: Configuracoes usadas para avaliagao dos métodos de rotulagdo no pds-
processamento.

Conjuntos de Dados Adult; Income; Groceries; Sup
Algoritmos PAM; Ward Linkage
Medidas de Similaridade J-RI; J-RT
k 5 a 50, passos de 5

Considerando as configuracoes da Tabela , os quatro métodos de rotulagao (LM-
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M; LM-T; LM-S; LM-PU) foram aplicados as diferentes organizagoes. Em relagao aos
métodos de rotulacao, LM-M e LM-T selecionam apenas uma regra para compor os des-
critores, LM-S uma ou mais regras, em caso de empate, e LM-PU os 5 itens que apresentam
o melhor equilibrio entre frequéncia e predi¢ao. Assim, na média, todos os métodos de
rotulagao geram a mesma quantidade de descritores por grupo. Ao final, o desempenho
de cada método de rotulacgao foi avaliado via P e RF, cujos resultados encontram-se apre-
sentados na préxima se¢ao. E importante lembrar que o objetivo das medidas ¢é avaliar,
respectivamente, o quanto o método pode encontrar descritores que representam o mais
precisamente possivel o conhecimento contido em seus préprios grupos e como os descri-
tores estao distribuidos ao longo dos grupos. O ideal é identificar métodos que tenham

altos valores para ambas as medidas.

3.2.4 Resultados e Discussao

O desempenho dos métodos de rotulagao, avaliados via P e RF', encontram-se apre-
sentados nas Tabelas [14] a [21] agrupados por algoritmo para cada conjunto de dados. As
Tabelas [14] e [IS] apresentam os resultados para o conjunto Adult, as Tabelas [15] e [T9] para
o Income, as Tabelas [16] e 20| para o Groceries e as Tabelas [17] e 2] para o Sup. Cada
tabela possui 8 colunas principais, cada 4 relacionadas a uma medida de similaridade.
Cada uma dessas 4 colunas corresponde a um método de rotulacao. Para cada método os
valores de P e RF sao apresentados. Cada linha apresenta o desempenho dos métodos
para um dado valor de k. De modo a facilitar a interpretacao das tabelas, considere a
Tabela Pode-se observar que, para k = 5, em J-RI o método LM-M tem uma P de
0.999, o que significa que quase todas as regras (99.90%) sao cobertas pelos descritores
obtidos, e RF de 0.273, o que significa que apenas 27.30% dos rétulos distintos nao se

repetem.
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Com base nesses dados, de modo a identificar os métodos mais adequados para agru-
pamentos de regras de associacao e as organizagoes que fornecem os melhores resultados,
uma anélise baseada na média de cada medida (P, RF'), considerando os diferentes tipos
de dado, independente do conjunto, foi realizada. A Tabela [22] apresenta os resultados.
Cada média foi obtida a partir dos resultados dos experimentos relacionados a confi-
guracao apresentada. O valor P de 0.999 de LM-M da configuracao CD-P:PAM:J-RI,
por exemplo, foi obtido por meio da média dos valores de P de LM-M das configuragoes
PAM:Adult:J-RI e PAM:Income:J-RI das Tabelas[14] e [15] Para facilitar o entendimento,
esses valores encontram-se sublinhados nas respectivas tabelas. As médias mais altas,

K7 em cada

referentes a cada uma das medidas (P, RF'), encontram-se marcadas com
algoritmo. Para a configuracao CD-P:PAM, por exemplo, a média mais representativa
para P é a relacionada aos métodos LM-M e LM-PU na medida J-RI (0.999); j& em
relagdo a RF' ao método LM-T na medida J-RT (0.455). A cada “*” destaca-se na ta-
bela o par P/RF referente a marcagao — no caso do exemplo anterior, P/RF de LM-M,
LM-PU e LM-T. A medida com “*” no método sublinhado indica o valor que fez com
que o método fosse selecionado — no caso do exemplo anterior, em LM-M P (0.999), em
LM-PU P (0.999) e em LM-T RF (0.455). Desse modo, é possivel visualizar, para cada
configuracao tipo-de-dado-+algoritmo, o método que apresenta o melhor desempenho e
em qual medida a condicao acontece. Por fim, é importante mencionar que os resultados
sao deterministicos e, portanto, nenhum teste estatistico precisa ser realizado para checar

se existe diferenca significativa entre as médias. Pode-se observar que:

e em relagdao ao algoritmo PAM nos CD-P, os métodos que apresentam os melhores
resultados em P sao o LM-M e o LM-PU e em RF o LM-T. Entretanto, nota-se
que em todos os métodos selecionados P apresenta altos valores e RF', em LM-M e
LM-PU, valores muito baixos. Portanto, LM-T se torna o mais indicado quando se
busca um equilibrio entre P e RF', uma vez que ele melhora RF' enquanto mantém
um bom valor para P. Observa-se também que essa condi¢ao ocorre com o uso da
medida J-RT.

e em relacao ao algoritmo Ward nos CD-P, o método que apresenta o melhor resultado
em P é o LM-M e em RF o LM-T. Entretanto, nota-se que em ambos os métodos
selecionados P apresenta altos valores e RF' valores nao tao altos. Portanto, LM-T
se torna o mais indicado quando se busca um equilibrio entre P e RF', uma vez que
ele melhora RF' enquanto mantém um bom valor para P. Observa-se também que

essa condicao ocorre com o uso da medida J-RT.

e em relacao ao algoritmo PAM nos CD-NP, o método que apresenta o melhor re-

sultado tanto em P quanto em RF é o LM-PU, sendo, portanto, o mais indicado
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nesse caso. Em relagao as medidas de similaridade, uma vez que P apresenta valores
acima de 0.9 em ambas, da-se preferéncia a medida J-RT, uma vez que a mesma

apresenta RI' préxima de 0.7.

e em relacao ao algoritmo Ward nos CD-NP, o método que apresenta o melhor re-
sultado em P é o LM-PU e em RF o LM-T. Entretanto, nota-se que em ambos os
métodos selecionados P apresenta altos valores e RF', em LM-PU, um valor nao tao
alto. Portanto, LM-T se torna o mais indicado quando se busca um equilibrio entre
P e RF, uma vez que ele melhora RF enquanto mantém um bom valor para P.

Observa-se também que essa condigao ocorre com o uso da medida J-RI.
Diante do exposto, pode-se notar que:
e em relacao aos métodos de rotulacao tem-se que:

— nos CD-P o método que se mostra mais adequado é o LM-T;
— nos CD-NP os métodos que se mostram mais adequados sao o LM-T e o LM-

PU.

e em todos os casos acima destacados P apresenta bons valores tendo, portanto, a
medida RF influenciado na escolha dos métodos (LM-T; LM-PU).

e com excegao da configuracao CD-NP:Ward, os métodos selecionados (LM-T; LM-

PU) s@o mais indicados quando utilizados com a medida J-RT.
e cm relagao aos algoritmos tem-se que:

— comparando-se os pares P/RF da Tabela [22/ do PAM com o Ward nos CD-P,

observa-se que o Ward apresenta um melhor desempenho;

— comparando-se os pares P/RF da Tabela do PAM com o Ward nos CD-NP,

observa-se que o Ward apresenta um desempenho um pouco melhor.

Tabela 22: Média de P e RF nos diferentes tipos de dado nas diversas configuracoes
consideradas (algoritmo+medida) em cada LM.

Tipo de Dado [ Algoritmo [ Medida LM-M LM-T LM-S LM-PU
P RF P RF P RF P RF

PAM J-RI 0.999* | 0.153 | 0.961 0.260 | 0.965 | 0.272 | 0.999* 0.170

CD-P J-RT 0.995 0.355 | 0.934 | 0.455* | 0.965 | 0.427 | 0.998 0.403
Ward J-RI 0.996% | 0.338 | 0.915 | 0.437 | 0.963 | 0.423 | 0.993 0.369

J-RT 0.988 0.350 | 0.929 | 0.535* | 0.963 | 0.401 0.995 0.412

PAM J-RI 0.979 0.511 | 0.852 | 0.482 0.913 | 0.398 | 0.986* 0.523

CD-NP J-RT 0.911 0.611 | 0.743 | 0.633 | 0.818 | 0.646 | 0.935 | 0.671*
Ward J-RI 0.955 0.770 | 0.905 | 0.855* | 0.931 | 0.787 | 0.966* 0.572

J-RT 0.899 0.616 | 0.773 | 0.690 | 0.832 | 0.672 | 0.929 0.645
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Por fim, analisando somente as organizagoes que se destacaram na Secao refe-
rentes a utilizacao da PAR-COM, apresenta-se novamente na Tabela [23| alguns dados da
Tabela . As médias mais altas, referentes a cada uma das medidas (P, RF’), encontram-

T3

se marcadas com em cada organizagao. Para a organizagao PAM:J-RT nos CD-P, por

exemplo, a média mais representativa para P é a relacionada ao método LM-PU (0.998);

Wk

ja em relagdo a RF' ao método LM-T (0.455). Como anteriormente, a cada destaca-se

Wk

na tabela o par P/RF referente a marcacao, tendo a medida com contribuido para

que o método fosse selecionado. Pode-se observar que:

e cm relagdo a organizacao PAM:J-RT nos CD-P, o método que apresenta o melhor
resultado em P é o LM-PU e em RF o LM-T. Uma vez que em ambos os métodos
selecionados P apresenta um valor acima de 0.9, considerou-se que LM-T apresenta

um desempenho um pouco melhor baseando-se em RF'.

e em relacao a organizacao Ward:J-RT nos CD-P, o método que apresenta o melhor
resultado em P é o LM-PU e em RF o LM-T. Uma vez que em ambos os métodos
selecionados P apresenta um valor acima de 0.9, considerou-se que LM-T apresenta

um melhor desempenho baseando-se em RF'.

e em relacao a organizacao PAM:J-RI nos CD-NP, o método que apresenta o melhor
resultado tanto em P quanto em RF é o LM-PU.

e em relagao a organizacao Ward:J-RT nos CD-NP, o método que apresenta o melhor
resultado em P é o LM-PU e em RF o LM-T. Uma vez que em ambos os métodos
selecionados RF' apresenta valores préximos a 0.7, considerou-se que LM-PU apre-

senta um melhor desempenho baseando-se em P.

e nos CD-P a organizacao Ward:J-RT é a que apresenta o melhor desempenho por
meio do método LM-T considerando a medida RF (0.934/0.455 x 0.998/0.403 x
0.929/0.535 x 0.995/0.412), uma vez que P se mantém estavel. Porém, nota-se que
tanto o LM-T quanto o LM-PU se destacam nos CD-P, apresentando desempenhos

similares.

e nos CD-NP a organizacao Ward:J-RT é a que apresenta o melhor desempenho por
meio do método LM-PU (0.986/0.523 x 0.773/0.690 x 0.929/0.645); no caso da
organizacao Ward:J-RT opta-se pelo LM-PU devido a grande diferenga em P (0.773
x 0.929) e a pequena diferenca em RE (0.690 x 0.645).

Considerando as discussoes acima apresentadas, tem-se que: (i) nos CD-P o método

que se mostra mais adequado para agrupamentos de regras de associacao ¢ o LM-T,
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Tabela 23: Média de P e RF nos diferentes tipos de dado nas organizagoes que se desta-
caram na Secao [3.1.2] em cada LM.

Tipo de Dado [ Algoritmo [ Medida LM-M LM-T LM-S LM-PU
P RF P RF P RF P RF
CD-P PAM J-RT 0.995 | 0.355 | 0.934 | 0.455* | 0.965 | 0.427 | 0.998* | 0.403
Ward J-RT 0.988 | 0.350 | 0.929 | 0.535* | 0.963 | 0.401 | 0.995* | 0.412
CD-NP PAM J-RI 0.979 | 0.511 | 0.852 | 0.482 | 0.913 | 0.398 | 0.986* | 0.523*
Ward J-RT 0.899 | 0.616 | 0.773 | 0.690* | 0.832 | 0.672 | 0.929* | 0.645

embora 0 método LM-PU também tenha apresentado um bom desempenho; (ii) nos CD-
NP o método que se mostra mais adequado para agrupamentos de regras de associacao é o
LM-PU; (iii) os métodos apresentam melhores resultados quando obtém-se o agrupamento
por meio do Ward; (iv) J-RT se mostra uma boa medida de similaridade a ser utilizada
com o Ward; (v) como consequéncia de (iii) e (iv), nota-se que a configuracdo Ward:J-
RT representa a organizacao que melhor separa o conhecimento do dominio — pode-se
inferir que o dominio encontra-se bem separado se a organizagao, juntamente com um
método de rotulagao adequado, fornece bons descritores. Essas conclusoes abrangem os
trés objetivos mencionados na Se¢ao (letras (a) a (c)). As Figuras (7] e |8 apresentam
o comportamento dos métodos LM-T e LM-PU, na organizacao Ward:J-RT, tanto nos
CD-P quanto nos CD-NP. E importante notar que embora P se mantenha estavel e
apresente altos valores em todos os valores de k£ o mesmo nao ocorre com RF', cuja
tendéncia é diminuir conforme o nimero de clusters aumenta. Entretanto, nota-se que
os descritores obtidos pelos métodos LM-T e LM-PU fornecem ao usuario
uma visao dos tépicos a serem explorados com uma boa precisao (P) e uma
razoavel distingao (RF') em ambos os tipos de dado. Portanto, por meio desses
dois métodos (LM-T, LM-PU), é possivel afirmar que o agrupamento no pés-
processamento é 1util ao usuario.

Por fim, observa-se que a maioria dos trabalhos da literatura relacionados a agrupa-
mentos de regras de associagao, descritos na Secao basicamente exploram o método
LM-M, o qual nao se destaca em nenhuma das organizagoes. Além disso, o LM-M apre-
senta um alto custo computacional, sendo o LM-T e o LM-PU os dois menos custosos.
Desse modo, acredita-se, com base no que foi exposto, que outros métodos de MT e RI
poderiam ser adaptados para agrupamentos de regras de associa¢ao, uma vez que o LM-T

e o LM-PU apresentaram um bom desempenho.

3.3 Consideracoes Finais

A Tabela [24) apresenta as conclusoes obtidas nas Secoes|[3.1]e[3.2] referente aos aspectos
abordados: “Redugao via Interesse” e “Descritivo/Representativo”. Uma vez que visa-se a

integragao dos dois aspectos, de modo a atender, simultaneamente, os requisitos (R-i) e (R-
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Figura 7: Comportamento dos métodos LM-T e LM-PU, na organizacao Ward:J-RT, nos
CD-P.
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Figura 8: Comportamento dos métodos LM-T e LM-PU, na organizagao Ward:J-RT, nos
CD-NP.
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ii), tem-se que: (i) independente do tipo de dado utilizado (CD-P; CD-NP) a organizacao
que se destaca nos dois aspectos é a Ward:J-RT, sendo, portanto, a mais indicada para
agrupamentos de regras de associa¢do na etapa de pds-processamento; (ii) em relagao
aos métodos de rotulagao, tem-se que o LM-T é mais indicado para CD-P e o LM-PU
para CD-NP. Desse modo, uma vez que ha um matching perfeito entre os resultados
dos dois aspectos, o agrupamento de regras no pds-processamento possibilita
que: (i) via PAR-COM, o espago de exploracao seja reduzido direcionando
o usudrio para o que é potencialmente interessante; (ii) via LM-T e LM-PU,
bons descritores sejam obtidos de modo a fornecer uma visao dos topicos a
serem explorados. Portanto, considerando o exposto, pode-se afirmar que o

agrupamento no pés-processamento apéia o usuario.

Tabela 24: Organizagoes e métodos de rotulacao adequados ao poés-processamento refe-
rente aos aspectos “Redugao via Interesse” e “Descritivo/Representativo”.

“Reducao via Interesse”
CD-P Ward:J-RT
CD-NP  Ward:J-RT
“Descritivo/Representativo”

LM-T
CD-P Ward:J-RT

LM-PU
CD-NP Ward:J-RT

Por fim, destacam-se as contribuicoes obtidas, por meio desse estudo, em relagao ao

agrupamento de regras de associagao na etapa de pds-processamento:
e proposta da metodologia PAR-COM;
e proposta das medidas P e RF para se avaliar métodos de rotulagao;

e identificacao da organizacao mais adequada para se reduzir o espaco de exploragao,

identificar o conhecimento potencialmente interessante e obter bons descritores;
e identificacao dos métodos de rotulagao mais adequados ao contexto apresentado;

e identificacao da possibilidade de se integrar a PAR-COM com os métodos de ro-
tulacdo adequados a cada tipo de dado de modo a permitir a identificacao dos

topicos potencialmente mais interessantes do dominio.
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4 Agrupamento de Regras de Associacao no Pré-pro-

cessamento

Como mencionado na Segao [I, o objetivo do agrupamento na etapa de pré-processa-
mento é obter regras potencialmente interessantes que nao seriam extraidas a partir de
conjuntos nao particionado por nao terem suporte suficiente sem, contudo, sobrecarregar
o usuario com uma grande quantidade de padroes. Isso porque, para que esses mesmos
padroes sejam descobertos a partir de conjuntos nao particionado deve-se configurar o
suporte minimo com um valor muito baixo e abaixo do utilizado nos conjuntos particio-
nado, fazendo com que o ntimero de regras cresca rapidamente. Caso o usuario configure
sup-min em 10%, por exemplo, para um dado conjunto particionado, esse valor deverd
estar bem abaixo no conjunto nao particionado para que os mesmos padroes sejam obti-
dos, gerando-se uma quantidade maior ou igual de padroes nesse 1ltimo caso em relagao
ao primeiro. Assim, no pré-processamento, particiona-se inicialmente os dados e extrai-se
as regras dentro de cada grupo do agrupamento, fazendo com que cada grupo expresse
suas proprias associagoes [Koh and Pears, 2008]. Portanto, o agrupamento se torna ttil
ao usudrio, assim como no poés-processamento, se: (R-i) de todos os grupos apresen-
tados destacaram-se aqueles que contém os padroes potencialmente mais interessantes,
reduzindo assim o espago de exploracao; (R-ii) os grupos contiverem bons descritores
que fornecam uma visao dos topicos a serem explorados. Entretanto, diferentemente do

pos-processamento, existem algumas particularidades a serem investigadas, a saber:

Questao 1 Existe sobreposicao entre os conjuntos de regras obtidos a partir de dados
particionado (RCPED, ou seja, extraidos no pré-processamento, em relagao aos ob-
tidos a partir de dados nao particionado (RCNPED, ou seja, extraidos via processo
tradicional? Considera-se que em RcP encontram-se as regras extraidas em todos os
grupos. Desse modo, como observa-se na Figura [9] os grupos resultantes sao vistos

como integrantes de um tnico agrupamento (vide explicagdo na Segao .

Questao 2 Existe sobreposicao entre as regras em RcNP e RcP em relagao a interessabi-
lidade do conhecimento? Ou seja, os conjuntos de regras obtidos a partir de dados
particionado contém, de fato, padroes mais interessantes e especificos do dominio

em relacao aos obtidos a partir de dados nao particionado?

Questao 3 Qual o comportamento do processo em relagao ao nimero de regras obtidas
em RcP? Ou seja, o nimero de regras em RcP é maior ou menor do que o niimero

de regras em RcNP?

SRcP = conjunto de Regras obtido a partir de um Conjunto de dados Particionado.
"ReNP = conjunto de Regras obtido a partir de um Conjunto de dados ndo Particionado.
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Figura 9: Reproducao da Figura , pagina : Visao geral do processo de agrupamento
de regras de associacao no pré-processamento.

Para que essas perguntas sejam respondidas, vérios indices foram propostos, os quais
encontram-se descritos na Segao [4.2] Contudo, para que esses indices sejam computados,
a fim de checar se o agrupamento no pré-processamento auxilia ou nao o processo de
exploracao, é necessario que se identifique, inicialmente, as organizacoes mais adequadas
a essa etapa. Desse modo, a Secao [4.1] apresenta uma avaliagao sobre vérias organizagoes.
Somente apds avaliar a contribuicao do agrupamento no pré-processamento segundo os
indices propostos (Segao , considerando a avaliacao das organizacoes da Secao é
que uma analise em relagdo aos requisitos (R-i) e (R-ii) é realizada. Assim, apresentam-
se na Secao os resultados referentes ao requisito (R-i) e na Secao os resultados

referentes ao requisito (R-ii).

4.1 Avaliacao das Organizacoes

Como mencionado anteriormente, antes de se avaliar a contribuicao do agrupamento
no pré-processamento, segundo os indices propostos e apresentados na Secao 4.2 é ne-
cessario que se identifique, inicialmente, as organizacoes mais adequadas a essa etapa,
i.e, as melhores combinagoes entre algoritmos e medidas de similaridade. Desse modo,
experimentos foram realizados segundo o processo da Figura[9] Para tanto, definiu-se os
algoritmos e as medidas de similaridade a serem utilizadas, assim como o intervalo de k.
Os algoritmos inicialmente selecionados foram os mesmos utilizados no pds-processamento
(PAM, Single, Complete, Average e Ward). Porém, em relacao as medidas de similaridade,
considerou-se, nesse caso, as descritas na Secao [2.3.2) (Equagoes [3, [4 [5] e [7), utilizadas
nos trabalhos relacionados a agrupamentos de regras de associa¢gao no pré-processamento.

Em relacao a essas medidas tem-se que:

e P-J (Equagao , pagina [8) e P-RR (Equacao , pagina [8) medem a similaridade
existente entre os itens distintos do conjunto de dados. Desse modo, apds o agrupa-

mento, cada grupo contém um subconjunto dos itens distintos. Assim, é necessario
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que as transacoes do conjunto sejam distribuidas entre os grupos a fim de possibi-
litar a extracao das regras de associacao. Para que essa distribuicao fosse realizada
utilizou-se a Equacdo [f] (pégina da Segao [2.3.2 atribuindo cada transagao ao

grupo em que a mesma obtivesse o maior valor de similaridade.

e Agg (Equacao , pagina @ e Denza (Equagao m, pagina medem a similaridade
existente entre as transacoes do conjunto de dados. Desse modo, apds o agrupa-
mento, cada grupo ja contém um subconjunto das transagoes. Assim, diferentemente
das medidas anteriores, nao é necessario que distribuicoes sejam realizadas para que

a extragao das regras de associagao seja executada.

Em relagao a k, considerou-se os valores entre 5 e 25 em passos de 5. A justificativa
desse escolha é apresentada mais adiante. Uma outra questao importante a ser definida
se referia aos valores de suporte e confianga minimos a serem configurados durante a
extragao de regras em cada grupo, como observa-se na Figura[9] Visando automatizar a
configuragao do suporte em cada um dos grupos, o seguinte procedimento foi adotado:
(i) encontrar os 1-itemsets do grupo com seus respectivos suportes, (ii) calcular a média
desses suportes e, ao final, (iii) utilizar esse suporte médio como suporte minimo do grupo.
Desse modo, garantiria-se que o suporte de todos os grupos, em todos os experimentos,
seriam obtidos da mesma maneira, levando, posteriormente, a uma comparagao mais
justa. Em relagao a confianca, optou-se por utilizar a mesma em todos os grupos de um
dado agrupamento.

Diante do exposto, para que as melhores organizagdes (algoritmo+medida) pudessem
ser selecionadas, para que a abordagem de pré-processamento fosse avaliada segundos
os indices propostos (Secao , os mesmos quatro conjuntos de dados utilizados nos
pés-processamento foram aqui considerados. Em relacdo ao Adult, a fim de acelerar
a execucao dos experimentos, uma amostra do conjunto foi obtida como descrito em
[Hahsler et al., 2012|, obtendo-se, ao final, 9210 transagbes. Vale ressaltar que a fim
de padronizar os experimentos em ambas as abordagens, a extragao de padroes foi aqui
realizada considerando-se também um nimero minimo de 2 itens e um nimero maximo
de 5 itens por regra.

Para que a selecao das organizacoes mais adequadas ao pré-processamento fosse rea-
lizada, considerou-se como critério o comportamento da distribuicao das transacgoes nos
grupos. Isso porque, é importante que as transacoes de um dado agrupamento estejam
distribuidas proporcionalmente entre os grupos, uma vez que nao ¢ interessante que exis-
tam muitos grupos com poucas transacoes e poucos grupos com muitas transacoes, o que
pode afetar significativamente os resultados. Além disso, uma vez que as regras sao ob-

tidas dentro de cada grupo, se a quantidade de transagoes em um dado grupo for muito
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pequena (i) o nimero de regras a ser obtido pode se tornar muito grande e (ii) o usudrio
pode acabar sendo sobrecarregado com regras que nao expressam nenhum conhecimento
interessante, por serem simplesmente combinacoes dos itens distintos contidos no grupo.
Desse modo, considerou-se que regras seriam extraidas de um grupo apenas se o mesmo
contivesse, no minimo, 0.5% do total das transacoes.

Nesse contexto, a Tabela [25] apresenta as configuracoes utilizadas para se selecionar,
segundo o critério de distribuicao acima, as organizacoes a serem consideradas. Em relacao
aos algoritmos hierdrquicos, apresenta-se, na tabela, apenas aquele que obteve o melhor

desempenho, nesse caso, o Ward.

Tabela 25: Configuracoes usadas para selecionar as organizagoes mais adequadas ao pré-
processamento segundo o critério de distribuicao das transagoes.

Conjuntos de Dados Adult; Income; Groceries; Sup
Algoritmos PAM; Ward Linkage

Medidas de Similaridade P-J; P-RR; Agg; Denza

k 5 a 25, passos de 5

As Figuras [10] e [11] apresentam o comportamento da distribuicao das transacoes nos
agrupamentos considerados, apés o processo da Figura[9] em cada um dos tipos de dado.
O eixo x de cada grafico representa o intervalo de k. O eixo y a porcentagem de grupos do
agrupamento que contém, no minimo, 0.5% do total das transagdes. Desse modo, quanto
maior a porcentagem, melhor a organizagao (algoritmo+medida) distribui as transagoes
nos grupos do agrupamento. A fim de auxiliar a interpretacao dos graficos considere a
Figura Pode-se observar que, para k = 5, apenas 20% dos grupos da organizacao
PAM:P-RR (1 grupo (20% de 5 grupos)) contém, pelo menos, 0.5% do total das transagoes,
nao tendo, portanto, contribuido para um bom particionamento do conjunto de dados.
Em outras palavras, 4 dos 5 grupos contém um niimero inexpressivo de transacoes, fazendo

com que o agrupamento fique desbalanceado. Avaliando os graficos tem-se que:

e no conjunto Adult, as organizagoes que melhor distribuiram os dados (100% de

utilizagao dos grupos) foram Ward:Agg, PAM:Denza e Ward:Denza,

e no conjunto Income, as organizagoes que melhor distribuiram os dados (100% de
utilizagao dos grupos) foram PAM:Agg, Ward:Agg, PAM:Denza e Ward:Denza;

e 1o conjunto Groceries, as organizagoes que melhor distribuiram os dados (100% de

utilizagao dos grupos) foram PAM:Agg e PAM:Denza;

e 10 conjunto Sup, as organizagoes que melhor distribuiram os dados (100% de uti-

lizagao dos grupos) foram PAM:Agg e PAM:Denza.
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Figura 10: Distribuicao das transacoes nos agrupamentos dos CD-P.
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Figura 11: Distribuicao das transagoes nos agrupamentos dos CD-NP.

Diante do exposto, pode-se notar que: (i) as medidas mais adequadas para se reali-
zar o agrupamento sao aquelas relacionadas a similaridade existente entre as transagoes,
nesse caso, Agg e Denza; (ii) as organizagbes mais apropriadas ao pré-processamento,
em decorréncia de (i), a serem consideradas sao PAM:Agg, Ward:Agg, PAM:Denza e
Ward:Denza; (iii) as medidas relacionadas a similaridade existente entre os itens distin-
tos ndo apresentam, em geral, um bom desempenho; (iv) com excegdo das organizagoes
que proporcionaram 100% de utilizacao dos grupos no que se refere a distribuicao das
transagoes, existe uma tendéncia desse valor diminuir conforme o valor de k aumenta
(veja a tendéncia decrescente nos graficos). A principio, a escolha pelo intervalo de k en-
tre 5 e 25, em passos de 5, se deu justamente pelo fato de se realizar uma avaliagao inicial
da distribuicao das transagoes nos agrupamentos e checar posteriormente a necessidade
de se expandir esse valor. Desse modo, visando-se averiguar a necessidade de expansao
desse intervalo e considerando a observagao do item (iv), estendeu-se o valor de k até 50,
em passos de 5, apenas para as organizagoes do item (ii), ou seja, apenas para aquelas a
serem consideradas. As Figuras [12] e [13] apresentam os resultados obtidos. Avaliando os

graficos tem-se que:

e as organizagoes, anteriormente identificadas, no conjunto Adult continuam a pro-

porcionar 100% de utilizacao dos grupos em todo o intervalo;
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e o comportamento das organizacoes, anteriormente identificadas, no conjunto Income
permanece o mesmo somente até k = 25. Apds esse limiar, para algumas das

organizacoes, a proporcao de utilizacao dos grupos comeca a cair;

e 0 comportamento das organizacoes, anteriormente identificadas, no conjunto Gro-
ceries permanece o mesmo somente até k = 30. Apds esse limiar, para algumas da

organizacoes, a proporcao de utilizacao dos grupos comeca a cair;

e 0 comportamento das organizacoes, anteriormente identificadas, no conjunto Sup
permanece o mesmo somente até k = 25. Apos esse limiar, para todas as orga-

nizagoes, a proporc¢ao de utilizacao dos grupos comeca a cair.
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Figura 12: Distribuicao das transacoes nos agrupamentos dos CD-P para um novo inter-
valo de k.
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Figura 13: Distribuicao das transacoes nos agrupamentos dos CD-NP para um novo
intervalo de k.

Observando os resultados acima nota-se, como identificado anteriormente, que a pro-
porcao de utilizagao dos grupos tende a diminuir conforme o valor de k£ aumenta. Desse
modo, a fim de garantir uma compara¢ao mais justa entre as organizagoes a serem conside-
radas, no que se refere a distribuigao das transagoes nos agrupamentos, optou-se por man-

ter o intervalo de k entre 5 e 25 em passos de 5. Além disso, observa-se que valores de k£ nao
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muito grandes devem ser escolhidos a fim de garantir uma boa distribuicao das transagoes.
Caso contrario, se poucos grupos contiverem quase que a totalidade das transacoes, pe-
quena serd a diferenca entre o conjunto de regras obtido no pré-processamento em relacao
ao obtido via processo tradicional. Com base no exposto, com o objetivo de analisar
as organizagoes selecionadas (PAM:Agg, Ward:Agg, PAM:Denza e Ward:Denza) segundo
os indices abaixo propostos (Secao e, consequentemente, discutir a contribuicao do

agrupamento na etapa de pré-processamento, experimentos foram realizados, os quais sao

descritos mais adiante nas Segoes eld.2.2

4.2 Indices de Avaliacao

A fim de responder as perguntas elencadas no inicio da Segao [4] referentes as particu-
laridades do agrupamento na etapa de pré-processamento, varios indices foram propostos,
os quais encontram-se descritos a seguir. Para cada particularidade um ou mais indices
sao propostos, para que em conjunto sejam utilizados para analisar a contribuicao da
abordagem de pré-processamento. E importante mencionar que todos os indices, com
excecao do Inygr_pgep, variam entre 0 e 1. Além disso, cabe ressaltar que em RcNP as
regras sao unicas, ou seja, nao existem regras repetidas no conjunto. Por outro lado, em
RcP podem existir regras repetidas, uma vez que as regras sao extraidas dentro de cada
grupo. Assim, nas equagoes abaixo apresentadas, é importante observar que embora RcP
seja um conjunto, o mesmo possui elementos repetidos, diferente do utilizado na teoria
dos conjuntos. Desse modo, nas operacoes de conjunto abaixo utilizadas, os conjuntos

resultantes podem conter, quando for o caso, algumas regras repetidas.

Questao 1 Em relacao a “Questao 17, referente a sobreposicao existente entre as regras

em RcP e ReNP, quatro indices foram propostos, os quais sao descritos a seguir:

Ia_grep (Equagao : mede a proporcao de regras “antigas” em RcP, i.e., a pro-
porcao de regras em RcNP existentes em RcP. Considera-se uma regra como
“antiga” aquela existente em RcNP, ou seja, contida no conjunto de regras ob-
tido a partir de um conjunto de dados nao particionado. Desse modo, quanto
maior for o indice melhor, uma vez que o valor indica que nao houve perda de

conhecimento durante o processo.

|ReN P N RcP|

1
|ReNP)| (10)

Ia_Rep =

In_prep (Equacao [11): mede a proporcao de regras “‘novas” em RcP, i.e., a pro-
Re 5 5 y )

por¢ao de regras em RcP nao existentes em RcNP. Considera-se uma regra
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como ‘nova”’ aquela nao existente em RcNP, ou seja, nao contida no conjunto
de regras obtido a partir de um conjunto de dados nao particionado. Em-
bora seja importante que nao haja perda de conhecimento (indice Ia_g.p),
espera-se que a proporcao de regras “novas” em RcP seja maior do que a de
“antigas”. Desse modo, quanto maior for o indice melhor, uma vez que o valor
indica a quantidade de conhecimento, até entao desconhecido, obtida durante

O processo.

|ReP — ReNP)
|ReP)|

(11)

IN—RCP -

Ir_a_rep (Equacao : mede a proporcao de regras “antigas” em RcP que se
repetem. Considera-se que uma regra deve existir em apenas um dos grupos do
agrupamento, uma vez que a mesma devera estar contida em um sub-dominio
(grupo) que expresse sua préprias associagoes. Desse modo, quanto menor for o
indice melhor, uma vez que o valor indica que os conhecimentos, ja conhecidos,

estao contidos em sub-dominios que expressam suas préprias associagoes.

ComputaRepeticaoRcP(RcNP N ReP)
|ReNP N RcP|

Ip—a—Rep = cem que  (12)

ComputaRepeticaoRcP: fungao que recebe por parametro um conjunto
de regras sem repeticoes e retorna quantas das regras do conjunto se

repetem em RcP

Ir_n_rer (Equacao|13): mede a proporgao de regras “novas” em RcP que se repe-
tem. Idem ao indice Ir_4_pg.p. Desse modo, assim como em Ig_4_g.p, quanto
menor for o indice melhor, uma vez que o valor indica que os conhecimentos,
até entao desconhecidos, estao contidos em sub-dominios que expressam suas

proprias associacoes.

EncontraRepeticao(RcP — ReN P)
|RcP — RcN P|

IrR-N_Rep = , em que (13)

EncontraRepeticao: funcao que recebe por parametro um conjunto de
regras com repeticoes e retorna quantas das regras do conjunto se re-

petem

Questao 2 Em relacao a “Questao 2”7, referente a sobreposicao existente entre as regras
em RcNP e RcP em relacao a interessabilidade do conhecimento, quatro indices

foram propostos, os quais sao descritos a seguir:
In_1-gep (Equacgao [14)): mede a proporcao de regras “novas” entre as h-top regras
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interessantes contidas em RcP. Dado um subconjunto de h-top regras interes-
santes, selecionadas de RcP, espera-se que a proporc¢ao de regras “novas” nesse
subconjunto seja a maior possivel. Assim como na PAR-COM, as h-top regras
sao as h regras que contém os maiores valores referentes a uma medida objetiva,
onde h é um numero a ser escolhido. Desse modo, quanto maior for o indice
melhor, uma vez que o valor indica que o custo do processo é compensado pela

descoberta de conhecimentos interessantes antes nao encontrados em RcNP.

ComputaQuantidade(hi,, de RcP, ReP — ReN P)
|hiop de RcP

INn-r-Rer = ,em que (14)
ComputaQuantidade: funcao que recebe por parametro um conjunto de
h-top regras interessantes e um conjunto de regras e retorna quantas

das regras do conjunto aparecem dentre as h-top

Ia_1-N—_rep (Equacao : mede a proporc¢ao de regras “antigas” nao existentes em
RcP entre as h-top regras interessantes contidas em RcNP. Dado um subcon-
junto de h-top regras interessantes, selecionadas de RcNP, espera-se que todas
essas regras existam em RcP, uma vez que nao é desejavel que os padroes in-
teressantes em RcNP desaparecam em RcP, o que caracterizaria a perda de
conhecimento relevante. Assim, esse indice mede a proporcao de regras “anti-
gas” interessantes nao existentes em RcP. Assim como na PAR-COM, as h-top
regras sao as h regras que contém os maiores valores referentes a uma medida
objetiva, onde h é um numero a ser escolhido. Desse modo, quanto menor for
o indice melhor, uma vez que o valor indica que os conhecimentos interessantes

em RcNP nao foram perdidos durante o processo.

ComputaQuantidade(hy,, de ReNP, ReNP — RcP)
|htop de ReN P

, em que
(15)

ComputaQuantidade: funcao que recebe por parametro um conjunto de

Iy 1 N-RePp =

h-top regras interessantes e um conjunto de regras e retorna quantas

das regras do conjunto aparecem entre as h-top (idem Equa¢ao

Ic_; (Equacao : mede a proporcao de regras em comum entre as h-top regras
interessantes em RcP e as h-top regras interessantes em RcNP. Considere dois
subconjuntos, S; e Sy, contendo, respectivamente, as h-top regras interessantes

em RcP e as h-top regras interessantes em RcNP. Esse indice mede a inter-
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seccao existentes entre esses dois subconjuntos, a qual espera-se que seja a
menor possivel. Desse modo, quanto menor for o indice melhor. Quanto maior
for a interseccao, menos relevante serd o processo, uma vez que todo o co-
nhecimento ja conhecido como interessante em RcNP é também identificado
como interessante em RcP, nao fornecendo, portanto, ao processo nenhuma

informacao relevante adicional.

P NP
Lo, - |hiop de Re ﬂhhtop de Rc ’,em Jue (16)

h € o numero escolhido para realizar a sele¢ao das regras em ambos os
conjuntos, i.e., RcP e RcNP

Inc—1-rep (Equacao : mede a proporc¢ao de grupos do agrupamento gerador de
RcP que contém as h-top regras interessantes contidas em RcP. Desse modo,
quanto menor for o indice melhor. Isso porque, nesses casos, assim como na
PAR-COM, apenas alguns dos grupos teriam de ser explorados pelo usuario,
os quais conteriam os “novos” conhecimentos relevantes extraidos durante o

Processo.

EncontraGrupos(hy,, de RcP
Inc—1-Rer = pN (o ),em que (17)

N: quantidade de grupos do agrupamento; Encontra Grupos: funcdo
que recebe por parametro um conjunto de h-top regras interessantes,
encontra seus respectivos grupos e retorna a quantidade de grupos se-

lecionados

Questao 3 Em relagdo a “Questao 3”7, referente ao comportamento do processo em
relacao ao numero de regras obtidas em RcP, um indice foi proposto, o qual é

descrito a seguir:

Inr-rep (Equagao : mede a proporcao de regras obtidas em RcP em relacao as
obtidas em ReNP. E importante que se verifique o comportamento do processo
em relacao ao nimero de regras obtidas em RcP. Nao é desejavel que haja um
aumento muito grande no volume de regras, pois se por um lado novos padroes
serao descobertos, mais dificil serda para o usuario identificd-los. Desse modo,
quanto menor for o indice melhor, uma vez que o valor indica que embora
novos padroes tenham sido obtidos, que a quantidade encontrada nao é grande

o suficiente a ponto de sobrecarregar o usuario com um volume excessivo de
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regras.

|RcP|

INR_Rep = ———

(18)

Por fim, a Tabela 26| resume os indices propostos. A fim de avaliar a abordagem de

pré-processamento por meio dos indices acima descritos, experimentos foram realizados,

os quais sao apresentados e discutidos a seguir (Segoes e|d.2.2).

Tabela 26: Sintese dos indices propostos.

Indice Descrigao
IA—_ReP Proporgao de regras “antigas” em RcP
IN_RcP Proporcao de regras “novas” em RcP
IR_A—_ReP Proporcao de regras “antigas” em RcP que se repetem
IR_N_RcP Proporgao de regras “novas” em RcP que se repetem
IN_T—_RecP Proporg¢ao de regras “novas” entre as h-top regras interessantes contidas em RcP

Proporcao de regras “antigas” nao existentes em RcP entre as h-top regras interes-
santes contidas em RcNP

Proporcao de regras em comum entre as h-top regras interessantes em RcP e as h-top
regras interessantes em RcNP

Proporgao de grupos do agrupamento gerador de RcP que contém as hA-top regras
interessantes contidas em RcP.

INR—ReP Proporg¢ao de regras obtidas em RcP em relagao as obtidas em RcNP

Ip—1-N—RcP

Ic—g1

INC—-I-RcP

4.2.1 Experimentos

Visando avaliar a abordagem de agrupamento na etapa de pré-processamento, se-
gundo os indices acima descritos, experimentos foram realizados. Uma vez que varios
desses indices baseiam-se em comparagoes entre as regras obtidas por meio do processo
tradicional (RcNP) e as obtidas via pré-processamento (RcP), os mesmos conjuntos de
regras da Segao (pagina poderiam ser utilizados para representar os RcNP.
Contudo, a fim de manter o mesmo padrao de execucao em todos os experimentos aqui
apresentados, os quatro conjuntos de dados considerados foram novamente minerados de
modo que os suportes minimos fossem obtidos como descrito na Segao [4.1] Em relacao aos
valores de confianga, os mesmos foram obtidos empiricamente apds varios execucoes do
Apriori. Assim, por meio do processo tradicional, 5816 regras foram extraidas a partir do
conjunto Adult amostral (vide Segao usando sup-min de 10.89% e conf-min de 50%;
554 regras a partir do Income considerando sup-min=28% e conf-min=50%; 64 regras a
partir do Groceries considerando sup-min=2.61% e conf-min=10%; 295 regras a partir do
Sup considerando sup-min=0.55% e conf-min=100%. E importante mencionar que esses
mesmos valores de confianga, referentes a cada conjunto de dados, foram utilizados na
obtencao dos RcP. Em relagao a escolha dos algoritmos, das medidas de similaridade e
do intervalo de k, tomou-se como base os resultados apresentados na Segao [£.1 Além

disso, como alguns dos indices levam em consideracao as h-top regras interessantes de um
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dado conjunto, uma medida objetiva deveria ser selecionada. Entretanto, assim como no
pOs-processamento, uma vez que espera-se que qualquer medida produza bons resulta-
dos, em vez de se escolher uma medida especifica considerou-se, como na Secao [3.1.1, a
média do ranqueamento obtida por meio das mesmas 18 medidas objetivas apresentadas
na Tabela (pégina. Nesse caso, o h foi definido para assumir, em todos os conjuntos
(ReNP e RcP), 0.5% do total de regras contidas em RcNP (jd que o niimero de regras é
menor em relagdo a ReP (vide Segao ) de modo a tornar a comparagao justa. Assim,
cada conjunto de regras contém seus proprios valores que sao proporcionais em todos eles.
A Tabela [27] apresenta as configuracoes usadas nos experimentos. A partir dessas confi-
guragoes, os experimentos foram executados, segundo o processo da Figura[d] e os indices
computados para cada uma das diferentes organizacoes, cujos resultados encontram-se

apresentados na proxima secao.

Tabela 27: Configuracoes usadas para avaliar a abordagem de agrupamento no pré-

processamento segundo os indices propostos.
Adult [conf-min 50%]; Income [conf-min 50%;
Groceries [conf-min 10%]; Sup [conf-min 100%)

Conjuntos de Dados

Algoritmos PAM; Ward Linkage

Medidas de Similaridade Agg; Denza

k 5 a 25, passos de 5

h 0.5% do total de regras contidas em RcNP
Medidas Objetivas Média dos ranqueamentos das medidas

Added Value, Certainty Factor, Collective Strength, Confidence,
Conviction, IS, ¢-coefficient, Gini Index, J-Measure, Kappa,
Klosgen, A, Laplace, Lift, Mutual Information (assimétrica),
Novelty, Support, Odds Ratio

4.2.2 Resultados e Discussoes

Considerando as configuragoes apresentadas na Tabela 27 e os ReNP acima discutidos,
os experimentos foram executados, segundo o processo da Figura[J] e os valores obtidos em
cada um dos indices encontram-se apresentados nas Tabelas 28 a[35 Os resultados foram
agrupados por algoritmo para cada conjunto de dados. As Tabelas 28| e [32] apresentam os
resultados para o conjunto Adult, as Tabelas[29|e[33]| para o Income, as Tabelas[30]e[34] para
o Groceries e as Tabelas[31|e[35|para o Sup. Cada tabela apresenta os resultados de ambas
as medidas consideradas, i.e., Agg e Denza. Para cada medida sao apresentados os valores
de cada um dos indices. Cada linha apresenta o desempenho da organizagao para um dado
valor de k. A fim de facilitar a interpretacao dos resultados, todos os indices tendendo
para um desempenho a menor foram processados de modo a armazenar o complemento
da informacao. Assim, todos os indices, com excecao de Inr_gep, apresentam a mesma

interpretacao: quanto maior melhor. Em relacao ao indice Iygr_ge.p, 0 mesmo mantém
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a mesma interpretacao descrita anteriormente, quanto menor melhor, representando a
proporcao de regras obtidas em RcP em relacao as obtidas em RcNP. Além disso, todos
os indices podem ser mensurados em porcentagem se multiplicados por 100 (ex.: 0.779*100
= T77.9%).

De modo a auxiliar a interpretacao das tabelas, considere a organizacao PAM:Agg da
Tabela 28 Pode-se observar, para k = 5, que a organizagao apresenta um [,_g.p de
0.779, o que significa que 77.9% (0.779*100) das regras em RcNP encontram-se em RcP,
havendo, portanto, uma perda de apenas 22.1% (100%-77.9%) do conhecimento contido
em RcNP.

Tabela 28: Resultados do PAM, segundo os indices propostos, no conjunto de dados

Adult.
Agg
k IaA—rReP | IN—-ReP | IR—A—ReP | IR-N—RcP | IN—1—RcP | TA—I—-N—RcP Ic—1 INc—1—RcP | INR—RcP
5 0.779 0.794 0.478 0.915 0.547 0.833 0.738 0.400 7.243
10 0.796 0.843 0.303 0.883 0.589 0.826 0.785 0.556 12.578
15 0.819 0.845 0.313 0.885 0.602 0.847 0.790 0.600 13.767
20 0.820 0.843 0.311 0.884 0.601 0.847 0.788 0.600 13.752
25 0.820 0.843 0.311 0.884 0.601 0.847 0.788 0.600 13.768
Denza
5 0.584 0.836 0.418 0.925 0.781 0.361 0.821 0.200 7.096
10 0.556 0.881 0.279 0.866 0.864 0.267 0.892 0.600 13.439
15 0.605 0.901 0.341 0.847 0.804 0.387 0.892 0.467 20.247
20 0.557 0.910 0.275 0.840 0.843 0.267 0.907 0.550 27.301
25 0.620 0.914 0.259 0.839 0.826 0.384 0.921 0.600 34.216

Tabela 29: Resultados do PAM, segundo os indices propostos, no conjunto de dados
Income.

Agg
k IA—RcP IN—RcP IR—A—RcP IR—_N—_RcP IN_1—RcP IA—1—-N—RcP Ic—1 INC—1—RcP INR—RcP
5 0.866 0.970 0.208 0.937 0.745 0.964 0.800 0.400 63.229
10 0.935 0.979 0.180 0.886 0.764 0.964 0.873 0.600 160.265
15 0.939 0.980 0.077 0.865 0.782 0.964 0.855 0.600 238.332
20 0.890 0.983 0.108 0.846 0.982 0.873 1.000 0.800 324.162
25 0.917 0.984 0.098 0.822 0.945 0.945 0.964 0.800 406.605
Denza
5 0.872 0.975 0.346 0.958 0.818 0.964 0.891 0.200 66.955
10 0.832 0.982 0.130 0.890 0.945 0.727 0.945 0.700 176.856
15 0.883 0.986 0.131 0.894 0.927 0.818 0.927 0.667 293.682
20 0.883 0.987 0.100 0.871 0.964 0.782 0.964 0.850 423.374
25 0.912 0.987 0.075 0.856 0.964 0.873 0.964 0.800 542.173

o4



Tabela 30: Resultados do PAM, segundo os indices propostos, no conjunto de dados
Groceries.

Agg
k IA—RcP IN—RcP IR—A—RcP IR_N—RcP IN—I—RcP ITA—1-N—RcP Ic—1 INC—1-RcP INR—RcP
5 0.922 0.705 0.729 0.995 0.500 1.000 1.000 0.800 4.031
10 0.984 0.804 0.492 0.952 0.333 1.000 1.000 0.900 8.859
15 1.000 0.829 0.359 0.944 0.500 1.000 1.000 0.933 12.031
20 1.000 0.847 0.281 0.928 0.500 1.000 1.000 0.950 15.172
25 1.000 0.850 0.281 0.924 0.667 1.000 1.000 0.960 16.094
Denza
5 1.000 0.661 0.188 0.912 0.333 1.000 0.833 0.400 6.172
10 1.000 0.781 0.188 0.890 0.500 1.000 1.000 0.600 11.063
15 1.000 0.825 0.031 0.881 0.500 1.000 0.833 0.800 19.578
20 1.000 0.863 0.078 0.857 0.667 1.000 1.000 0.850 24.344
25 1.000 0.860 0.016 0.862 0.833 1.000 1.000 0.920 29.734

Tabela 31: Resultados do PAM, segundo os indices propostos, no conjunto de dados Sup.

Agg
k IA—RcP IN—RcP IR—A—RcP IR—_N—RcP IN_1—RcP IA—_1-N—RcP Ic—1 INC—1—RcP INR—RcP
5 0.827 1.000 1.000 1.000 1.000 1.000 1.000 0.800 1998.922
10 0.756 0.994 0.991 0.999 1.000 1.000 1.000 0.900 119.905
15 0.766 0.996 0.987 0.999 1.000 1.000 1.000 0.933 175.329
20 0.783 0.995 0.987 0.999 1.000 1.000 1.000 0.950 156.098
25 0.759 0.996 0.987 0.999 1.000 1.000 1.000 0.960 191.854
Denza

5 0.878 0.872 1.000 0.998 0.621 1.000 0.793 0.600 6.834

10 0.942 1.000 1.000 1.000 1.000 1.000 1.000 0.900 1990.492
15 0.936 1.000 0.993 1.000 1.000 1.000 1.000 0.867 2005.986
20 0.746 0.992 0.805 0.999 1.000 0.931 1.000 0.950 110.919
25 0.742 0.992 0.804 0.999 1.000 0.931 1.000 0.960 111.064

Tabela 32: Resultados do Ward, segundo os indices propostos, no conjunto de dados

Adult.

Agg
k IA—_RcP IN—RcP IR—A—RcP IR—N—RcP IN—I—RcP ITA—1-N—RcP Ic—1 INC—1-RcP INR—RcP
5 0.562 0.818 0.363 0.888 0.917 0.139 0.988 0.200 6.579
10 0.559 0.862 0.305 0.863 0.907 0.136 0.997 0.400 11.681
15 0.554 0.876 0.232 0.842 0.954 0.157 1.000 0.400 17.515
20 0.569 0.884 0.175 0.840 0.954 0.158 1.000 0.450 23.037
25 0.583 0.896 0.188 0.834 0.928 0.162 0.979 0.520 29.124
Denza
5 0.522 0.825 0.340 0.909 0.816 0.117 0.981 0.000 6.770
10 0.512 0.881 0.266 0.843 0.941 0.117 0.986 0.300 13.251
15 0.578 0.890 0.323 0.836 0.861 0.301 0.876 0.533 18.093
20 0.602 0.895 0.282 0.839 0.862 0.301 0.878 0.650 23.810
25 0.614 0.898 0.282 0.841 0.871 0.348 0.883 0.440 28.363
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Tabela 33: Resultados do Ward, segundo os indices propostos, no conjunto de dados
Income.

Agg
k IA—RcP IN—RcP IR—A—RcP IR_N—RcP IN—I—RcP ITA—1-N—RcP Ic—1 INC—1-RcP INR—RcP
5 0.729 0.972 0.327 0.959 0.909 0.600 0.982 0.400 54.540
10 0.892 0.978 0.178 0.890 0.818 0.818 0.855 0.700 147.175
15 0.903 0.982 0.172 0.875 0.945 0.836 0.982 0.600 235.693
20 0.924 0.983 0.119 0.862 0.909 0.891 0.927 0.600 337.733
25 0.910 0.984 0.069 0.855 0.964 0.764 0.964 0.760 433.735
Denza
5 0.767 0.967 0.292 0.964 0.873 0.618 0.909 0.400 51.157
10 0.881 0.979 0.168 0.915 0.891 0.782 0.891 0.700 153.977
15 0.906 0.980 0.064 0.891 0.782 0.836 0.891 0.667 246.726
20 0.912 0.982 0.046 0.866 0.800 0.836 0.891 0.800 353.552
25 0.928 0.983 0.029 0.867 1.000 0.836 1.000 0.840 444.238

Tabela 34: Resultados do Ward, segundo os indices propostos, no conjunto de dados
Groceries.

Agg
k IA—RcP IN—_RcP IrR—A—RcP IR_N—RcP IN_1-RcP IA—1-N—RcP Ic—1 INC—1—RcP INR—RcP
5 1.000 0.030 1.000 1.000 0.000 1.000 0.000 0.800 1.031
10 1.000 0.030 1.000 1.000 0.000 1.000 0.000 0.889 1.031
15 1.000 0.030 1.000 1.000 0.000 1.000 0.000 0.889 1.031
20 1.000 0.514 0.734 1.000 0.833 1.000 0.833 0.667 2.734
25 1.000 0.621 0.734 0.986 1.000 1.000 1.000 0.714 3.500
Denza
5 1.000 0.030 1.000 1.000 0.000 1.000 0.000 0.800 1.031
10 1.000 0.516 0.781 1.000 0.333 1.000 0.500 0.900 2.516
15 1.000 0.652 0.578 0.989 0.667 1.000 1.000 0.857 4.531
20 1.000 0.730 0.141 0.892 0.833 1.000 1.000 0.833 9.359
25 1.000 0.764 0.047 0.865 1.000 1.000 1.000 0.857 12.453

Tabela 35: Resultados do Ward, segundo os indices propostos, no conjunto de dados Sup.

Agg
k IA—_RcP IN—RcP IR—A—RcP IR—N—RcP IN—I—RcP ITA—1-N—RcP Ic—1 INC—1-RcP INR—RcP
5 1.000 0.010 1.000 1.000 0.000 1.000 0.103 0.800 1.010
10 1.000 0.010 1.000 1.000 0.000 1.000 0.103 0.857 1.010
15 0.868 0.105 1.000 1.000 0.000 0.966 0.310 0.875 0.969
20 0.946 0.549 1.000 1.000 0.103 1.000 0.276 0.889 2.095
25 0.946 0.551 1.000 1.000 0.172 1.000 0.345 0.900 2.108
Denza
5 0.969 0.662 1.000 1.000 0.241 1.000 0.379 0.800 2.868
10 0.969 0.857 1.000 1.000 0.655 1.000 0.655 0.875 6.790
15 0.969 0.860 1.000 0.998 0.655 1.000 0.655 0.909 6.915
20 0.969 0.860 1.000 0.998 0.655 1.000 0.655 0.909 6.908
25 0.851 1.000 1.000 1.000 1.000 0.966 1.000 0.933 2165.797
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Com base nesses dados, de modo a identificar, inicialmente, as organizacoes mais ade-
quadas segundo os indices propostos e, posteriormente, a contribuicao do agrupamento
no pré-processamento, uma analise baseada na média de cada um dos indices, conside-
rando os diferentes tipos de dado, independente do conjunto, foi realizada. A Tabela
apresenta os resultados. Cada média foi obtida a partir dos resultados dos experimen-
tos relacionados a configuracao apresentada. O valor I4_g.p de 0.858 da configuragao
CD-P:PAM:Agg, por exemplo, foi obtido por meio da média dos valores de I4_g.p das
configuragoes PAM:Adult:Agg e PAM:Income:Agg das Tabelas 28] e 29 Para facilitar o
entendimento, esses valores encontram-se sublinhados nas respectivas tabelas. As médias

“k7 em cada al-

mais altas, referentes a cada um dos indices, encontram-se marcadas com
goritmo. A tnica excecao se refere ao indice Inr_gr.p, em que se destacam as médias mais
baixas. Para a configuracao CD-P:PAM, por exemplo, a média mais representativa para
I4_gep é arelacionada a medida Agg (0.858). Entretanto, uma vez que as médias sdo, em
geral, proximas, uma marcacao baseada na diferenca existente entre as médias também

foi considerada. Os valores marcados com “**”

indicam que a diferenca existente entre
as médias de um dado indice encontra-se acima de 0.1 (dif. > 0.1). Para a configuragao
CD-P:PAM, por exemplo, a média mais representativa para I4_g.p € a relacionada a
Agg (0.858), exibindo uma diferenca de 0.128 em relagao a Denza (0.858-0.730). Desse
modo, é possivel visualizar, para cada configuracao tipo-de-dado+algoritmo, a medida de
similaridade que apresenta o melhor desempenho. Por fim, é importante mencionar que
os resultados sao deterministicos e, portanto, nenhum teste estatistico precisa realizado

para checar se existe diferenca significativa entre as médias. Pode-se observar que:

e em relagao ao algoritmo PAM nos CD-P, a medida que se mostra mais adequada
é a Agg, uma vez que a mesma se destaca em relacao a Denza em 6 dos 9 indices.
Além disso, em 3 dos 6 indices a Agg exibe uma diferenca acima de 0.1 em relagao
a Denza. Nesses casos (dif. > 0.1), nota-se também que os valores em Agg tendem
a ser mais representativos do que os obtidos em Denza — observe, por exemplo, que

enquanto Agg em I4_;_n_gep apresenta desempenho acima dos 89%, Denza fica

abaixo dos 59%.

e em relagao ao algoritmo Ward nos CD-P, embora a medida Denza se destaca em
relagdo a Agg em 5 dos 9 indices, a medida Agg se mostra mais adequada mesmo
se destacando em 4 dos 9 indices. Isso porque, enquanto a Agg exibe uma diferenca
acima de 0.1 em relacao a Denza em 1 dos 4 indices, Denza nao se destaca em relagao
a nenhum dos indices. Embora a diferenca tenha ocorrido em apenas 1 dos indices,
o mesmo ¢ de grande importancia, uma vez que ele mensura o quanto o espaco de

exploracao aumenta em relacao a RcNP.
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e em relacao ao algoritmo PAM nos CD-NP, a medida que se mostra mais adequada
é a Agg, uma vez que a mesma se destaca em relagdo a Denza em 8 dos 9 indices.
Além disso, em 3 dos 8 indices a Agg exibe uma diferenca acima de 0.1 em relagao
a Denza. Nesses casos (dif. > 0.1), nota-se também que os valores em Agg tendem
a ser mais representativos do que os obtidos em Denza — observe, por exemplo,
que enquanto Agg em Ir_s_pg.p apresenta desempenho acima dos 70%, Denza fica
abaixo dos 52%.

e em relacao ao algoritmo Ward nos CD-NP, ambas as medidas se destacam em 4
dos 9 indices, desconsiderando o empate ocorrido em [4_;_n_gc.p. Entretanto, em
3 dos 4 indices a Denza exibe uma diferenga acima de 0.1 em relacao a Agg. Nesses
casos (dif. > 0.1), nota-se também que os valores em Denza tendem a ser mais
representativos do que os obtidos em Agg — observe, por exemplo, que enquanto
Denza em Iy_g.p apresenta desempenho acima dos 69%, Agg fica abaixo dos 25%.
Portanto, a medida que se mostra mais adequada é a Denza. Por fim, observa-se

que o unico problema da medida em relacao a Agg se refere ao indice Inr_Rep.
Diante do exposto, pode-se notar que:

e em relacao aos CD-P, a medida que se mostra mais adequada, independente do
algoritmo, é a Agg. Assim, comparando os resultados das configuracbes PAM:Agg e
Ward:Agg, observa-se que o PAM se destaca em relagao ao Ward em 6 dos 9 indices
(Ia—reps Ir—a—rers IR—-N—ReP, La—1-N—RePs INC—1—RePs INR—RcP), apresentando em
3 desses 6 (Ia—grep, La—1-N—ReP, INR—Rep) uma diferenca acima de 0.1. Portanto, a

configuracao que se mostra mais adequada, segundo os indices, é a PAM:Agg.

e em relacao aos CD-NP, comparando os resultados das configuragoes PAM:Agg e
Ward:Denza, observa-se que o PAM se destaca em relacaio ao Ward em 5 dos 9
indices (In_ger, IN—1-RePs La—1-N—ReP, Io—1, INC—1—Rep), desconsiderando o em-
pate ocorrido em Ir_n_gep, apresentando em 3 desses 5 (In_grep, IN—1-RePs Io—1)
uma diferenca acima de 0.1. Portanto, a configuracao que se mostra mais adequada,

segundo os indices, ¢ a PAM:Agg.

Com base no apresentado, tem-se que a melhor configuracao para abordagens de pré-
processamento, segundo os indices utilizados, é a PAM:Agg. Tendo como base essa or-
ganizacao, torna-se possivel discutir a contribuicao do agrupamento na etapa de pré-
processamento. A Tabela [37] apresenta os valores dos indices, na organizacao selecionada,
em cada um dos tipos de dado. Esses valores sao os mesmos das configuragoes CD-
P:PAM:Agg e CD-NP:PAM:Agg da Tabela |36 porém em suas escalas originais, ou seja,
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a maior ou a menor, ja que as escalas a menor foram anteriormente convertidas a fim de
facilitar a interpretacao dos resultados. A indicacao da escala, em cada indice, encontra-se
entre “[]”. Observe que os valores nas escalas a maior (1) se mantém os mesmos e nas
a menor (}) os valores contém o complemento dos valores anteriormente apresentados.

Avaliando cada um dos indices nessa organizacao nota-se que:

e cm relacao a I4_g.p, observa-se que ha pouca perda de conhecimento durante o
processo, por volta de 15%, uma vez que mais de 85% das regras em RcNP estao

contidas em RcP. Assim, segundo esse critério, o processo parece ser adequado.

e em relacao a Iny_g.p, Observa-se que quase a totalidade das regras em RcP sao
“novas”, por volta de 90%, indicando a obtencdo de uma grande quantidade de
conhecimento até entao desconhecido. Assim, segundo esse critério, o processo

parece adequado.

e em relacao a Ip_4_p.p, Observa-se que a repeticao de regras “antigas” em RcP nos
CD-NP é baixa, por volta dos 30%, o que nao acontece nos CD-P, que fica em torno
dos 77%. Assim, segundo esse critério, o processo nao apresenta um padrao definido

de desempenho.

e em relacao a Ir_n_gep, Observa-se que a repeticao de regras “novas” em RcP é
baixa, por volta dos 12%, indicando que os conhecimentos, até entao desconhecidos,
estao contidos em sub-dominios que expressam suas préprias associacoes. Assim,

segundo esse critério, o processo parece ser adequado.

e em relagao a In_;_gep, observa-se que grande parte das h-top regras interessantes em
RcP sao “novas”, acima dos 71%, indicando que o custo do processo é compensado
pela descoberta de conhecimentos interessantes antes nao encontrados em RcNP.

Assim, segundo esse critério, o processo parece adequado.

e cm relagdo a 4 ; n_gep, Observa-se que a perda de conhecimentos “antigos” e
interessantes ¢ baixa, por volta de 11%, uma vez que quase a totalidade das h-top
regras interessantes em ReNP estao contidas em RcP, por volta de 89% (100%-11%).

Assim, segundo esse critério, o processo parece adequado.

e cm relacao a Io_j, observa-se que a interseccao existente entre as h-top regras
interessantes em RcP e as h-top regras interessantes em RcNP é baixa, por volta
de 17%, indicando que pouco do conhecimento ja conhecido como interessante em
RcNP continua se destacando em RcP. Assim, segundo esse critério, o processo

parece adequado.
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e cm relacao a Iyc_j_grep, Observa-se que a quantidade de grupos que contém as h-
top regras interessantes em RcP nos CD-NP é baixa, por volta de 10%, o que nao
acontece nos CD-P, que fica em torno dos 41%. Assim, segundo esse critério, o

processo nao apresenta um padrao definido de desempenho.

e em relacao a Iygr_gep, Observa-se que a quantidade de regras obtidas em RcP é
muito maior em relagao as obtidas em RcNP, podendo sobrecarregar, se nenhum
processo de apdio for utilizado, o usuario com um volume excessivo de regras. Assim,

segundo esse critério, o processo nao parece adequado.
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Diante do exposto, o agrupamento na etapa de pré-processamento se mostra inte-
ressante, tendo apresentado bons valores em grande parte dos indices propostos (em 6
dos 9). Dos 3 indices que apresentaram valores ruins, destacam-se como preocupantes
os indices Inc_1_grep € INR_Rep, Teferentes ao espalhamento das h-top regras interessan-
tes contidas em RcP pelos grupos dos agrupamentos e a quantidade de regras obtidas
pelo processo. Em decorréncia desses fatores fica evidente a mecessidade de abordagens
de apoio a exploragao dos resultados, uma vez que um grande de volume de regras € ge-
rado e que os conhecimentos interessantes encontram-se espalhados ao longo dos grupos.
Assim, nas proximas secoes, avaliam-se os aspectos “Reducao via Interesse” e “Descri-
tivo/Representativo” a fim de verificar se o agrupamento no pré-processamento se mostra

realmente viavel ou nao.

4.3 Reducgao via Interesse

Como mencionado anteriormente, o agrupamento se torna 1util ao usuério, assim como
no pos-processamento, se de todos os grupos apresentados destacaram-se aqueles que
contém os padroes potencialmente mais interessantes, reduzindo assim o espaco de ex-
ploracao. Essa vertente se torna ainda mais importante no pré-processamento, devido a
grande quantidade de regras extraidas durante o processo. Uma vez que os resultados
obtidos no pré-processamento serdo comparados com o do pés-processamento na Segao [f]
essa secao adota os mesmos procedimentos de avaliacao da Segao (3.1

A fim de explorar esse aspecto no pré-processamento, propoe-se aqui uma adaptagao
da metodologia PAR-COM (Segao , pagina . A Figura |14] apresenta a adaptacao
proposta, na qual as letras correspondem aos mesmos passos da PAR-COM (Figura ,
pagina . Observa-se que a diferenca encontra-se no Passo C, nao presente nessa nova
proposta. Isso porque, como descrito e apresentado na Segao |1 (Figura E[), as regras ja
encontram-se agrupadas, uma vez que os grupos resultantes sao vistos como integrantes
de um unico agrupamento. Portanto, a partir de um conjunto de regras ja agrupado,

nesse caso, RcP, a metodologia funciona como descrito a seguir:

Passo A: o valor de uma medida objetiva é computado para todas as regras em RcP.
Passo B: as h-top regras sao selecionadas considerando os valores computados.
Passo C: nao se aplica ao pré-processamento.

Passo D: uma busca é realizada para encontrar os grupos que contém uma ou mais das h-
top regras selecionadas no Passo B. Esses grupos sao os que contém o conhecimento
potencialmente interessante do dominio (PIK: Potentially Interesting Knowledge).

Quanto mais h-top regras um grupo contiver mais interessante ele sera.
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Passo E: apenas os m primeiros grupos mais interessantes sao apresentados ao usuario,
o qual é direcionado para um espaco de exploracao que contém o PIK do dominio,

onde m é um valor a ser escolhido.

Regras de Associagédo Regras de Associagdo
[ReP] h-top [RcP]
O % regras D,E O }
O O O O A Medida O O O
O O Objetiva \\ :'_"I' """ ‘: //’ O
00 O B g ou O
Lo ] Espaco de Exploragao

Figura 14: Adaptacao da metodologia PAR-COM [Carvalho et al., 2011}/ Carvalho et al.,
2012] para o pré-processamento.

O Passo F, destacado em cinza na Figura [14], é usado, como no pds-processamento,
para validar a metodologia. Assim, da mesma maneira, considera-se todas as h’-top regras
interessantes a serem selecionadas também no Passo B. Para esse propdsito, uma busca
é realizada para verificar se os m grupos selecionados contém uma ou mais das h’-top
regras. Desse modo, é possivel verificar se o agrupamento no pré-processamento, assim
como no pos-processamento, consegue reduzir o espaco de busca selecionando os grupos

potencialmente interessantes.

4.3.1 Experimentos

Visando avaliar a abordagem de agrupamento na etapa de pré-processamento, segundo
o aspecto “Reducao via Interesse”, experimentos foram realizados via PAR-COM adap-
tada. Para aplicar a metodologia foi necessario escolher uma medida objetiva (Passo A)
e os valores de h (Passo B) e m (Passo E). Assim como no pdés-processamento, o h foi
definido para assumir 0.5% do total de regras do conjunto de modo a tornar a comparacao
entre os mesmos mais justa. O m foi definido como no méximo 3, ou seja, se apenas um
grupo contiver todas as h-top regras somente ele sera selecionado; se apenas dois grupos
cobrirem todas as h-top regras somente os dois serao selecionados; e assim sucessivamente
até no maximo 3 grupos. Além disso, em relagao a medida objetiva, ao invés de se escolher
uma medida especifica, considerou-se também a média de ranqueamento obtida por meio
das mesmas 18 medidas objetivas anteriormente utilizadas. Em relagao aos algoritmos,
medidas de similaridade e k, tendo como base os resultados previamente discutidos, a
Unica organizagao considerada para obtencao dos RcPs foi a PAM:Agg com k entre 5 e 25

em passos de 5. Diante do apresentado, a Tabela |38 apresenta as configuracoes utilizadas
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para aplicacdo da PAR-COM adaptada. Nota-se que os conjuntos de dados se mantém

OS IMesImos.

Tabela 38: Configuragoes usadas para aplicagao da PAR-COM adaptada.
Adult [conf-min 50%]; Income [conf-min 50%];
Groceries [conf-min 10%]; Sup [conf-min 100%)

Conjuntos de Dados

Algoritmos PAM

Medidas de Similaridade Agg

k 5 a 25, passos de 5

h 0.5% do total de regras

m <3

Medidas Objetivas Média dos ranqueamentos das medidas

Added Value, Certainty Factor, Collective Strength, Confidence,
Conviction, IS, ¢-coefficient, Gini Index, J-Measure, Kappa,
Klosgen, A, Laplace, Lift, Mutual Information (assimétrica),
Novelty, Support, Odds Ratio

E importante que se verifique também, no caso do pré-processamento, a proporc¢ao de
regras ‘novas’ entre as h-top, uma vez que uma baixa proporc¢ao indica a existéncia de
uma grande quantidade de regras “antigas” e, consequentemente, que 0 processo nao se

mostra interessante.

4.3.2 Resultados e Discussao

Considerando as configuragoes apresentadas na Tabela [38, a PAR-COM adaptada foi
aplicada e os resultados encontram-se apresentados nas Tabelas [39 e [40] A Tabela
apresenta os resultados para os conjuntos de dados Adult e Income e a Tabela 40| para
o Groceries e Sup. Assim como no pés-processamento, cada coluna apresenta o resul-
tado referente a um dado valor de k. Em relagao as linhas tem-se que: (i) h-top e h’-top
apresentam a porcentagem de h-top e h’-top regras contidas nos m primeiros clusters inte-
ressantes; (ii) R a porcentagem de redugao do espaco de exploracao; (iii) m a quantidade
de clusters necessdrios para se recuperar as h-top regras (m < 3); (iv) diferentemente
do pds-processamento, % RNovas a porcentagem de regras “novas” entre as h-top regras.

A interpretacao das tabelas é realizada da mesma maneira que no pds-processamento

(Seao pagina [17)).
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Assim como na Segao [3.1.2] computou-se também a média de cada critério (h, h’,

R, RNovas), considerando os diferentes tipos de dado, independente do conjunto. A

Tabela apresenta os resultados. E importante lembrar que cada média é obtida a partir

dos resultados dos experimentos relacionados a configuracao apresentada. Além disso, as
Figuras [15| e [16| apresentam graficamente o comportamento da PAR-COM adaptada em
cada um dos conjuntos. Diante do exposto, pode-se observar que (Tabelas , eflfe

Figuras [15] e :

em relacao a h e h’ o desempenho da PAR-COM adaptada nos CD-NP é melhor do
que nos CD-P. Além disso, na maioria dos casos, com apenas 1 cluster recuperam-
se essas h e h’ regras, indicando a existéncia de grupos altamente interessantes.

Contudo, ambos apresentam um bom desempenho.

a reducao do espaco de exploracao fica, na média, em torno dos 65% em ambos os

tipos de dado.

em relacao a proporcao de regras interessantes e “novas”, os CD-P apresentam um
comportamento mais padronizado e, portanto, na média, melhor do que os CD-NP.

Contudo, ambos apresentam um bom desempenho.

os CD-P apresentam um comportamento mais padronizado em relacao a todos os
critérios do que os CD-NP; i.e., ambos os conjuntos de dados exibem comportamento

semelhante nos critérios considerados.

Portanto, considerando o apresentado, pode-se dizer que em ambos os ti-
pos de dado, CD-P e CD-NP, a PAR-COM adaptada auxilia o usuario tanto

na identificagdo de conhecimentos interessantes (h, h’) quanto na redugao do

espago de exploragao (R). Desse modo, por meio da PAR-COM adaptada, é

possivel afirmar que o agrupamento no pré-processamento é titil ao usuario.

Tabela 41: Média de h, h’, R e RNovas nos diferentes tipos de dado na organizacao

PAM:Agg.
Tipo de Dado h h’ R RNovas
CD-P 80% | 70% | 66% | 86%
[ CD-NP  [100% [ 95% [ 67% | 68% |
4.4 Descritivo/Representativo

Como mencionado anteriormente, o agrupamento se torna 1til ao usuario, assim como

no pés-processamento, se os grupos contiverem bons descritores que fornegam uma visao
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Adult :: PAM :: Agg

100%
90%
80%
70%
60%
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Income :: PAM :: Agg

i

40% / 40% )(/
30% 30%
20% 20%
10% 10%
0% 0%
5 10 15 20 25 5 10 15 20 25
—-h 100% 82% 81% 80% 80% ~E-h 86% 66% 65% 86% 78%
h' 100% 72% 62% 62% 62% h' 65% 43% 78% 87% 66%
—=R 42% 63% 66% 66% 66% ——R 33% 76% 80% 79% 86%
~—+—Rnovas 59% 80% 81% 81% 81% ~—+—Rnovas 89% 96% 97% 99% 99%
(a) (b)
Figura 15: Comportamento da PAM-COM adaptada nos conjuntos de dados Adult e
Income.
Groceries :: PAM :: Agg Sup :: PAM :: Agg
100% —m® 1A} A 100% @ L : L —
90% 90%
80% 80%
70% 70% —
60% 60%
50% 50%
40% // 40% //(
30% 30%
20% 20%
10% 10%
0% X 0%
5 10 15 20 25 5 10 15 20 25
-m-h 100% | 100% | 100% | 100% | 100% -m-h 100% | 100% | 100% & 100% | 100%
h' 100% 100% 100% 80% 67% h' 100% 100% 98% 100% 100%
——R 68% 78% 93% 93% 93% ——R 1% 48% 65% 63% 66%
—+—Rnovas 0% 0% 50% 60% 67% ~#—Rnovas| 100% 100% 100% 100% 100%
(a) (b)

Figura 16: Comportamento da PAM-COM adaptada nos conjuntos de dados Groceries e
Sup.

dos topicos a serem explorados. Desse modo, a fim de investigar esse aspecto no pré-
processamento, essa se¢ao analisa os mesmos métodos de rotulacao empregados no pos-
processamento de modo a identificar os mais adequados a serem utilizados em agrupamen-
tos de regras de associacao. Além disso, a avaliacao desses métodos é realizada da mesma
maneira, ou seja, por meio das medidas P e RF'. E importante lembrar que o ideal é que
os descritores de cada grupo representem o mais precisamente possivel o conhecimento do
seu préprio grupo (P (Segao [3.2.2))) e seja o mais diferente possivel dos descritores dos
outros grupos (RF (Segao [3.2.2)).

4.4.1 Experimentos

Visando avaliar a abordagem de agrupamento na etapa de pré-processamento, segundo
o aspecto “Descritivo/Representativo”, experimentos foram realizados. Para tanto, os

mesmos métodos de rotulacao empregados no pés-processamento foram utilizados, assim
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como as mesmas medidas de avaliacao (P e RF'). Em relagdo aos algoritmos, medidas
de similaridade e k, tendo como base os resultados previamente discutidos, a tnica or-
ganizacao considerada foi a PAM:Agg com k entre 5 e 25 em passos de 5. Diante do
apresentado, a Tabela 42| apresenta as configuracoes usadas. Nota-se que os conjuntos de

dados se mantém os mesmos.

Tabela 42: Configuragoes usadas para avaliacao dos métodos de rotulacao no pré-
processamento.

Adult [conf-min 50%]; Income [conf-min 50%];

Conjuntos de Dados Groceries [conf-min 10%]; Sup [conf-min 100%)]

Algoritmos PAM
Medidas de Similaridade Agg
k 5 a 25, passos de 5

Considerando as configuracoes da Tabela os quatro métodos de rotulagao (LM-M;
LM-T; LM-S; LM-PU) foram aplicados & organizacao PAM:Agg. Em relacdo aos métodos
de rotulacao, assim como no pés-processamento, LM-M e LM-T selecionam apenas uma
regra para compor os descritores, LM-S uma ou mais regras, em caso de empate, e LM-
PU os 5 itens que apresentam o melhor equilibrio entre frequéncia e predi¢ao. Assim, na
média, todos os métodos de rotulacao geram a mesma quantidade de descritores por grupo.
Ao final, como mencionado, o desempenho de cada método de rotulacao foi avaliado via
P e RF, cujos resultados encontram-se apresentados na préxima secao. E importante
lembrar que o ideal é identificar métodos que tenham altos valores para ambas as medidas.
Por fim, é importante mencionar que, para que os descritores dos métodos LM-M e LM-T
sejam computados, apenas as transacgoes contidas em cada grupo sao consideradas. No
caso do LM-T, por exemplo, uma vez que o método encontra para cada grupo a regra que
cobre o maior nimero de transagoes, apenas as transacoes contidas no grupo sao levadas
em consideracao, uma vez que as regras sao obtidas a partir de subconjuntos de transagoes
diferentes. No caso do pds-processamento todas as transagoes sao examinadas em todos

0s grupos, ja que todas as regras sao originadas do mesmo conjunto de transagoes.

4.4.2 Resultados e Discussao

O desempenho dos métodos de rotulacao, avaliados via P e RF', encontram-se apre-
sentados nas Tabelas [43] e [44 A Tabela [43] apresenta os resultados para os conjuntos de
dados Adult e Income e a Tabela 44| para o Groceries e Sup. Cada tabela possui 8 colu-
nas principais, cada 4 relacionada a um conjunto de dados. Cada uma dessas 4 colunas
corresponde a um método de rotulacao. Para cada método os valores de P e RF' sao
apresentados. Cada linha apresenta o desempenho dos métodos para um dado valor de

k. A interpretacao das tabelas é realizada da mesma maneira que no pds-processamento

(Segao pégina [31)).
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Assim como na Secao [3.2.4] computou-se também a média de cada medida (P, RF),
considerando os diferentes tipos de dado, independente do conjunto. A Tabela 45| apre-
senta os resultados. E importante lembrar que cada média é obtida a partir dos resultados
dos experimentos relacionados a configuracao apresentada. Além disso, as médias mais
altas, referentes a cada uma das medidas (P, RF'), também encontram-se marcadas com

“*” em cada configuragdo. A cada “*” destaca-se na tabela o par P/RF referente a

“*” no método sublinhado indica o valor que fez com que o

marcacao. A medida com
método fosse selecionado. Desse modo, é possivel visualizar, para cada tipo de dado, o
método que apresenta o melhor desempenho. Por fim, é importante mencionar que os
resultados sao deterministicos e, portanto, nenhum teste estatistico precisa ser realizado

para checar se existe diferenca significativa entre as médias. Pode-se observar que:

e em relacao aos CD-P, o método que apresenta o melhor resultado em P é o LM-PU
e em RF LM-T. Entretanto, uma vez que o valor de RF em LM-PU é baixo e o
valor de P em LM-T nao tao baixo, LM-T se torna mais indicado quando se busca
um equilibrio entre P e RF', uma vez que ele melhora RF enquanto nao diminui

drasticamente o valor de P.

e em relacao aos CD-NP, o método que apresenta o melhor resultado tanto em P
quanto em RF é o LM-PU, sendo, portanto, o mais indicado nesse caso. Porém,

nota-se que o LM-T também apresenta bons resultados.

Tabela 45: Média de P e RF nos diferentes tipos de dado na organizagao PAM:Agg em
cada LM.

Tipo de Dado LM-M LM-T LM-S LM-PU
P RF P RF P RF P RF
CD-P 0.836 | 0.363 | 0.662 | 0.619% [ 0.674 [ 0.000 [ 0.877* | 0.434

[ CD-NP [0.566 | 0.773 [ 0.891 [ 0.744 [ 0.927 [ 0.422 | 0.940% [ 0.784* |

Considerando as discussoes acima apresentadas, tem-se que: (i) nos CD-P o método
que se mostra mais adequado para agrupamentos de regras de associacao ¢ o LM-T,;
(ii) nos CD-NP o método que se mostra mais adequado para agrupamentos de regras
de associacao é o LM-PU, embora o método LM-T também tenha apresentado um bom
desempenho. As Figuras |17 e[18 apresentam o comportamento dos métodos LM-T e LM-
PU, na organizacao PAM:Agg, tanto nos CD-P quanto nos CD-NP. E importante notar
que embora P se mantenha estavel em todos os valores de k£ 0 mesmo nao ocorre com RF,
cuja tendéncia é diminuir conforme o niimero de clusters aumenta. Entretanto, nota-se
que os descritores obtidos pelos métodos LM-T e LM-PU fornecem ao usuario
uma visao dos tépicos a serem explorados com uma razoavel precisao (P) e

distingao (RF') nos CD-P e com uma boa precisao (P) e distingao (RF') nos
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CD-NP. Portanto, por meio desses dois métodos (LM-T, LM-PU), é possivel

afirmar que o agrupamento no pré-processamento é util ao usuario.

Adult :: LM-T Adult :: LM-PU
1,00 1,00
0,90 0,90 N e N N R
0,80 0,80
070 ?ﬁ 070
0,60 0,60
0,50 0,50 \.———’. L —&
0,40 0,40
0,30 0,30
0,20 0,20
0,10 0,10
0,00 0,00
5 10 15 20 25 5 10 15 20 25
~—4—P —@—RF ~4—P —®—RF
(a) (b)
Income :: LM-T Income :: LM-PU
1,00 1,00
0,90 0,90 - — -
0,80 LN 0,80 'ﬁ' e s —
0,70 -— s < s - 0,70
0,60 - = = 0,60 \\
0,50 0,50
0,40 0,40
0,30 0,30
0,20 0,20
0,10 0,10
0,00 0,00
5 10 15 20 25 5 10 15 20 25
—+—P —m—RF ——P —B—RF

Figura 17: Comportamento dos métodos LM-T e LM-PU, na organizacao PAM:Agg, nos
CD-P.

Por fim, é importante mencionar que, diferentemente do pds-processamento, nenhum
dos trabalhos descritos na Secao m (pagina cobrem o aspecto relacionado aos
métodos de rotulacao. Portanto, o estudo apresentado representa uma importante con-
tribuicao para o agrupamento de regras no pré-processamento. Além disso, assim como
no pés-processamento, acredita-se, com base no que foi exposto, que outros métodos de
MT e RI poderiam ser adaptados, uma vez que o LM-T e o LM-PU apresentaram um

bom desempenho.

4.5 Consideracoes Finais

A Tabela [6] apresenta as conclusoes obtidas nas Secoes e referentes as
particularidades da abordagem e aos dois aspectos abordados: “Reducao via Interesse”
e “Descritivo/Representativo”. Em relacdo as particularidades da abordagem, a orga-
nizacao que se destaca na etapa de pré-processamento, segundo os indices propostos, é
a PAM:Agg. Tendo como base essa organizacao, uma vez que visa-se a integragao dos
dois aspectos, de modo a atender, simultaneamente, os requisitos (R-i) e (R-ii), tem-se

que: (i) independente do tipo de dado utilizado (CD-P; CD-NP) a organizagao que se
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Figura 18: Comportamento dos métodos LM-T e LM-PU, na organizagao PAM:Agg, nos
CD-NP.
destaca nos dois aspectos é a PAM:Agg, sendo, portanto, a mais indicada para agru-
pamentos de regras de associacdo na etapa de pré-processamento; (ii) em rela¢do aos
métodos de rotulagao, tem-se que o LM-T é mais indicado para CD-P e o LM-PU para
CD-NP. Além disso, diante do exposto anteriormente, tem-se que o agrupamento de
regras no pré-processamento possibilita que: (i) via PAR-COM adaptada, o
espaco de exploracao seja reduzido direcionando o usuario para o que é po-
tencialmente interessante; (ii) via LM-T e LM-PU, bons descritores sejam
obtidos de modo a fornecer uma visao dos tépicos a serem explorados. Desse
modo, considerando o apresentado, pode-se afirmar que o agrupamento no
pré-processamento apdia o usuario.

Por fim, destacam-se as contribuigoes obtidas, por meio desse estudo, em relagao ao

agrupamento de regras de associagao na etapa de pré-processamento:
e proposta de indices de avaliacao referentes as particularidades do pré-processamento;

e identificacao da viabilidade de se utilizar agrupamento na etapa de pré-processamento,
uma vez que bons valores foram obtidos em grande parte dos indices de avaliagao
propostos (em 6 dos 9). Embora em 2 dos indices (Inc—r—gep © INrR—Rep), referen-
tes ao espalhamento das h-top regras interessantes contidas em RcP pelos grupos

dos agrupamentos e a quantidade de regras obtidas pelo processo, a abordagem
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Tabela 46: Organizacoes e métodos de rotulacao adequados ao pré-processamento refe-
rente as particularidades da abordagem e aos aspectos “Reducao via Interesse” e “Des-
critivo/Representativo”.

Organizacéo indicada via Indices de Avaliagao
CD-P PAM:Agg
CD-NP PAM:Agg
“Reducao via Interesse”
CD-P PAM:Agg
CD-NP PAM:Agg
“Descritivo/Representativo”
CD-P LM-T
CD-NP LM-PU

apresente valores preocupantes, a mesma se torna viavel devido a utilizacao da

PAR-COM adaptada, a qual visa suprir essas deficiéncias;
e proposta da metodologia PAR-COM adaptada;

e identificacao da organizacao mais adequada para se reduzir o espaco de exploracao,

identificar o conhecimento potencialmente interessante e obter bons descritores;
e identificacao dos métodos de rotulagao mais adequados ao contexto apresentado;

e identificacao da possibilidade de se integrar a PAR-COM adaptada com os métodos
de rotulacao adequados a cada tipo de dado de modo a permitir a identificacao dos

topicos potencialmente mais interessantes do dominio;

e identificacao da necessidade de valores de k£ nao muito grandes a fim de garantir

uma boa distribuicao das transacoes nos grupos dos agrupamentos.
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5 Avaliacao Comparativa entre o Pés-processamento

e o Pré-processamento

Essa secao apresenta uma comparacao entre a utilizacao de agrupamento nas etapas
de pds-processamento e pré-processamento a fim de responder a pergunta inicialmente
levantada: o que vale mais a pena? Para tanto, a comparacao foi divida em duas partes.
Na primeira (Se¢ao , a comparacao € realizada objetivamente considerando os aspec-
tos “Reducgao via Interesse” e “Descritivo/Representativo”. Na segunda (Segao |5.2)), a

comparagao ¢é realizada subjetivamente por meio da participagao de um especialista.

5.1 Comparagao Objetiva: “Reducao via Interesse” e “Descri-

tivo/Representativo”

Para que a comparagao entre o pds-processamento e o pré-processamento fosse reali-
zada objetivamente, a mesma foi dividida em duas partes, cada qual visando um dos aspec-
tos previamente abordados, ou seja, “Redugao via Interesse” e “Descritivo/Representativo”.
As Tabelas e apresentam os resultados anteriormente obtidos nas Segoes [3.1.2
(pégina [L7), (pégina [31)), (pagina e (pégina [68). Cada tabela exibe
a etapa do processo em que o agrupamento foi realizado juntamente com a organizagao
que obteve o melhor desempenho. A Tabela [47] se refere aos resultados, oriundos das
Tabelas[12] (p4gina [26)) e [41] (pdgina [66]), obtidos via PAR-COM/PAR-COM adaptada em
cada etapa, organizacao e tipo de dado. A Tabela[48]se refere aos resultados, oriundos das
Tabelas (pagina e (pagina , obtidos via P e RF' nos métodos de rotulagao
que se mostraram mais adequados em cada etapa, organizagao e tipo de dado. Em cada
uma dessas tabelas marcagoes foram realizadas. Na Tabela 47| as médias mais altas, refe-

“*¥7 em cada tipo

rentes a cada um dos critérios (h, h’, R), encontram-se marcadas com
de dado. Para os tipos de dado CD-P, por exemplo, a média mais representativa para h
é a relacionada a etapa de pés-processamento (95%); ja em relagao a h’ a etapa de pré-
processamento (70%). Desse modo, é possivel visualizar, para cada tipo de dado, a etapa
mais adequada para aplicar-se o agrupamento segundo o aspecto “Redugao via Interesse”.
Do mesmo modo, na Tabela 48| as médias mais altas, referentes a cada uma das medidas

“*” em cada tipo de dado. Para os tipos de dado

(P, RF), encontram-se marcadas com
CD-P, por exemplo, a média mais representativa para P, em LM-T, é a relacionada a
etapa de pds-processamento (0.929); j4 em relagdo a RF' a etapa de pré-processamento
(0.619). Desse modo, é possivel visualizar, para cada tipo de dado, a etapa mais adequada
para aplicar-se o agrupamento segundo o aspecto “Descritivo/Representativo”. Por fim, é

importante mencionar que os resultados sao deterministicos e, portanto, nenhum teste es-
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tatistico precisa ser realizado para checar se existe diferenca significativa entre as médias.

Pode-se observar que:

“Redugao via Interesse” (Tabela [47)

e em relagao aos CD-P, a etapa que apresenta o melhor resultado em h é a de
pos, em h’ a de pré e em R a de pés. Entretanto, considerando os trés critérios
simultaneamente, uma vez os valores de h’ encontram-se muito préximos (67%
x 70%), tem-se que a etapa de pds-processamento é a que se ajusta mais ade-

quadamente a utilizacao de agrupamento.

e em relacao aos CD-NP, a etapa que apresenta o melhor resultado tanto em
h quanto em h’ é a de pré e em R a de pds. Entretanto, considerando os
trés critérios simultaneamente, uma vez os valores de R encontram-se muito
proximos (71% x 67%), tem-se que a etapa de pré-processamento é a que se

ajusta mais adequadamente a utilizacao de agrupamento.
“Descritivo/Representativo” (Tabela

e em relagao aos CD-P, a etapa que apresenta o melhor resultado, em LM-T, em
P é a de pés e em RF a de pré. Entretanto, considerando as duas medidas
simultaneamente, uma vez os valores de RF' encontram-se préximos (0.535 x
0.619 (diferenga de 0.084)), tem-se que a etapa de pés-processamento é a que

se ajusta mais adequadamente a utilizacao de agrupamento.

e cm relacao aos CD-NP, a etapa que apresenta o melhor resultado, em LM-
PU, em ambas as medidas é a de pré. Portanto, tem-se que a etapa de pré-
processamento é a que se ajusta mais adequadamente a utilizacao de agrupa-

mento.

Tabela 47: Comparacao objetiva das etapas de pds-processamento e pré-processamento
sob o aspecto “Reducao via Interesse”.

Etapa | Organizacao | Tipo de Dado h h’ R
) ] CD-P 95%* | 67% | 8T%*
Pés Ward:J-RT CD-NP 68% 28% | T1%*
) ] CD-P 80% | 70%* | 66%
Pré PAM:Agg CD-NP 100%* | 95%* | 67%

Considerando o apresentado, indica-se a utilizacao de agrupamento na etapa de pos-
processamento para os CD-P e na etapa de pré-processamento para os CD-NP, tanto no
que se refere ao aspecto “Reducao via Interesse” quanto ao “Descritivo/Representativo”.
E importante observar que os resultados das Tabelas |47 e 48| foram anteriormente compu-

tados considerando k entre 5-50 no pds-processamento e entre 5-25 no pré-processamento.
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Tabela 48: Comparacao objetiva das etapas de pds-processamento e pré-processamento
sob o aspecto “Descritivo/Representativo”.

Etapa | Organizacdo | Tipo de Dado LM-T LM-PU
P RF P RF
4 . CD-P 0.929* 0.535 - -
Pos Ward:J-RT CD-NP : ’ 0.999 0.645
4 . CD-P 0.662 0.619* - -
e AN Age CD-NP - - 0.949% | 0.784*

Desse modo, a fim de garantir uma comparacao mais justa entre as etapas e checar se
as conclusoes acima se mantém, computou-se novamente as médias do pds-processamento
considerando apenas k entre 5-25. As Tabelas 49| e [50] apresentam as novas médias, as
quais foram computadas como as obtidas para k entre 5-50, porém considerando apenas
os resultados obtidos até k=25. Note que no caso do pré-processamento os valores se

mantém iguais aos das Tabelas [{7] e 48] O mesmo tipo de marcagao das Tabelas [47] e

foi realizado. Assim, pode-se observar que:
“Redugao via Interesse” (Tabela [49)

e em relacao aos CD-P, a etapa que apresenta o melhor resultado em todos os
critérios é a de pés. Portanto, tem-se que a etapa de pds-processamento é a

que se ajusta mais adequadamente a utilizacao de agrupamento.

e em relacao aos CD-NP, a etapa que apresenta o melhor resultado em todos os
critérios é a de pré. Portanto, tem-se que a etapa de pré-processamento é a

que se ajusta mais adequadamente a utilizacao de agrupamento.
“Descritivo/Representativo” (Tabela

e cm relacao aos CD-P, a etapa que apresenta o melhor resultado, em LM-T,
em ambas as medidas é a de pds. Portanto, tem-se que a etapa de pods-
processamento é a que se ajusta mais adequadamente a utilizacao de agru-

pamento.

e em relacao aos CD-NP, a etapa que apresenta o melhor resultado, em LM-
PU, em ambas as medidas é a de pré. Portanto, tem-se que a etapa de pré-
processamento ¢ a que se ajusta mais adequadamente a utilizacao de agrupa-

mento.

Diante do exposto, observa-se o mesmo padrao anteriormente obtido, ou seja, indica-
se a utilizacao de agrupamento na etapa de pdés-processamento para os CD-P
e a etapa de pré-processamento para os CD-NP, tanto no que se refere ao as-

pecto “Redugao via Interesse” quanto ao “Descritivo/Representativo”. Além
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Tabela 49: Comparacao objetiva das etapas de pdés-processamento e pré-processamento
sob o aspecto “Reducao via Interesse” e intervalo de k padronizado.

Etapa | Organizacdo | Tipo de Dado h h’ R
. ] CD-P 96%* | TT%* | 81%*
Pés | Ward:J-RT CD-NP 80% 36% | 60%
) ] CD-P 80% | 70% | 66%
Pré PAM:Agg CD-NP 100%* | 95%* | 67%*

Tabela 50: Comparacao objetiva das etapas de pds-processamento e pré-processamento
sob o aspecto “Descritivo/Representativo” e intervalo de k padronizado.

Etapa | Organizacao | Tipo de Dado LM-T LM-PU
P RF P RF
) . CD-P 0.882% | 0.689% - -
Pos Ward:J-RT CD-NP . . 0.902 | 0.675
) _ CD-P 0.662 | 0.619 - -
pré PAM:Agg CD-NP - - 0.949% | 0.784*

disso, observa-se um bom desempenho dos critérios h, h’ e R e das medidas P e
RF nos tipos de dado em suas respectivas etapas, i.e., pds-processamento nos
CD-P e pré-processamento nos CD-NP. Portanto, pode-se afirmar que o agru-

pamento apdia o usuario em ambas as etapas considerando o tipo adequado
de dado.

5.2 Comparagao Subjetiva: Analise Especialista

Para que a comparagao entre o pds-processamento e o pré-processamento fosse reali-
zada subjetivamente, selecionou-se para cada conjunto de dados dois agrupamentos: um
obtido no pés e o outro no pré. A Tabela |51 apresenta as selecoes realizadas em cada con-
junto. Em relacao ao pds, selecionou-se agrupamentos obtidos por meio da organizacao
Ward:J-RT, jd que a mesma é a mais indicada para essa etapa (Segao . Por outro
lado, em relacao ao pré, selecionou-se agrupamentos obtidos por meio da organizacao
PAM:Agg, ja que a mesma é a mais indicada para essa etapa (Segao . Em relacao aos
métodos de rotulagao, selecionou-se para os CD-P o LM-T e para os CD-NP o LM-PU,
por serem os mais adequados para cada um dos tipos de dado (Segoes e . Em
todos os casos, considerou-se um valor de k=15. Essa escolha foi realizada avaliando os
resultados anteriormente apresentados e discutidos. Além disso, esse valor representa o
valor mediano do intervalo de k até entao considerado (5, 10, 15, 20, 25). A Tabela
apresenta os valores obtidos nos critérios h, h’ e R em cada organizacao selecionada, as-
sim como o desempenho do método de rotulacao segundo P e RF. Indica-se também,

juntamente com cada valor, a tabela onde a informacao apresentada é encontrada.
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Como observa-se na Tabela |51 o agrupamento apresenta um melhor desempenho
no poés-processamento nos CD-P e no pré-processamento nos CD-NP, considerando h,
h’, R, P e RF, como ja concluido na Secao [5.1} Desse modo, a fim de checar se as
conclusoes acima se mantém, segundo analise feita por um especialista, a avaliacao foi
dividida em duas partes, cada qual visando um dos aspectos previamente abordados, ou
seja, “Reducdo via Interesse” e “Descritivo/Representativo”. O aspecto primeiramente
abordado na anédlise foi o “Descritivo/Representativo”, uma vez que o mesmo fornece
uma visao geral do dominio, a partir do qual o processo de avaliagao pode ser refinado.
E importante mencionar que os experimentos abaixo descritos foram avaliados por um
especialista em regras de associagao, para o qual foram fornecidas informagoes sobre cada
um dos conjuntos de dados utilizados.

A fim de avaliar os resultados segundo o aspecto “Descritivo/Representativo” apresen-
tou-se ao especialista, para cada conjunto de dados, os descritores de seus agrupamentos,
i.e., um do pdés e um do pré. Os descritores encontram-se nas Tabelas (Adult),
(Income), [54] (Groceries) e[55| (Sup). Cada tabela apresenta os descritores do agrupamento
do pos, apresentados como “Agrupamento 1”7, e os descritores do agrupamento do pré,
apresentados como “Agrupamento 2”. O especialista nao foi informado sobre qual dos
agrupamentos pertencia a cada etapa. Observe que cada agrupamento é composto por um
conjunto de grupos identificados pelo seu nimero (G#). Além disso, o inico agrupamento
que nao contém os 15 grupos é o obtido no pré no conjunto Adult — 5 grupos nao sao
considerados segundo o critério de distribuicao das transacoes (Segao . Para cada

conjunto de dados, solicitou-se ao especialista que o mesmo indicasse:

(a) se os descritores, em cada agrupamento, estavam ou nao adequados, i.e., se os descrito-
res distribuiam adequadamente os topicos do dominio e, consequente, o conhecimento
do dominio. Ele poderia responder sim, mao ou mais ou menos. Além disso, ele

deveria justificar a resposta.

(b) dentro de cada conjunto de dados qual dos dois agrupamentos melhor distribuia os

topicos do dominio. Ele poderia responder ”indiferente” caso nao conseguisse concluir.
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As respostas fornecidas pelo especialista encontram-se ao final de cada uma das tabe-

las. Nota-se que:

e para os CD-P o agrupamento que melhor distribui os tépicos do dominio é o “Agru-
pamento 17, i.e., os obtidos na etapa de pds-processamento, confirmando a conclusao

anteriormente obtida.

e para os CD-NP o agrupamento que melhor distribui os tépicos do dominio é o
“Agrupamento 2”, i.e., os obtidos na etapa de pré-processamento, confirmando a

conclusao anteriormente obtida.
e observando apenas os agrupamentos mais adequados a cada conjunto tem-se que:

— no conjunto Adult, o especialista conseguiu identificar, por meio dos descritores
do “Agrupamento 1”7, alguns segmentos do dominio. Contudo, o mesmo obser-
vou a repeticao de itens. Embora haja 15 itens distintos entre os descritores,
em que apenas 4 se repetem (RF=0.733; “capital-loss=None”: 12x, “marital-
status=Married-civ-spouse”: 5x, “education=HS-grad”: 2x, “income=small”:
2x), a repetigdo de alguns itens ocorre vérias vezes, os quais apresentam um
alto valor de suporte (“capital-loss=None”: 95.33%, “marital-status=Married-
civ-spouse”: 45.82%).

— no conjunto Income, o especialista conseguiu identificar, por meio dos descri-
tores do “Agrupamento 1”7, alguns segmentos do dominio. Contudo, o mesmo
observou a repeticao de itens. Embora haja 15 itens distintos entre os descri-
tores, em que apenas 4 se repetem (RF=0.733; “language_in_home=english”:
10x, “income=0-40.000": 5x, “ethnic_classification=white”: 2x, “years_in_bay-
_area=10+": 2x), a repeti¢ao de alguns ocorre vérias vezes, os quais apresentam
um alto valor de suporte (“language_in_home=english”: 91.29%, “income=0-
40.000”: 62.25%).

— no conjunto Groceries, o especialista conseguiu identificar, por meio dos descri-
tores do “Agrupamento 2”7, alguns segmentos do dominio. Contudo, o mesmo
observou a repeticao de itens. Embora haja 48 itens distintos entre os des-
critores, 18 deles se repetem (RF=0.625; “rolls_buns”: 4x, “shopping_bags”:
4x, “soda’: 4x, “bottled_water”: 3x, “canned_beer”: 3x, “whole_milk”: 3x,
“bottled_beer”: 2x, “fruit_vegetable_juice”: 2x, “red_blush_wine”: 2x, “speci-
alty_bar”: 2x, “newspapers”: 2x, “pastry”: 2x, “chicken”: 2x, “root_vegetables”:
2x, “other_vegetables”: 2x, “sausage”: 2x, “specialty_chocolate”: 2x, “yogurt”:
2x).

84



— no conjunto Sup, o especialista conseguiu identificar, por meio dos descritores
do “Agrupamento 2”7, alguns segmentos do dominio. Nesse caso, a repeticao de
itens foi sutil. Dos 71 itens distintos, apenas 4 se repetem (RF=0.940; “BISC-
NESTLE”: 2x, “COCA_COLA”: 2x, “MARGQUALY”: 2x, “OVOS_BRAN-
COS_KAMIMURA”: 2x).

Diante do exposto, pode-se notar, segundo o aspecto “Descritivo/Representativo”,
que: (i) a utilizagdo de agrupamento na etapa de pds-processamento é mais adequada
para os CD-P e na etapa de pré-processamento para os CD-NP, como concluido na analise
objetiva; (ii) embora todos os agrupamentos tenham apresentado problema em relagao
a repeticao de itens, é possivel identificar tendéncias e segmentos do dominio por meio
dos descritores sendo, portanto, titeis ao usudrio; (iii) existe uma tendéncia dos CD-NP
serem mais adequados a aplicacao de agrupamento, uma vez que em ambos os conjuntos
analisados, nos agrupamentos do pré-processamento, o especialista avaliou os descritores
dos grupos como adequados (conclusdo: sim) e, portanto, que uma boa distribui¢do do
conhecimento foi realizada. Contudo, observa-se um bom desempenho dos descritores nos
conjuntos considerados em suas respectivas etapas, i.e., pés-processamento nos CD-P e
pré-processamento nos CD-NP.

Visando avaliar os resultados segundo o aspecto “Reducao via Interesse” aplicou-se a
cada agrupamento da Tabela[51]a metodologia PAR-COM no pds e a PAR-COM adaptada
no pré. Os parametros utilizados foram: m=1 (sele¢ao apenas do grupo mais interessante);
h=0.5% do total de regras do agrupamento; média dos ranqueamentos das medidas 18
medidas objetivas j4 utilizadas. A Tabela[56|apresenta os resultados obtidos: (i) na coluna
“Grupo Selecionado” encontra-se o nimero do grupo selecionado, i.e., o identificado como
0 mais interessante do agrupamento — os mesmos encontram-se destacados em cinza nas
Tabelas [52| (Adult), 53| (Income), [54] (Groceries) e [55| (Sup); (ii) na coluna “# Regras no
Grupo” encontra-se o nimero de regras do agrupamento contidas no grupo selecionado
(item (i)); (ili) na coluna “h [0.5%]” encontra-se a quantidade de regras referente a 0.5%
do total das existentes no agrupamento; (iv) na coluna “h no Grupo” encontra-se a
porcentagem das h regras do agrupamento (item (iii)) contidas no grupo selecionado (item
(1)), além do valor absoluto entre parénteses; (v) na coluna “h’ no Grupo” encontra-se a
porcentagem das h’ regras do agrupamento contidas no grupo selecionado (item (i)); (vi)
na coluna “R no Grupo” encontra-se a reducao do espaco de exploragao obtida por meio do
grupo selecionado (item (i)). O objetivo era que o especialista avaliasse as regras contidas
nos grupos selecionados a fim de responder algumas questoes. Contudo, o nimero de
regras a serem avaliadas era muito alto, nesse caso, 40232 (soma da coluna “# Regras no

Grupo”). Desse modo, optou-se pelo seguinte procedimento: considerar um subconjunto
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das regras do grupo de tal modo que o mesmo contivesse as h-top regras do grupo mais n
regras escolhidas aleatoriamente, em que n contivesse a mesma proporg¢ao de h-top regras
do grupo. Por exemplo, o conjunto Income, na organizacao Ward:J-RT, contém 13 h-top
regras no grupo selecionado. Portanto, o subconjunto a ser considerado contém essas 13
regras mais 13 regras escolhidas aleatoriamente, totalizando 26 regras a serem avaliadas.
A quantidade de regras a serem avaliadas pelo especialista em cada organizacao encontra-
se na Tabela , coluna “# Regras a Avaliar”, totalizando 1276 regras (soma da coluna).
Esse procedimento foi adotado levando em consideragao a hipdtese, adotada na PAR-
COM/PAR-COM adaptada, de que uma regra interessante dentro de um grupo auxilia na
descoberta de outros conhecimentos potencialmente interessantes. Desse modo, qualquer

regra selecionada aleatoriamente representa uma regra potencialmente interessante.
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Considerando os subconjuntos de regras construidos a partir dos grupos selecionados,
apresentou-se ao especialista, para cada conjunto de dados, dois subconjuntos, um do pés
e um do pré. Os subconjuntos nao sao exibidos aqui devido ao elevado ntimero de regras
(1276). Os subconjuntos referentes aos agrupamentos do pds foram apresentados como
“Subconjunto 1”7 e os do pré como “Subconjunto 2”. O especialista nao foi informado sobre
qual dos subconjuntos pertencia a cada etapa. E importante mencionar que juntamente
com as regras disponibilizou-se também o descritor do grupo a partir do qual as regras
foram selecionadas. Para cada conjunto de dados, solicitou-se ao especialista que o mesmo

indicasse:

1. as regras, em cada subconjunto, que ndo apresentassem conhecimento ¢bvio (co-
mum; nao interessante). Optou-se por utilizar a classificagdo “6bvio” e “nao ébvio”
em vez de “interessante” e “nao interessante” pelo fato de nao se ter nenhum obje-
tivo pré-definido para avaliar as regras segundo o aspecto de interesse. Além disso, o
conceito de interesse é mais subjetivo do que o de “6bvio”. Desse modo, considera-se

que um conhecimento “nao 6bvio” contém alguma informacao relevante.

2. se os descritores, em cada subconjunto, estavam ou nao adequados, i.e., se os des-
critores realmente representavam o conhecimento contido nas regras. Ele poderia

responder sim, nao ou Mmais ou Menos.

3. dentro de cada conjunto de dados qual dos dois subconjuntos era mais interessante
em termos de conhecimento gerado. Ele poderia responder ”indiferente” caso nao

conseguisse concluir.

As Tabelas (Adult), (Income), (Groceries) e (Sup) apresentam os re-
sultados da avaliacao: (i) na coluna “Nao Obvias” encontra-se a quantidade de regras
classificadas como nao ébvias; (ii) na coluna “Nao Obvias h” encontra-se quantas das
regras classificadas como nao ébvias (item (i)) sdo h-top regras; (iii) na coluna “Nao
Obvias h” encontra-se quantas das regras classificadas como nio 6bvias (item (i)) sdo
regras selecionadas aleatoriamente; (iv) na coluna “Descritores” encontra-se a avaliagao
sobre a adequagao dos descritores ao subconjunto; (v) na coluna “Subconjunto Selecio-
nado” encontra-se indicado, por um “X”, o subconjunto que o especialista achou mais
interessante. Por exemplo, na Tabela [57] referente ao conjunto Adult, das 238 regras
apresentadas ao especialista no “Subconjunto 2” (vide Tabela , 9 foram classificadas
como nao 6bvias, sendo 2 das 9 h-top regras e 7 das 9 selecionadas aleatoriamente. Nota-se

que:

e No conjunto Adult, a diferenca entre a proporgao de regras classificadas como nao

ébvias, nos dois subconjuntos, foi pequena (0.78%). Contudo, o pré-processamento
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apresentou um desempenho um pouco melhor. Ambos os subconjuntos apresenta-
ram bons descritores tendo, contudo, o do pds obtido uma melhor avaliagao. Por

fim, o especialista indicou como subconjunto mais interessante o do pré.

No conjunto Income, o subconjunto referente ao pré-processamento apresentou um
melhor desempenho em relacao a proporcao de regras classificadas como nao ébvias.
Nenhum dos subconjuntos apresentou bons descritores. Por fim, o especialista indi-

cou como subconjunto mais interessante o do pré.

No conjunto Groceries, o subconjunto referente ao pré-processamento apresentou
um melhor desempenho em relacao a proporcao de regras classificadas como nao
6bvias. Ambos os subconjuntos apresentaram bons descritores tendo, contudo, o do
pos obtido uma melhor avaliacao. Por fim, o especialista indicou como subconjunto

mais interessante o do pré.

No conjunto Sup, a diferenca entre a proporcao de regras classificadas como nao
ébvias, nos dois subconjuntos, foi pequena (0.23%). Contudo, o pré-processamento
apresentou um desempenho um pouco melhor. Ambos os subconjuntos apresenta-
ram bons descritores tendo, contudo, o do pds obtido uma melhor avaliagao. Por

fim, o especialista indicou como subconjunto mais interessante o do pré.

nos CD-P os subconjuntos do pré sempre contém h-top regras classificadas como
nao é6bvias, diferente do pds, que sé contém as selecionadas aleatoriamente. Isso
indica que as h-top regras do pré sao provavelmente mais interessantes do que as do
pés. Contudo, é possivel verificar em todos os casos, CD-P e CD-NP, que uma regra
interessante dentro de um grupo auxilia na descoberta de outros conhecimentos po-
tencialmente interessantes — hipétese considerada na metodologia PAR-COM /PAR-
COM adaptada.
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Diante do exposto, pode-se notar, segundo o aspecto “Reducao via Interesse”, que:
(i) a utilizagdo de agrupamento na etapa de pré-processamento é mais adequada para
os CD-NP, como concluido na andlise objetiva; (ii) em relagdo aos CD-P, existe uma
tendéncia do pré-processamento ser também a etapa mais adequada ao agrupamento,
nao tendo, contudo, a avaliagao apresentado um padrao bem definido; (iii) os descritores
dos CD-NP, de todos os subconjuntos considerados, obtiveram uma boa avaliagao, i.e.,
representaram adequadamente os conceitos contidos nas regras; (iv) existe uma tendéncia
dos CD-NP serem mais adequados a aplicacao de agrupamento, uma vez que em ambos
os conjuntos analisados, nos subconjuntos do pré-processamento, os mesmos obtiveram
um bom desempenho em relacao aos conhecimentos nao ébvios e aos descritores.

Por fim, considerando toda a andlise subjetiva realizada, indica-se (i) a utilizagao
de agrupamento na etapa de pré-processamento para os CD-NP, tanto no que
se refere ao aspecto “Reducgao via Interesse” quanto ao “Descritivo/Repre-
sentativo” e (ii) a utilizagao de agrupamento na etapa de pds-processamento

para os CD-P no que se refere ao aspecto “Descritivo/Representativo”.

5.3 Consideracoes Finais

A Tabela [61] apresenta as conclusoes obtidas nas Segoes e referente as duas
comparagoes: objetiva e subjetiva. Observa-se que: (i) a utilizacdo de agrupa-
mento na etapa de pré-processamento é indicada para os CD-NP em ambas
as andlises e aspectos considerados; (ii) a utilizagdo de agrupamento na etapa
de pés-processamento é indicada para os CD-P em quase todos os aspectos
das andlises realizadas; (iii) considerando (i) e (ii), existe uma tendéncia dos
CD-NP serem mais adequados a aplicacao de agrupamento do que os CD-P;

(iv) o agrupamento, em ambas as etapas, apdia o usudrio.

Tabela 61: Sintese dos resultados das comparacoes objetiva e subjetiva realizadas entre
as abordagens de pds-processamento e pré-processamento.

Tipo de Anélise | “Redugao via Interesse” | “Descritivo/Representativo”
T pés: CD-P pés: CD-P
Objetiva pré: CD-NP pré: CD-NP
— N po6s: CD-P
Subjetiva pré: CD-NP pré: CD-NP
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6 Conclusao

Devido a grande quantidade de padroes que se obtém em um processo de mineracao
de regras de associagao, diversas linhas de pesquisa vem sendo adotadas para solucio-
nar o problema, propondo, para tanto, abordagens distintas. Entre as abordagens exis-
tentes encontra-se a de agrupamento. O agrupamento pode ser aplicado de maneira
distinta em duas das etapas do processo de mineracao de dados, pré-processamento e
pos-processamento, a fim de facilitar a busca pelos padroes relevantes a aplicacao. Uma
vez que ambas possibilidades existem, surge a pergunta: o que vale mais a pena?

A fim de responder essa questao, este relatério técnico dividiu a investigacao em trés
partes: (i) a contribui¢do do agrupamento no pds-processamento (Segao , (ii) a con-
tribuigdo do agrupamento no pré-processamento (Segao {4)) e (iii) a comparagao entre o
pés-processamento e o pré-processamento considerando os resultados obtidos em (i) e (ii)
(Segao . Em cada parte do estudo, metodologias foram propostas e diversas contri-

buigoes obtidas, a saber:
e proposta da metodologia PAR-COM;
e proposta da metodologia PAR-COM adaptada;
e proposta das medidas P e RF' para avaliar métodos de rotulagao;

e proposta dos indices para avaliar as particularidades do agrupamento no pré-pro-

cessamento;

e identificacao da organizacao mais adequada para se reduzir o espaco de exploragao,
identificar o conhecimento potencialmente interessante e obter bons descritores,

tanto no pés-processamento como no pré-processamento;

e identificacao dos métodos de rotulacao mais adequados a cada uma das etapas in-

vestigadas.

Como resultado de todo o estudo, obteve-se que:

e a organizacao Ward:J-RT é a mais indicada para agrupamentos de regras de asso-

ciacao na etapa de pos-processamento;

e a organizacao PAM:Agg é a mais indicada para agrupamentos de regras de asso-

ciacao na etapa de pré-processamento;
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o método de rotulagao LM-T é mais indicado para CD-P e o LM-PU para CD-NP,

independente da etapa em que o agrupamento ¢ aplicado;

a utilizacdo de agrupamento na etapa de pré-processamento é indicada para os CD-
NP;

Y

a utilizagao de agrupamento na etapa de pds-processamento é indicada para os CD-
P;

existe uma tendencia dos CD-NP serem mais adequados a aplicagao de agrupamento
do que os CD-P;

e 0 agrupamento, em ambas as etapas, apdia o usuario.

Diante do exposto, respondendo a pergunta inicialmente realizada (o que vale
mais a pena?), tem-se que utilizar agrupamento é interessante em ambas as
etapas considerando que o mesmo deve ser utilizado no pds-processamento
para os CD-P e no pré-processamento para os CD-NP.

Por fim, é importante mencionar que todos os processos e metodologias apresentadas
foram implementadas no RulEE-AREC [Carvalho et al., 2012Padua and Carvalho, 2011"?].
O RulEE-AREC (Association Rules Exploration through Clustering) compoe um dos
modulos de um ambiente de exploragao de regras denominado RulEE (Rule Exploration
FEnvironment) |[Paula, 2003|, o qual visa disponibilizar o conhecimento obtido no processo
de mineracao de dados para avaliacao pelos usudrios finais. O mddulo incorpora ao
RulEE uma nova abordagem de exploracao, por meio dos processos e das metodologias
propostas, facilitando a exploragao das regras e a execucao dos experimentos por meio de

uma interface amigavel.

8Trabalho de Iniciacio Cientifica desenvolvido com apoio FAPESP 2011/00951-0
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