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Resumo

Neste trabalho € proposta uma nova classe de algoritmos de otimizagao, chamada de Otimiza-
cdo por Decomposicao (ODec). Estes algoritmos dividem-se em 3 etapas, sendo a primeira a
criacdo de um conjunto inicial de solucdes, a segunda responsdvel por identificar os blocos de
varidveis relacionadas do problema sendo otimizado, e a terceira reponsavel por buscar solucdes
6timas do problema. Um algoritmo pertencente a esta classe € proposto, adicionando a este
relatorio uma explicacdo das técnicas envolvidas na constru¢ao do mesmo. Experimentos com-
parando a técnica implementada com um EDA sdo apresentados, mostrando: (i) a eficiencia da
técnica proposta e (i1) uma limitacdo da técnica, com relacdo a escalabilidade da mesma.
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Abstract

This document presents a new class of optimization algorithms, called "Optimization by
Decomposition"(ODec). These algorithms are composed of 3 steps: the first is the creation of
a random set of solutions; the second is the identification of the related variables that compose
the problem being optimized; and the final step is the search for the optimal solution(s) of the
problem. The document contains explanation of techniques for a proposed ODec algorithm.
Also, experiments were conducted comparing the method with an Estimation of Distribution
Algorithm, showing: (i) the efficiency of the proposed technique and (ii) a limitation of this
technique, related to its scalability.
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Capitulo 1

Introducao

Virios problemas do mundo real sdo representados como problemas de otimizacdo, nos
quais um conjunto de parametros deve ser ajustado para que uma pontuacdo méxima seja
atingida. Entre esses problemas, existem os complexos e de larga escala que, em geral, ndo
podem ser resolvidos eficientemente por técnicas deterministicas de otimizacdo. Como exem-
plo, podem ser citados problemas de redes elétricas (Mansour et al., 2010; Hadi e Rashidi, 2005)
e predicdo de estruturas de proteinas (Lima, 2006; Cotta, 2003)).

Classes de Algoritmos, como os Algoritmos Evolutivos (EAs, do inglés Evolutionary Algo-
rithms), surgiram como solugdo para estes casos, buscando encontrar solu¢des que resultem na
melhor pontuagdo possivel. Destes algoritmos, os Algoritmos Genéticos (GAs, do inglés Ge-
netic Algorithms) destacam-se ao resolver de forma eficiente diversos problemas (Ogata, 2006;
Moura et al., 2010; Pessin et al., 2010). No entanto, os AGs comecaram a se mostrar insu-
ficientes para resolver com o desempenho desejado algumas categorias de problemas (Rana e
Whitley, 1998 Harik et al., 1999).

Desta forma, surge um novo ramo da Computag¢do Evolutiva, os Algoritmos de Estimagao
de Distribui¢do (EDAs, do inglés Estimation of Distribution Algorithms), que buscam criar um
modelo probabilistico que represente as melhores solucdes encontradas para o problema. Este
modelo € entdo usado para direcionar a busca por novas e melhores solu¢des. Uma das aborda-
gens utilizadas para se criar tal modelo probabilistico, € a identificacao de blocos de constru¢@o
(BBs, do inglés Building Blocks). EDAs como o Algoritmo Genético Compacto Extendido
(ECGA, do inglés Extended Compact Genetic Algorithm) (Harik et al., 2006) e o algoritmo
de Otimizacdo Bayesiana com Detec¢do de Comunidades (OBDC) (Crocomo e Delbem, 2011)

utilizam essa estratégia, ao identificar BBs a cada etapa do algoritmo iterativo.

Este documento propde uma nova categoria de algoritmos: os algoritmos de Otimizagdo por
Decomposi¢do (ODec). Enquanto os EDAs citados buscam identificar os BBs do problema a
cada etapa do algoritmo iterativo, os algoritmos ODec buscam encontrar os BBs uma tnica vez,
e entdo usam essa informacdo junto a um algoritmo de busca para encontrar a melhor solu¢do

possivel.
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Este relatério introduz o conceito de BBs no Capitulo [2] e, entdo, explica o funcionamento
dos algoritmos ODec no Capitulo 3] Ainda neste capitulo, é proposto um algoritmo ODec,
chamado Otimizagao Direta (ODir). Os capitulos seguintes explicam as técnicas utilizadas na
contru¢do do ODir: K2 (Capitulo [) e Fast Algorithm (Capitulo [5). Por fim, sdo apresentados

os experimentos realizados com este algoritmo no Capitulo [f]e as Conclusdes no Capitulo



Capitulo 2

Blocos de Construcao

Ao se analisar a dificuldade de problemas, € preciso verificar como essa varia em escala, isto
é, com o crescimento do tamanho do problema. E importante caracterizar também o tamanho
do espago de busca. Isso depende nao somente do nimero de varidveis do problema, como em
geral é apresentado em andlises de complexidade computacional, mas também da cardinalidade
das varidveis. Por exemplo, ao trabalhar com varidveis bindrias, tem-se um espaco de busca de
tamanho 2", onde n € o nimero de varidveis. Assim, para varidveis x-drias, o espaco de busca
possui tamanho x".

Embora o tamanho do espaco de busca seja um fator muito importante para se determinar a
dificuldade de um problema, limitantes superiores de complexidade significativamente menores
que X" podem ser encontrados. Em (Goldberg, 2002) € verificado que dois fatores muito im-
portantes sdo: A quantidade m de Blocos de Constru¢do (BBs, do inglés Building Blocks) e o
numero k de varidveis que compdem cada BB.

Para ilustrar a importancia desses fatores, considere trés problemas distintos, representados
na Figura todos referentes a um conjunto de 5 varidveis bindrias (5 bits). Os problemas
ilustrados sdo dados por fungdes unitdrias, o que significa que a entrada para a fungao é um valor
u que corresponde a quantidade de varidveis bindrias que possuem o valor *1°. Os problemas

sd0 os seguintes:

1. Problema UmMax (Goldberg, 2002): consiste em maximizar a quantidade de varidveis

iguais a 1. O fitness é a quantidade de varidveis com valor 1;

2. Problema de senha: fitness € O para todas as solug¢des, exceto para o caso em que todas as

varidveis sdo 1, para o qual o fitness possui valor 5;

3. Problema armadilha (Goldberg, 2002)): o fitness cai com o aumento de u, exceto para
0 maior u que possui o valor de fitness maximo como, por exemplo, a seguinte fungdo
armadilha de 5 bits:

4 — < 5,
ftrapb(u) = wosed . (2.1
5 caso contrario.
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Figura 2.1: Problemas de fungdes unitdrias: (a)UmMazx, (b)Problema de senha, (c)Funcao ar-
madilha.

Ao modificar o valor de um tnico bit de entrada no problema UmMax, pode-se saber se a
alteracdo gerou uma solu¢do mais proxima do 6timo global apenas verificando se a alteracdo
aumentou ou diminuiu o fitness. Observe que isso independente do valor de qualquer uma das
outras varidveis. Devido a esse fato, pode-se considerar que cada varidvel €, isoladamente, um
BB. Assim, este problema é composto por 5 BBs de tamanho um, que sdo 5 subproblemas inde-
pendentes. No problema de senha ou no problema de armadilha, para se saber se a modificagao
de um bit gerou uma solucdo mais préoxima do 6timo global, é preciso saber os valores dos
outros 4 bits de entrada. Em outras palavras, os 5 bits sdo dependentes entre si, formando um
BB. Portanto, esses dois problemas possuem um unico BB de tamanho 5. A partir deste ponto,
¢ possivel observar que, embora todos os problemas tenham o mesmo espaco de busca: 2°. Os

problemas com BBs de tamanho maior sdo mais dificeis.

No problema UmMax, algoritmos de busca local (Hoos e Stiitzle, 2004) sdo suficientes
para se encontrar o 6timo global do problema (11111). No entanto, para o problema de senha,
qualquer meta-heuristica (Talbi, 2009) é no médximo tdo eficiente quanto uma busca exaustiva
ou aleatdria, uma vez que ndo existe informacdo em nenhum local do espaco de busca que
possa guiar o algoritmo para o 6timo global (com exce¢dao do proprio 6timo global). Por outro
lado, no problema armadilha, hd informacdo. Com isso, meta-heuristicas que utilizem alguma
informacao local para orientar a busca, tendem a orientar a busca para solu¢des com poucos s,
podendo a solugdao 00000 (6timo local da ftrapb dominar a populagdo e impedir a descoberta
do 6timo global (11111). Portanto, para essas metaheuristicas, a informacdo existente € na

verdade desinformac¢ado, uma armadilha.

Uma forma de construir problemas mais dificeis que o problema armadilha é simplesmente
pelo somatério de subproblemas em que cada um € uma funcdo armadilha. Como exemplo,
considere um problema composto pelo somatdrio de 3 fungdes firapb. Nesse exemplo, um
cromossomo € formado entdo por um conjunto de 15 bits, os quais sdo particionados em 3
subconjuntos de 5 bits e uma ftrap5 € aplicada a cada subconjunto. O fitness do cromossomo é
a soma dos resultados obtidos para cada ftrapb. Dessa forma, o problema é formado por 3 BBs
de tamanho 5 (k = 5 e m = 3). Como discutido anteriormente, em fun¢des armadilha, a busca
dentro de um BB, ¢é induzida para 6timos locais diferente do 6timo global. Uma alternativa

apresentada em (Goldberg, 2002) para vencer as armadilhas é que o processo de busca ndo
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ocorra dentro dos BBs, mas entre os BBs. Em outras palavras, parte-se do principio de que a
populacao inicial do algoritmo possua pelo menos uma representacao de cada instancia possivel
de um BB, entao o operador de recombinacao utilizado ndo mais tem como objetivo combinar as
varidveis do problema, mas sim combinar os BBs existentes na populacdo. Refor¢a-se que, para
1ss0, € necessdrio que a populacio inicial tenha uma grande diversidade de solu¢des provendo
pelo menos uma instancia 6tima de cada BB na populacdo de forma que essas instancias possam

ser combinadas gerando a solu¢@o 6tima do problema.

Foi demonstrado em (Goldberg, 2002) que a Equagdo[2.2]estima adequadamente o tamanho
da populacio inicial para que essa amostre com alta probabilidade, todas as possiveis instincias
de um BB.

n=x"kx*Iln x +1In m), (2.2)

em que n é o tamanho da populacdo, y a cardinalidade das varidveis, k£ o tamanho do BB e
m a quantidade de BBs. Como k € expoente positivo na Equacdo e os demais termos nao

sdo exponenciais, Xk domina a estimativa de n conforme k cresce.

A Figura ilustra como o tamanho da populagdo inicial necessdria para que todas as
possiveis instancias dos BBs sejam representadas na populagdo variam com k e m. As linhas
continuas sdo obtidas pela Equagdo 2.2} enquanto os pontos marcados foram obtidos exper-
imentalmente através dos passos explicados abaixo, reproduzidos a partir dos experimentos
relatados em[2.2]

1. Crie uma populagdo inicial com 0 individuo;

2. Enquanto houverem instancias ndo representadas de algum BB na populagdo, inclua um

novo individuo aleatorio;

3. Retorne o tamanho da populacio final (que contém todas as instincias de cada BB).

Cada ponto representado no grafico é obtido para um dado valor de k e de m, e é encontrado
a partir de 30 execugdes dos passos acima, sendo o ponto exibido dado pela média dos resultados
encontrados. Dessa forma, ilustra-se tedrica e experimentalmente como a complexidade de um
problema aumenta conforme & e m aumentam. Além disso, a Figura[2.2)mostra claramente que

o tamanho do BB € o fator mais influente a ser considerado.

No entanto, uma amostra inicial grande (contendo amostras com o 6timo global de cada sub-
problema) nio é o suficiente para que o Gtimo global do problema seja construido. E necessdrio
identificar previamente quais sdo as varidveis relacionadas que compdem os BBs, para que se
possa combinar instincias de BBs presentes em diferentes individuos ao longo das geragdes até
atingir a combinagdo correspondente ao 6timo global. Dentre os EDAs que trabalham com esse

principio, podemos citar:

Algoritmo Genético Compacto Extendido:
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Figura 2.2: Tamanho da populacdo inicial necessdria para que exista pelo menos uma de cada
possivel instancia de um BB.

O ECGA (Harik et al., 2006) busca encontrar as varidveis relacionadas através de um pro-
cesso chamado de linkage learning. Esse método considera que as varidveis relacionam-se em
grupos (BBs) sem que estes sejam sobrepostos, isto €, considera que ndo existe uma ou mais va-
ridveis pertencentes a dois grupos distintos. Uma vez obtido um modelo que representa os BBs
para um problema, € possivel usar operadores reprodutivos competentes (Goldberg, 2002) que
nao misturam valores de varidveis de instancias de um BB de individuos diferentes ao combinar
duas ou mais soluc¢des. Observe que, sem o modelo de BBs, o operador de recombinagdo pode
desagrupar combinacdes promissoras de valores de varidveis se o ponto de corte for interno a
um BB, ou seja, pode destruir uma solu¢do 6tima de um subproblema.

Algoritmo de Otimizacdo Bayesiana:

A ideia central do BOA (Pelikan, 2005; Pelikan et al., 1999)) € a utilizacao de Redes Bayesianas
(BNs, do inglés Bayesian Networks) (Niedermayer, 2009) para representacao de informacdes
a respeito das dependéncias entre varidveis. As varidveis sao representadas como vértices em
uma rede (um grafo) e a existéncia de uma aresta entre dois vértices significa que o valor de
uma dessas varidveis depende do valor da outra. Em outras palavras, as componentes conexas
(Diestel, 2005) da rede podem ser vistas como BBs. Diferentemente do ECGA, a BN € ca-
paz de representar sobreposicdo de BBs. A partir de uma BN e de individuos selecionados da
populacado, é possivel gerar novos individuos que irdo compor a nova geragao.

Algoritmo de Otimizacdo Bayesiana com Detecg¢do de Comunidades:

O algoritmo de Otimizagao Bayesiana com Detec¢ao de Comunidades (OBDC) (Crocomo e
Delbem, 2011) € uma extensao do BOA, que utiliza técnicas de detec¢do de estruturas de comu-
nidades para identificar grupos de varidveis mais fortemente relacionadas tendo como entrada
a BN gerada. As comunidades encontradas desta forma, representam os BBs do problema, e
¢ utilizada para melhorar o modelo obtido, ao reforcar as ligacdes entre as varidveis perten-
centes a uma mesma comunidade na BN. Este algoritmo encontra-se detalhado em (Crocomo e
Delbem, 2011)).



Capitulo 3

Otimizacao por Decomposicao

Os resultados promissores obtidos com o algoritmo OBDC (Crocomo e Delbem, 2011)
motivaram a ideia de uma categoria de algoritmos chamados de ODec. EDAs como o ECGA e
o OBDC buscam encontrar a cada iteracao do algoritmo, um modelo que descreve o problema
ao identificar os BBs. E importante lembrar que os EDAs substituem a aplicacdo de operadores
reprodutivos (Béack et al., 2000; Jong, 2006; Fogel, 2005)) como os de crossover e de mutacao

pelos seguintes passos:

1. Constru¢ao de um modelo probabilistico multivariado que representa de forma sintética

os individuos selecionados;

2. Geragao de novos individuos, baseada no modelo construido.

O Passo 1 acima, consiste em criar um modelo que identifique conjuntos de varidveis re-
lacionadas. Uma vez criado tal modelo, € possivel usar operadores reprodutivos competentes,
que nao destroem um BB apropriado durante sua aplicacdo. Observe que, sem o modelo de
BBs, o operador de recombinacdo pode desagrupar varidveis se o ponto de corte for interno a
um BB (Goldberg, 2002). Note que os Passos 1 e 2 sao realizados diversas vezes por um EDA

convencional, construindo um modelo a cada geracao do EDA.

A ideia de um algoritmo ODec, € a de usar um algoritmo para deteccdo dos BBs do problema
uma Unica vez e, entdo, aplicar uma busca separada para cada um destes BBs. Esses algoritmos

sdo baseados em 3 passos, ilustrados na Figura[3.1] e detalhados abaixo:

1. Gerar uma populagdo inicial grande o suficiente para conter pelo menos uma instancia de
cada BB;

2. Utilizar um algoritmo para identificar os BBs com grande precisio;

3. Realizar uma busca, utilizando a informacao obtida na identificagdo dos BBs.
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Figura 3.1: Ilustracdo do funcionamento de um algoritmo ODec.

Para que exista uma grande probabilidade de que os BBs sejam corretamente encontrados,
deve-se possuir uma amostra inicial de solu¢des que seja grande o suficiente para que cada in-
stancia possivel de um BB esteja representada ao menos uma vez. A Equagdo [2.2] (ver Secao2)
¢ um limitante inferior do tamanho da populacado gerada no Passo 1 que garante a amostragem

adequada de cada instincia de BB.

Durante o Passo 2, € utilizado um algoritmo para a detec¢do dos BBs. Normalmente, uma
avaliacdo da populagdo obtida em 1 € realizada, e entdo essa populagdo, junto com sua avali-
acdo, servem de entrada para um algoritmo responsavel por identificar as varidveis relacionadas.
Possiveis estratégias a serem utilizadas nesse passo sdo as etapas de identificacdo dos BBs uti-
lizadas por EDAs, como a composi¢do do K2 com o FA, utilizada no OBDC, ou a utilizac¢do da

métrica de complexidade combinada com uma busca gulosa, como realizado no ECGA.

Admitindo o uso de um eficiente algoritmo no Passo 2, sobre uma amostra representativa das
solugdes (calculada no Passo 1), tem-se a partir deste ponto a estrutura dos BBs que compde o
problema inicial. O Passo 3 realiza uma busca que utiliza a informag¢ao dos BBs que compoem
o problema, obtida no passo 2. Exemplo de algoritmos a serem utilizados nessa etapa sao:
(7) busca gulosa, (22) EAs e (127) EDAs. E importante observar que o modelo proposto nao €

necessariamente um procedimento iterativo, dependendo da busca utilizada no Passo 3.

3.1 Otimizacao Direta

Como exemplo de um algoritmo ODec, € proposto neste trabalho o algoritmo chamado
Otimizagdo Direta (ODir). Esse algoritmo usa para o Passo 2 o algoritmo K2 (Secgao §) para
encontrar uma BN a partir da populacdo gerada no Passo 1. Em seguida, um algoritmo de
detecc¢do de estrutura de comunidades (o FA, ver Segﬁo@) € usado para identificar os BBs, tendo
a BN como entrada. A combinacdo desses dois métodos € o mesmo procedimento utilizado no
algoritmo OBDC para a identificagdo dos BBs em cada iteragdo, com a diferenca de que agora
nao sdo mais reforgadas as ligacdes entre as varidveis dentro de uma mesma comunidade. Além
disso, ndo € mais de interessante calcular uma tabela de probabilidades como feito pelo BOA ou
pelo OBDC, a fim de se gerar os novos individuos. Em outras palavras, o interesse de utilizar
estes dois métodos € apenas o de compreender melhor o problema, identificando seus BBs. Por

este motivo, apds a obtencdo dos BBs que compdem o problema, a BN € descartada.

O Passo 3 realiza uma busca gulosa para encontrar a melhor instancia em cada um dos BBs.
A busca gulosa é adequada ao admitir que cada BB possui tamanho relativamente pequeno.

Observe que, conforme mostra o Capitulo [2] ndo € possivel garantir com EAs que solugdes



3.1. OTIMIZACAO DIRETA

6timas de cada BB sejam encontradas para problemas contendo BBs de tamanho ndo pequenos.

No entanto, para os casos com BBs pequenos, existe uma alta probabilidade de que a melhor

solu¢do seja encontrada pelo ODir.

A busca gulosa € realizada partindo da melhor solucdo encontrada na populacdo. A Figura
[3.2]ilustra o caso em que um cromossomo de 4 bits ¢é selecionado. No exemplo, existem dois
BBs compostos por 2 bits cada. Na primeira etapa, sdo verificadas as pontuacdes de cada
solucdo considerando todas as possiveis instancias do primeiro BB. A melhor solugdo € se-
lecionada e o procedimento repete-se, testando as pontuacdes de cada solu¢do formada con-

siderando todas as possiveis instancias do segundo BB. Quando as melhores instancias para

cada BB forem encontradas dessa maneira, € gerada a solu¢do final pelo algoritmo.

BB; BB,

0

| -

1(0

r

¢ solucao da populacgao

com melhor pontuacao

Procura exaustivamente instancia para
BB; que resulte em maior pontuacao
0|l0|1]|0
011|110
1|]0|1]|0
1|1|1]|0O

Procura exaustivamente instancia para
BB, que resulte em maior pontuagao

1{010]0
1{0f0|1
1{0]11]0
1|10(1|1 =

solugao final

1

0

111 [«

Figura 3.2: Busca gulosa no algoritmo ODir.

O Algoritmo |l|apresenta o pseudocddigo do ODir.
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Algoritmo 1: Otimizagao Direta.

10

Entrada: Uma funcio de avaliacdo para solu¢des do problema, e o tamanho da
populacdo (tamanhoPopulagdo) a ser utilizada.

Saida: A melhor solu¢do encontrada para o problema.

populacdo = IniciaPopulacao(tamanhoPopulacao);

AvaliaPopulagao();

// Aplique o algoritmo K2 para encontrar a Rede Bayesiana
BN

BN =K2(populagao);

// Aplique o Fast Algorithm pra identificar os BBs

FA(BN);

solucdo = melhorSolucdo(populacdo);

para cada BB encontrado faca

// Aplique uma busca exaustiva para cada BDB;

instdnciaBBj = buscaExaustiva(B B;);

// Adicione a insténcia encontrada em uma solucdo final

adicioneNaSolucaoFinal(solugcdoFinal,instanciaBBj);

fim

retorne solucdoFinal;

Os Capitulos [ e [5] explicam as técnicas utilizadas na execugdo do algoritmo ODir: O al-

goritmo K2, responsével pela obtencdo da BN, e o Fast Algorithm (FA), que é uma técnica de

detecc¢do de estrutura de comunidades.



Capitulo 4

Algoritmo K2

H4 dois componentes bésicos no algoritmo que constréi a topologia de uma BN (Pearl,
1988):

1. A métrica de pontuacdo;

2. O procedimento de busca.

A métrica de pontuacdo avalia a qualidade com que a rede modela os dados. O conheci-
mento prévio sobre o problema também pode ser incorporado na métrica. E importante destacar
que encontrar a melhor BN (que possui a melhor pontuacdo dada pela métrica) para um con-
junto de varidveis é um problema NP (Santos, 2007). Dessa forma, busca-se na pratica um
procedimento que construa uma rede com o valor de métrica de pontuacgdo tao alto quanto pos-
sivel em um tempo computacional aceitdvel (observe que uma nova BN deve ser construida a
cada geracdo para cada novo conjunto selecionado). A pontuacdo de uma BN (B5;) dado um
conjunto de dados (D), chamada de P(B, D), pode ser dada pela Equagéo

n o g . — 1 ' T
P(B,.D)=PB) ][] (N,-S-T+ - 1 o T Vi 4.1)
k=1

i=1 j=1
em que:

e P(B;) é um fator utilizado quando se tem uma informacéo prévia sobre a qualidade da

rede. Quando ndo ha tal informacao, este valor € 1 (valor usado neste trabalho);
e n é numero de varidveis X;

e ¢; é o numero de possiveis combinagdes encontradas na base de dados para os valores dos

pais de X;;
e R; é o numero de possiveis valores associados a variavel X;;
e N;;, € o nimero de casos em D, com X; = v, € m; = wy;;

11
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e v, € 0 k-ésimo possivel valor para a variavel X;;
e 7, € 0 conjunto de pais da varidvel X;;
e w;; € aj-ésima possivel instincia para os valores de 7;;

e NN;; € o nimero de ocorréncias que possuem o conjunto de pais de X; instanciados como

w;j. Dado por: N;; = k "1 Nijk.

O algoritmo K2 utiliza um método de busca gulosa (greedy search, (Cook et al., 1997))
para maximizar P(BsID). Assim, a contribuicdo de um vértice ¢ da rede no valor da pontuagao
P(Bs, D) (efeito local) depende do conjunto de pais deste vértice (7, ;) e pode ser explicitado
pela Equagdo[d.1] definida a partir da Equagdo[4.2] Para melhor compreender esta equagdo e as
varidveis envolvidas, um exemplo pode ser encontrado no Apéndice [A]

qi

gli,m) =] ( 7”+—r = HNW (4.2)

j=1

O pseudocédigo do algoritmo K2 (descrito no Algoritmo [2] adaptado de (Cooper e Her-
skovits, 1992)) pode ser explicado como segue. Partindo de um grafo sem arestas, uma busca
gulosa € utilizada para, a cada etapa, para escolher uma nova aresta que serd inserida na rede.
A modificacdo na pontuagio da BN pela inser¢do desta aresta, é dada pela Equagido4.2] Esta
equagdo torna-se uma complicagdo, pois, o uso de fatoriais produz nimeros muito grandes, po-
dendo causar overflow quando o algoritmo é executado. Portanto, deve-se utilizar a forma log-
arftmica da expressdo, substituindo ¢(7, ;) por log(g(7, 7;)), conforme mostrado pela Equagio
4.3

qi T4

log(g(i,m)) = > In((ri — 1)1) = In((Nyj + 1, — D)) + Y Ny, (4.3)
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Algoritmo 2: Pseudocédigo do algoritmo K2.

Entrada: Um conjunto de n vértices ordenados, limite superior v (nimero maximo de
pais por vértice), base de dados D, contendo ¢ casos.
Saida: Para cada vértice, a identificacio de seus pais.
1 parat: = 1 até t faca
2 | m={}

// Funcdo calculada usando a férmula logaritmica, dada

pela Equacéao (4.3
3 Pora = g(i,m;);

4 OKparaProceder = sim;
5 enquanto OKparaProceder e Itl<v faca
// z aponta para o vértice que, entre todos os

vértices que antecedem X; dada a ordenacdo de
entrada, maximiza g (i, m;U{z})

6 z = maxPred(X);

7 Prew = g(i,m; U {2});

8 se P, > P,q entao

9 Powa = Prew;

10 ™o =m Uz

11 fim

12 senao OKparaProceder = nio;

13 fim

14 Escreva("Vértice:" X;, "Pais deste vértice:", 7;);

15 fim




Capitulo 5

Deteccao de Estruturas de Comunida-
des

Devido ao fato de pessoas, em geral, dividirem-se em grupos de acordo com seus interesses,
trabalho, idade e outras caracteristicas, redes sociais normalmente encontram-se subdivididas
em uma estrutura de comunidades (Newman e Girvan, 2004). Essas podem ser formalmente
representadas por grupos de vértices de uma rede que sd@o densamente conectados entre si, e
esparsamente conectados com o resto da rede, que contém as outras comunidades. A Figura[5.1]

ilustra uma possivel estrutura de comunidades para uma rede.

Figura 5.1: Exemplo de estrutura com trés comunidades em uma rede.

Comunidades sdo de grande interesse, pois, geralmente correspondem a unidades compor-
tamentais e funcionais. Devido a isso, ferramentas matematicas e algoritmos t€m sido pesquisa-
dos para detectar estruturas de comunidades na area de Redes Complexas (Donetti e Munoz,
2004; Duch e Arenas, 2005). E importante ressaltar que algoritmos que verificam todas as pos-
siveis estruturas de comunidade em uma dada rede sao NP (Duch e Arenas, 2005) e, portanto,
invidveis de serem utilizados para redes grandes. Por isso, a literatura recente apresenta diversas
novas técnicas que buscam encontrar a melhor estrutura de comunidade possivel em um tempo

aceitavel.

14



5.1. FAST ALGORITHM 15

Dessas técnicas, pode-se destacar as baseadas na métrica (), definida por Newman (Newman
e Girvan, 2004) que representa a modularidade de uma divisdo em comunidades. Quanto maior
o valor de Q, melhor a estrutura de comunidades encontrada. A partir da modularidade, di-
versos pesquisadores tém proposto o uso de algoritmos de otimizacao para encontrar estruturas
de comunidades. Entre esses, podem-se destacar o Fast Algorithm (FA) (Newman e Girvan,
2004)), o Adaptive Clustering (adClust) (Ye et al., 2008) e o Otimizac¢ao Extrema (EO, do inglés
Extreme Optimization) (Duch e Arenas, 2005).

5.1 Fast Algorithm

O FA ¢ baseado na ideia de modularidade, que € uma métrica para qualificar as estruturas
das comunidades (Newman e Girvan, 2004). Para isso, define-se o termo e;; como a metade do
nimero de arestas que conectam as comunidades ¢ e 7 em relacdo ao total de arestas da rede.
Dessa forma, e;; + e;; corresponde ao total de arestas que conectam os vértices de ambas as
comunidades. Ja e;; corresponde ao nimero de arestas dentro da comunidade ¢ em relacdo ao
total de arestas. Um algoritmo de detec¢ao de comunidades deve maximizar a fracdo de arestas
que conectam vértices de uma mesma comunidade, ou seja, maximizar ), e;;. Entretanto, essa
medida ndo avalia bem a qualidade das comunidades, uma vez que seu valor maximo ¢ facil-
mente atingido quando todos os vértices da rede pertencem a mesma comunidade. Para isso,
mais um componente é utilizado: a; = > ; €ij » a fracdo das arestas conectadas a pelo menos
um vértice da comunidade i. Com isso, é define-se o indice de modularidade () ponderando

entre ambas fragdes conforme mostra a Equagdo[5.1]

Q=> (eii—aj). (5.1)

i
De posse de um indice para quantificar a qualidade das comunidades, pode-se construir um
algoritmo que otimize o valor de Q sobre todas as possiveis divisdes da rede em comunidades.
Foi desenvolvido em (Newman, 2004) um algoritmo guloso para esse fim. Inicialmente, esse
algoritmo considera cada vértice da rede como uma comunidade. Repetidamente, as comu-
nidades sdo agrupadas em pares considerando todos os pares possiveis. Entdo, o agrupamento

com maior valor de () é preservado. O Algoritmo [3|apresenta o funcionamento do FA.
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Algoritmo 3: Fast Algorithm
Entrada: Uma rede.

Saida: Uma estrutura de comunidades para a rede.
1 Separe os vértices em n comunidades (uma por vértice);
2 enquanto niimero de comunidades > 1 faca
3 Junte as duas comunidades 7 € j cuja aglomeracdo forne¢a o maior acréscimo (ou
menor decréscimo) no valor da modularidade;
4 Salve a divisdo resultante e sua modularidade;
5 fim

6 Retorne a divisao com a melhor modularidade encontrada;

E importante ressaltar que apenas comunidades que possuam pelo menos uma aresta ligando
seus vértices podem ser possivelmente unidas pelo algoritmo. Isso limita a um maximo de p
pares de comunidades, onde p € o ndmero de arestas do grafo. A variacdo em () ao se unir duas

comunidades ¢ dada pela equacdo[5.2]

AQ = €5 + €ji — 2aiaj = 2(61']' — aiaj) (52)

O valor inicial de e;; € igual a metade do grau de cada vértice, uma vez que inicialmente cada
comunidade é formada por apenas um vértice. Apds a jungdo de duas comunidades os valores de
e;; devem ser atualizados. Por fim, vale destacar que o FA proposto em (Newman, 2003) quando
aplicado em redes de pequena escala, possui um desempenho similar ao algoritmo proposto em

(Newman e Girvan, 2004). Porém, para redes de larga-escala, o FA possui desempenho superior.



Capitulo 6

Experimentos

Para testar a eficiéncia das versdes dos algoritmos ODir e OBDC (relatério deste algo-
ritmo disponivel em (Crocomo e Delbem, 2011))) implementados, foram realizados os seguintes
testes: o conjunto de varidveis que se procura otimizar é representado por um array binario
composto por m BBs de tamanho 5 (k=5) a serem aplicados em fung¢des ftrap5 (ver Segdo 2).
Foram realizados 30 testes para cada tamanho de problema (¢) utilizado: 30, 60 e 120. O
tamanho da populacdo (n) utilizada para cada um desses casos foi, respectivamente, de 1300,
3000 e 9000 individuos (determinados empiricamente). Os aspectos comparados entre estas

duas técnicas sdo os seguintes:

e Taxa de acerto de BBs, dada pelo nimero de BBs para os quais foram encontrados o

maximo global, dividido pelo total de BBs do problema;

e Numero de avaliacdes até que o critério de convergéncia tenha sido atingido. Esse critério
¢ o mais utilizado para se medir a eficiencia de um EDA. E admitido que a operagao
mais custosa € a avaliacdo de cada solu¢c@o. Quanto menor for o nimero de avaliagdes

realizadas para se obter uma boa solucdo, mais eficiente € o algoritmo.

Os resultados mostrados nas Figuras [6.Tk [6.2] foram todos obtidos realizando uma média
de 30 experimentos. E possivel notar que o algoritmo ODir foi capaz de encontrar as solucdes
Otimas para os testes com 30 e 60 varidveis assim como o algoritmo OBDC. No entanto, o
nimero de avaliagdes requerido pelo algoritmo ODir foi muito menor, indicando uma maior
eficiéncia. Por outro lado, embora o algoritmo tenha utilizado um ndmero de avaliagdes muito
menor para o caso com 120 varidveis, observa-se uma queda na taxa de acerto do algoritmo. Tal
fato ocorre devido a dificuldade em identificar os BBs, que cresce com o niimero de possiveis
varidveis a serem associadas. Como o ODir cria um modelo que associa as varidveis uma dnica
vez, erros obtidos na criacao desse unico modelo ndo sdo corrigidos, resultando em uma menor
taxa de acerto. O mesmo nao ocorre com o OBDC, ja que o mesmo cria modelos iterativamente,
em cada geracdo do algoritmo. Dessa forma, erros obtidos em geracdes anteriores podem ser

corrigidos durante a execucdo do algoritmo, resultando em uma melhor escalabilidade.

17
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Numero de avaliagoes X Numero de variaveis
OBDC e ODir
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._/ <
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Figura 6.1: Numero de avaliacdes necessdrias para os algoritmos OBDC e ODir.
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Figura 6.2: Proporcao de BBs que atingiram o méximo global utilizando a técnica OBDC, com
v =2ewvy = 4eatécnica ODir, com 0s mesmos pardmetros. Os Resultados apre-
sentados foram obtidos realizando a média de 30 testes, em problemas de tamanho
30, 60 e 120.



Capitulo 7

Conclusoes

Neste trabalho, foi apresentada uma nova classe de algoritmos, chamada de ODec, e foi
proposto um algoritmo pertencente a esta classe, o algoritmo ODir. Diferentemente dos EDAs
tradicionais, os algoritmos ODec buscam identificar as varidveis relacionadas existentes no pro-

blema em um passo anterior ao algoritmo de busca pelo valor 6timo.

O algoritmo ODir proposto, apds a identificacdo dos grupos de varidveis relacionadas no
problema, utiliza uma simples busca gulosa para encontrar o valor 6timo. A utilizacdo dessa
busca gulosa limita os problemas resolvidos por este algoritmo a classe dos sem sobreposi¢ao
de BBs. Apesar dessa restri¢dao, o universo de problemas computacionalmente complexos que
podem ser resolvidos € relativamente grande, podendo também ser adequada a aproximagao

para problemas mais complexos.

A utilizacdo da busca gulosa neste algoritmo, garante que a solu¢cdo 6tima seja encontrada
desde que os blocos de construcdo identificados sejam corretos. Portanto, a maior dificuldade
do algoritmo encontra-se na etapa de identificagdo de BBs, que € um problema nio trivial. Para
tanto, o algoritmo ODie utiliza a constru¢cdo de uma BN junto com um método de detec¢ao de

estrutura de comunidades.

Os resultados sao motivadores, pois mostram que a abordagem utilizada pelos algoritmos
ODec possibilita que problemas que ndo possuam sobreposi¢do de BBs sejam resolvidos com
uma eficiéncia significativamente maior que a de outros EDAs, como o OBDC. Experimentos
futuros deverdo ser realizados com uma nova implementacao do algoritmo ODir, feita ao adaptar
o codigo do BOA, criado pelos autores originais da técnica, comparando entdo os resultados

dessas duas técnicas.

Embora promissores, os resultados neste trabalho ja identificam uma limita¢ao do algoritmo
ODir, apontada pelos experimentos realizados: a escalabilidade. Para resolver essa limitacdo,
uma possivel continuac@o deste trabalho € o estudo de técnicas de reamostragem para que a
partir da populacdo inicial, outras populacdes sejam reamostradas, possibilitando a montagem
de diferentes modelos que identifiquem os BBs. Exemplos de técnicas de reamostragem sao
o bootstrap e o jacknife (Efron e Gong, 1983). Como € esperado que os erros ao associar

certo conjunto de varidveis estejam presentes em apenas alguns dos modelos de BBs criados,
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¢é possivel identificar os conjuntos mais comuns (mais verossimeis) de varidveis associadas,
gerando um modelo mais confidvel para o problema. Assim, seria melhorada a escalabilidade
do algoritmo, sem prejudicar sua eficiéncia, uma vez que o nimero de avaliagdes necessarias
continuaria o mesmo. A ideia de utilizar técnicas de reamostragem para auxiliar algoritmos
de otimizagdo ja foi utilizada com exito na técnica Smart Sampling (Melo e Delbem, 2009),

desenvolvida no Laboratério de Computacdo Reconfigurdavel (LCR).

Além do algoritmo ODir proposto neste relatdrio, outros algoritmos que se encaixam na
classe ODec ja foram desenvolvidos no Laboratério de Computacao Reconfigurdavel (LCR), ap-
resentando resultados relevantes. Estes algoritmos sdo: (1) o algoritmo Filogenético (PhyGA) (Var-
gas e Delbem, 2009), (2) o algoritmo Filogenético Multiobjetivo (mo-PhyGA) (Martins et al.,
2011)) e (3) o algoritmo Filogenético com Evolugao Diferencial (PhyDE) (de Melo et al., 2011).
Sendo que o PhyDE utiliza evolu¢do diferencial na etapa de otimizacio, ndo limitando os prob-
lemas trataveis a problemas com BBs sem sobreposi¢cdo, como ocorre quando a busca gulosa é
utilizada. Possiveis continuagdes deste trabalho envolvem o desenvolvimento de outros algorit-

mos ODec.
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Apéndice A

Exemplo de calculo de métrica do K2

Para facilitar a compreensdo do célculo da métrica do algoritmo K2 apresentada no capi-
tul assim como as varidveis envolvidas, serd demonstrado um exemplo utilizando a BN dada
pela Figura[A.T] e as solugdes selecionadas dadas pela tabela[A.T] Estes sao os parametros de
entrada B, (a BN sendo avaliada) e D (o conjunto de dados que a BN deve representar) para o

calculo da métrica, repetida abaixo na equacao(A.1

Figura A.1: Uma possivel BN. Pardmetro de entrada B, para cdlculo da métrica do K2.

Tabela A.1: Solucdes selecionadas. Parametro de entrada D para calculo da métrica do K2.

Xl X2 X3

1 0 1

1 0 1

1 1 1
P 0) = PBITTTT s L T o (A1)
. B ) i=1 j=1 (Nl] + 7 — 1)' Pl ijk*s )

Encontrando os valores que serdo utilizados na Equagao[A.T}
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n: Este parametro representa o nimero de varidveis do problema, neste exemplo, n = 3;

r;: Como neste problema as varidveis X, X5 e X3 s@o bindrias, temos que r; = 79 =

r3 =2;

¢;: Quantidade de instancias para as varidveis pais de X;. Como X; e X, ndo possuem
varidveis pais, temos que ¢; = g2 = 0. No entanto, como X; e X, sdo pais de X3, ao
observar a Tabela verifica-se que existem 2 possiveis instancias para os pais de Xj:
(X;=1,X5,=0)e(X; =1, Xy = 1). Portanto temos g3 = 2;

w;;: Instancia j para as varidveis pais de X;. Como visto no item acima, a unica varidvel
que possui varidveis pais é X3, e as possiveis instancias sdo: wz; = (X7 =1, Xo =0) e
wzp = (X1 =1, Xo = 1);

N;j: Nimero de ocorréncias que possuem o conjunto de pais de X; instanciados como
w;;. Ao observar a Tabela verifica-se que existem 3 ocorréncias de ws; (referentes as
3 primeiras entradas, representadas pela Tabela [A.2)) e uma ocorréncia para w3, (Gltima
entrada, representada na Tabela[A.3)). Desta forma, temos N3; = 3 e N3y = 1;

Niji: Numero de ocorréncias em que os pais de X; sdo instanciados como w;;, € além
disso, X; possui a k-ésima possivel instdncia. As possiveis instincias para X3 sdo X3 = 0
(k=1) e X3 = 1 (k=2). Considerando apenas as entradas da Tabela referentes a wsy,
existe uma Unica entrada em que X3 = 0 (representada na Tabela [A.4), e duas entradas
em que X3 = 1 (representadas na Tabela [A.5). Portanto, temos N3;; = 1 e N3jp = 2.
Da mesma forma, considerando apenas a entrada referente a ws,, existem O entradas com
X3 = 0 e uma entrada com X3 = 1 (Unica entrada representada na Tabela[A.3). Portanto,

temos N321 =0e N322 =1.

Tabela A.2: Entradas referentes a ws3; (X; = 1, X5 = 0) representadas pela linha cinza.

X 1 X 2 X 3
1 0 1
1 0 0
1 0 1
1 1 1
Ao desenvolver o primeiro produtorio da Equagao(A.T)), e admitindo Y;; = Ngﬁ;ll_l), [

temos:

P(Bs, D) = (IT3L1 Yiy) = (TT5% Ya5) * (TT72, Yag)s

Como ¢q; = ¢ = 0:

P(BS,D) = ;13:1 YEJ,]' = 4 & k 1N3jk )

Jj=1 (N3j+rz—1)!

zgk
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Tabela A.3: Entradas referentes a w3y (X; = 1, X5 = 1) representadas pela linha cinza.

Lol S PRI Y
’_‘0005
H»—AO»—ACEQ

Tabela A.4: Entrada referente a w3, (X; = 1, X3 = 0) em que X5 = 0 representada pela linha
cinza.

Xy | Xo | X3
1 0 1
1 0 0
1 0 1
1 1 1

Tabela A.S: Entradas referentes a w3; (X; = 1, Xy = 0) em que X3 = 1 representadas pela
linha cinza.

X
0
0
0
1

»—"‘O'—‘éfi

Sendo r3 = 2 e g3 = 2, temos:

P(B,,D) = % * N3pp!x Napol * % * N3op! % Nagol,

Substituindo pelos valores encontrados anteriormente:
2-1)! 2-1)!
P(By, D) = 2525 # 1 20 % 5500 + 0L % 1L,

P(By,D)=4x2x1=1.

Desta forma, temos que a pontuagao da BN B, ao representar os dados D é de 1/24, segundo

a métrica utilizada no algoritmo K2.
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