Instituto de Ciéncias Matematicas e de Computacao

ISSN - 0103-2569

Estudo e Comparacao de Métodos para Estimacao de Numeros de Grupos
em Problemas de Agrupamento de Dados

André Fontana
Murilo Coelho Naldi

Ne 340

RELATORIOS TECNICOS DO ICMC

Sao Carlos
Margo/2009



Estudo e Comparacao de Métodos para Estimacao de
Numeros de Grupos em Problemas de Agrupamento
de Dados

André Fontana
Murilo Coelho Naldi

Universidade de Sao Paulo
Instituto de Ciéncias Matematicas e de Computagao
Departamento de Ciéncias de Computagao e Estatistica
Laboratério de Inteligéncia Computacional
Caixa Postal 668, 13560-970 - Sao Carlos, SP, Brasil

e-mails: fon@Qgrad.icmc.usp.br, murilocn@icmc.usp.br

Resumo

O volume de dados gerado em certos cenarios é cada dia maior e a capacidade
de armazenamento destes dados ultrapassa a habilidade humana de analise
e extracao de conhecimento dos mesmos. Mineracao de Dados é a area que
pesquisa a extracao de informacoes e conhecimento em bases de dados. Um dos
problemas centrais desta area é o agrupamento nao-supervisionado de dados
que tem como objetivo particionar os dados em grupos de objetos (instancias
ou amostras) mais similares entre si do que com relac¢ao aos objetos dos demais
grupos, segundo alguma medida de similaridade ou dissimilaridade.

Um problema ainda hoje critico no que tange a tarefa de agrupamento diz
respeito a estimacao do niimero mais natural de grupos contidos em um deter-
minado conjunto de dados. A maioria dos algoritmos requerem que o niimero
de grupos seja fornecido pelo usudrio. Existem, em contrapartida, diferen-
tes metodologias sisteméticas para tentar estimar o ntimero mais adequado
de grupos a partir da supervisao e andlise do comportamento de critérios de
desempenho de miltiplas execugoes desses algoritmos a partir de diferentes
numeros de grupos. Nao sao claras, no entanto, as reais diferencas existentes
entre essas diferentes metodologias em termos de eficacia e eficiéncia com-
putacional. Esse projeto tem como objetivo investigar algumas das técnicas
de multiplas execugoes de algoritmos de agrupamento e suas diferencas em
termos de complexidade e desempenho.
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1 Introducao

O volume de dados gerado em certos cenarios ¢ cada dia maior, por exemplo, em insti-
tuicoes financeiras, transacoes em empresas, dados cientificos, dados textuais, etc. Porém,
a capacidade de armazenamento destes dados ultrapassa a habilidade humana de analise
e extragdo de conhecimento dos mesmos. Mineragao de Dados (Data Mining) (Witten
and Frank| 2005) é um campo de pesquisa que se destina a extragao de informagoes e
conhecimento em bases de dados.

O agrupamento nao-supervisionado de dados (clustering) (Kaufman and Rousseeuw),
1990; [Everitt et al.,[2001)) é um dos problemas centrais na drea de data mining, cuja solugao
muitas vezes constitui o objetivo final da tarefa de mineracao em si, mas em muitos casos
pode também ser parte da solugao de outros problemas relacionados, como classificacao
e extracao de regras. O objetivo do agrupamento de dados é particionar os dados em
grupos de objetos (instancias ou amostras) mais similares entre si do que com relagao aos
objetos dos demais grupos, segundo alguma medida de similaridade ou dissimilaridade.
A literatura sobre o problema de agrupamento de dados é extensa, sendo que por varias
décadas diversos algoritmos de natureza, caracteristicas e propdsitos distintos tém sido
propostos e investigados (Jain et al., |1999).

Um problema ainda hoje critico no que tange a tarefa de agrupamento diz respeito a
estimacao do nimero mais natural de grupos contidos em um determinado conjunto de
dados. A maioria dos algoritmos, em particular os mais populares, tradicionais e bem
estabelecidos tanto no meio académico quanto na pratica, requerem que o numero de
grupos seja fornecido pelo usuario. Exemplos sao os populares algoritmos das k-médias
(k- means) (Witten and Frank, 2005). Existem, em contrapartida, diferentes metodologias
sisteméticas para tentar estimar o niimero mais adequado de grupos a partir da supervisao
e analise do comportamento de critérios de desempenho de multiplas execugoes desses
algoritmos a partir de diferentes niimeros de grupos, tais como, por exemplo, a avaliagao de
critérios relativos de validade (Jain and Dubes;, [1988)). Nao séo claras, no entanto, as reais
diferengas existentes entre essas diferentes metodologias em termos de eficdcia e eficiencia
computacional, dentre outros fatores, tanto no ambito tedrico como experimental. Esse
trabalho tem como objetivo investigar algumas das técnicas de multiplas execucoes de
algoritmos de agrupamento e suas diferencas em termos de qualidade, complexidade e
desempenho.

2 Introducdo a Mineracdo de Dados

2.1 Necessidade e motivacao

Antes de introduzimos os conceitos do que vem a ser Mineragao de Dados (Witten and
Frank| 2005), vamos apresentar os panoramas do mundo atual que ajudam a entender
quais foram as necessidades que motivaram os primeiros estudos dessa ciéncia.

Nossa realidade é marcada por uma utilizacao cada vez mais freqiiente de bases de
dados por diversos setores de nossa sociedade e para diversas aplicagoes. Empresas que
possuiam grandes quantidades de dados fisicos, armazenados em “gavetas e armarios”,
migraram para o mundo da tecnologia, investindo em um armazenamento digital des-
ses dados. O motivo principal é a busca por uma maior organizacao desses dados, que
conseqlientemente proporciona um maior controle da empresa aos seus administradores.



Figura 1: Transicao de dados fisicos para dados digitais

A busca de como otimizar a organizacao de dados incentivou pesquisas, que deram
origem a tecnologias capazes de solucionar com consideravel eficiéncia esse problema,
como a Data Warehouse®.

Por outro lado, uma vez solucionada a questao da organizagao dos dados, surgiu uma
nova necessidade: pesquisas por tecnologias capazes de transformar simples dados em
informagoes e conhecimento, ferramentas poderosas para o desenvolvimento de qualquer
empresa, por exemplo. Os resultados dessas pesquisas deram entao origem a ferramentas
de exploragao hoje conhecidas como Mineracao de Dados.

2.2 Definicdo e aspectos principais

Poderiamos interpretar o termo mineragdo como o ato de obter itens preciosos (de
importante valor) através de técnicas de extragao e refinamento dos recursos tteis de
uma fonte de recursos rica, porém bruta. Associando esse significado ao panorama de
uma base de dados, terifamos a fonte de recursos como sendo a prépria base de dados, os
itens preciosos como sendo as informacoes que estao escondidas por tras desses dados e
as técnicas de extracao como sendo, por sua vez, as aplicacoes praticas das disciplinas a
que essa ciéncia esta relacionada.

Ainda poderiamos, de forma mais formal, dizer que Mineracao de Dados é uma area
de pesquisa interdisciplinar, que envolve conhecimentos de Banco de Dados, Estatistica
e Inteligéncia Artificial, dentre outros, e que tem como objetivo aplicar os conhecimentos
dessas dreas em ferramentas que sejam capazes de obter preciosas informacoes a partir de
bases de dados.

2.3 Supervisionada / ndo supervisionada

As técnicas de Mineracao de Dados podem ser divididas em supervisionadas ou nao-
supervisionadas. As caracteristicas que as diferem serao discutidas a seguir:

e A Mineracao de Dados supervisionada possui uma fase de treinamento que orienta
os seus préoximos passos através de informacoes obtidas previamente de alguma
forma e possui um objetivo bem definido. Uma de suas técnicas é conhecida como
classificacao.

*Warehouse: tecnologia que permite armazenar as informacgoes, anteriormente dispersas, através da
identificagao, compreensao integragao e agregacao dos dados



e A Mineracao de Dados nao-supervisionada nao possui qualquer orientacao prévia
ou objetivo definido, em geral ela trabalha através de heuristicas que auxiliam na
descoberta de informacoes na base de dados, que sejam capazes de responder per-
guntas relevantes que nem foram formuladas ou apresentadas previamente. Uma de
suas técnicas é conhecida como agrupamento.

2.4 (lassificacao

Classificacao é uma técnica de Mineracao de Dados supervisionada, que tem como
objetivo classificar objetos entre um conjunto previamente estipulado de classes. Objetos
rotulados em uma mesma classe devem ter caracteristicas em comum entre si.

Inicialmente um conjunto de dados que jé teve seus objetos classificados (rotulados)
previamente é apresentado a um algoritmo de classificacao em uma fase de treinamento.
Esse algoritmo ird entao aprender, com essa base, quais as caracteristicas que cada grupo
de objetos de uma mesma classe tem em comum e quais sao as caracteristicas que grupos
de objetos de classes diferentes nao tem em comum. A partir dessas informacoes o algo-
ritmo ird construir uma politica de discriminacao capaz de classificar novos objetos entre
uma das classes estipuladas através de suas caracteristicas.

Um exemplo de aplicacao de classificagao é um sistema de validacao de compras por
cartao de crédito. O algoritmo de classificacao é previamente treinado por um grupo
de objetos classificados entre bons pagadores (clientes que honraram seus pagamentos) e
maus pagadores (clientes que nao honraram seus pagamentos). A partir disso o algoritmo
gera um modelo do que vem a ser os padroes de cliente bons pagadores e de clientes maus
pagadores, com esse modelo, quando o algoritmo for apresentado a um novo cliente com
caracteristicas definidas mas que nao possui uma classificacao como bom pagador ou mau
pagador, ele devera ser capaz de classificar o novo cliente como bom ou mau pagador,
com boa margem de precisao, afim de decidir se uma loja deve aceitar ou nao que este
cliente efetue um pagamento com cartao de crédito.

2.5 Agrupamento

Agrupamento ou Clustering é uma técnica de mineragao de dados nao supervisionada
que tem como objetivo descobrir padroes em objetos de dados, gerando uma particao
da base de dados que contenha grupos (clusters) de objetos com caracteristicas comuns
entre si. E importante ressaltar que esta técnica por si s6 nao determina o significado dos
grupos formados, tarefa esta que cabe a um especialista de dominio. Para o problema
de categorizacao de espécies de flores, um exemplo de especialista de dominio seria um
botanico.

Por ser uma aplicacao nao supervisionada, agrupamento pode nao possuir qualquer
informacao prévia da base de dados da qual deve gerar particoes, possivelmente nem
mesmo o nimero de agrupamentos existente na base. Para realizar a particao de uma
base de dados, um algoritmo de agrupamentos conta com heuristicas que auxiliam o
particionamento dos objetos. Essas heuristicas geralmente tém relagao com o conceito de
similaridade entre os objetos, que sera estudado no préximo capitulo.

Um exemplo de aplicacao de agrupamento é a sua capacidade de formar grupos de
pacientes com diagnésticos similares, baseado na analise de seus sintomas. Um outro
exemplo é a segmentacao de mercado em grupos de consumidores com perfis de compra
similares.



2.6 C(lassificacdo x Agrupamento

A Tabela [1| mostra as principais diferengas entre as técnicas de Mineracao de Dados
classificagao e agrupamento.

Classificagao Agrupamento
Nimero de Categorias Definido Nimero de Categorias Nao Definido
Supervisionado Nao Supervisionado
Categorias previamente definidas | Categorias nao sao previamente definidas
Classificar um novo objeto, entre as Agrupar objetos conforme as suas
categorias ja definidas. similaridades: objetos de mesmo
grupo tém alta similaridade, enquanto
objetos de grupos diferentes tém
baixa similaridade.

Tabela 1: Comparagoes entre Agrupamento e Classificagao.

Algoritmos de agrupamentos também pode ser empregado como o primeiro passo para
se fazer uma classificacgao.

2.7 Bases de dados

Introduziremos agora os conceitos mais fundamentais para se trabalhar com agrupa-
mento: a definicao do que sao objetos e atributos de uma base de dados.

De maneira bem simples, podemos dizer que objetos sao as instancias de uma base de
dados e que atributos sao os dados que caracterizam esses objetos. E importante ressaltar
que todos os objetos possuem valores independentes para cada um dos atributos presente
na base de dados.

Dessa forma, se tivéssemos uma base de dados com informacoes sobre carros, por
exemplo, dirfamos que cada um dos carros representados ¢ um objeto e que cada carac-
teristica (cor, peso, ano, modelo, velocidade méxima), que possui valores para cada carro,
¢ um atributo.

2.7.1 Tipos de atributos

e Atributos numéricos: Sao atributos que possuem valores numéricos. Eles ainda
podem ser classificados como continuos ou discretos.

— Continuo: Um atributo numérico continuo pode possuir qualquer valor numérico
real, podendo portanto assumir valores fracionarios ou mesmo negativos, de-
pendendo da natureza da grandeza que esta representando. Alguns exemplos
desse tipo de atributo sdo: medidas fisicas (peso, temperatura, altura, veloci-
dade,...), o saldo de uma conta no banco, entre outros.

— Discreto: Um atributo numérico discreto pode possuir apenas uma quantidade
finita ou infinita mas contavel de valores numéricos. Alguns exemplos desse
tipo de atributo sao: numero de alunos em uma sala, idade de uma pessoa,
nimero de rodas de um automovel, niimero de graos de areia em uma praia,
entre outros.

e Atributos Bindrios: Sao atributos que podem possuir dois valores. Esses valores
usualmente tem sentido oposto. Sao utilizados para descrever caracteristicas que
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possuem comportamentos extremos assumindo um valor ou outro e nunca um caso
intermediario. Alguns exemplos desse tipo de atributo: caracteristicas que tem valor
sim ou nao (tem asas, possui conta universitéria,...), nivel de sinais digitais, entre
outros. Se os valores forem numéricos (por exemplo 0 e 1), podem ser considerados
como um caso particular de atributos numéricos discretos. Caso contrario podem
ser considerados como caso particular de atributos categéricos.

e Atributos Categoricos: Sao atributos nao numéricos que caracterizam objetos dentre
um numero determinado de categorias. Podem ser classificados ainda como ordinais
ou nominais.

— Ordinais: Atributos categéricos ordinais sao atributos categéricos em que as
suas categorias possuem relagoes de ordem entre si. Nesse sentido, é possivel
analisar os graus de “parentescos” entre duas categorias. Utilizando uma analo-
gia das classes econdomicas presentes em nossa sociedade, poderiamos dizer que
membros da classe alta tém maior grau de parentesco com membros da classe
média do que com os membros da classe baixa. Além da hierarquia de classes
econOmicas, outros exemplos de atributos categéricos ordinais sao: niveis de
satisfacao de determinada tarefa (muito satisfatéria, satisfatoria, parcialmente
satisfatéria, insatisfatéria), nivel de escolaridade (ensino fundamental, ensino
médio, ensino superior,...), entre outros.

— Nominais: Atributos categéricos nominais sao atributos cujos valores perten-
cem a um conjunto finito de categorias que nao possuem relagoes de ordem
entre si. Alguns exemplos desse tipo de atributo sao: profissao (estudante,
bombeiro, carpinteiro,...), tipos de materiais (vidro, pléstico, papel,...), entre
outros.

2.7.2 Representacio de bases de dados como tabelas de objetos por atributos

Geralmente em aplicagoes de agrupamento é comum representamos uma base de dados
por uma tabela de objetos por atributos, onde cada linha da tabela corresponde a um
objeto e cada coluna a um atributo. Podemos, entao, enxergar a funcao de agrupamento
como a de preencher uma nova coluna da tabela que contenha valores de rétulos que
indicam a quais grupos cada objeto pertence.

A figura [2] ilustra uma base de dados de modelos de carros representada por uma
tabela, onde as linhas representam os carros (objetos) da base de dados, as quatro primei-
ras colunas indicam os atributos dos carros (modelo, cor, ano de fabricacdo, velocidade
méxima) e a quinta coluna corresponde a coluna dos rétulos dos grupos aos quais os
objetos serao particionados apds a execucao de um algoritmo de agrupamento;

2.7.3 Selegao de atributos relevantes para solucionar um determinado problema

Para realizar a tarefa de agrupamento é necessario avaliar a similaridade entre os
objetos que serao agrupados. Essa similaridade depende diretamente dos atributos que
estao sendo utilizados. Dessa forma, a qualidade de uma particao dos dados em grupo
depende da relevancia dos atributos selecionados para gera-la. Logo, um trabalho de
agrupamento com qualidade deve conter uma selecao de atributos relevantes a aplicagao
desejada. Porém, essa selecao nao ¢é trivial, uma vez que agrupamento ¢ uma técnica de
Mineragao de Dados nao supervisionada e que, portanto, nao pressupoe conhecimentos
prévios da base de dados a ser particionada.



Atributos

| | | |
ModelorCat Mominal) CorfCat. Mominal)  Anothum. Discreto)  elocidade &z Mum . Continuo) Fdtulos

Ferrari Wermelho 2005 360Kmh
" ol Azl 19485 180K mMh
_*E Porshe Amarelo 2000 F20Kmh
S A4 Yermelho 2008 200Kmh

Figura 2: Dados Representados em uma tabela de objetos / atributos

Um exemplo simples de selecao de atributos é a exclusao de um atributo que tenha
valores similares para todos os objetos, o que obviamente nao contribui em nada para
o processo de particionamento e que, ainda, minimiza o desempenho de uma medida de
dissimilaridade entre os objetos.

Alguns trabalhos de pesquisa estudam mais a fundo técnicas de como realizar essa
selecao. Tais técnicas nao serao aqui discutidas por nao ser esse o foco deste documento,
mas o leitor interessado pode consultar, por exemplo, o trabalho de |Devaney and Ram

(1997).

2.8 Nocéo de similaridade / dissimilaridade

Para realizar a tarefa de particionamento é necessario utilizar algum critério de medida
de similaridade entre objetos, ou seja, um critério que avalie o quanto dois objetos sao
parecidos e se devem, ou nao, ser colocados em um mesmo grupo. Uma abordagem comum
para comparagao de dois objetos é a associagdo de uma funcao de distancia (calculada
através dos valores dos atributos de dois objetos) ao conceito de dissimilaridade. Nesse
caso, dois objetos possuem alta dissimilaridade (baixa similaridade) se a distancia entre
eles for alta e possuem baixa dissimilaridade (alta similaridade) se a distancia entre eles
for baixa. Essa relagao estd ilustrada na Figura [3]

TW T(Iissimilm'i(lmle l similaridade
lw l(lissimilm'i(lmle T similaridade

Figura 3: Relagao de distancia com dissimilaridade e similaridade

Existem formas diferentes de se calcular a dissimilaridade entre dois objetos com di-
ferentes tipos de atributos. O desafio aumenta quando sao analisados mais de um tipo de
atributo ao mesmo tempo. Por isto, este relatério abrange apenas dissimilaridades entre
objetos com atributos numéricos e continuos.

Existem varias métricas de distancias entre objetos com atributos numéricos. Cada
uma possui melhores resultados em determinadas aplicacoes. Por exemplo, a distancia Eu-
clidiana produz bons resultados avaliando objetos que pertencem a grupos com formatos
aproximadamente circulares, mas nao é tao eficiente trabalhando com objetos que perten-
cem a grupos com formatos elipticos muito alongados. A tabela 1.2 descreve diferentes
critérios de calculo de distancias entre objetos com atributos numéricos e as principais



aplicagoes de cada um deles. Sendo D, ; o valor da distancia entre os objetosie j, n é o
nimero de atributos da base de dados, z; ; ¢ o valor do atributo j para o objeto i e r é o
indice de Minkowski, alguns exemplos de distancia entre objetos com atributos numéricos
sao:

e Distancias de Minkowski: as distancias de Minkowski sao derivadas da Equacao ([1)),
de acordo com um valor escolhido para r, com 1 < r < oo.

n

Dij= () (i =) (r=1) (1)

z=1

— Distancia Manhatan: A distancia Manhatan tem esse nome pois se inspira
no espaco geografico das ruas de Manhatan, onde para se locomover de um
prédio a outro deve-se caminhar pelas as ruas, que se encontram nos eixos
horizontais ou verticais. Dessa forma a distancia entre dois objetos se dé pela
soma das distancias entre os valores de cada atributo desses dois objetos, como
na Equacao [2]

n

i = Z(Xzz — X;j;) (2)

z=1

D

— Distancia Euclidiana: A distancia Euclidiana mede o comprimento do segmento
de reta entre os dois objetos como pontos no espago, como na Equagao [3]

n

Dij= () (xi —x.))"/? (3)

z=1

e Distancia do Cosseno: A distancia do Cosseno mede indiretamente a proporcao entre
os valores de cada atributo de um objeto, dada pela Equagdo [4] Essa distancia é
muito utilizada em mineragao de textos, pela sua capacidade de avaliar a proporcao
com que as palavras aparecem em um texto.

n
> Xiz  Xj
z=1

n n
\/ S - ¢ S x2,
z=1 z=1

A Figura[d]ilustra a diferenga entre as distancias Euclidiana e Manhatan. Temos dois
objetos representados em vermelho em um gréfico de duas dimensoes e em (a) a repre-
sentacdo grafica da Distancia Manhatan; e em (b) a representagao grafica da Distancia
Euclidiana.

Dij=1-

(4)

]

2.9 Algoritmos de Agrupamento

Gerar grupos de objetos é o objetivo central de um algoritmo de agrupamento. In-
tuitivamente, podemos definir um grupo de objetos como um conjunto de objetos que
possuem caracteristicas semelhantes entre si. Expandindo um pouco mais para abran-
ger os conceitos de similaridade e dissimilaridade podemos dizer que objetos de mesmo
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Figura 4: Representacao grafica das Distancias Manhatan e Euclidiana

grupo possuem alta similaridade / baixa dissimilaridade e que objetos de grupos diferentes
possuem baixa similaridade / alta dissimilaridade.

A Figura [j] ilustra a relacao de similaridade entre objetos com os grupos de objetos a
serem formados:

O e
® %
O £
6, %8,
4 %%
/ §
\\ ‘S\,. oo
_ N, s,
ijet.os_de. mesmo grupo possuem L G
baixa dissimilaridade / alta similaridade A 0;,00,
®

Figura 5: Relacao entre similaridade de objetos e agrupamento de objetos

Algoritmos de agrupamento tém um objetivo em comum, gerar particbes de uma base
de dados através da construcao de uma nova coluna na tabela objetos / atributos contendo
o rétulo do grupo ao qual esse objeto pertence. Para realizar essa tarefa os algoritmos
utilizam diferentes heuristicas de particionamento que sao auxiliadas pelo conceito de
similaridade. A figura [0] ilustra o funcionamento de um algoritmo de agrupamento.
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Figura 6: Funcionamento de um Algoritmo de Agrupamento

2.10 Qualidade de uma particdo

Um dos grandes desafios de se trabalhar com agrupamento é o desconhecimento, pre-
sente na maioria dos casos, de qual a particao ideal a ser gerada para uma determinada
base de dados. Sem essa informacao nao é trivial avaliar a qualidade de uma particao
gerada.

Sobre esse aspecto existem fungoes de desempenho que avaliam a qualidade das partigoes,
utilizando heuristicas que tem relagao com o conceito de similaridade e dissimilaridade.
Essas funcoes retornam valores numéricos de quao bom uma particao foi gerada. Interpre-
tar esses valores em termos absolutos pode ser um novo desafio, uma vez que a variagao
deles muda conforme a base de dados que foi particionada. Uma base de dados pode ter
particoes que em geral recebem valores de qualidade muito préximos e cuja sensibilidade
de variacao deve ser mais bem estudada, enquanto outras podem obter resultados bem
distantes e que nao exigem um grande grau de sensibilidade para serem avaliados.

O processo de particionamento de uma base de dados pode ser visto como a otimizagao
de uma funcao que retorna valores de desempenho conforme a qualidade de sua particao
e cujos valores possuem minimos e maximos locais e globais.

Sobre esse panorama enxergamos a qualidade das partigdes geradas por algoritmos
iterativos com heuristicas de otimizagao como os pontos de minimos locais dessa funcao
e passamos a entender o desafio de gerar a melhor particao como sendo a tarefa de obter
como retorno o valor de minimo global dessa fungao (levando em consideragao de que
os valores retornados pela func¢ao de desempenho tenham uma relagao de quanto menor,
melhor).

A Figura [7]ilustra o esbogo de uma funcao de desempenho que avalia a qualidade das
particoes.

Cada regiao em destaque é um vale que contém um ponto de minimo local. Essas
regioes correspondem aos pontos em que um algoritmo de otimizacao podera ficar “preso”
(ou convergir) e que, em muitos casos, apesar de serem pontos de minimo, possuem
qualidade discutivel em relagao ao minimo global. Esse é o caso da regiao em destaque
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Figura 7: Esboco da funcao de desempenho
no grafico de funcao de desempenho ilustrado pela Figura
A
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Figura 8: Minimo local com qualidade discutivel

Existem formas diferentes de fugir dos minimos locais e buscar a convergéncia para
o minimo global. Uma delas é a multipla execucao de um algoritmo de otimizagao com
valores iniciais gerados aleatoriamente, tendo em vista a heuristica de que se o nimero
de execucoes tender para infinito a chance de pelo menos uma das inicializagbes ocorrer
na regiao do minimo global tenderd para 1(100%).

Alguns critérios de validade (qualidade) de agrupamentos serao apresentados a seguir,

fortemente baseados na descri¢ao feita em (Naldi, 2009).

2.10.1 Critério de razio das varidncias

O critério de razao das variancias (VRC, do inglés Variance Ratio Criterion) é um
indice que valoriza a homogeneidade interna e o isolamento externo dos grupos
and Harabasz, |1974). Esse indice é baseado em duas funcoes objetivo: a soma da distancia
quadrética interna aos grupos ( WGSS, do inglés within-group sum of squares) e a soma da
distancia quadratica entre grupos (BGSS, do inglés between-groups sum of squares) (Duda
et all, [2001). Dado um agrupamento, sua WGSS serd a soma das distancias quadraticas
entre os objetos contidos em um mesmo grupo, calculada pela Equacao (), enquanto
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sua BGSS sera a soma das distancias quadraticas entre os objetos contidos em grupos
distintos, calculada pela Equacao @:

WGSS = dintra(Cy) (5)

=1
k

BGSS = " diner(Ch), (6)
=1

em que k é o nimero de grupos da particao e diprq(C;) € dinger(C;) s@o as distancias intra-
grupo e inter-grupo relativas ao grupo C;, dadas pelas Equagoes e respectivamente:

ICs] 1C4l
dintra(ci) - Z Z d(xiy> Xil) (7)
y=1 l=y+1

em que |C;| é a cardinalidade do conjunto C; que representa o i-ésimo grupo, os padroes
X;y € X; 820 0 y-ésimo e o [-ésimo objetos contidos no grupo C;.

IC:| 1G5

dinter(0i> - Z Z Z d(xiy’ le) (8)

J#i y=1 =1

em que |C}| é a cardinalidade do conjunto Cj, os padrdes x;, e X; sdo o y-ésimo e o
[-ésimo objetos contidos nos grupos C; e C}, respectivamente, com i # j. E esperado que
grupos compactos e separados possuam pequenos valores de WGS'S e grandes valores de
BGSS. O indice VRC' é dado pelo resultado da Equagao @, para n, objetos do conjunto
de dados:

BGSS  (n, —k)

VRC = 655 " =1 )

Quanto melhor a particao, maior sera o valor da razao entre BGSS e WGSS. O termo
de normalizacao (n, — k)(k — 1) previne o aumento monotonico do indice em relagao ao
nimero de grupos, o que faz do VRC um indice de otimizacao em relagao a k. Isso significa
que, se utilizado em um agrupamento com nimero nao conhecido (nao fixo) de grupos,
o VRC pode ajudar a determinar este nimero para conjunto de dados. Também pode
ser utilizado para comparar os resultados de diferentes algoritmos aplicados ao mesmo
conjunto de dados.

2.10.2 Bayesian Information Criterion (BIC)

O Bayesian Information Criterion (BIC) (Mirkin| 2005)), ou critério de (Schwarzl, |[1978))
como também é conhecido, é um critério estatistico utilizado para selecao de modelos. Ele
consiste em avaliar o balanceamento do ganho de informacao de um modelo ao passo que
o modelo ganha complexidade, por meio do aumento do nimero de seus parametros,
ou seja, quanto mais informacao o modelo tiver melhor serd o critério. Por outro lado,

quanto mais parametros o modelo tiver pior sera o critério. O BIC é calculado por meio
da Equacao
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BIC = In(l) — g “In(N). (10)

Alguns autores também apresentam o calculo do BIC por meio da Equagao que
equivale ao dobro da Equacao

BIC =2-1In(l) — p - In(N), (11)
onde ln(f) ¢ o logaritmo da estimativa da maxima verossimilhanca, p é o numero de
parametros da particao, N é o numero de objetos da particao. A forma como o logaritmo
de maxima verossimilhanca e o nimero de parametros sao calculados para o problema de
agrupamento variam na literatura.

2.10.3 Critérios silhueta

Os critérios do tipo silhueta definem a qualidade dos agrupamentos com base na proxi-
midade entre os objetos de um determinado grupo e na distancia desses objetos ao grupo
mais proximo. Publicado por Rousseeuw| (1987)), o critério silhueta original é calculado
para cada objeto de um grupo, mostrando quais objetos estao bem situados no mesmo e
quais seriam situados melhor em outro grupo. O critério silhueta pode ser calculado com
qualquer medida de dissimilaridade/similaridade.

Seja um objeto x; e o grupo C4 tal que x; € C4. Seja a(x;) a dissimilaridade média do
objeto x; em relacdo a todos os demais objetos do grupo C4 e b(x;) a menor dissimilaridade
média de x; dos objetos de um outro grupo Cpg, Cg # C4. A silhueta de um objeto x; é

obtida pela Equagao .

silhouette(x;) = mcfa(:?;)(;)cj(bfi)} (12)

Se x; for o tnico objeto do grupo a que pertence, entao silhouette(x;) se torna in-
definido e uma escolha neutra seria assumir silhouette(x;) = 0 (Rousseeuw, 1987). O
resultado obtido pela Equacao estard no intervalo [-1,1]. Se um objeto estd bem
situado em seu grupo, sua silhueta serd positiva, caso contrario, se o objeto estiver mais
proximo de outro grupo, ela sera negativa. Logo, se o algoritmo utilizado garantir que os
objetos estejam no grupo mais préximo, o resultado da Equacgao estara no intervalo
[0,1].

Como a silhueta depende apenas do agrupamento resultante e nao do algoritmo de
agrupamento empregado, ela pode ser usada para executar uma analise dos grupos obti-
dos, para comparar particoes geradas por diferentes algoritmos, ou diferentes execugoes
do mesmo algoritmo, em um mesmo conjunto de dados. Para isso, é possivel calcular a
silhueta de um grupo ou particao (ASWC, do inglés Average Silhouette Width Criterion),
por meio da média das silhuetas de seus objetos. A ASWC é dada pela Equacao (13)),
para um grupo C; a partir de seu i-ésimo objeto xj;, e pela Equagao , para uma
particao 7.

IC51
ASWC(Cy) =

i=1

silhouette(x ;)

|Gl

(13)
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ASWC/(r) = Z silhouette(x;) (14)

n
i=1 o

Quanto maior o valor de ASW (), melhor o posicionamento dos objetos dentro dos
seus grupos, o que pode ser usado para determinar o melhor nimero k de grupos, por
exemplo. Para isso, um algoritmo de agrupamento pode ser utilizado para gerar partigoes
do conjunto de dados com diversos valores de k e comparar o ASWC' obtido entre as
partigoes. Essa comparagao pode ser feita por meio de um gréfico (ASWC'(r) x k), onde
um pico indica o valor de k mais apropriado, provavelmente o maior valor para ASW (7).

Uma versao simplificada do critério silhueta é proposta por [Hruschka et al.| (2004a)),
onde hd uma modificagao nos célculos de a(x;) e b(x;). Nesta versao, a(x;) é a dissimilari-
dade entre o objeto x; e o centrdide c4 do grupo Cy, tal que x; € Cy. Além disso, b(x;) é
a menor dissimilaridade entre x; e o centréide cg de um outro grupo Cg, Cg # C4. Esta
implementacao visa reduzir o custo computacional da execugao do critério de O(n?) para
O(n,) e, segundo os autores, mantém uma qualidade préxima do critério original, o que
¢ confirmado nos exaustivos experimentos de [Vendramin et al.| (2009). [Hruschka et al.
(2004b)) mostram que, alternativamente a versao original e simplificada do critério silhu-
eta, uma versao modificada pode ser utilizada, substituindo a silhueta dada pela Equacao
pela silhueta dada pela Equacao , em que € é uma pequena constante necessaria
para o calculo de silhouette(x;) quando a(x;) = 0.

silhouette(x;) = % (15)

A versao modificada aparenta ser mais sensivel a pequenas mudangas em a(x;) e b(x;),
que por sua vez corresponde a mudangas significativas no agrupamento. Porém, o critério
modificado ndo mais retorna resultados no intervalo [-1,4+1]. Além disso, uma versao
hibrida pode ser facilmente obtida a partir da combinacao das versoes simplificada e
modificada da silhueta.

O critério silhueta é mais apropriado para agrupamentos volumétricos com grupos
compactos e separados. [Vendramin et al| (2008 2009) mostra que o critério silhueta
obtém resultados comparaveis ou melhores do que o critério VRC, e significantemente
melhores do os critérios DB, Dunn e variantes para particoes com estas caracteristicas.
Porém, ela resulta em larguras tendenciosas contra grupos potencialmente sobrepostos,
favorecendo agrupamentos disjuntos. Além disso, ela nem sempre obtém bons resultados
para grupos com formatos arbitrarios (Rousseeuw), [1987)).

2.10.4 Critério Jaccard

Indices de validacao externos objetivam mensurar quanto um agrupamento obtido se
aproxima da estrutura conhecida dos dados. Para isso, os indices externos mais tradicio-
nais comparam a particdo resultante 7, com uma particao referéncia m, (“gold standard
), construida com base na intuigdo ou conhecimento a priori sobre a estrutura real dos
dados. Estes indices se baseiam em informacoes a respeito da relacao entre os objetos de
ambas as partigoes.

Nao ¢ possivel determinar a equivaléncia entre grupos de particoes distintas unica-
mente por meio de seus rotulos. Para estabelecer esta equivaléncia, é necessario considerar
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a relacao entre seus objetos. Por este motivo, os indices de validagao externos apresenta-
dos aqui consideram a relagao entre pares de objetos para determinar esta equivaléncia.

Dado o par de objetos x; e x; pertencente ao conjunto de dados X, tal que ¢ # j, os
grupos C, € m, e C, € m,, consideremos as quatro situacoes apresentadas a seguir:

e 11: (i €C)) e (x; € C), (i€ C) e (x; € CY)
o 01: (x; € C)) e (x; ¢ Cy), (x € () e (x5 € O
.« 10: (s €C) e (x;€C), (i €C) e (x5 ¢ CY)
® 00: (x; €Cr)e(x;¢C), (xi ¢ Ch)e(x;€C)

Seja np; o nimero de todas as possiveis combinagoes de pares de objetos do conjunto
de dados (np; = ny(n, — 1)/2), np; o nimero de pares de objetos na situacao 11, npg; o
nimero de pares de objetos na situacao 01, npig € npyy 0s nimeros de pares de objetos nas
situagoes 10 e 00, respectivamente. Algumas destas varidveis serao utilizadas nos indices
a serem definidos nesta secao.

O indice Jaccard, também conhecido como coeficiente de similaridade de |Jaccard
(1908), consiste em um indice utilizado para comparar a similaridade entre conjuntos
de amostras. Quando utilizado para calcular a probabilidade de dois objetos pertencerem
a0 mesmo grupo em ambas as partigoes, o indice Jaccard é dado pela Equacao

npi
np11 + npo1 + NPio

Jaccard(m,, ) =

(16)

O coeficiente de Jaccard resulta em valores entre [0,1], de forma que quanto mais
diferentes as partigoes, mais proximo de 0 serd o valor retornado e parti¢oes idénticas
resultam no valor 1.

2.11 Problemas em bases de dados que afetam a qualidade de uma particao

Algumas Bases de Dados possuem certas caracteristicas que dificultam o processo
de particionamento. Discutiremos nesta secao algumas dessas caracteristicas que serao
citadas no decorrer deste trabalho.

e Ocorréncia de Outliers: outliers sao objetos que possuem alta dissimilaridade com
todos os demais objetos da base e que, portanto, nao se encaixam bem em nenhum
grupo de objetos. A ocorréncia de outliers é muito comum em bases de dados, por
isso algoritmos de agrupamento devem tratar esses tipos de objetos, trabalhando
com heuristicas que nao se prendem a informacao de um tinico objeto para realizar a
formacao de grupos. Assim, se houver outliers em uma base de dados, esses tenderao
a ser ignorados devido a sua contribuicao ser relativamente pequena em relacao ao
total de objetos da base. A Figura [J] ilustra um exemplo de ocorréncia de outlier
em uma base de dados de duas dimensdes.

e Grupos com numeros de objetos muito diferentes em uma mesma base de dados:
nao existe uma regra para determinar quantos objetos devem pertencer a cada
grupo. De fato, grupos podem ser formados com um tnico objeto (chamados de
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Figura 9: Representagao de um outlier em uma base de dados de duas dimensodes

singletons), com dezenas ou centenas e assim por diante. O problema é que se houver
uma variacao muito grande no nimero de objetos de cada grupo em uma base de
dados, cria-se uma dificuldade para os algoritmos a particionarem com acuricia,
pois, nesses casos, os grupos com baixa densidade (grupos com nimero pequeno
de objetos) podem acabar sendo ignorados pelos algoritmos de particionamento. A
Figura [10] ilustra um exemplo de base de dados que contém grupos com diferentes
nuimeros de objetos.

e Bases de dados com valores de atributos de alguns objetos nao determinados ou
errados: é muito comum encontrar bases de dados que possuam um ou mais objetos
com valores de atributos incompletos (denominados “valores ausente”) ou incoeren-
tes. Isso acontece devido a presenca de ruidos nas bases de dados e ao fato que
bases que possuem grande ntimero de objetos quase sempre sao esparsas.

Bases de dados que apresentam objetos assim sao claramente dificeis de serem par-
ticionadas de forma apropriada.

Um exemplo comum de dados com ruido e valores ausentes advém de bases com
dados medidos por sensores, que normalmente sao afetados por ruidos e podem
estar ausentes no caso do sensor ficar inoperante por algum periodo. Outro exemplo
classico de ruidos em dados ocorre em bases, cujos dados foram digitados por um
usuario, devido aos eventuais erros de digitacoes.

e Grupos com diferentes caracteristicas (distribuigao e / ou formato) em uma mesma
base de dados: grupos podem ainda apresentar formatos e distribuigoes distintas.
Eles podem, por exemplo, ter formatos circulares e bem concentrados, ou elipticos
com os objetos espalhados. O problema de agrupamento pode se tornar dificil
quando encontramos grupos com formatos muito diferentes em uma mesma base de
dados. Isso acontece por que, geralmente, os algoritmos trabalham com heuristicas
que sao capazes de identificar grupos de determinados formatos, mas que apresentam
dificuldade quando encontram grupos de formatos variados. A figura [11]ilustra um
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exemplo de base de dados que contém grupos com diferentes distribuigoes e formatos
em uma mesma base de dados.
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Figura 11: Grupos com formatos e distribui¢oes diferentes em uma mesma base de dados

2.12 Tipos de algoritmos de agrupamento

Algoritmos de agrupamento sao geralmente classificados como particionais, hierdrquicos
ou hibridos. A Figura [12] [lustra essa classificacao e algumas de suas sub-classificacoes:

Nesta secao, apresentaremos as definicoes do que sao algoritmos de agrupamento
hierarquicos e particionais, bem como alguns dos algoritmos mais populares de cada

um desses tipos, descrevendo seu funcionamento, heuristicas relacionadas e tempo de
€xecucao.
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Figura 12: Classificacao de algoritmos de agrupamento

2.12.1 Algoritmos hierdarquicos com métricas de integracdo

Algoritmos hierdrquicos produzem um conjunto de particoes de dados através de aglo-
meragoes ou divisoes de grupos. Algoritmos aglomerativos unem grupos iterativamente
até que um unico grupo contendo todos os objetos da base de dados seja formado, en-
quanto, algoritmos divisivos quebram iterativamente grupos, em dois, até que cada objeto
forme o seu préprio grupo. A decomposicao resultante, que é uma arvore de grupos, é cha-
mada de dendrograma. O dendrograma fornece uma visualizacao de como um algoritmo
gera uma saida. A sua analise permite verificar se a saida gerada é ruim ou nao.

A Figura[13](c) ilustra um dendrograma para uma base bidimensional ilustrada em
(a) Em|13[(c) a linha da esquerda representa uma régua que mede os valores de dissimila-
ridade entre os grupos que estao sendo aglomerados, enquanto a linha em vermelho indica
o valor méximo de dissimilaridade entre os grupos selecionado pelo usudrio/especialista
para que a aglomeracao entre os grupos seja realizada; Sendo assim a Figura (b) ilustra
os grupos formados pelo AGNES até a ultima aglomeracao aconselhada pelo dendrograma.
Neste exemplo a dissimilaridade é calculada segundo o critério Average-link.

Um exemplo tipico de algoritmo aglomerativo pode ser dividido em dois passos:

1. Inicializacao: O algoritmo inicia com N grupos (1 grupo para cada objeto);

2. Aglomeragao: Os dois grupos mais similares sdo agrupados (aglomerados);

O passo 2 é repetido N-1 vezes de forma que na ultima iteracao um grupo que contenha
todos os objetos da base de dados seja gerado, resultando em complexidade O(N?-log ).
Existem trés versoes deste algoritmo com diferencas em relagao as métricas de integragao
entre dois grupos utilizados, sendo eles: Single-link, Average-link e Complete-link.

O critério Single-link trata a similaridade entre dois grupos como sendo igual a si-
milaridade entre os dois objetos mais similares daqueles grupos. Muito utilizado para
identificar grupos em bases de dados que possuem grupos com caracteristicas de sha-
pes, como circunferéncias, retas, entre outras. A Figura ilustra alguns grupos com
caracteristicas de shapes.

Um problema do critério Single-link consiste em seu baixo desempenho em bases de
dados com ruidos. Devido ao critério de similaridade do algoritmo consistir em avaliar a
distancia entre os objetos mais semelhantes, uma possivel “ponte de objetos” provocada
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(c) Dendrograma gerado para esta base de dados: a linha em vermelho
indica o maior valor de dissimilaridade escolhido entre dois clusters
para que a aglomeracao deles seja realizada para este exemplo.

Figura 13: Exemplo de Dendrograma

Single-link

O critério Single-link possui alta performance para encontrar clusters em
formato de shapes, uma vez que tem como Unico critério a similiaridade
entre os objetos mais semelhantes entre si.

Figura 14: Single-Link para identificagao de shapes
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por ruidos da base de dados poderia unir dois grupos distintos como ilustra a Figura

inspirada em (2003). Esta desvantagem desaconselha o uso do critério de
similaridade Single-link em bases de dados com ruidos.

Em [17] (a) uma base de dados com 3 grupos conhecidos e com ruidos; em [I5|(b) os
grupos formados pelo algoritmo utilizando Single-link como critério de similaridade; Em
(c) os grupos formados pelo algoritmo utilizando Complete-link como critério de
similaridade.
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o .0. L
Cluster 3

(a) Base de dados com trés grupos conhecidos,
destacados em cores diferentes, e ruidos.
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(b) Grupos formados apds execugidocom (c) Grupos formados ap6s execugao com
Single-link como critério de similaridade. Complete-link como critério de similaridade.

Figura 15: Desvantagem do Single-link em bases de dados com ruidos

A partir da Figura[15|fica claro que o critério Single-link nao é a melhor escolhar para
analisar similaridade entre grupos de bases de dados com ruidos, sendo nesse caso mais
recomendado utilizar os critérios Clomplete-link ou Average-link. Agora, caso o objetivo
seja localizar grupos com caracteristicas de shapes, o critério Single-link é o mais indicado.

O critério Complete-link trata a similaridade entre dois grupos como sendo igual a
similaridade entre os dois objetos menos similares daqueles grupos.

O critério Average-link trata a similaridade entre dois grupos como sendo igual a média
das similaridades entre cada par de objetos, onde um par de objetos contém um objeto
de cada grupo.

O Average-link retorna resultados parecidos com o complete-link, mas estd menos
suscetivel a erros, pois elimina problemas gerados por casos onde existe um objeto de um
grupo que nao tem uma similaridade tao grande em relagao aos demais objetos do grupo.
A Figura [16] ilustra um exemplo em que temos dois grupos A e B com 10 e 7 objetos,
respectivamente. Dentre os objetos de A existe um com baixa similaridade aos objetos
de B, enquanto os outros 9 possuem alta similaridade aos objetos de B. Se aplicassemos
o critério de complete-link, constatariamos que o grupo A tem baixa similaridade a B,
mas se aplicassemos o critério de average-link constatariamos que o grupo A tem alta
similaridade em relacao ao grupo B, como ja era esperado.
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Complete-link Average-link
Como o critério Complete-link utiiiza a similiaridade entre os Comao o critério Average-link utlliza a simifiaridade média
dois objetos mais d:sl_antes enfre o5 clusters, e estes anlre os dois clusters e os objetos gue possuem alla
possuem baixa similiaridade, entdo segundo o criténo de similiaridade estd3o em maior ndmero, entdo utilizanda a
Complete-link 0z dois clusters possuem balxa similiaridade médla, segunda o critério de Average-link, os dols clusters

possuam alta similardade.

Figura 16: Contraste entre Complete-link e Average-link

2.12.2  Dlvisive ANAlysis (DIANA)

Proposto por Kaufman and Rousseeuw| (1990), o algoritmo DIANA é um exemplo
comum de algoritmo divisivo hierdrquico. Ele inicia-se com um unico grupo contendo
todos os objetos e utiliza a heuristica de dividir o maior grupo iterativamente, o que
resulta em uma complexidade O(n?logn,). Considerando o didmetro de um grupo como
a maior distancia entre dois de seus objetos, o algoritmo pode ser descrito pelos seguintes
passos:

1. O algoritmo ¢ inicializado com um tnico grupo que contenha todos os objetos do
conjunto de dados.

2. O grupo com maior diametro Cj é selecionado.

3. Do grupo selecionado, escolhe-se o objeto x. com a menor similaridade média em
relagao aos outros objetos.

4. O objeto x, é inserido no grupo de divisao Cjy.
5. Encontra-se o objeto xy € (j, cuja similaridade média aos objetos de Cy ¢ méaxima.

6. Se a similaridade média de x; aos objetos de Cy for maior do que sua similaridade
com Cj, entao X serd adicionado em Cy e volta-se ao Passo 5; Caso contrério, nada
é feito.

7. O algoritmo péara se todos os grupos forem formados por um unico objeto. Caso
contrario, retorna-se ao Passo 2.

Depois de executado, cada elemento ird pertencer ao seu proprio grupo. O algoritmo
possui uma métrica para avaliar quao necessaria foi uma certa divisao. Esta métrica é
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chamada de DC (abreviacao do termo em inglés Divisive Coeficient, ou em portugués
Coeficiente de Divisdao). Baixos valores de DC indicam que foi realizada uma divisao
desnecessaria. DC é dado por:

> diametro(x)

DC = *= 17
diametro(X) (17)

em que X é o conjunto de dados, diametro(x) é o diametro do ultimo grupo no qual o
objeto x pertenceu antes da divisdo para formar o grupo de um elemento e diametro(X)
é o diametro do conjunto de dados. Quanto maior for o coeficiente de divisao, mais forte
serda a estrutura agrupada. Por este motivo, é possivel escolher uma particao dentre a
hierarquia formada por meio dos valores do coeficiente de divisao. Se a divisao feita em
um nivel da hierarquia reduzir o valor do coeficiente de divisao, esta divisao pode ser
desconsiderada.

2.12.3 K-means (K-médias)

K-means utiliza o conceito de centréides como protétipos representativos dos grupos.
O centréide representa o centro de um grupo, sendo calculado pela média de todos os
objetos do grupo.

O funcionamento do K-means pode ser descrito pelos seguintes passos:

1. Atribuem-se valores iniciais para os protétipos seguindo algum critério, por exemplo,
sorteio aleatorio desses valores dentro dos limites de dominio de cada atributo;

2. Atribui-se cada objeto ao grupo cujo protétipo possua maior similaridade com o
objeto;

3. Recalcula-se o valor do centréide (protétipo) de cada grupo, como sendo a média
dos objetos atuais do grupo;

4. Repete-se os passos 2 e 3 até que os grupos se estabilizem;

K-means possui uma complexidade computacional equivalente a O(N x k % T), pois, a
cada iteracao (T), é calculada a distancia entre os N objetos até cada um dos k centréides.
Se considerarmos nessa medida de complexidade o nimero de atributos, passariamos
para O(N % k x T % n), ji que cada comparagao entre dois objetos tem complexidade
computacional O(n).

A Figura|17]ilustra um exemplo de execugao do algoritmo K-means. Em (17| (a) temos
a execucao do passo 1 do algoritmo, a inicializacao dos protétipos; Em (b) temos a
execucao do passo 2, a atribuicao de cada objeto ao grupo cujo protétipo possui maior
similaridade ao objeto; Em (c) temos a execucao do passo 3, o recalculo dos valores
dos prototipos, como sendo a média dos objetos atualmente presentes em cada grupo;
Em (d) temos a preparacao para a repeticao dos passos 2 e 3, o desvinculamento dos
objetos dos grupos a que pertenciam; em (e) e (f) a repeticao dos passos 2 e 3,
respectivamente.

O algoritmo continuaria a repetir os passos 2 e 3 enquanto ocorrer alteragoes nos
grupos.
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(e) Repeticao do passo 2 - Atribui¢gdao dos objetos aos
grupo cujo protoétipo possua maior similaridade.

(f) Repetigdo do passo 3 - Recalcula os valores dos
protéotipos como sendo a média dos objetos atuais

pertencentes ao grupo.

Figura 17: Exemplo de Execucao do algoritmo K-means
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Determinar o numero de grupos k de forma pratica geralmente é um procedimento
baseado em dois passos. Primeiramente o algoritmo é executado multiplas vezes, de
forma que o nimero de grupos k das partigoes geradas varie dentro de um intervalo pré-
definido, para diferentes inicializacoes de protétipos. Segundo, é necesséario utilizar um
indice de validagao para estimar a qualidade das particoes geradas. Alguns destes indices
sao apresentados na Secao [2.10]

Uma vez que tenha sido escolhida uma medida apropriada para avaliar a qualidade
relativa das partigoes, é possivel estudar estratégias para executar k-médias com o niimero
de grupos a ser determinado. Um dos métodos consiste em executar o algoritmo k-médias
para um numero crescente de grupos k, dentro de um determinado intervalo. Para cada
valor de kK, um nimero n,; de parti¢oes devem ser geradas com diferentes inicializacoes.
A particao final é escolhida dentre o conjunto obtido, por meio da qualidade aferida
pelo indice de validagao relativo. Este tipo de execucao é aqui chamado de Muiltiplas
Execugoes Ordenadas de k-médias (OMRE, do inglés Ordered Multiple Runs of k-means)
(Naldi et al., 2009).

Estima-se que a complexidade do algoritmo OMRE seja O(N - kZ,,.) (Naldi et al.,
2000).

2.12.4 Bisecting k-means

O algoritmo Bisecting k-means (Steinbach et al., |2000) consiste em uma variagao
hierarquica do algoritmo k-médias (Secao . Em cada iteracao, ele seleciona um
grupo e o divide, de forma a gerar uma hierarquia. Seu funcionamento pode ser descrito
pelos passos:

1. O algoritmo ¢ inicializado com um unico grupo que contenha todos os objetos do
conjunto de dados.

2. Seleciona-se um grupo C.
3. Divide-se Cy por meio da aplicacao de k-médias, com k = 2.

4. Repete-se o passo anterior por inter vezes e seleciona-se a divisao que produza o
agrupamento com a maior similaridade entre objetos e os centros de seus grupos.

5. Repete-se os passos 2,3,4 até que o ntumero de grupos desejado seja alcancado.

O grupo C por ser escolhido de diversas formas, seja pelo maior tamanho (e.g., nimero
de objetos ou diametro) ou menor similaridade entre os objetos e centréide (e.g. volume).
O numero de vezes que o algoritmo k-médias é aplicado por iteracao, inter, e o nimero
de grupos da particao final sao parametros a serem definidos pelo usuario. O Bisecting
k-means pode resultar em uma tnica particao ou em uma hierarquia e sua complexidade
varia com o método de selecao de C,. Se a selecao for feita a partir da quantidade
de objetos do grupo, a complexidade do algoritmo ¢é linear (O(N)) (Steinbach et al.
2000). O uso de métodos mais sofisticados, como diametro ou volume, pode aumentar a
complexidade do algoritmo.

Neste caso, existem varias formas de se definir o diametro de um grupo, uma delas
poderia ser: a distancia entre o par de objetos mais distantes entre si que pertencam ao

grupo.
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A Figura [18]ilustra as duas primeiras iteracoes do algoritmo Bisecting K-means para
uma base de dados. Em (a) temos a inicializagdo da partigdo com um tnico grupo
que contém todos os objetos, em (b) e (c) temos, respectivamente, o resultado
da primeira e da segunda iteracao do algoritmo. E importante ressaltar que nas demais
iteragoes do algoritmo, (nao ilustradas), os grupos continuarao a se dividir até que o
nimero de grupos pré-determinado seja alcancado.
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Figura 18: Exemplo de execucao do Bisecting K-means

Caso (s for selecionado por seu diametro e o algoritmo for executado até formar o
dendrograma completo, ou seja, até forma grupos com um tnico objeto, sua complexidade
pode ser estimada em O(N?-T). Neste caso o algoritmo realiza N — 1 divisdes durante
sua total execugao, (uma divisdo para cada objeto da base de dados a mais que um),
cada uma dessas divisoes executa K-means e portanto tem complexidade computacional
proporcional ao nimero de objetos no grupo a ser dividido. Peguemos o pior caso, onde
cada divisao de um grupo gere um singleton e outro grupo com todos os demais objetos. As
execucgoes do K-means com parametro k igual a 2 teriam uma complexidade computacional
que poderia ser estimada como:

O(N*2+T)+(N—1)*2+«T)+ (N —=2)%2«T)+ ...+ (2x2xT))
que ao isolarmos o termo (2 * T') pode ser simplificada em:

O((24+3+...+(N—=1)+N)*2xT)
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se somado e subtraido o termo (1 % 2 % T), resulta em:
O((14+24+3+...+(N=1)+N)*2xT)— (1x2xT)

mas, como a relacio O(1 +2+ 3+ ...+ (N — 1) + N) = O(N?) é conhecida, pode ser
simplificada em:

O(N? —1%2x*T)
e como, O(N? — 1% 2% T) = O(N?), reestimamos a complexidade do algoritmo em:
O(N? % T % 2).

Como 2 é uma constante, pode ser removida do cédlculo da complexidade resultando
em uma complexidade assintética O(N? x T'). O algoritmo Bisecting k-means possui o
mesmo problema de outros algoritmos hierarquicos, no qual uma vez que um grupo seja
formado sua estrutura se propaga pelas iteracoes posteriores.

2.12.5 X-means

O algoritmo X-means foi proposto por [Pelleg and Moore| (2000) para gerar uma
particao do conjunto de dados por meio do uso de k-médias. O algoritmo recebe como
parametro de entrada a base de dados a ser particionada e um intervalo de nimero de
grupos, aqui representado como [kmin, kmaz] € pode ser descrito pelos seguintes passos:

1. Inicializa-se o algoritmo por meio da aplicagao de k-means ao conjunto de dados,
de forma a gerar uma particao com k,,;, grupos.

2. A particao resultante é avaliada, armazenando-a em seguida.
3. Realiza-se a divisao de cada grupo em dois, por meio de k-means.

4. Cada divisao efetuada é avaliada e as divisoes que geraram as melhores particoes
sao mantidas, de forma a nao gerar mais do que k4, grupos.

5. Caso nenhuma particao seja mantida, divide-se uma proporcao dos grupos formados
inicialmente (usualmente a metade), a partir das divisdes que resultem nas melhores
avaliacoes. Respeita-se o limite de k,,,, grupos.

6. O algoritmo k-means é aplicado para o refinamento da particao resultante.
7. Se a partigao resultante for a melhor avaliada, ela é armazenada.

8. Caso a particao resultante possua k,,.. grupos o algotimo para, retornando-se a
particao melhor avaliada. Caso contrario, o algoritmo retorna ao Passo 3.

O critério BIC ¢ utilizado por Pelleg and Moore (2000) para avaliar as parti¢oes
durante a execugao do algoritmo. Os prototipos fornecidos ao k-means sao iniciados na
mesma posicao do centréide original do grupo a ser dividido e, em seguida, sao deslocados
no sentido oposto na direcao escolhida aleatoriamente dentro do espaco de dados. O valor
do deslocamento deve ser proporcional ao tamanho da regiao do grupo. Em geral essas
divisoes sao avaliadas pelo critério BIC que indica se a divisao realizada gerou melhora,
ou nao, para a qualidade da particao.
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3 Comparacdo de metodologias de estimacdo de niumero de grupos

Muitos dos algoritmos de agrupamento de dados que sao propostos na literatura ne-
cessitam que o nimero de grupos seja previamente fornecido pelo o usuario. Como essa
informagcao é usualmente desconhecida pelo usuario, a estimacao automatica do nimero
de grupos presentes em uma base de dados é um importante foco de estudo da area de
agrupamentos de dados.

Este trabalho tem como objetivo estudar e comparar metodologias de estimacao do
nimero de grupos de bases de dados, particularmente as metodologias que tenham como
base o algoritmo classico K-means. Por este motivo, as metodologias de estimagao de
nimero de grupos estudadas neste trabalho sao variagoes propostas do algoritmo Bisec-
ting K-means (Steinbach et al.| 2000), o algoritmo X-means (Pelleg and Moore, 2000) e
variacoes propostas, e multiplas execugoes do algoritmo K-means.

3.1 Bisecting K-means como estimador de numero de grupos

Neste trabalho modificamos o Bisecting K-means para que ele tenha a capacidade de
avaliar quando uma divisao de um grupo era necessaria, ou nao. Para esta avaliacao
utilizamos o critério BIC (Segao , ou uma versao simplificada da silhueta, que
comparam a qualidade do grupo antes da divisao a ser avaliada com a qualidade dos dois
novos grupos gerados.

A Figura[19|ilustra a utilizacao do critério BIC para avaliar uma divisao do Bisecting
K-means, para o BIC quanto maior for o seu valor melhor é a particao avaliada, assim o
critério avalia a divisao necessaria se o BIC apds a divisao tiver um valor maior do que o
BIC antes da divisao.

Como o valor do BIC apds a divisao é maior que o valor calculado antes da divisao,
podemos dizer que, para este caso, segundo o critério BIC a divisao era necessaria, ou
seja, gerou melhora na qualidade da partigao.

Quanto a forma de calcular o diametro dentre varias possibilidades trabalhamos com
dois cenarios:

e a) O diametro é calculado com o valor igual a duas vezes a maior distancia entre o
centroide e seus objetos;

e b) O diametro é calculado com o valor igual a duas vezes a média das distancias
entre o centrdide e seus objetos;

As duas formas de calcular o diametro foram mantidas, pois a primeira considera
apenas o objeto mais distante ao centrdide tem uma tendéncia a calcular com valores
mais altos os diametros de grupos que possuam outliers, indicando a divisao desses grupos
como prioridade, o que, pode ser um fator positivo em alguns casos. Ja a segunda é mais
robusta a presenca de outliers, pois possui uma maior consisténcia por ser calculada por
meio da média das distancias dos objetos ao centréide.

Também definimos dois cendrios para o critério de parada para o algoritmo:

e i) Avalia-se a divisao do grupo com maior diametro, se ndao houver melhora a divisao
nao ¢é efetuada e finaliza-se a execucao;
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Figura 19: Avaliagao de uma divisao do Bisecting K-means por meio do BIC

e ii) Avalia-se a divisao de todos os grupos em ordem decrescente de diametro. Se
nao houver melhora na divisao de nenhum deles, ela nao é efetuada e finaliza-se a
execugao.

Optamos por utilizar o parametro «, que indica o nimero de multiplas execucoes do
K-means ao realizar cada divisao, com o valor igual a 1. Essa opcao tem como objetivo
possibilitar uma comparacao mais justa do Bisecting K-means com o algoritmo X-means,
que realiza apenas uma execucao do K-means em cada uma de suas divisoes.

3.2 Implementacées do Bisecting K-means

No total, foram implementadas oito versoes do Bisecting K-means capazes de estimar
o numero de grupos de uma base de dados e gerar uma particao com esse nimero de
grupos. As versoes diferem-se em trés caracteristicas: a maneira como o diametro dos
grupos ¢ calculado; o critério de parada utilizado e o critério de validagao das partigoes,
utilizado para quantificar a melhora do uso de uma divisao de grupo.

As versoes sao geradas a partir de oito combinagoes possiveis dessas trés caracteristicas.
A Tabela 2 contém as caracteristicas de cada versao utilizada:

3.3 Problemas encontrados no Bisecting K-means

O Bisecting K-means por ser um algoritmo diviso possui o seguinte problema: uma
vez que objetos que pertencam a um mesmo grupo sejam dividos em grupos distintos, eles
nunca mais irao pertencer ao mesmo grupo, ou seja, a estrutura se mantém nas proximas
iteracoes do algoritmo. A principio pode ser dito que o uso de critérios de avaliacao da
qualidade utilizados na divisao previnem divisoes inadequadas. Contudo, um problema
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\ Versao \ Calculo do diametro \ Critério de parada \ Critério de avaliacao \

1 (a) Maior Distancia (i) Grupo com maior Silhueta
Objetos / Centroides diametro nao foi
dividido
2 (a) Maior Distancia (ii) Todos os grupos Silhueta
Objetos / Centréides nao foram divididos
3 (b) Média das Distancias | (i) Grupo com maior Silhueta
Objetos / Centréides diametro nao foi
dividido
4 (b) Média das Distancias | (ii) Todos os grupos Silhueta
Objetos / Centrdides nao foram divididos
5 (a) Maior Distancia (i) Grupo com maior BIC
Objetos / Centrdides diametro nao foi
dividido
6 (a) Maior Distancia (il) Todos os grupos BIC
Objetos / Centrdides nao foram divididos
7 (b) Média das Distancias | (i) Grupo com maior BIC
Objetos / Centréides diametro nao foi
dividido
8 (b) Média das Distancias | (ii) Todos os grupos BIC
Objetos / Centréides nao foram divididos

Tabela 2: Oito diferentes versoes do Bisecting K-means.

acontece quando o grupo a ser dividido possui trés ou mais grupos conhecidos contidos
nele, pois por exemplo, ao se dividir um grupo que contenha trés grupos conhecidos em
dois, por exemplo, pode ser gerado dois grupos contendo um grupo conhecido mais uma
parte dos objetos do terceiro grupo conhecido.

As figuras [20] e 21] ilustra uma divisao de um grupo com sete grupos reais pelo Bisec-
ting K-means, em que na Figura [20| temos em destaque o grupo que sera dividido pelo
algoritmo. Na Figura [20| estao presentes os dois grupos gerados depois da divisao e em
destaque temos os objetos de dois grupos reais que foram divididos dos seus grupos. Esses
objetos nao serao unidos novamente pelo resto da execucao do algoritmo, o critério de
validade provavelmente avaliara positivamente esta divisao, pois em a particao gerada é
melhor com sete grupos reais divididos em dois grupos do que sete grupos unidos.

1

0 01 02 03 04 05 06 07 08 08 1

Figura 20: Divisao do Bisecting K-means: o grupo em destaque que possui sete grupos
conhecidos sera dividido utilizando K-means com parametro k = 2.
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Figura 21: Divisao do Bisecting K-means: os dois novos grupos resultantes da divisao.
Alguns dos objetos de dois grupos conhecidos foram separados de seus grupos originais e
nao serao unidos pelo resto da execugao do algoritmo.

3.4 Diferencas entre implementacdes do X-means e seu artigo original

O algortimo X-means, descrito na Segao [2.12.5] foi originalmente publicado por [Pel-
leg and Moore (2000) e sua implementagao foi disponibilizada pelo autor em ansi C
(http://www.cs.cmu.edu/~dpelleg/kmeans.html). Posteriormente, uma vesao de seu
algoritmo foi adicionada a versao de desenvolvimento do conhecido programa Weka (Wit-
ten and Frank| 2005), disponibilizada para download em (http://www.cs.waikato.ac.
nz/ml/weka/)). Contudo, durante o desenvolvimento desta pesquisa foram encontra-
das informacoes nos versoes dos codigos disponibilizados que nao estavam presentes ou
mostravam-se distintas das contidas em seu artigo original (Pelleg and Moore| [2000).
Nesta secao serao apresentadas as principais diferencas encontradas entre as versoes do
algoritmo. Contudo, é possivel que outras diferencas nao relatadas possam existir.

3.4.1 Pardmetros a serem definidos pelo usudrio

Apesar de nao haver referéncia em (Pelleg and Moore, [2000), as implementagoes feita
pelo autor do algoritmo em ansi C e a disponibilizada pelo Weka em Java possuem al-
guns parametros que precisam ser fornecidos pelo usuario para que ele seja executado.
Nesta secao serao apresentados os principais parametros e repassar os valores padroes
encontrados no arquivo README que vem em conjunto com a implementacao ansi C.

e Nimero de grupos inicial (Parametros k (versao ansi C) e minNumClusters (versao
Java)): Numero de grupos com que o algoritmo ird iniciar a particao antes que
qualquer divisao seja realizada. O autor sugere que caso o usuario tenha algum
conhecimento prévio do intervalo de nimero de grupos da base a ser particionada
que ele forneca o menor valor do intervalo, caso contrario este parametro deve ser
igual a 1.

e Maximo numero de grupos (Pardmetros maz_ctrs (versao ansi C) e
maxNumClusters (versao Java)): Numero de grupos maximo ao qual o al-
goritmo nao deve ultrapassar ao fazer suas divisoes, este parametro serve como
condi¢ao de parada do algoritmo. O autor sugere que caso o usudrio tenha algum
conhecimento prévio do intervalo de nimero de grupos da base a ser particionada
que ele forneca o maior valor do intervalo.
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e Numero méximo de iteragdes locais do K-means (Parametros mazx_iter (versao ansi
C) e maxKmeansForChildren (versao Java)): Nimero méaximo de iteragoes do
K-means a serem realizadas em cada uma das divisoes dos grupos. O autor indica
200 como um bom valor para este parametro. Caso o usudario queira que o algoritmo
execute mais rapido o autor recomenda a utilizacao de valores menores que 50, pois
estes nao geram grandes perdas de qualidade. Neste caso o autor indica 20 como
um valor adequado.

e Nimero maximo de iteragoes globais do K-means (Parametros maz_iter (versao
ansi C) e mazKmeans (versao Java)): Nimero méximo de itera¢oes do K-means a
serem realizadas globalmente a cada iteracao do X-means. O autor indica 200 como
um bom valor para este parametro. Caso o usudrio queira que o algoritmo execute
mais rapido o autor recomenda a utilizacao de valores menores que 50, pois estes
nao geram grandes perdas de qualidade. Neste caso, o autor indica 20 como um
valor adequado. A versao em ansi C utiliza o mesmo parametro para determinar o
niumero de iteracoes locais e globais do K-means.

e Numero de divisoes (Parametros num_splits (versao ansi C) e maxlterations
(versao Java)): Corresponde ao nimero de iteragdes do processo de divisao que
o algoritmo ird realizar no maximo, essas iteracoes foram descritas na Secao
e correspondem aos passos [3 a [0}, este pardmetro serve como condi¢ao de parada do
algoritmo.

e Cut off factor (Parametros cutof f_factor (versao ansi C) e cutOf f Factor (versao
Java)): Determina qual proporgao dos grupos sera dividida no caso de nenhuma das
divisoes ter melhorado a qualidade da particao. Como este parametro trata-se de
uma proporgao ele deve pertencer ao intervalo [0,1], o autor indica 0,5 como o valor
ideal para este parametro.

3.4.2 Diferengas entre artigo e implementacdo em ansi C

Nesta secao apresentaremos as diferencas encontradas entre a descricao do algoritmo
em (Pelleg and Moore, [2000) e a implementagao feita pelo autor em ansi C.

e Critério de parada: em (Pelleg and Moore, 2000) o tnico critério de parada do
algoritmo ¢ a formacao de uma particao com um ntimero de grupos igual a k4. No
entanto, é possivel que em uma de suas iteragoes, o algoritmo gere uma particao com
um nimero menor de grupos do que o necessério para satisfazer o critério de parada
e possua apenas grupos que nao deveriam ser divididos, segundo a avaliagdo (o
critério BIC). Essa parti¢ao nao seria em nenhuma iteracao alterada pelo algoritmo,
pois as particoes formadas em suas divisoes nao resultarao em em uma melhor
avaliagao segundo o critério BIC. Isto resultaria em um ciclo infinito de iteragoes
ja que a condicao de parada nao seria atendida. Este problema é solucionado na
implementagao do algoritmo feita em ansi C fornecida pelo préprio autor. Ao se
deparar com uma particao onde nenhum dos grupos ird gerar grupos com BIC
maior, o algoritmo resultante divide uma propor¢ao dos grupos atuais (usualmente
a metade), se este valor nao ultrapassar k... Caso ultrapasse, divide-se os grupos
de forma a resultar em k... No entanto, Pelleg and Moore (2000) ndo deixam
claro que este recurso ¢é utilizado pelo algoritmo e, inclusive, afirmam que nao é
uma solu¢ao adequada para o algoritmo (pégina 3 do mencionado artigo). Além
disso, a versao em ansi C possui um outro critério de parada que se trata do nimero
de iteracoes maxima do X-means que o algoritmo ira realizar.
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e Célculo do BIC: o calculo do BIC (Secao difere em relagao ao parametro p
e na estimacao da maxima verossimilhanca. O valor de p corresponde ao nimero
de parametros da particao e é calculado em (Pelleg and Moore, 2000) por p =
k — 14 nk + 1, enquanto sua implementagao em ansi C calcula p =k — 1+ nk + k,
em que k é o numero de grupos e n é o numero de atributos da base de dados. Na
pagina 4 de (Pelleg and Moore, 2000), a estimativa de maxima verossimilhanca é
calculada pela Equacao [18;

N>

Xk: _ (%ln(%)) — (Ng nlﬂ(&2)> — <N12— k) + (NiIn N;) — (N;In N)
= (18)

em que N; é o nimero de objetos de i-ésimo grupo e 62 é a estimacao da variancia,
calculada por:

Z — 1i))? (19)

x; ¢ 0 i-¢simo objeto da base de dados, e j(;) € o centréide do grupo que contém o
i-ésimo objeto. A versao em ansi C estima a maxima verossimilhanca pela Equacao
(arquivo split.c linhas: 525 a 549):

gZ(Di) = — <%1n(27r))_<1\02- nln(&2))— > 1% = pall | +(Ni In N;)—(N; In N)

XjGD

(20)

Comparando a Equagao [I§ com a Equagao [20, notamos que o terceiro parametro
¢ diferente nas duas equagoes. Nao foi encontrada nenhuma justificativa para esta
mudanca no célculo da estimativa de maxima verossimilhanca.

Na implementacao em ansi C o valor da estimativa de maxima verossimilhanga de
um grupo singleton é definido como 0 (arquivo split.c linha: 534). Nao hé referéncia
sobre este caso no artigo (Pelleg and Moore, 2000)).

Todos os logaritmos presentes nas férmulas do artigo correspondem a logaritmos
neperianos, o que também nao ¢é indicado no artigo (Pelleg and Moore, |2000).

3.4.3 Diferencas entre artigo e implementacdo em Java

Nesta secao serao apresentadas as diferencas encontradas entre a descricao do algo-
ritmo no artigo original (Pelleg and Moore, 2000) e a versao implementada em Java,
disponibilizada no Weka (Witten and Frank, [2005]).

e Inicializagao do k-means: na implementacao em Java os prototipos tem seus valores
inicializados por meio do sorteio aleatério de objetos representativos (meddides).
Nao héa descricao desta forma de inicializacao no artigo original.

e Critério de parada: como descrito na Secao|3.4.2 o tinico critério de parada descrito
no artigo original é a formacao de uma particao com um ntimero de grupos igual
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a kmae. Porém, é possivel que uma particao encontrada seja avaliada de maneira
a nao ser mais dividida durante a execucgao do algoritmo. Como descrito na Secao
3.4.2] esse problema gera um ciclo infinito de iteragoes ja que a condigao de parada
nao seriam atendidas.

Assim como na versao implementada em ansi C, esse problema é solucionado na
versao desenvolvida para o Weka. Ao se deparar com uma particao onde nenhum
dos grupos deve ser dividido, o algoritmo divide uma propor¢ao dos grupos atuais
(usualmente a metade), se este valor nao ultrapassar k... Caso ultrapasse divide-se
os grupos de forma a resultar em k,,,. A versao em Java possui um outro critério de
parada, que se trata do nimero de iteracoes maxima do X-means que o algoritmo ira
realizar (fungao buildClusterer do cédigo disponivel em http://www.cs.waikato.
ac.nz/ml/weka/).

e (Calculo do BIC: assim como na versao em ansi C, o parametro p é calculado por
p=k—14nk+ k (fungao calculateBIC). O calculo da funcao de verossimilhanca
também se diferencia do artigo original e é dado pela Equacao [21] (fungao logLike-
lihoodEstimate):

o~

(D)) = — (% ln(27r)> _ (Ng”ln(aﬂ)) - (NQ_ ’“) (NN (21)

k
1=1

de forma que 62 seja calculado pela Equagao [22] (fungao logLikelihoodEstimate):

1
S 2
0" = 3 E (Xi — 1)) (22)

i=1

Comparando a Equacao (18| com 21| é possivel notar que o terceiro parametro das
equacoes é diferente e que o quinto parametro da nao existe na Equacao [21],
além do fato do cdlculo da variancia ser diferente nas duas equagoes. Assim como
a versao em ansi C, a maxima verossimilhanca de um grupo singleton é estimado
como 0 (fungao logLikelihoodEstimate) e todos os logaritmos presentes nas férmulas
correspondem a logaritmos neperianos. Estas informacgoes nao estao descritas no
artigo (Pelleg and Moore|, 2000). Comparando a Equacao com a Equacao ,
existe diferenca no nimero de graus de liberdade utilizado no célculo da variancia.

e Normalizagdo: nao ha qualquer referéncia no artigo sobreo uso de normalizacao
dos dados no algoritmo. Contudo, o Weka aplica normalizacao dos dados para
o intervalo [0,1] (fun¢do m_DistanceF.distance iniciada como m_DistanceF = new
EuclideanDistance()) antes de agrupa-los. Esse fator interfere no resultado do al-
goritmo, ja que o critério BIC apresenta grande variacao com a normalizacao dos
dados.

3.4.4 Diferencas entre implementacdo em Java e implementacdo em ansi C

Nesta secao apresentaremos as diferengas encontradas entre a implementagao feita pelo
autor em ansi C e a implementacao em Java disponibilizada no Weka.

e Calculo do BIC: na versao implementada em ansi C a estimativa de maxima verossi-
milhanga é calculada pela Equagao [20| (arquivo split.c linhas: 525 a 549), enquanto

32


http://www.cs.waikato.ac.nz/ml/weka/
http://www.cs.waikato.ac.nz/ml/weka/

que na versao em Java a estimativa de méxima verossimilhanca é calculada pela
Equacao [21] (funcao logLikelihoodEstimate). Também existe diferenga nos graus de
liberdade no caculo da varianca entre as duas versoes, dadas pelas Equacoes e
22 respectivamente.

e Normalizagao: diferentemente da versao ansi C, o Weka aplica normalizagao dos da-
dos para o intervalo [0, 1] (fungdo m_DistanceF.distance iniciada como m_DistanceF
= new EuclideanDistance()) antes de agrupa-los, o que faz com que o BIC apresente
grande variacao com a normalizagao dos dados.

3.5 Implementagdes originais do X-means

Nesta secao descreveremos as versoes originais de X-means implementadas. O obje-
tivo destas versoes ¢é gerar versoes do algoritmo que possam ser comparadas, em termos
de tempo de execucao, com outros algoritmos implementados nesta plataforma. Outra
preocupacao foi que esta versao fosse fiel a descrigdo do algoritmo feita em (Pelleg and
Moore, [2000), porém, como muitos detalhes necessarios para implementagao nao estavam
claros, recorremos aos cddigos das versoes implementada pelo autor em ansi C e a versao
Java disponibilizada na Weka.

Devido a existéncia de diferentes formas de calcular a estimativa de maxima veros-
similhanca nas versoes do X-means (discutidas na Segao , optamos por realizar este
célculo da forma com que esta indicado no livro (Mirkin|, 2005)), pois esta referéncia aborda
o calculo deste indice de uma forma tradicionalmente abordada na literatura.

Outra implementacao do X-means também foi implementada, utilizando a versao sim-
plificada da silhueta (Segao no lugar do critério BIC. Assim, foram implementadas
duas versoes do X-means que diferem apenas no critério de validade utilizado para ava-
liar as divisoes realizadas pelo algoritmo. Nesta secao, serao descritas inicialmente as
caracteristicas em comum de ambas versoes e, em seguida, serao descritas as particulari-
dades de cada versao, referentes aos critérios de validade e aos ajustes necessarios para
utiliza-los.

3.5.1 Caracteristicas comuns de ambas versoes

Ambas versoes implementadas do X-means possuem como parametros de entrada: a
base de dados a ser particionada; um intervalo do niimero de grupos ao qual a base possui
[Emin, Emaz], um valor pra o cut_off_factor que deve variar entre [0,1] e corresponde a
proporc¢ao dos grupos que serao divididos quando a divisao de nenhum grupo for avaliada
positivamente pelo critério de validade utilizado; e o niimero de iteracoes maximo que o
K-means realizara em cada execucao.

Ambos algoritmos podem ser resumidos nos seguintes passos:

1. Gera-se uma particao inicial executando K-means com 2 grupos.

2. Armazena-se a particao inicial e o valor resultante do critério de validade nas
variaveis melhor_particao e melhor_critério, respectivamente.

3. A particao inicial é considerada a particao atual.

4. Calcula-se o valor do critério de validade para cada um dos grupos da partigao atual
e armazena o resultado no vetor cvgp (critério de validade dos grupos pais).
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10.

11.

12.

13.

14.

15.

16.

17.

18.

19.

20.
21.

22.

Realiza a divisao de cada grupo da particao atual em dois novos grupos por meio
do K-means, de forma que os novos rétulos e novos centréides gerados sejam arma-
zenados.

Calcula-se o valor do critério de validade para cada par de grupos gerados pelas
divisbes e armazena esses valores no vetor cvgf (critério de validade dos grupos

filhos).

Calcula-se a melhoria que a divisao de cada grupo gerou, armazenando o resultato
em no vetor vimqg (vetor de melhoria da qualidade dos grupos). O valor da melhoria
¢ armazenado na i-ésima posicao deste vetor, sendo calculado pela diferenca entre
os valores contidos na mesma posicao dos vetores cvgf e cvgp (vinqg = cvgfi -

cvgpi).

Gera-se um vetor gsd (grupos a serem divididos) ordenado de forma decrescente
pelos valores de vimqg dos grupos pertencentes a particao atual.

Checa se existe ao menos um valor de vimqg positivo. Se sim vai para o passo 10,
caso contrario vai para o passo 18.

Checa se vimqg do primeiro grupo do vetor gsd é positivo. Se for realiza a divisao
do grupo utilizando as informagoes armazenadas no passo 5, caso contrario executa
o passo 13.

Remove o primeiro elemento da lista vimqg.

Checa se o nimero de grupos atual é menor do que k4., se for reexecuta o passo
9, caso contrario executa o passo 13.

Executa K-means globalmente na nova partigao, aprimorando a estrutura.

Calcula o valor do critério de validade utilizado na nova particao. Se o valor calcu-
lado for maior que a variavel melhor_critério, armazena o valor calculado na variavel
melhor_critério e a nova particao na variavel melhor_particao.

Checa se o numero de grupos ¢ menor que k.., Se sim executa o passo 16, caso nao
executa o passo 23.

Armazena a nova particao como particao atual.
Volta ao passo 4.

Determina um valor de grupos a ser dividido que serd igual a uma proporcao dos gru-
pos atuais equivalente ao parametro cut_off_factor, armazena esse valor na variavel
nd (nimero de divisoes).

Divide o primeiro grupo do vetor gsd utilizando as informacoes armazenadas no
passo 5.

Remove o primeiro grupo do vetor gsd e decrementa nd em 1.

Checa se o numero de grupos atual ultrapassou k... Se sim executa o passo 13,
caso contrario executa o passo 22.

Checa se nd é maior que zero, se sim retorna ao passo 19, caso contrario retorna ao
passo 13.
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23. Retorna a particao armazenada na variavel melhor_particao.

Segundo [Pelleg and Moore| (2000), os protétipos fornecidos ao K-means ao realizar
a divisao de cada grupo (Passo 5) s@o obtidos a partir da posi¢ao do centrdide original
do grupo a ser dividido e, em seguida, sao deslocados no sentido oposto em uma direcao
escolhida aleatoriamente. O que nao fica claro é o valor do deslocamento desses centréides
ao longo da diregao escolhida que, segundo o artigo, deve ser proporcional ao tamanho da
regiao do grupo. Para solucionar essa questao, o cddigo do autor em ansi C foi consultado
e viu-se que o valor do deslocamento ¢ igual ao valor do desvio padrao do grupo a ser
dividido.

A partir das observacoes feitas, decidiu-se calcular o valor dos protétipos iniciais de
cada grupo a ser dividido pelas equagoes a seguir:

prototypel = centroid + ¢ - direction (23)

prototype2 = centroid + o - direction (24)

em que centroid é o centrdide do grupo a ser divido, o é o desvio padrao dos objetos do
grupo em relagao ao centrdide e direction é um vetor unitario cuja direcao é sorteada
aleatériamente.

3.5.2 X-means com BIC

O préprio Dan Pelleg afirma em sua lista de discussao sobre X-means (https://www.
autonlab.org/mailman/archives/public/kmeans/2004/000039.html) que, de fato hé
um erro no célculo do BIC em seu artigo (Pelleg and Moore, |2000). Por este motivo,
a versao do X-means implementada em Matlab utiliza o critério BIC para avaliar cada
divisdo realizada pelo algoritmo, segundo descrito em (Mirkin, 2005). Essa avaliacao é
feita calculando-se o valor do BIC do grupo a ser dividido e o valor do BIC no conjunto
dos dois grupos resultantes da divisao, comparando os valores obtidos. Se o segundo for
maior que o primeiro, a divisao é avaliada positivamente. Caso contrario, ela é avaliada
negativamente.

Nesta versao foi possivel utilizar uma otimizagao (no que diz respeito ao tempo com-
putacional) do algoritmo que esta descrita no artigo (Pelleg and Moore, [2000). A técnica
utilizada consiste em manter uma variavel binaria para cada grupo, que possui valor 0
indicando que o grupo nao foi dividido na iteragao anterior do algoritmo e 1 indicando
que o grupo é proveniente de uma divisao na iteracao anterior. Nao serd feita uma nova
tentativa de divisao caso algum grupo possua um valor 0 para essa variavel, a nao ser que o
grupo seja alterado em uma execucao global do K-means. Nesse caso, a alteragao faz com
que a variavel seja setada novamente para 1. Foi possivel utilizar essa otimizagao porque
o valor critério BIC para um grupo sé sofre alteragoes se esse grupo sofrer alteracoes, nao
dependendo dos outros grupos da particao.

Contudo, nao foi implementado o uso de kd-trees (Pelleg and Moore, 2000), uma
heuristica de otimizagao do K-means proposta pelo autor como “opcional”. Também nao
foi utilizado o uso de constraints clustering (Pelleg and Baras, [2007), uma caracteristica
adicionada ao c6digo desenvolvido pelos autores depois de sua publicagao em ([Pelleg and
Moore, 2000). O nao uso destas técnicas tem como objetivo a padroniza¢ao do K-means
a ser utilizado por todos os algoritmos comparados.

35


https://www.autonlab.org/mailman/archives/public/kmeans/2004/000039.html
https://www.autonlab.org/mailman/archives/public/kmeans/2004/000039.html

3.5.3 X-means com Silhueta

Uma versao orignal do algoritmo X-means foi implementada com o uso de uma versao
simplificada da silhueta (Segao para avaliar cada divisao realizada pelo algoritmo.
Entretanto, o calculo do valor da silhueta de um grupo é dependente das dissimilaridades
entre seus objetos e os outros grupos, portanto nao é possivel calcular a silhueta de um
grupo sem essa informacao. Sendo assim, nao é possivel utilizar a silhueta da mesma
forma com que o critério BIC na avaliacao da divisao dos grupos (Segao .

Por este motivo, a silhueta foi utilizada para avaliar as divisoes dos grupos por meio
de outra heuristica, descrita pelos passos a seguir:

1. Calcula-se o valor da silhueta da parti¢ao atual (com todos os grupos).

2. Realiza a divisao do grupo escolhido em dois novos grupos. Isto gera uma partigao
auxiliar que sera igual a particao atual, exceto pela substituicao do grupo que foi
dividido pelos dois novos grupos gerados.

3. Calcula-se o valor da silhueta da particao auxiliar.

4. Compara o valor das silhuetas calculadas. Se a silhueta do passo 3 for maior que a
do passo 1, avalia a divisao positivamente e mantém-se a divisao. Caso contrario, a
divisao nao é efetuada.

Nesta versao nao utilizamos a otimizacao feita para a versao com BIC (Secao [3.5.2)),
pois essa otimizagao assume que o critério utilizado nao depende dos outros grupos da
particao, o que nao é verdade para o critério silhueta.

3.6 Bases de dados

Um conjunto de bases de dados, foi artificialmente gerado para executarmos experi-
mentos com os algoritmos estudados, conforme descrigao feita em (Milligan and Cooper,
1985) e em (Vendramin et al [2008). Estas bases possuem grupos disjuntos com formatos
levemente elipsoidais, aproximadamente esféricos.

O conjunto é composto por 108 tipos de bases se diferem em relacao ao niimero de
atributos, quantidade de grupos e na forma de balanceamento dos objetos entre cada
um dos grupos. Os tipos sao essencialmente todas as combinagoes possiveis dentre as
variacoes dos nimero de atributos n = 2, ..., 10, niimero de grupos k = 4,6,8,10 e trés
formas distintas de balanceamento, ou seja, a proporcao com que os objetos sao divididos
entre os grupos. Cada tipo de base é replicado 3 vezes, totalizando 324 bases de dados
com 1000 objetos cada.

As trés formas de balanceamentos utilizadas sdo: (1) dividir os objetos igualmente
entre os grupos, (2) um grupo menor que contenha 10% dos objetos em um grupo e o
restante dos objetos distribuidos igualmente entre os outros grupos, (3) um grupo maior
que contenha 60% dos objetos e o restante dos objetos distribuidos igualmente entre os
outros grupos.

Devido a todos os algoritmos estudados terem relacoes com o K-means, tomamos
o cuidado para que as bases de dados geradas tivessem uma estrutura que o K-means
conseguisse reconhecer em pelo menos uma de suas inicializagoes. Assim garantimos que
todas as 324 bases possuem ao menos uma inicializa¢ao de K-means (com o numero de
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grupos conhecido) que gera uma partigdo com um valor de jaccard igual ou superior a
0.8, por meio de sua aplicacao do algoritmo com inicializacoes aleatorias.

3.7 Metodologia experimental

Como descrito anteriormente, este trabalho tem como objetivo investigar algumas
das técnicas de multiplas execugoes de algoritmos de agrupamento e suas diferencas em
termos de qualidade, complexidade e desempenho. A complexidade computacional dos
algoritmos foi discutida juntamente com a descricao dos mesmos. Nesta secao serd descrita
a metodologia experimental utilizada para comparar a qualidade e o desempenho dos
algoritmos descritos.

Foram comparados 14 versoes dos algoritmos descritos neste trabalho:

1. Bisecting K-means com célculo de diametro (a), critério de parada (i) e avaliagao
por silhueta (Secdo [3.2)).

2. Bisecting K-means com célculo de diametro (a), critério de parada (ii) e avaliagao

por silhueta (Secdo [3.2).

3. Bisecting K-means com célculo de diametro (b), critério de parada (i) e avaliacao

por silhueta (Secéo [3.2).

4. Bisecting K-means com célculo de diametro (b), critério de parada (ii) e avaliagao

por silhueta (Secéo [3.2).

5. Bisecting K-means com célculo de diametro (a), critério de parada (i) e avaliacao

por BIC (Secao [3.2).

6. Bisecting K-means com célculo de didmetro (a), critério de parada (ii) e avaliagao

por BIC (Secao [3.2).

7. Bisecting K-means com célculo de diametro (b), critério de parada (i) e avalia¢ao

por BIC (Secao [3.2).

8. Bisecting K-means com calculo de diametro (b), critério de parada (ii) e avaliagao

por BIC (Secao [3.2).

9. OMRk com n,j = 10 e avaliacao por silhueta ([2.12.3).
10. OMRk com n,j = 20 e avaliacao por silhueta .
11. X-means com avaliacao por BIC (Segao .

12. X-means com avalia¢ao por silhueta (Segao .

13. X-means original do autor com cddigo em ansi C (http://www.cs.cmu.edu/
~dpelleg/kmeans.html).

14. X-means original distribuido no Weka com cédigo em Java (http://www.cs.
waikato.ac.nz/ml/weka/).
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Cada algoritmo implementado foi executado 30 vezes para cada uma das bases de
dados (descritas na Segao [3.6]), armazenando os valores de jaccard das partigoes geradas,
o tempo de execucao e o niumero de grupos da particao resultante.

As versoes dos algoritmos Bisecting K-means, X-means e OMRk foram executadas
com o nuimero de grupos no intervalo entre k,,;, = 2 € kpor = V/N. O uso de kpaw = VN
como limite superior é comum na literatura (Pal and Bezdekl [1995; Pakhira et al., [2005;
Campello et al., 2009), pois dificilmente o nimero conhecido de grupos ultrapassa este
valor, o que é o caso das bases de dados utilizadas neste trabalho (Secao .

Todas as versoes de X-means utilizam cut_of f_factor = 0.5, parametro que determina
a quantidade relativa de grupos a serem divididos caso nenhum divisao dos grupos gere
melhora na avaliagdo. As versoes em Ansi e Java possuem o parametro maxlterations,
que corresponde ao nimero maximo de iteragoes do processo de divisao que o algoritmo ira
realizar (vide Segao . O valor utilizado para este parametro é 200, pois este valor é
alto o suficiente para permitir que o algoritmo seja finalizado por outros critérios de parada
(kmae grupos sejam encontrados), uma vez que este parametro nao foi implementado nas
versoes em Matlab.

Todos os algoritmos implementados utilizam de alguma forma o K-means em suas
execugoes. Com o objetivo de permitir uma comparagao justa entre estes algoritmos, a
mesma implementacao do K-means foi utilizada. Nesta implementacao, os prototipos dos
grupos foram inicializados com os valores de seus atributos sorteados uniformemente no
espaco dos dados. Optamos por esta forma de inicializacao por obter bons resultados em
bases de dados com grupos desbalanceados, o que é o caso de algumas das bases de dados
geradas. Contudo, devido as diferencas entre plataformas, o K-means utilizado nas versoes
do X-means implementada pelo autor em ansi C e disponibilizada no Weka (algoritmos
13 e 14, respectivamente) foi mantido. Devido a estas diferencas, estes algoritmos nao
serao comparados com os demais em termos de tempo computacional.

Todos o K-means executados possuem o limite maximo de 5 iteracoes, incluindo os
utilizados pelos algoritmos 13 e 14, pois evidéncia empirica sugere que este valor seja
suficiente para que o algoritmo encontre solugoes satisfatérias (Anderberg, |1973).

E importante lembrar que para a implementagao do X-means em Java foi uti-
lizada a fungao de dissimilaridade de distancia euclidiana implementada pela Weka
(weka.core. BuclideanDistance), que utiliza normalizagdo dos dados dentro do intervalo
[0,1]. O mesmo tipo de normalizacdo é utilizado em todos os outros algoritmos compa-
rados.

Todos os experimentos de algoritmos implementados em Matlab foram executados em
um mesmo computador. Suas principais caracteristicas sao: processador Intel Core(TM)
2 E8400 de 3 Ghz, memoria ram de 4,0Gb, sistema operacional Ubuntu 8.04 64 bits Kernel
Linux 2.6.24-23-generic. A versao utilizada do Matlab foi a 7.6.0 R2008a.

3.8 Resultados

Nesta secao serao apresentados os resultados obtidos por meio da metodologia descrita
na Secao [3.71 Os 14 algoritmos enumerados na Se¢ao foram executados 30 vezes para
cada uma das 324 bases de dados descritas na Se¢ao [3.6] As partigoes resultantes foram
comparadas com os grupos conhecidos por meio do critério externo Jaccard (Segao .
Uma vez calculado o Jaccard a média dos valores de Jaccard das 30 particoes obtidas nos
experimentos, para cada uma das 324 bases e para cada um dos 14 algoritmos estudados,
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foram construidos 14 bozplots. A Figura[22] representa esses boxplots utilizando linhas em
vermelho para destacar as medianas, linhas azuis para delimitar a regiao entre o primeiro
e o terceiro quartil, linhas tracejadas pretas para representar a area entre o primeiro e
terceiro quartil para as regioes de outliers e cruzes em vermelho para representar pontos
considerados outliers.
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Figura 22: Boxplots relativos as médias do indice Jaccard para os algoritmos estudados.

Algumas algumas informacoes interessantes que podem ser observadas pela analise da
na Figura [22}

e A versao do X-means implementada em Java e disponibilizada na Weka, represen-
tada como 14, obteve, para mais da metade das bases, valores de Jaccard entre
1 e 0.9 e, para mais de 75% delas, valores superiores a 0.8. O restante das bases
resultaram em valores de Jaccard bem distribuidos, com presenca de alguns outliers
com valores até abaixo de 0.5. Isso acontece devido ao K-means implementado nesta
versao possuir inicializacao dos seus prototipos por meio de meddides, prejudicado
ao particionar bases que possuem objetos desbalanceados entre os grupos.

e As versoes do Bisecting K-means com silhueta, representadas como 1,2,3 e 4, apre-
sentam grande diferenca entre as versoes 1 e 3 e as versoes 2 e 4. As primeiras
apresentam suas medianas abaixo dos primeiros quartis das ultimas.

e As versoes do Bisecting K-means com BIC, representadas como 5, 6, 7 e 8, geraram
particoes com valores de Jaccard acima de 0.6 em sua maioria. Todas versoes
tiveram, em geral, resultados muito parecidos. Contudo duas diferencas podem
ser notadas das versoes 6 e 8 para as versoes 5 e 7 (versoes com diferentes critérios
de parada). A primeira diferenga consiste na maior concentragao de bases as quais
obtiveram valores entre 0.9 e 1 das versdes 6 e 8. A segunda diferenca é que as
versoes 6 e 8 possuem muito mais outliers com baixos valores de Jaccard. estas
diferecas acontecem pelo pelo fato de que as versoes 6 e 8 forcam mais a divisao dos
grupos, o que gera partigoes com nimero de grupos superior ao real.
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e As duas versoes do OMRK-means (com n,; = 10 e 20), representadas como 9 e
10 respectivamente, obtiveram para mais da metade das bases estudadas valores
de Jaccard em média préximos a 1 e mais de 75% entre 1 e 0.9. Com excecao de
alguns outliers concentrados em valores superiores a 0.8, esse resultado se justifica
pelo algoritmo efetuar uma busca exaustiva. E possivel notar que a versao com
N, = 20 possui uma maior concentracao de bases para as quais obteve particoes
com valores de Jaccard préximos a 1.

e A versao do X-means com silhueta, representada pelo nimero 12, obteve resultado
pior que a versao com BIC, representada pelo nimero 11. Essa afirmagao é constada
pelo fato do terceiro quartil do algoritmo 12 se posicionar abaixo da mediana do
algoritmo 11. Isso acontece pela heuristica que utilizamos para a silhueta nao ser
adequada.

e A versao do X-means implementada em ansi C, representada como 13, é que possui
maior distribuicao dos valores de Jaccard para as bases estudadas, isso mostra que
o algoritmo é pouco robusto para as diferengas entre as bases estudadas, obtendo
bons resultados para algumas bases e ruins para outras.

e A versao do X-means implementada em Java e disponibilizada na Weka, represen-
tada como 14, obteve para mais da metade dessas bases valores de Jaccard entre
1 e 0.9 e para mais de 75% valores superiores a 0.8. O restante das bases obteve
valores de Jaccard bem distribuidos, com presenca de alguns outliers com valores
até abaixo de 0.5. Isso ocorre devido ao K-means implementado nesta versao pos-
suir inicializacao dos seus prototipos por meio de meddides, sendo prejudicado ao
particionar as bases que possuem desbalanceamento dos objetos entre os grupos.

Na Tabela [3|sdo apresentadas as diferengas entre as médias dos Jaccards obtidos pelos
algoritmos, por ordem decrescente de valor de Jaccard. Os algoritmos sao identificados
pelos indices enumerados na Secao [3.7 e suas médias sao apresentadas em destaque no
vetor que se encontra abaixo da Tabela 3] Por exemplo, a célula da linha 2 e coluna 3 da
tabela corresponde a diferenga entre as médias das médias dos valores de Jaccard obtidos
pelo algoritmo 9 e as médias dos valores de jaccard obtidos pelo algoritmo 14.

Dois testes de hipdteses foram utilizados para determinar se existe diferenca estatistica
entre os valores de Jaccard obtidos pelos algoritmos. O primeiro foi o teste de anélise de
variancia (ANOVA) (Neto| 2002; [Walpole et al., 2006]). Este teste assume que as amos-
tras sejam obtidas de populagoes com distribui¢oes normais. Contudo, mesmo que este
pré-requisito nao seja comprovado, a maioria dos estatisticos nao fariam objecoes ao uso
desse teste (Demsar, 2006), em especial para grandes amostras. Um segundo pré-requisito
do ANOVA ¢ que as variaveis aleatdrias testadas possuam variancias semelhantes, o que
nao ¢ garantido para o caso em estudo. Portanto, o teste nao paramétrico de Friedman
(Hollander and Wolfe, [1999)) também foi utilizado para verificar se as diferencas entre os
resultados encontrados possuem significancia estatistica. Ambos os testes foram aplicados
com o = 5% e as bases de dados foram dividas em blocos, cada um com particoes oriundas
das 30 execugoes feitas para cada base. Uma vez que as hipdteses nulas foram rejeitadas
para ambos testes, o que indica que as médias obtidas sao significativamente distintas,
testes post-hoc (Demsar}, [2006) foram efetuados para encontrar quais diferengas foram sig-
nificativas. A comparacao das médias quando feita duas-a-duas nao é satisfatoria porque o
nivel de significancia do teste é desvirtuado, pois quanto maior o nimero de comparacoes
feitas, maior a probabilidade de se obterem rejeigoes por mera casualidade (Neto, 2002;
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Walpole et al., [2006; Demsar, |2006). Por este motivo, a corre¢ao de Bonferroni (Demsar,
2006) ¢ aplicada de modo a permitir o controle do nivel de significancia do teste, que no
caso dos experimentos é de 95%.

No caso em que a diferenca entre as médias possuir significancia estatistica para o teste
ANOVA, a posi¢ao que contém o valor desta diferenga assume colocagao cinza claro (e.g.
valor ) na Tabela . Caso o teste possuir significancia estatistica para ambos os testes
ANOVA e Friedman, a posicao que contém o valor desta diferenca assume colocacao cinza
escuro (e.g. J0@IOR) na mesma tabela.

Algumas aspectos gerados pela analise da Tabela [3] a serem discutidos sao:

e As duas versdes do OMRk (com n,; = 10 e 20) e representadas pelo nimero 9 e 10
respectivamente, tiveram os melhores desempenho em relacao aos valores de Jaccard
obtidos. Nao houve diferenca estatistica entre as médias dos valores de Jaccard das
duas versoes, o que indica que a maioria das bases estudadas possui uma estrutura
simples o suficiente para resultar em uma particao boa em 10 execugoes do algoritmo
K-means com o niimero de grupos conhecido.

e Comparando os valores obtidos pelos OMRk com outros algoritmos, o OMRk com
nrr = 20 obteve valores de Jaccard melhores do que todos os outros algoritmos,
confirmados por ambos os testes estatisticos. A versao do OMRk com n,; = 10 foi
melhor do que todos os outros algoritmos, de acordo com os dois testes estatisticos
utilizados, exceto pela versao do algoritmo X-means disponibilizada pelo Weka cuja
diferenca estatistica nao foi comprovada pelo teste de Friedman. A busca exaustiva
executada por estes algoritmos resultou em uma qualidade superior do que a obtida
pelos outros algoritmos.

e A versao do X-means em Java disponibilizada pela Weka e representada por 14 foi
o terceiro algoritmo com maior Jaccard médio. Este resultado é estatisticamente
comprovado em relacao aos algoritmos com médias de Jaccard menores, por am-
bos os testes utilizados. Esta foi a tnica versao do X-means que obteve resultados
melhores do que as versoes do Bisecting K-means estudadas. A versao em C do
X-means, representada pelo nimero 13, obteve um resultado muito abaixo do algo-
ritmo 14, o que intensifica a relevancia das diferencas dessas duas versoes que foram
apresentadas e discutidas neste texto.

e Tomando as versoes do Bisecting K-means implementadas com o critério BIC, é
possivel notar que os algoritmos 5 e 7 possuem melhores resultados que os algoritmos
6 e 8, segundo o teste de Friedman. Isso indica que o critério de parada ii foi melhor
do que o critério i no cendario em que a avaliagao do desempenho é feita com o critério
BIC. Utilizando o critério BIC, o algoritmo costuma encontrar o nimero de grupos
conhecido ou supervalorizar esse valor. Ao utilizar um critério de parada que forca a
continuacgao da divisao dos grupos o nuimero de grupos tende a ser supervalorizado,
o que prejudica o seu desempenho avaliado pelo critério Jaccard.

e Em relacao as versoes do Bisecting K-means implementadas com o critério Silhueta,
notamos que as algoritmos 2 e 4 possuem melhores resultados que os algoritmos 1
e 3, com relevancia estatistica para ambos os testes. Isto indica que o critério de
parada i foi melhor do que o critério ii no cenario em que a avaliacao do desempenho
é feita por silhueta. O uso do critério silhueta o algoritmo costuma encontrar o
nimero natural (conhecido) de grupos ou subestima-lo. Ao utilizar um critério de
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10 9 14 7 5 6 8 2 4 11 12 13 3 1
10 0 -0.0038
9 0.0038 0 -0.0848
14 0.0848 0
7 0 -0.0038 -0.0087 | -0.0118 | -0.0206 | -0.0206 | -0.0405
5 0.0038 0 -0.0049 | -0.0080 -0.0168 | -0.0168 | -0.0366
6 0.0087 0.0049 0 -0.0030 -0.0118 | -0.0119 | -0.0317
8 0.0118 0.0080 0.0030 0 -0.0088 | -0.0088 | -0.0287
2 0.0206 0.0168 0.0118 0.0088 0 -0.0000 -0.0199
4 0.0206 0.0168 0.0119 0.0088 0.0000 0 -0.0198
11 0.0405 0.0366 0.0317 0.0287 0.0199 0.0198 0
12 0 -0.0300 | -0.0368 | -0.0419
13 0.0300 0 -0.0068 | -0.0119
3 0.0368 0.0068 0 -0.0052
1 0.0419 0.0119 0.0052 0

[ 0.9600 | 0.9562 | 0.8714 | 0.8593 | 0.8555 | 0.8505 | 0.8475 | 0.8387 | 0.8387 | 0.8188 | 0.7530 | 0.7230 | 0.7162 | 0.7110 |

Tabela 3: Diferencas entras as médias dos valores de Jaccard obtidos pelos algoritmos estudados.
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parada que forca a continuacao da divisao dos grupos o nimero de grupos tende a
ser aumentado compensando essa subestimacao.

e Por tltimo em relacao as diferencas entre as versoes implementadas do X-means,
¢ possivel notar que a versao do X-means com BIC (algoritmo 11) foi melhor que
o algoritmo utilizando silhueta, representado por 12, segundo ambos os testes es-
tatisticos utilizados. Isso indica que talvez a heuristica para utilizacao da silhueta
nao é adequada. Além disso, os algoritmos 11 e 12 obtiveram resultados estatisti-
camente melhores que a versao em C (de nimero 13), para ambos os testes no caso
do algoritmo 11 e apenas para o teste Friedman no algoritmo 12.

e Os resultados também indicam que, para as bases estudadas, a forma de calcular o
diametro dos grupos das diferentes versoes do Bisecting K-means nao resultam em
diferenga com significancia estatistica para nenhum dos testes utilizados. As versoes
do Bisecting K-means que utilizam o critério de parada ii resultaram em valores
de Jaccard praticamente idénticos, diferenciando apenas em relagao ao método de
calculo do diametro. Estas versoes s6 gerariam resultados diferentes se tivessem
sua execucao interrompida caso o limite superior de nimero de grupos (k,q.) for
alcancado, o que nao ocorreu para as bases estudadas. Apenas a aleatoriedade
presente no algoritmo preveniu que os resultados nao fossem idénticos.

Além da qualidade das particoes obtidas, também foram comparados os tempos com-
putacionais de 12 dos 14 algoritmos estudados, todos implementados em Matlab. As
versoes do X-means em C e a em Java disponibilizada pela Weka foram excluidas por se
tratarem de plataformas de desenvolvimento com caracteristicas distintas.

Os tempos médios (em segundos) de execucao dos algoritmos para cada base de dados
sao apresentados em forma de boxplots na Figura [23| Nesta figura, pode ser observado
que as versoes do algoritmo OMRk executaram em maior tempo e possuem tempos com-
putacionais médios com maior variancia do que os outros algoritmos.
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Figura 23: Boxplots relativos as médias dos tempos de execucao obtidos para os algoritmos
estudados.
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Depois do OMRKk, os algoritmos com os maiores tempos computacionais foram as
versoes de X-means. As versoes do Bissecting K-means resultaram nos menores tempos
de execucao. Ha um destaque para as versoes representadas pelos niimeros 6 e 8 que
possuem tempos de execucao maiores. Essa diferenca nos tempos é justificada por essas
versoes utilizarem o critério ii de parada.

A dimensionalidade dos dados influéncia diretamente no tempo médio de execucao dos
algoritmos, uma vez que o tempo de execucao do k-means ¢ dependente da dimensao dos
dados. Portanto, devido a grande variacao da dimensao dos dados, é esperado que haja
uma variagao razoavel da médias de tempos das execugoes dos algoritmos para as bases
estudadas.

A Tabela {4] apresenta a diferenca entre as médias dos tempos computacionais obtidos
por todas as execugoes dos 12 algoritmos que tiveram seus tempos de execucao medidos.
Os algoritmos 13 e 14 nao sao passiveis de participarem desta comparacao por serem
implementados em condigoes diferentes. Logo abaixo, estas médias sao apresentadas
com destaque em um vetor, por ordem decrescente. O mesmo procedimento estatistico
utilizado para validar as diferencas presentes na Tabela (3] foi utilizado para validar as
diferencas da Tabela [d] Desta forma, as posi¢oes pintadas de cinza indicam a existéncia
de significancia estatistica nas diferencas presentes. Nao ha casos em que os testes ANOVA
e Friedman obtenham resultados distintos para as diferencas de tempo computacional.

Algumas observacoes relacionadas as diferencas entre os tempos computacionais e a
avaliagao por Jaccard serao feitas a seguir:

e Como visto anteriormente, os maiores tempos computacionais foram resultantes de
execucoes do algoritmo OMRKk. Apesar de nao haver diferenca significativa entre as
médias dos Jaccard obtidos pelas versoes com n, ; = 10 e n,; = 20, houve diferenga
estatistica entre as médias dos tempos obtidos para estes algoritmos. Como era
esperado, o algoritmo OMRk executou em aproximadamente o dobro do tempo da
Versao com n, , = 10.

e Depois das versoes de OMRE, os algoritmos X-means foram os com maior tempo
de execucao, sendo que a versao com avaliacao por meio de BIC obteve um tempo
de execugado menor do que a avaliada por silhueta (comprovado estatisticamente).
Estes algoritmos também obtiveram valores para critério Jaccard piores do que a
maioria das versoes de Bisecting K-means.

e Os algortimos 5,6,7 e 8, que correspondem aos Bisecting kmeans com avaliacao por
BIC, resultam em Jaccards e tempos medianos em relacao aos outros algoritmos.
Contudo, é possivel notar que o uso do critério de parada i obteve melhores Jaccards
e tempos computacionais menores.

e Os algoritmos 1 e 3 (Bisecting kmeans com avaliacao por silhueta e critério de parada
i) foram algoritmos mais rapidos. Contudo também foram os algoritmos com piores
resultados em termos de qualidade, segundo o critério Jaccard. Nao ha diferenca
estatistica entre os resultados obtidos por estes algoritmos.

e As diferentes formas de calcular os diametros dos grupos utilizadas no Bisecting
K-means nao influeciaram no tempo computacional do algoritmo, com significancia
estatistica. Isto pode ser observado pelas células correspondentes aos pares de al-
goritmos: (1 e 3), (2e4), (5e7)e (6e8). Esseresultado pode estar relacionado
ao fato das diferentes formas de calcular o diametro terem a mesma complexidade
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computacional e seus resultados nao implicarem em diferencas na qualidade das
particoes geradas. Isto faz com que o algoritmo aplique uma quantidade aproxi-
mada de divisoes.

3.9 Conclusées

Os experimentos executados permitem concluir que o algoritmo de busca exaustiva
OMRKk obteve resultados mais préximos da estrutura real do tipo de base estudado do
que os outro algoritmos. Contudo, seu tempo computacional é elevado e solu¢oes com
qualidades préoximas podem ser obtidas por meio do algoritmo Bisecting k-means, em
especial se as solucoes forem avaliadas com o critério BIC. Outro algoritmo que obteve
bom desempenho foi o X-means distribuido juntamente com o programa Weka. Porém
nao foi possivel comparar seu tempo computacional.

A versao implementada do algoritmo X-means é consistente com a descricao do al-
goritmo feitas no artigo (Pelleg and Moore, |2000) obteve resultados superiores a imple-
mentagao do algoritmo feita em linguagem ansi C feita pelo autor e utilizada para as
comparagoes no artigo citado, segundo a avaliacao feita com valores de Jaccard. Foi
comprovado experimentalmente que as diferentes versoes do algoritmo (do autor, dispo-
nibilizada pelo Weka, com silhueta...) geram resultados com diferencas estatisticamente
significantes.

Para o tipo de base de dados estudado, valores modestos para o parametro nj e
critérios de parada menos conservadores, como o critério de parada i utilizado pelo Bisec-
ting k-means, foram suficientes para encontrar particoes de qualidade equivalente a outros
algoritmos com buscas mais demoradas.
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