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Resumo:

No contexto de Gestdo de Risco Financeiro Inteonati o Tratado de Basiléia |l
aperfeicoa as regras para minimizacdo das posisidds de crises sistémicas no sistema
financeiro. Pela exigéncia da utilizacdo de mecaossde classificacdo e controle do risco de
crédito e da reserva minima de recursos financalmsacordo com as classes de risco
presentes na carteira de crédito da instituicZantirira, estabelece sua politica de mitigacéo
desse risco. O tratado aperfeicoa o requisito darva minima permitindo aos bancos o
desenvolvimento de sistemas internos de class#itcagestimativa de risco, cuja modelagem,
envolve o calculo de probabilidades das ocorrérigasatraso ou ndo recebimento de valores
contratados.

E comum, nas abordagens classicas, o uso de amgbés estatisticas utilizando
modelos paramétricos e nao-paramétricos: andliseredeessdo, analise discriminante,
regressao Logit e regressao Probit. Diversos psadoies tém investigado o uso de técnicas
de inteligéncia computacional: Redes Neurais, Agsate Decisdo, Logica Difusa e Maquina
de Suporte de Vetores para a identificacdo de padié caracteristicas dos tomadores de
crédito e classificacéo de risco.

Este relatorio, inserido nesse contexto, tem p@tivo efetuar uma breve revisdo das
pesquisas realizadas com Inteligéncia Computacid@ale, realizar um estudo comparativo
entre as técnicas escolhidas, na classificacdadedFinanceiros disponiveis.

Palavras chaves: Basiléia, IRB, Inteligéncia Comagonal, Analise de Risco, Classificacao
de Risco, MLP, SVM.
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1. Introducéo

1.1.  Contextualizacédo e Motivacéao

As empresas existem em funcdo de seus objetivosesarais [Oldcorn e Parker
1998]. Em suas operagfes as empresas comercighizatatos e servigos sujeitas a Lei da
Oferta e Procura, enfrentam concorrentes, sdo didaveas leis e regulamentacdes
governamentais [Chiavenato 2001].

A evolucdo tecnolégica e, sobretudo a expansaatdanet, aumentaram o volume de
informacbes e a rapidez de sua disseminacdo, lobomdio substancialmente para o
movimento de Globalizacdo [Yip e Dempster 2005§te3nas de negociacao e transacdes
eletrbnicas permitem que negocios sejam realizaduetir de diferentes regides geograficas
de modo praticamente instantaneo.

Dos varios objetivos empresariais, destaca-se, @af@mesas com fins lucrativos, a
maximizacdo do retorno financeiro com a minimizag®s riscos associados [Oldcorn e
Parker 1998]. As empresas financeiras de um modd g®s bancos especificamente buscam
a realizagcédo desse objetivo empresarial.

Na comercializacdo dos produtos de crédito, osdsacaptam recursos de agentes
superavitarios e entregam aos agentes deficitddobrando diferentes taxas de juros,
assumindo para si 0s riscos e vislumbrando ossumyoforme os agentes deficitarios honrem
com 0s pagamentos.

Na linguagem comercial, os agentes deficitarios mpgam em dia sdo denominados
adimplentes e os que pagam fora do prazo ou ndanpago denominados inadimplentes
[Borth 2007].

O risco inerente as operagfes de crédito, ou gajaco de inadimpléncia ocorre de
diferentes formas: pela pré-disposicdo do agenteidéntificada pelo banco, por eventos
adversos fora do controle do agente, por eventogimiurais do pais, por erro do banco na
analise do risco.

As consequéncias da inadimpléncia para o sisteméindaceiro, vao desde um
aumento pontual da taxa de juros cobrada nas d@@ale uma instituicdo especifica até a
desestabilizacdo do sistema financeiro de divepsdses, também conhecido como crise
sistémica [Rochet 2007]. A partir desse ponto @ordanos a chamada economia real,
aumentando a probabilidade de quebra de bancaslaale depositantes para retirada de

recursos do sistema financeiro e retracdo dos @geunperavitarios em fuga ao risco.



A estabilizagdo do sistema financeiro ocorre ererdiftes niveis: internamente os
bancos tém interesses financeiros no bom funcionmmée seus negdécios, 0s governos
através de suas instituicbes buscam a estabilided®o e microecondmica e em termos
globais tratados e acordos sdo assinados de maqnerse atinja estabilidade em nivel
mundial.

O Banco Internacional de Liquidagdo, organismo quangrega instituicoes
financeiras, bancos centrais ao redor do mundayédr de seu Comité de Basiléia em
Supervisdo Bancéria, tem desenvolvido atividadesraela politica de mitigacdo de risco

sistémico no sistema financeiro conforme Tabeldll.1

Tabela 1.1.1 Atividades desenvolvidas pelo Comit& dasiléia em Supervisao Bancaria
Atividades desenvolvidas pelo Comité de Basiléia pa ra Mitigacdo de Risco Sistémico

Jul 2008 Proposta de revisdo do Acordo de Basiléia Il em risco de mercado

Jul 2008 Linhas gerais para computar o Risco Incremental da Carteira de Negdcios

Out 2007 Documento consultivo para computar o Risco Incremental da Carteira de Negécios

Out 2006 Risco ponderado na imunizacgédo financeira internacional

Set 2006 Testes de uso de Sistemas Internos de Classificagdo: Contexto e Implementacéo

Jun 2006 Basiléia II: Convergéncia Internacional de Padrdes de Capital e Medicédo de Capital:
uma Revisdo Abrangente

Mar 2006 Uso de Sistemas Internos de Classificagdo adquiridos

Nov 2005 Basiléia Il: Convergéncia Internacional de Padrdes de Capital e Medi¢ao de Capital:
uma Revisao

Abr 2005 Carteira de negdcios: um Sumario de Respostas

Jun 2004 Trabalho conjunto do Comité de Basiléia e da Comissdo da Organizacéao Internacional
de Seguros: um trabalho de Tratamento Prudencial em Carteira de Negdécios

Jun 2004 Basiléia II: Convergéncia Internacional de Padrdes de Capital e Medicédo de Capital:
uma Revisdo

Abr 2003 Basiléia Il: 0 Novo Acordo de Capital de Basiléia - Terceiro Documento Consultivo

Set 2001 Atualizagdo dos trabalhos do Novo Acordo de Capital de Basiléia

Jan 2001 Basiléia Il: 0 Novo Acordo de Capital de Basiléia - Segundo Documento Consultivo

Nov 1999 Atualizacdo dos trabalhos para uma Nova Adequacédo de Capital

Jul 1988 Convergéncia Internacional de Medicdo de Capital e Padrbes de Capital

Fonte: BCBS (2008) http://www.bis.org/list/bcbs/tkP/index.htm.

Em 2005, o Comité de Basiléia em Supervisdo Bamcéevisou as recomendacdes
estabelecidas no acordo de 1988. Conhecida com@adbrade Basiléia Il, essa revisdo
aprimorou os trés pilares basicos da politica dégagido de risco sistémico: Requisito
Minimo de Capital, Supervisao e Disciplina [BCB®2D

O Brasil é signatario dos Tratados de Basiléiabedécendo suas politicas, através do
Conselho Monetéario Nacional (CMN) e do Banco CeémtoeBrasil (BACEN); a classificacéo
das operacOes de crédito e as regras para cog@itdé provisdo para créditos de liquidagédo
duvidosa, estdo estabelecidas na Resolucdo BACEn2682, de 21 dezembro de 1999.



A inovacao e aperfeicoamento, introduzidos em 2805alculo do requisito minimo
de capital, consistem: da admissédo de diferentesepi@iais na provisdo de recursos em
funcdo da classe de risco, anteriormente fixadgelm menos 8% para todas as instituitdes
[Mishkin 2004]; e da recomendacdo para o desenwelnio de sistemas internos de
classificag@o e controle de risco, 0 que permit®naleréncia da classificacdo em relagéo as
caracteristicas da carteira de crédito gerida Ipehzo.

De acordo com o Relatério de Estabilidade Finaagcemitido pelo Banco Central em
maio de 2008, o Brasil tem apresentado indicesadéidda superiores ao minimo, fixado para
o pais, em 11%, ainda que nao haja formalmenterérafia a esse indice nas
regulamentacgdes. Esse indice expressa uma relag@me valores patrimoniais: apresentado
e exigido da instituicdo frente ao seu grau deorisgcentivando as instituicdes a manter
reservas de recursos proprios suficientes paramazar os riscos de perdas, inesperadas e
relevantes a saude financeira da instituicdo [Ba2@®8]. A Figura 1.1.1 apresenta o
comportamento do indice para o Sistema Financeawidiaf e a Tabela 1.1.2 apresenta os
percentuais e reserva de recursos de acordo coolasses de risco, estabelecidos pela
Resolucdo BACEN numero 2682 [CMN 1999].

Indice de Basiléia

SFN
18.5
18.1
18.7
— - 18.3
17.8
T T T T T T T T 1 17.5
Cez Mar Jun Sei Dez Mar Jum Set Cez
2005 2004 2007

Figura 1.1.1 indice de Basiléia do SFN Fonte: Bace008

Tabela 1.1.2 Reserva de recursos por classe de asEonte CMN 1999
Classe de Risco AA A B C D E F G H

Percentual(%) 0O 05 1 3 10 30 50 70 100

! Instituicdes que se mostrarem bem geridas, podgr@sentar requisito minimo de capital inferionforme
calculado de sua carteira de crédito.
2 Valor médio apresentado para as instituicbeséiemas brasileiras



A modelagem de sistemas internos de classificacéon&ole de risco envolve o
célculo de probabilidades de inadimpléncia. E comuas abordagens classicas, 0 uso
aproximacoes estatisticas utilizando modelos pdrarog e nao-paramétricos, dos quais
podemos citar: analise de regresséo, analise misente, regressao Logit e regressao Probit.
Diversos pesquisadores tém investigado o uso decéscde inteligéncia computacional:
Redes Neurais Atrtificiais (RNA), Arvores de Deciga®), Logica Difusa (LD), Maquinas
de Vetores de Suporte (SVM), para a identificac&o p&droes de caracteristicas dos
tomadores de crédito e classificacdo de risco pasagdes realizadas.

Esses estudos s&do motivados, sobretudo, por th@sctas essenciais: com 0
desenvolvimento do mercado de crédito, tanto a tetigade, quanto o volume de operagdes
tem crescido; tradicionalmente os sistemas de ifitaggio baseiam-se em sistemas de
escores, onde notas sdo atribuidas aos clientaaseoperacdes, tais sistemas envolvem a
avaliacdo por especialistas humanos, sujeitos petsutbade; com o uso das técnicas de
inteligéncia computacional, ha reducdo de custasjeato de produtividade, precisdo e
flexibilidade na operacionalizacdo de mudancasstratégia de concesséo de crédito [Yu et
al., 2008].

1.2. Ferramentas Utilizadas

Algumas ferramentas computacionais livres e de acsmlémico, relacionadas com
mineracdo de dados foram utilizadas nas analises.

O Weka (Waikato Environment for Knowledge Analyséisym software de dominio
publico que consiste em um conjunto de algoritmeapmtendizado de maquina [Weka 2008].
O Weka é implementado em linguagem Java, podendexseutado em diferentes sistemas
operacionais, além de possuir os beneficios inesemtuma linguagem orientada a objetos:
polimorfismo, encapsulamento, reutilizacdo de cddiRpssui um livro publicado, pelo autor,
explicando seus conceitos e uso [Witten e FrankR00

YALE (Yet Another Learning Environment), atualmemtenominado RapidMiner é
um software distribuido sob diferentes licencamauwersdo GPL (Licenca Geral Publica —
software livre) sem interface gréfica, uma versamphficada e sem suporte e integragéo e,
uma versdo sob licenca proprietdria e comercial éoterface grafica, recursos para
integracdo com outros sistemas e possuindo supodassisténcia técnica [Mierswa et al.,
2006] [RapidMiner 2008].



Utilizou-se o banco de dados PostgreSQL versam8saftware livre, gerenciador de
banco de dados (SGBD) [Postgresqgl 2008], com o atonelava JDBC, postgresql-8.3-
603.jdbc4.jar [JDBC 2008], para ligacao das fernataxe Weka e RapidMiner.

Para a execucédo das ferramentas de analise, do @amtados utilizou-se uma estacéo
de trabalho convencional: microcomputador com midplo, compativel com x86, de 4,2
GHz, 4 Gbytes de memdria RAM DDR2, e armazenamsarial ATA 500 Gbytes.

1.3.  Descricao dos Dados Utilizados

Os dados utilizados neste trabalho, sdo dados eedwmsram fornecidos por uma
instituicdo brasileira de fomento de desenvolviroarigional, compreendem caracteristicas
de tomadores de crédito e de suas operacoes. lRagaigstituicdo e os perfis de seus clientes
fossem preservados, omitiu-se: 0 nome da instiyiga rotulos dos atributos caracteristicos
dos tomadores de créditos e as formulas paralc&os escores, utilizando-se as notas de
classificagcdo ja atribuidas pela institui¢ao.

Os dados inicialmente em um formato de banco desdprbprietario foram migrados
para um formato SQL em texto plano. Selecionouas@a ps experimentos, a Tabela mais
representativa em termos de numeros de clientss; Eabela contém dados de empresas
comerciais tomadoras de crédito, apresentandottiBOtas e 58995 registros.

As caracteristicas dos tomadores sao divididas atores e subfatores de risco. Os
subfatores sdo mutuamente exclusivos entre smssubfator que apresenta o valor l6gico 1,
os demais subfatores que compde o fator terdo &@izo O, conforme exemplificado na

Tabela 1.3.1.

Tabela 1.3.1 Carater mutuamente exclusivo dos sulitaes

Fator A Fator B
Subfatores Subfatores B
Al A2 A3 A4 B1 B2 B3

(@] o] (o] (o)

(o] (o) (o] (o]
) I I

olo|o|o
(o] (o) (o] (o]
(o] (o) (o] (o]
IR




1.4.  Objetivos do Relatério

O presente trabalho esta inserido em um contexfgoade pesquisa em Inteligéncia
Computacional e mais especificamente de ComputBgiinspirada (BioCom), do Instituto
de Ciéncias Matematicas e de Computacdo da Unilelsi de S&o Paulo. As principais
linhas de pesquisa estdo relacionadas ao ApremdidadMaquina, Computagdo Evolutiva,
Redes Neurais, Sistemas Dinamicos, Sistemas lattég, Roboética Inteligente,
Biolnformatica e Mineracdo de Dados, Aquisicdo amli@&cimento, Sistemas Baseados em
Conhecimento, Sistemasuzzy e Sistemas Inteligentes Hibridos. Alguns trabalhos
relacionados a analise de risco de crédito forabligados e séo citados no Capitulo 2.

Este trabalho tem por objetivo efetuar uma revidas pesquisas realizadas com
Inteligéncia Computacional e, realizar um estudogarativo entre as técnicas escolhidas, na

classificacdo dos Dados Financeiros disponiveis.

1.5.  Organizacédo do Relatorio

No Capitulo 2, é apresentada uma revisdo das paiscitécnicas de Inteligéncia
Computacional investigadas e das pesquisas reatizaaim Inteligéncia Computacional em
Andlise de Risco de Crédito.. Sdo descritas asirseguécnicas: Arvores de Decisdo, Redes
Neurais Artificiais e as Maquinas de Vetores dedbigp

No Capitulo 3 sdo apresentados os experimentosciassificacdo da base de dados
financeiros, juntamente com uma analise compardtgaécnicas utilizadas.

No Capitulo 4 é apresentada uma discussdo sobresakados obtidos e trabalhos

futuros.



2. Revisao de Técnicas em Inteligéncia Computaciona |

Para o pesquisador Munakata, a Inteligéncia Audifi¢A) esta para o raciocinio assim
como a Revolucao Industrial para a forca fisicaivedelse fundamentalmente em duas
abordagens: uma tradicional, dominante, simbdtleaglto nivel de abstracdo e macroscoépica
e outra numérica, de baixo nivel, microscépica dcamfase em fisiologia e genética. A
abordagem microscopica contempla Redes Neuraifichgis e Algoritmos Evolutivos. Em
adicdo a esta divisdo, técnicas relativamente ntwssam aumentar a flexibilidade no
processamento inteligente: Légica Difusa, Teoria donjuntos Nebulosos e Sistemas
Cadticos, compondo com as técnicas microscopicdatedigéncia computacional (IC)
[Munakata 2008].

A inteligéncia computacional permite aos sistemadelipentes apresentarem
caracteristicas inerentes ao raciocinio humanaogé&olde problemas complexos, extracao de
conhecimento dos dados, aprendizado por exemplesergizacdo do conhecimento
aprendido, processamento de informacdo incerta grecisa, explicacdo das decisdes
tomadas, adaptacdo e evolucdo das solucdes poizagdn de parametros e pesquisa
paralela. Os principais paradigmas de modelagemiGjasegundo Jain et al., sao:

Conexionista, Légica Difusa, Evolucionario e Hiloridain et al., 2008].

2.1. Paradigma Conexionista

As RNA representam 65 anos de pesquisas em IC icongba, tendo como marco
inicial as pesquisas McCulloch e Pitts em 1943 resab modelagem matematica de um
neurdnio artificial [Haykin 2001]. Na Figura 2.1élapresentado um modelo esquemético de

neurdnio artificial.

Fungdo de
Ativacdo

Saida

QO

Figura 2.1.1 Modelo de Neurbnio Atrtificial.



A saiday de cada neurdnio individual é calculada por unngdo de ativacabaplicada
as entradas; ponderadas por seus pesgse biashy, conforme equacgéo 2.1.1.

yi=f | 2w+
7=
(2.1.1)

As funcdes de ativacdo mais comuns sao a sigmoide tangente hiperbdlica,

apresentadas nas equacoes 2.1.2 e 2.1.3.

1
)=
(-av)
l+e 2.1.2)
Av) := tanh(v) 2.1.3)

7

Individualmente um neurdénio € capaz de trabalham gmroblemas linearmente
separaveis. A entrada fixa bias € utilizada paséodar o hiperplano de separagéo, conforme

mostra a Figura 2.1.2, melhorando essa separacgao.

Ea)semi:uas (b)comblas
Figura 2.1.2 Efeito da entrada fixa bias no hiper@no
Neurdnios artificiais interconectados formam re@esmitam o funcionamento do
cérebro. Formalmente séo sistemas de processamparatielo e distribuido ndo-lineares. O
conceito de aprendizagem através de ajustes nos gas conexdes foi introduzido por Hebb
em 1949. Os pesos das conexdes, inicialmente atEatgdo ajustados automaticamente,
através de um algoritmo de aprendizado [Haykirl20O



As topologias das RNA definem: a maneira com ques seuronios individuais séo
conectados, a existéncia ou ndo de realimentagd#isposicdo das camadas, caso haja mais
de uma e, o numero de neurdnios.

Diversas topologias de redes foram desenvolvidestiedadas no decorrer desses anos
de pesquisa. A introducdo de camada intermedi@$mlveu a limitacdo do neurbnio
individual em trabalhar apenas com problemas Ilmeate separaveis. A Figura 2.1.3
apresenta algumas topologias representativas de RNA

Segundo Haykin, uma das arquiteturas de RNA madlgadas € a de topologia
Perceptron Multicamadas (MLP), com algoritmo de r&®bpagacao Backpropagatioh
[Haykin 2001], em consequéncia, dessa constatapadermos de paradigma conexionista,
este trabalho se limitara a essa arquitetura.

O Algoritmo de Retropropagacao apresentado a segiliza a regra delta generalizada

para atualizagéo dos pesos da rede, conforme ezpiachi4. e 2.1.5.

,ﬁw;g(nJrl):.-:xw;g (n)+?;§jyj (2.1.4)

wir+1) = w(n)+ Awy, (1) (2.1.5)

a - € a constante de momentum, quaada0,
esta funcdo funciona como a regra deltaucom
n - é ataxa de aprendizado;
0j - é 0 erro da unidade;
yj - é a saida produzida pela unidade |

Perceptron Multicamadas Perceptron (MLP) Hopfield

Entradas \ Entradas

Entradas Entradas

Saidas Saidas : % 47/ Entradas

Entradas

MLP com Retropropagacio Mapas Auto-organizaveis (SOM)

Retropropagatan

Entradas

=
s

\ L7
Saidas \\ Matriz de Pesos //

N P
R /?Eg[\\i\\. /
Entradas

Figura 2.1.3 Topologias de RNA representativas.



Algoritmo Retropropagacé&o[Haykin 2001]

1: Iniciar pesos da rede com valores aleatérios;

2: define valor limite para erro

3: repita

4 Inicia erro total = 0;

5 para todo padrao de treinamentaca

6: para todocamadaidarede,i=1, 2, ..fata

7 para todo no nij da i-ésima camadaca
8 Calcular saida produzida do né;

9: fim-para

10: fim-para

11: calcula erro = saida desejada - saida prdduzi

12: para todo cada camada idarede,i=n,n -1, fach
13: para todo né nij da i-ésima camadaca

14: Ajustar pesos do no;

15: fim-para

16: fim-para

17: calcula erro total = erro total + erro;

18: fim-para

19: até queerro total > valor limite para erro

Algumas das limitagbes das RNA sdo: o conhecimestd embutido nos pesos das
conexdes entre neurbnios, o sistema é do tipo pmeta, na busca da solucdo esta pode
convergir para um maximo (ou minimo) local, o projela rede apresenta aspectos
experimentais e exige experiéncia do projetistaykite 2001]. Estudos com sistemas
hibridos buscam a solucdo dessas limitagdes.

A Tabela 2.1.1 apresenta uma cronologia do deseinrehto em Redes Neurais.

Tabela 2.1.1 Cronologia no desenvolvimento de redasurais e recentes pesquisas
Ano Rede

1943 Modelagem matematica do neurénio

1949 Aprendizado Hebbiano - Introdu¢éo do aprendizado pelo ajuste dos pesos
1958 Perceptron - Rosemblatt

1960 Rede Adaline - Widrow e Hoff

1982-1984 Rede de Hopfield - Hopfield
1982-1988 Mapas auto-organizaveis - Kohonen

1986 Multicamadas de Perceptrons (MLP) - Rumelhart et al.

1989 Redes de Func¢éo de Base Radial (RBF) -Moody e Darken
1987 Redes de Ressonancia Adaptativas - Carpenter e Grossberg
2006 Rede Adiante Baseada na funcdo de Lyapunov - Behera et al.
2007 Rede Neural Probabilistica ponderada - Song et al.

2007 Politipo ARTMAP - Amorin et al.

2007 GRNN de Densidade Dirigida - Goulermas et al.

2008 Rede RBF auto-organizavel - Lian et al.

2008 Rede Neural de Hopfield Atrasada - Mou et al.

Segundo Jain, as pesquisas em termos de RNA podernaggorizadas em duas
principais linhas: uma de modelagem mateméticaistersa nervoso em nivel microscépico
de neurdnios e sinapses e outra de desenvolvindmntalgoritmos de aprendizagem de
maquina Machine Learninyjem nivel macroscopico em termos de imitar cetiagdes do

funcionamento do cérebro[Jain et al., 2008].



Pesquisas Realizadas com RNA MLP

Os pesquisadores Angelini et al. discutiram o ls®NA (Redes Neurais Atrtificiais)
em sistemas internos de classificacdo de riscoréldite, com dados reais de pequenas e
médias empresas italianas [Angelini et al., 2007].

Foram testadas duas topologias de rede, uma tot@me outra parcialmente
conectada, com duas camadas ocultas e utilizanddesgaradigma de aprendizado
supervisionado e algoritmo retro propagacéo. Asltmgias séo apresentadas na Figura 2.1.4.

Os resultados mostraram-se promissores, com otagsib correta de entradas e
muito baixa taxa de erro. Semelhante a outros ltrabaas entradas consistiam de razdes
economeétricas e, a saida uma classificacao biedriadimplentes e inadimplentes. As tarefas
de andlise e pré-processamento dos dados de erdgeadaostraram fundamentalmente
importantes para o sucesso dos experimentos, sdbretm termos de tratamento de dados
faltantes e normalizacdo de valores. Os pesquieadobservaram experimentalmente a
aplicabilidade de RNA para o problema de clasgiicade risco de crédito, as redes
classificaram corretamente as entradas com umadeaxarro muito baixa. Angelini et al.
propde estudos futuros para: o desenvolvimento eéedologia em técnicas procedimentais
de analise de dados e de otimizacdo de paramptigegos fundamentais para o sucesso de

experimentos e a investigacao da aplicabilidadeNA recorrentes.

(b)

Figura 2.1.4 Topologias das RNA utilizadas por Andmi et al.



2.2.  Paradigma Evolucionario

O paradigma evolucionario abrange a modelagem ctatipnal de genética e evolucao
herdados da Biologia; os principais conceitos ensiok sdo: selecdo, reproducdo e mutacgao.
Os sistemas procuram as melhores solucdes baseadadaptacdes de solucdes existentes,
de acordo com as variagfes ambientais e interagfiesindividuos.

Algoritmo Genético [Goldberg1989]

1:inicio

2: estabelecer critério de parada da evolucao
3: escolher populacao inicial

4: repita

5 para todo individuo da populacao;

6: selecionar individuos mais aptos;

7 para individuos selecionados aplicar operadores gergtico
8: fim-para

9: avaliar aptiddo dos individuos;

10: fim-para

11: até critério de parada seja atingido
12: fim do algoritmo

Pesquisas Realizadas com RNA RBF e Algoritmos Gerggts

“Evolutionary Radial Basis Functions for Credit Assment”, um artigo publicado em
2005 através da cooperacao de pesquisadores do-IlI3HRCe UFPE, discute o projeto de
RNA do tipo RBF através de algoritmos genéticos méassificacio crédito [Carvalho et al.,
2005].

Carvalho et al. apresentam uma abordagem para@uageRNA do tipo RBFRadial
Basis Functions através do uso de algoritmos genéticos, discétmidas relacionadas
presentes na literatura e realiza experimentos a&@bordagem proposta. Na Figura 2.2.1 é
apresentada a topologia de utilizada, a camadaaogéwompostas por funcdesxh de base ,
sendo as mais comuns as Gaussianas, apresentadasaala equacao 2.2.1 e, a saida por

uma combinagéo linear dessas fungdes, dada pedgamd.2.2

20; 2.2.1)
m

flx)= Z wihi(X)
i=1 (2.2.2)



Camada de Camada oculta Camada de
entrada S saida

fx)

Figura 2.2.1 Topologia das RNA RBF.

O treino da rede ocorre em duas etapas: uma sealiesirmios e centros das funcoes
hi(x) e o ajuste dos pesos;.Wetalhes experimentais poderdo ser consultadossiem
referéncia [Carvalho et al., 2005]. Segundo Cawat al. os resultados obtidos sugerem
superioridade da abordagem genética proposta, cbiA RBF resultantes com menor
namero médio de nds nas camadas ocultas e memomizdia de erro, comparativamente aos

resultados obtidos com outras RNA, SVM e RNA REdimdas por outros metodos.



2.3.  Arvores de Decisdo

Em contraposicdo as RNA, cujo conhecimento ficaldidb na estrutura da rede, as
Arvores de Decis&o (AD) tém a vantagem de expressanhecimento adquirido por meio de
conjuntos de regras encadeadas do tipo “SE-ENTARASFE ou grafo. Na Figura 2.3.1 é
apresentada uma AD nas formas de grafo e de kstagias. Num grafo os nds correspondem
aos atributos, as folhas as classes e os ramosaatushos de deciséo; busca-se nas sub-
arvores geradas a partir de um determinado né armaiformidade interna em cada sub-
arvore e a maior diferenciacado entre elas. O psadar Tom M. Mitchell afirma que o
aprendizado por AD € um dos mais utilizados enrémieia indutiva, encontrando aplicacédo
em diversas areas inclusive em risco de créditatcfdll 1997]. As AD séo robustas em
relacdo a dados incompletos e ruidos, idealmentdadss devem ser representados por
instancias de atributos e seus valores, os vatjetivos da funcdo de aprendizado devem

ser valores discretos.

| CE_TRA 53 | (a) - Grafo
<= 0,500 > 0,500
‘cc RN S3 |

= 0.600 = 0500

i | | oC REX ST | (BY~Reptes

CE TRL4 53 <= 0.500
| CC_RIN S8 <= 0.500: H {Al=0, HH=0, H=18}
| CC_RIN S8 > 0.500
CC_REX S1 <= 0.500: H [ha=0, HH=0, H=2}

i |
H | HH | | CC_REX 51 > 0.500: HH {RA=0, HH=3, H=0
O CE_TRA 33 > 0.500: HH {AA=0, HH=31, H=2}

Figura 2.3.1 Arvore de Decis&o

4= 0500 = 0,500

Para a formacdo da arvore, o algoritmo de apreddizausca o maior ganho de
informacé&o possivel, e seu calculo envolve os d¢twscda teoria da informacao e entropia.

Um dos algoritmos mais conhecidos é o ID3 aprederdghaixo.



Algoritmo 1D3 [Mitchell 1997]

:inicio
: para dados de treinamento disponiveis
: calcular ganho de informacéo dos atributos;
: selecionar atributo dos dados de treinamentoroaior ganho de informagéo;
> atribuir no
setodos os exemplos sdo da mesma classe
rotular né com a classe desses exemplos;
encerra execucao do algoritmo;

sendo

10: para todo valor de atributo do né

11; criar novo n6 conectado;

12: aplicar ID3 aos exemplos cobertos por caderiado;
13: fim-para;

14: fim-se

15:fim-para

16: retornar arvore;

17:fim do algoritmo

Revisdo de Pesquisas Realizadas com Extracao de Gecimento de RNA MLP.

“Knowledge Acquisition Using Symbolic and Conneaigt Algorithms for Credit
Evaluation”, um artigo publicado em 1998 por pesgdores do ICMC-USP. Esse trabalho
investigou o desempenho de RNA do tipo MLP e algws de aprendizado simbdlico na
avaliacdo de crédito [Rezende et al., 1998].

Nesse trabalho Rezende et al. investigaram o desdrmapde RNA do tipo MLP na
avaliacao de crédito e comparou-se o conhecimértdoodessas RNA com o conhecimento
gerado pelos algoritmos de aprendizado simbodlic® @4CN2. A extracdo do conhecimento
das RNA realizou-se por uma ferramenta externaranogda em linguagem PROLOG,
desenvolvida por outros pesquisadores do ICMC-UR&R2¢nde et al., 1998].

Os pesquisadores concluiram que o projeto da RN& agresente resultados razoaveis:
nao consiste de tarefa trivial, € dependente dguontm de dados, necessita de um bom
entendimento do dominio ou um especialista, quéiauma compreensado dos dados e selegcéo
de atributos e exemplos relevantes e, o uso danfemta de extracdo de conhecimento pode

suprir a limitacdo da RNA em explicar seus resoisad



2.4.  Maquina de Suporte de Vetores SVM

As maquinas de suporte de vetores SVM utilizam-secdnceito de hiperplanos
linearmente separaveis, citado anteriormente cdécrica MLP, e traz fundamentalmente
dois aprimoramentos: a maximizacdo da separac@olpeca do hiperplano étimo para a
separacao e a utilizacdo de fungcbes de mapeamardoapgeracdo de separacéao linear, se
necessaria [Haykin 2001], apresentados respectiviennas Figuras 2.4.1 e 2.4.2.

Hiperplano
H2 separa
melhor que
H1.

| (b) SVM
Figura 2.4.1 Hiperplano de maxima separa¢éo por SVM
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Figura 2.4.2 Linearizacdo do espaco de entrada

Devido o fato do conjunto de funcd®s= { @, .. ®,} de mapeamento poder ser maior
gue o espaco de entradas e as funcbes complealizaise a aproximacao por uma funcdo K
denominad&ernel sendo os principais tipos: linear, sigmoidal, RBpoénomial [Haykin

2001], descritos pelas equagodes 2.4.1 a 2.4.4cgpmente:



K(zi, z;) = ziz; 2.4.1)

K(z;, z;) = t&ﬂh(-’:»-"ilf.i:'ifj +7) (2.4.2)
K (z;, ;) = exp(—7l|z; — z;]|*),7 > 0 (2.4.3)
K(x;, x;) = (yax; + -:r’)d._ v >0 (2.4.4)

Os valoresy, r e d sdo parametros de controle da funcdo nuBlaa a fungéo linear
(y,r, d)=(1,0,1). Para as fungdes sigmoidal e RBRlor do expoente d=1 e para a fungéo

polinomial, o valor de d representa o grau da fanca

Revisdo de Pesquisas Realizadas com SVM

“Bio-Inspired Credit Risk Analysis: Computationaitélligence with Support Vector
Machine”, uma monografia, de quatro partes, pubicam 2008, faz um levantamento de
trabalhos publicados relacionados ao uso das #die inteligéncia computacional em geral

e investiga a aplicacdo de SVM em sistemas hibddosoutras técnicas [Yu et al., 2008].

Na primeira parte da monografia Yu et al. [Yu ef 2D08] descreve o problema de
risco de crédito e apresenta uma breve explanagé@oetbdologia utilizada no levantamento
bibliografico. Os pesquisadores realizaram bus@gefieréncias bibliograficas em bases
cientificas: Science Direct, JSTOR, Science Citabmmex, IEEE Xplore, Wiley InterScience,
com as expressOescrédit scoring OR credit risk evaluatign com retorno de
aproximadamente 600 artigos relacionados a riscorélito, em um periodo compreendido
entre 1970 e 2007, classificou-se 233 por ano ddigagdo conforme Figura 2.4.3, e

selecionou-se 35 contendo as expressdes “SVM” gpptwt vector machine”.

Para o comparativo qualitativo das diversas tésndm inteligéncia computacional
utilizadas, Yu et al. estabeleceram quatro crigéngwecisao, interpretabilidade, simplicidade e
flexibilidade; 32 artigos foram selecionados paestudo das técnicas utilizadas num periodo
de 1996 a 2007, a Tabela 2.4.1 apresenta os @ssiic@mparativos.
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Figura 2.4.3 Distribuicdo de artigos por ano. FonteYu 2008.

Tabela 2.4.1 Comparativo entre técnicas de inteligéia computacional.

Método Preciséo Interpretabilidade Simplicidade Féxibilidade
LDA,LOG, PR * Kk *hk *kk *

DT *k *kk *k *

KNN * 2,084 2.0.0. ¢ *

LP * *kk *x * kK

NN %k * * *

EA 2.8 4 * * *

RS * %k * * % *

SVM %k *k * Kk k
Hybrid/ensemble N * * *Kk

LDA - Analise Discriminante Linear KNN - K-vizinhos mais proximos RS -Rough Sets

LOG - Regressao Logistica LP - Programacéo Linear SVM - Maquinas de Vetores de
PR - Regressao Probit NN - Redes Neurais Suporte
DT - Arvores de Deciséo EA - Algoritmos Evolucionarios  Hybrid/Ensemble — Sistemas Hibridos

Fonte: Yu2008, com adaptacéo de legenda de siglas.

Segundo Yu et al. cada uma das diferentes técdieasteligéncia computacional se
destaca em um ou mais dos aspectos qualitativedo semais relevante para o problema de
risco de crédito a precisdo. Decorrente dessa atagdb, 0 pesquisador investigou as
precisdes obtidas nos 32 trabalhos. As maioresspesc foram obtidas com SVM e com
sistemas Hibridos. Um resumo do numero de expetoretom cada técnica utilizada é
apresentado na Tabela 2.4.2, estratificada de (08 pp. 20-22].

Tabela 2.4.2 Técnicas utilizadas nos artigos anadidos por Yu.
Técnica LDA LOG PR DT K-NN LP NN ET RS SVM HY

Numero Experimentos 7 15 1 14 4 1 23 6 2 10 13




Na parte Il da monografia, Yu et al. descrevem grpmtos com SVM unitarios com
busca de parametros 6timos, através dos algoripoogo vizinho mais proximo (NPA) com
projeto de experimento (DOE), pesquisa direta (@@hpético (GA) e pesquisa em grade
(GS); Yu et al., relatam que os resultados obticlos essas técnicas foram melhores que
agueles com SVM unitarios simples. Nas partes IN,esdo apresentados respectivamente
modelos hibridos e montados com SVM. Os principaigtivos investigativos de Yu et al.
foram: constatar a importancia dos ajustes noswdras do SVM, averiguar a superioridade
dos sistemas hibridos, pesquisar as vantagensoddagiem de montagem de SVM unitarios
combinando modelos ou aplicando estratégias dedigeelo e programacao evolutiva.

Yu et al. ressaltam a escolha de Maquinas de \&tdee Suporte (SVM) em seu
trabalho, sobretudo, devido ao alto poder de dleaséio de padrdes e suas caracteristicas de
funcionamento. SVM € uma classe de métodos autat@atas, ndo lineares, dirigidos pelos
dados sem que haja a necessidade de suposicOasfieape(por exemplo, distribuicdo
estatistica normal), no qual se pode construir domgdo de discriminante linear para
substituir a funcdo nao linear de mapeamento dadatcom a vantagem de uma dimensao
mais baixa que a original. Em consequéncia dessarldade da funcdo discriminante, a
complexidade computacional ndo fica dependente omenddo da amostra. Outra
caracteristica importante é a boa capacidade dergjemacdo obtida pelos métodos, através
da maximizacgéo da separacédo de hiperplanos, ewitaimimos locais.



2.5. Medidas de Avaliacao

Alguns conceitos e medidas comuns para diversag#scde aprendizado:

Aprendizado supervisionado e ndo supervisionadoaprendizado supervisionado é
realizado através de treinamento com exemplosaddg, onde séo informadas as
classes corretas para cada exemplo do treinaméotaprendizado ndo supervisionado,
ocorre a exploragdo das caracteristicas dos dados, que haja rétulos indicando
classes.

Medidas em relacdo ao desempenho ou taxa de ag¢eucerro) Para que possa
efetivamente ocorrer a aprendizagem é necessaibaja respostas melhores conforme
a experiéncia € adquirida. Medicbes sdo execufaaasque se controle o desempenho
do aprendizado. Trés medidas de uso comum em d&/decnicas sdo a precisdo
(precision, a acuraciagccuracy e a coberturarécall), calculadas pelas propor¢des de
acertos e erros de predicao, constantes em umadalddreominada matriz de confuséo.
Um exemplo de matriz de confuséo € apresentadabeld 2.5.1.

Complexidade: a complexidade da técnica e ajustenparicos deve ser compativel
com a complexidade dos dados a serem processados.

Particdo dos dados em subconjuntos de treinoe @stdados a serem processados sao
divididos em subconjuntos de exemplos de treinestef devem ser representativos do
dominio de dados, homogéneos em relacdo ao tooim suficiente diversidade interna.
Ajustamento e generalizacadurante o projeto e medicdes de desempenho, @eve-s
buscar o equilibrio entre a capacidade de genacdlize ajustamento aos exemplos de
treino. O aumento do ajustamento implica na ding@oida generalizagao e vice-versa.
Os extremos configuram situacdes que impedem adoamento correto da técnica
utilizada com consideravel queda da taxa de agana dados novos. Um extremo € o
super-ajustamento aos dados de treinameat@rfitting, onde o desempenho é
satisfatério apenas com o proprio conjunto de drei@ outro extremo € o sub-
ajustamentounderfitting, onde a técnica ndo consegue, a partir do treipender as
caracteristicas dos dados a serem processadosplé&xatade da técnica elevada em
relacdo aos dados ou particdo de treino muito gramd relacdo aos dados a serem
processados induz ao super-ajustamento e, comatixida técnica baixa em relacéo a

dos dados ou particdo de treino pequena induztaajsstamento.



Tabela 2.5.1 Matriz de confusao
accuracy. 86.33% +/- 0,67% {mikro; 86.33%)

true An true A true B true class precision
pred. AA a0z 15 27 g 594.95%
pred. A 33 14 207 280 85.69%
pred. B ] 285 1800 4 83.85%
pred. C 1] 17 4 a7 56.25%
class recall 95.47% 90 7E% 8631 % 5.52%

Seja a matriz de confusdo A, quadrada de ordermu#l igo niamero de classes do
problema, com linhas i e colunas j, a precisdorda classe i sera dada pela equacédo 2.5.1, a
cobertura pela equacgédo 2.5.2 e a acuracia pelgan@zab.3:

a. —
P, _:%
Zai,j
i=0 (2.5.1)
d; —
R, -
k
2.,
k. (2.5.2)

i=0j=0 (2.5.3)

A medida de precisao representa a proporcéo demas preditos corretamente e o
namero de exemplos preditos para a classe (somat@idinha), a cobertura é a razéo entre o
namero de exemplos preditos corretamente e o takexemplos pertencentes a classe
(somatoria na coluna). A acuracia € a proporcamuoero de exemplos recuperados em
todas as classes (somatdria na diagonal prin@pahumero total de exemplos.

A avaliacdo da importancia das medidas de precisédoobertura depende das
caracteristicas do problema abordado, pois cleasies com alta precisdo e baixa

recuperacao ou o inverso podem representar ressliaddequados ao problema abordado.



Para a avaliagdo conjunta da precisdo e cobegasguisadores desenvolveram novas
medidas que considerem o0s dois aspectos, uma deedatas é &-measureapresentada na
equacao 2.5.4. Quando=1 F=P e quandax=0 F, =R Normalmente utiliza-se=0,5
[Manning et al.2008].

PR

Fa =
(I —a)P+aR (2.5.4)

. Curva ROC: utilizadas desde a déecada de 40 em sistemas denmag@o e em
psicologia, as curvas ROC, representam uma mee@id@ahntificacdo da precisao obtida
em uma classificagédo binaria, tendo como caratitexisnportante ndo serem sensiveis
a distribuicdo de probabilidade dos exemplos dedreu teste. O tracado da curva €
feito a partir das relacdes de acertos e errgsicgladas com as medidas de desempenho

e matriz de confuséo. [Eberhart 2007].

== ROC 1 == ROC 2
LR -]
100

i « Discrimina mais —_— — I,

J18 ]
0.8%

¥

a7s
aro{f Discrimina menos _I

0.05
a.8n
0.55

oso ff
Sl Nao discrimina
0
034
030

LELE
0.0
01
010
0o
0.0

oo DO5 a4 05 03X 023 030 03 D&) 045 05 O5F D20 065 OFD DTS DEQO OS5 000 DG5S 100 105

Figura 2.5.1 Matriz de confuséo utilizada para defiicdo da curva ROC

A Curva ROC1 discrimina mais que a curva ROC2,resob diagonal ndo ha

discriminacéo, pois os exemplos classificadosneb8% dos exemplos em cada classe.



3. Experimentos Realizados

3.1. Carga dos dados

Os dados, inicialmente em um formato de banco d#osdgroprietario, foram
exportados para um formato de texto plano CSVtalog-se o banco de dados PostgreSQL8
em microcomputador com processador de nucleo dapfopativel com x86, de 4,2 GHz, 4
Gbytes de memodria RAM DDR2, e armazenamento s&fial 500 Ghytes.

Da importacdo dos dados, do arquivo CSV para oddecdados, resultou em 26
Tabelas, das quais, selecionou-se para 0s expeospesm Tabela mais representativa em
namero de clientes. Essa Tabela contém dados deesmspcomerciais tomadoras de crédito,
apresentando um universo de 58995 registros (int@s 120 atributos.(colunas) em cada

linha.

3.2. Projeto dos Experimentos: Diretrizes

Alguns aspectos relacionados aos dados disporgvacs conhecimento do dominio,
serviram de linhas gerais e foram consideradogajetp dos experimentos:

. Tipo de aprendizadoo tipo de aprendizado escolhido para os expetivsefoi o
supervisionado,pois as classes de risco sdo bem definidas noss daelatreino
disponiveis.

. Quantidades de tuplaso universo dos dados disponiveis relativo as empresas
comerciais tomadoras de crédito totalizou 58995istey (ou tuplas), sendo
relativamente grande, para o poder e tempo de ggageentos disponiveis, decidiu-se
pela colhida de umamostra de 6853 registros, para testes com os algoritmos.
Observou-se a manutencdo das proporgcoes de cldasamostra em relacdo ao
universo; os histogramas de classes de risco séesempados na Figura 3.2.1.
Universo e amostra sdo Tabelas distintas e su¢éhasaalizada pela clausula FROM
do arquivo de consulta SQL. Decidiu-se que a amasttaria contida no universo,
devido ao uso de validagao cruzada.

. Quantidade de atributog’ara a otimizacéo do processamento, efetuou-aesatecéo
de atributos de entrada comparando-se o resultatidoopelo algoritmo de selecéo
weka. attributeSelection.CfsSubsetEsa@lesquisaveka.ttribute Selection.BestFirdd



1 -N 5, da ferramenta Weka, com a estatistica tdsutos geradas no RapidMiner.
Constatou-se uma correspondéncia para a maioriatdbgtos. A partir dessa selecéo
de atributos, e da comparacdo de resultados prelie8 em ensaios de teste,
estabeleceram-se dois conjuntos iniciais de at#htbdosat.sql contendo todos os
85 subfatores e a classe I@sat.sgl com 50 subfatores e a classe. A selecdo dos
atributos é feita pela clausula SELECT da conss@@4..

. Classes processadas nos experimeratravés de variagdes na clausula WHERE da
consulta SQL efetuou-se a escolha de conjuntodadees participantes dos ensaios.
Os grupos bésicos de classes correspondem a: w@slaslassés {AA,B,C,D,
E,F,G,H,HH}, extremos {AA, A, H,HH}, extremo de rad altas {AA,AB,C} e

extremo de notas baixas {D, E, F, G, H, HH}.
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Figura 3.2.1 Histograma das classes de risco do uarso e amostra

% De acordo com a resolucdo BACEN 2692 de 21/18¢9Brasil classificam-se riscos de crédito em 8ssa,
entretanto no contexto de Basiléia Il admitem-sasnutasses. Os dados recebidos para 0s experimentos
apresentam-se em 10 classes, sendo que na classeéotdeisco HH, ndo ocorre operacdes de crédito.



A selecdo dos dados presentes nos experimentesljzada através de consultas em
SQL. A Figura 3.2.2 mostra um exemplo de consula, 1o SELECT sé&o selecionados os
atributos e a classe e no WHERE quais os valoretadae serdo analisados.

todas.sql
1 SELECT "NT RSC_AJT 06", 12 FROM "com89alSp"
2 "CC_RIN S1", 13 WHERE ( "NT RSC AJT 06"='AA'
3 "cC RIN 2", 14  OR "NT RSC AJT 06"='A'
4 "CC_RIN_S3", 15  OR "NT RSC AJT 06"='B
5 "CC_RIN S4", 16  OR "NT RSC AJT 06"='C
6 "cC_RIN S5", 17  OR "NT RSC AJT 06"='D
7 "cC_RIN Se", 18 OR "NT RSC AJT 06"='E'
8 "CcC_RIN S7", 19  OR "NT RSC AJT 06"='F'
9 "CC_RIN S8", 20 OR "NT RSC AJT 06"='G
10 ncc RIN 9", 21 OR "NT RSC AJT 06"='H'
11 "cC RIN s107, 22 OR "NT_RSC AJT 06"='HH');

M:\Dados\Analise2\WMLP\todas\todas. sgl
Figura 3.2.2 Exemplo de consulta SQL.

3.3. Pré-processamento dos Dados

Através da inspegdo dos dados, retiraram-se aisbutelevantes para a analise:
codigos internos, datas e niumeros de documentodent-se apenas 0s atributos: chaves
primarias, a classe de risco e 0os conjuntos deagubt representativos dos fatores de risco.
Adicionou-se uma nova classe binaria, para resawmiclasses originais: AA, A, B e C
correspondendo ao valor S e, as classes HH, H, &, B correspondendo ao valor N, o
significado dessa classe é emprestar para S e mpoestar para N. A Tabela resultante
apresenta 90 atributos relativos aos subfatorassde de crédito. Devido a formatagédo dos
dados, utilizada pela instituicdo, a tarefa de poEessamento foi reduzida e os dados

apresentaram-se adequados aos processamentos.

3.4. Estrutura Geral dos Experimentos

Através da ferramenta RapidMiner, montou-se a estigeral utilizada pela maioria
dos experimentos com as diversas técnicas. O d¢ondei montagem de experimentos
assemelha-se dmowledgeFlowda ferramenta Weka, onde define-se um fluxo deeh¢os
de processamento. Os elementos centrais sdo: aadsase de dados, validacdo cruzada,
algoritmo de aprendizado, e extratores de resudtadlarigura 3.4.1 mostra o diagrama da

estrutura geral dos experimentos e a Figura 3.didgrama na forma XML.



=) _g Concentrador Raiz
g Acesso Banco de Dados "
= ':‘."'I Algoritmo Aprendizado
Bl q: Concentrador
B EI—-II{E Concentrador
hath Estatistica Dados
|
— 'Y Modelador
=y g Escrita Resultado =
% Desempenho
=
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L & ; Escrita Resultado
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L 4 L F Liberacdo de Memdria

Figura 3.4.1 Estrutura geral dos experimentos com &pidMiner.

mip.todas.xml

7 <?xml version="1.0" encoding="windows-1252"7?>
2 <process version="4.2">
)
4 <operator name="Concentrador Raiz" class="Procesa" expanded="yes"s>
5 <operator name="Base de Dados Risco" class="DatabaseExampleSource'"s
& <parameter key="databaze system" value="Postgre2QL"/=
7 cparameter key="database url" value="jdbc:postgresgl://localhost:5432/Risco"/>
2] <parameter key="label attribute" walue="NT _RSC_AJT 0&6"/>
9 cparameter key="password" value="plLkadfTwvg="/>
10 <parameter key="gquery" value="M:\5QL\todas.aql" />
11 cparameter key="username" value="postgres"/=
12 </operator>
13 <operator name="Concentrador Estatistica" class="OperatorChain" expanded="yes"x>
14 <operator name="Calculo Estatistico" class="DataBtatistics"x
15 =/operator=
16 <operator name="Grava Estatistica" class="ResultWriter"=
17 <parameter key="result file" value="M:\Estatisticas\Estatisticas.res"/=>
1g </operators
19 </operators
20 <operator name="Concentrador Algoritmo" clase="OperatorChain" expanded="yea"=>
21 <gperator name="Validacao Cruzada" class="XValidation" expanded="yes":>
22 <parameter key="average performances only" value="false"/>
23 <parameter key="number of validations" value="3"/>
24 <operator name="Algoritmo MLP" class="W-MultilayerPerceptron"s
25 </operators>
26 <operator name="Concentrador Degempenho" class="OperatorChain" expanded="yea"=
27 <gperator name="&Aplicacac de Modelo" class="ModelApplier">
28 <list key="application parameters"s
29 </list>
Q] </operators
2 zoperator name="Medida de Desempenho" class="Performance"s
32 <parameter key="usge example weighta" wvalue="false"/-
33 </operators>
34 <operator name="Grava Dezsempenho" clase="ResultWriter"s
35 <parameter key="result file" walue="M:\Resultado\Matriz.Confusao.res"/>
EY </operator=s
37 </operator=
ag </operators
39 </operators
40 <operator name="Libera Memoria" class="MemorylleanUp"=
41 </operators
42 </operators=
43
44 </procesax>

M\DadosiAnalise2\MLPitodasimip. fodas.xml
Figura 3.4.2 Estrutura geral na forma de arquivo XM_.



De acordo com as diretrizes de projeto e estrgteral de experimentos, planejou-se a
execucdo de séries de experimentos com técnicasdunais. A Tabela 3.4.1 apresenta um
resumo de experimentos numerados de 1 a 15 e eg#@izada por cinco aspectos:
quantidade de exemplos, quantidade de atributogumios de classes, técnica e ferramenta
utilizada. Nos conjuntos de classes, {AA..HH} reggpta 0 conjunto das classes
AAAB,C,D,E,F,G,H e HH; {AA..C} representa o comito de classes AAAB e C,

analogamente {D..HH} representa o conjunto comlasses D, E, F, G, H e HH.

Tabela 3.4.1 Planejamento de experimentos com amizst

Experi- Qtde de tuplas Qtde de atributos Conjunto de Classes Técnica utilizada Ferramenta
mento universo  amostra  todos la.Selecdo {AA.HH} {AAAHHH} {AA.C} {D.HH} MLP AD SVM RMiner Weka
1 0 o] 0 0 0
2 o] o] o] o] o]
3 0 0 0 0 0
4 [o) 0 0 [o] 0
5 [o) 0 [o) [o) 0
6 o] 0 0 o] 0
7 [o) [o) [o) 0 [o) 0
8 o] 0 o] 0 0
9 o] 0 0 0 0
10 o] 0 [} 0 0
11 [o) 0 0 0 0
12 o] 0 0 0
13 o] 0 0 o]
14 o] 0 o] o]
15 0 0 0 0

As apresentacgOes de resultados dos experimenliaaréi as matrizes de confuséo e
suas representacfes graficas. Nas representacifegsagrserao omitidas as legendas das

classes que seguirdo o padréo apresentado na Bigudaexceto se desordenada.

Matrizes de confusao Ji
: Melhor
x: classe verdadeira
y: classe predita
z: contagem de casos Pior

Figura 3.4.3 Representacao grafica de uma matriz deonfuséo.



3.5. Experimentos com RNA MLP

Para a execucéo dos experimentos de numeros (tidizando a técnica RNA MLP,
definiu-se 0 nimero de neurdnios da camada oaylial a média aritmética do numero de
entrada p e saidas m. Os parametros de ajustegddtmb de retro propagacdo foram
ajustados com os valores: momente),2; taxa de aprendizadp=0,3 e nimero de épocas
n=500. Na Figura 3.5.1 é apresentado a topologizd®, com p=85, m=10 e 47 neurbnios

da camada oculta.

Figura 3.5.1 RNA Perceptron Multicamadas.

Através da comparacdo dos resultados dos expeomente 2 constatou-se que
diversos subfatores (atributos na Tabela) possuidores I6gicos idénticos e iguais a zero
para todas as tuplas, situagdo até entdo descdaheEliminaram-se esses atributos
irrelevantes da consulta SQL e realizou-se o exymrio 3. A Figura 3.5.2 e Tabela 3.5.1

mostram o viés de classificacdo para as classesnmaierosas no experimento 3.

Todas as classes
Com selegao de atributos
(Weka e estatistica) - |

Figura 3.5.2 Matriz de confusdo do experimento MLP.



Tabela 3.5.1 Matrizes de confusédo do experimentoc®m MLP.
accuracy: 83.12% +- 1.06% {mikro: 83.12%) kappa: 0.736 +i- 0.016 {(mikro: 0.736)

true As true A frue B ttug HH  true H true G trug F true E true D true & class precis

pred A4 882 13 17 1 0 B 42 3 1 |7 91.12%
pred. & 33 08z 174 1 [27 12 10 35 a0 294 |8334%
pred. B 20 324 1534 8 B 4 E 3 3 5 80.40%
pred HH 0 0 i 11 0 0 7 0 0 i 84 2%
pred H 0 8 5 3 43 1 2 1 B 4 57 53%
pred G O 0 1 0 0 3 0 0 0 1 B0.00%
pred. F 0 i 0 0 0 D 0 0 i i 0.00%
pred £ 0 7 4 1 0 3 0 122 3 3 8541 %
pred. 0 0 0 0 B 5 0 0 4 17 0 5312%
pred ¢ O 3 7 5 7 0 1 1 1 3 16.67%
‘classrecall 94.33% BOE0% G8.26% 3056% 5122% 1200% 000% 7219% 27.87% 005%

A descricdo do experimento 16 e os resultados xjoerienentos com MLP 1 a 7 estéo
resumidos nas Tabelas 3.5.2 e 3.5.3. Na Tabeld 8.&presentada a matriz de confuséo

resultante do experimento 16.

Tabela 3.5.2 Resultados dos experimentos MLP 1 a 7.

Experi- Cobertura (%)
mento AA A B € D E F G H HH
1 94,3 89,8 88,3 1,0 27,8 72,2 0,0 12,0 51,2 30,5
2
3 93,8 89,8 88,4 2,5 31,2 72,2 0,0 8,0 46,3 58,3
4 93,4 99,5 45,1 75,0
5 94,3 87,1 88,7 29,0
6 75,4 85,8 79,3 60,0 75,6 94,4
7 72,1 86,4 79,3 72,0 71,9 94,4
Experi- Preciséao (%) Acuracia  Desvio
mento AA A B © D E F G H HH Global Padréo
1 91,1 83,3 80,4 16,7 53,1 88,4 0,0 60,0 57,5 84,6 83,12 1,06
2
3 91,3 83,7 79,8 38,1 59,4 91,0 0,0 25,0 62,3 77,8 83,26 0,68
4 97,9 96,9 86,1 100,0 96,99 0,50
5 95,7 88,1 81,0 44,9 85,69 0,44
6 64,0 90,6 86,8 68,2 72,9 87,2 80,73 3,85
7 57,1 91,8 86,8 66,7 75,6 91,9 80,50 2,90
Tabela 3.5.3 Caracteristicas do experimento 16 coliLP.
Critério Qtde de tuplas Qtde de atributos ~ Conjunto de Classes Técnica utilizada Ferramenta
# universo amostra todos la.Selegdo {AA..HH} {AAAHHH} {AA.C} {D.HH} MLP AD SVMAE RMiner Weka Tanagra
16 | o | [ o | [ o | | | [ o] | [ o | |

Tabela 3.5.4 Matriz de confus@o do experimento Im MLP.

curacy: 73.09% +i- 0.20% {mikro: 73.09%)

true A8 true true D true E true F true G true H true HH ttue B true A class ph
AA [ . 270 104 202 207 a7 1449 0 424 963 T2.40%
LG 0 258 7 Lo 1 0 2 1 25 14 82.43%
.0 0 8 20 1 0 0 G 0 1 16 32.26%
E 0 4 1 628 2 1 2 2 66 4 83.45%
e 0 0 i} 0 0 0 1} 0 i} 0 0.00%
LG 0 0 0 0 0 0 [t} 0 [t} 0 0.00%
-. H 0 1 5 4 3 1 40 14 a L5} 51.28%
LHH 0 0 0 1 0 il 3 35 I} 0 87.50%
1 B 863 11748 108 i) 8 17 1 Q5 107498 3580 64.37%
LA 451 1114 235 71 ar 18 181 14 4581 25003 T7.80%

srecall [T7.31% 9.11% 417 % G4.94% 0.00% 0.00% BE2% 21.08% GT.87% 84.51%



3.6. Experimentos com Arvores de Decis&o

Nos experimentos de niameros 8 a 11, configurou-ekemento de aprendizado na
ferramenta RapidMiner, para AD, com poda automé&ticganho de informacéo, altura da
arvore com valor 10 e no minimo duas folhas. Seamd¢haos resultados com RNA MLP, a
matriz de confusdo obtida do experimento 8 é aptada na Tabela 3.6-1 e sua
representacdo grafica muito semelhante ao da Fi§usa2, apresentando significativo viés
para as classes mais numerosas. A Tabela 3.6-2eapmeas precisdes e recuperacdo dos

experimentos.

Tabela 3.6.1 Matrizes de confusé@o dos experiment8som AD.
accuracy: 81.96% +/- 0.72% {mikro: 81.96%)

friie A e & true B true HH tre H true G true F true E true D true classp
pred.A4 901 17 30 0 E 0 41 B 1 g 59.35%
pred. & 34 3072 270 [2 26 13 13 (35 35 284 B1.18%
pred. B 0 38 1422 2 g 5 2 2 3 B B0.38%
pred.HH 0 0 0 32 1 0 0 0 0 0 96.97%
pred. H 0 10 7 0 35 0 D D 3 2 B1.40%
pred. G 0 0 2 0 0 B 0 0 0 4 50.00%
pred. F 0 0 0 0 0 0 0 0 0 0 0.00%
pred. E 0 1 3 0 1 0 1 122 3 1 92.47%
pred. D 0 0 1 D 0 0 0 3 18 0 B0.00%
pred. C 0 14 3 0 8 1 D 1 D 1 28.95%
classrecall 96.36%  BO.51%  21.81%  88.80%  4268%  2400%  0.00% FLIB%  26.23%  347%
Os resultados para os experimentos com AD estémidss na Tabela 4.6-2
Tabela 3.6.2 Resultados dos experimentos AD

Experi- Cobertura (%)
mento AA A B C D E = G H HH

8 96,4 89,5 818 35 26,2 72,2 0,0 24,0 42,7 88,9

9 96,8 99,2 50,0 94,4

10 96,6 91,0 79,6 4,1

11 57,4 81,7 84,5 60,0 74,4 94,4
Experi- Precisé&o (%) Acuracia  Desvio
mento AA A B C D E = G H HH Global Padréo

8 89,4 81,2 80,4 29,0 80,0 92,4 0,0 50,0 61,4 97,0 81,96 0,72

9 98,1 98,0 85,4 91,9 97,79 0,38

10 94,0 83,1 82,8 433 84,43 0,18

11 60,3 85,2 68,1 75,0 753 89,5 77,02 2,56

Nos experimentos planejados inicialmente, os easdgoextremos incluiam 4 classes
{AA, A, H, HH}, ensaiou-se com AD extremos de dudasses {AA,HH}, cujos resultados
sao apresentados nas Figuras 3.6.1 e 3.6.2.



AUC: 0.975 +/- 0.000 {mikro: 0.975) {positive class: HH)
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Figura 3.6.1 Matriz de confusdo, arvore e curva ROQniverso.
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Figura 3.6.2 Matriz de confuséo, arvore e curva RO@mostra.



3.7.

Experimentos com SVM

Nos experimentos de numeros 12 a 15, utilizoutserica de SVM, configurou-se o

elemento de aprendizado para SVM do tipo C-SVC, camleo do tipo RBF e funcéo

polinomial de grau 3. A matriz de confusdo é agmteda na Tabela 3.7.1.

Tabela 3.7.1 Matriz de confusdo do experimento 12

accuracy: 83.48% +)- 0.60% {mikro: 83.48%)

pred. Ad
pred. A

'pred. B

pred. HH
hred.
pred.
hred.
pred.
hred.
pred. C

& 07| G

frue A4
8499
g5

i]
1]
i]
1]
i]
i]
1

a

clagss recall 96.15%
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13
4.10%

class pre
40.62%
82.42%
82.44%
100.00%
63.64%
75.00%
100.00%
94.74%
30.00%
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Os resultados para os experimentos com SVM essamidos na Tabela 3.7.2

Tabela 3.7.2 Resultados dos experimentos SVM

Experi- Cobertura (%)
mento AA A C D E F G H HH
12 96,2 89,9 86,2 4,1 26,2 74,6 8,6 45,0 42,7 89,9
13 95,3 98,9 52,4 94,4
14 96,0 90,6 85,6 1,0
15 63,9 86,4 84,5 72,0 92,7 94,4
Experi- Preciséao (%) Acuracia  Desvio
mento AA A © D E F G H HH Global Padréo
12 90,6 82,4 82,4 32,5 80,0 94,7 100,0 75,0 63,6 100,0 83,45 0,60
13 98,5 97,6 64,2 97,1 97,24 0,50
14 95,0 84,8 82,8 23,1 64,2 97,1 85,60 0,12
15 72,2 94,2 96,1 90,0 65,0 100,0 83,99 1,75

3.8.

Experimentos SVM com Otimizacdo Genética

Adicionou-se a estrutura dos experimentos de nisnétba 15, um elemento de

otimizacao de parametros por algoritmo evolucianartiginando-se a série de experimentos

apresentada na Tabela 3.8.1. O operador evoliginaplicado ao parametsodo SVM
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Figura 3.8.1 Modelo para os experimentos 17 a 20.

Tabela 3.8.1 Experimentos com SVMAE

Critério Qtde de tuplas Qtde de atributos ~ Conjunto de Classes Técnica utilizada Ferramenta
# universo amostra todos 1la.Selegdo {AA..HH} {AAAHHH} {AA.C} {D.HH} MLP AD SVMAE RMiner Weka Tanagra

17 [o] [o] 0 0
18 0 0 0 0
19 0 0 0 (o]
20 0 0 0 0
Os resultados para os experimentos com SVM essamidos na Tabela 3.8.2
Tabela 3.8.2 Resultados dos experimentos SVM comiroizagao evolutiva.
Experi- Cobertura (%)
mento AA A B © D E F G H HH
16 77,3 84,5 67,9 9,1 4,2 64,9 0,0 0,0 8,6 21,1
17 96,3 90,7 85,9 6,6 34,4 74,6 8,6 48,0 45,1 94,4
18 96,3 99,3 45,1 94,4
19 96,5 90,8 86,3 8,5
20 72,1 85,8 89,7 72,0 92,7 94,4
Experi- Preciséao (%) Acuracia  Desvio
mento AA A B © D E F G H HH Global Padréo
16 72,4 77,5 64,4 82,4 32,3 88.45 0,0 0,0 51,3 87,5 73,09 0,20
17 90,6 82,7 83,4 48,8 84,0 97,7 100,0 75,0 64,9 97,1 84,05 1,34
18 98,4 97,7 82,2 100,0 97,66 0,09
19 95,0 85,7 83,9 56,3 86,33 0,67
20 75,9 96,7 96,3 85,7 66,7 100,0 85,62 1,78




3.9.  Experimentos com Amostra Balanceada

Através da observacao dos resultados dos expenmédna 20 e da constatacao do
viés de classificacdo para as classes mais nunserdsaidiu-se pela realizacdo de uma
amostragem dos dados buscando-se o balanceamemionéoo de exemplos entre as classes.

A amostra balanceada representada na Figura i82&emtou 135 exemplos de cada
classe, totalizando 1350 exemplos.

Figura 3.9.1 Amostra balanceada.

As caracteristicas dos experimentos de numeros 24 i@ealizados com a amostra

balanceada sao apresentadas na Tabela 3.9.1.

Tabela 3.9.1 Experimentos realizados com a amosthbalanceada.

Experi-  Qtde de tuplas Qtde de atributos ~ Conjunto de Classes Técnica utilizada Ferramenta

mento Amostra Balanceada  todos 1a.Selegdo {AA.HH} {AAAHHH} {AA.C} {D.HH} MLP AD SVM  SVMAE RMiner
21 0 (o] 0 (o] 0
22 0 (o] 0 0 0
23 0 0 0 0 0
24 0 0 0 0 0
25 0 (o] 0 (o] 0
26 0 (o] 0 (o] 0
27 0 0 0 0 0
28 0 0 0 0 0
29 0 o] o] o] 0
30 0 (o] (o] (o] 0
31 0 (o] (o] 0 0
32 0 0 0 0 0
33 0 0 0 0 0
34 0 (o] (o] (o] 0
35 0 (o] (o] 0 0
36 0 0 0 0 0

Na Tabela 3.9.2 € apresentada a matriz de confustiita do experimento 24 com a
amostra balanceada, com todas as classes, utdizat@tnica SVMAE. Os resultados obtidos

com todos os experimentos com a amostra balans@adapresentados na Tabela 3.9.3.



Tabela 3.9.2 Matriz de confus&o do experimento 24om SVMAE.

accuracy: 66.30% +/- 2.81% (mikro: 66.30%)

true AA true A true B true true D true E true F true G true H true HH class precision
pred. A% 30 0 0 & 0 0 0 0 0 0 93.02%
prad. & i 74 12 1 1 0 a 0 1 1 82.22%
pred. B 1 3 110 12 15 13 14 [ 36 5 44.90%
pred. G 0 11 1 71 1 i ] i 3 i 81.61%
pred. D 0 2 3 25 114 10 1 1 12 0 87 B6%
pred. E 0 4 g 12 0 108 0 5 3 0 79.26%
pred. F 53 a 2 ] 0 i 118 94 12 i 40.97%
pred. G 1 ] 0 4 1 3 ] 24 ] i 72.73%
pred. H 0 4 1 4 3 1 2 3 t:} 1 78.16%
prad. HH 0 0 0 0 0 0 0 0 0 128 100.00%
classrecall  59.26% 54.81% 81.48% 52.50% 84.44% 20.00% 87.41% 17.78% 50.37% 94.81%
Tabela 3.9.3 Resultados obtidos nos experimentos 2 B6.
Experi- Cobertura (%)
mento AA A B C D E F G H HH
20 72,13 85,80 89,66 72,00 92,68 94,44
21 59,26 55,56 63,70 45,93 84,44 81,48 83,70 16,30 52,59 85,19
22 59,26 27,41 68,99 41,48 69,63 62,96 89,63 8,15 37,78 88,15
23 59,26 52,59 79,26 46,67 80,00 74,07 89,63 15,56 46,67 94,81
24 59,26 54,81 81,48 52,59 84,44 80,00 87,41 17,78 50,37 94,81
25 100,00 80,00 71,85 90,37
26 100,00 79,26 67,41 93,33
27 98,52 67,41 85,93 94,81
28 98,52 75,56 88,67 94,81
29 98,52 55,56 63,70 85,19
30 99,26 40,00 79,26 63,70
31 98,52 46,67 85,19 78,52
32 98,52 57,04 83,70 79,26
33 85,19 79,26 88,15 20,00 65,93 88,89
34 80,00 78,52 87,41 13,33 51,11 91,85
35 80,00 77,04 88,15 17,04 79,26 92,59
36 84,44 80,00 93,33 20,74 79,26 94,81
Experi- Preciséao (%) Acuracia  Desvio
mento AA A B © D E F G H HH Global Padréo
20 75,86 96,67 96,30 85,71 66,67 100,00 85,62 1,78
21 84,21 64,66 61,43 69,66 62,64 70,51 38,70 59,46 65,74 85,19 62,81 2,82
22 81,63 55,22 39,41 58,95 56,29 89,47 36,67 39,29 53,12 86,23 55,33 1,61
23 93,02 82,56 41,47 67,74 65,85 80,65 40,47 70,00 76,83 100,00 63,85 2,98
24 93,02 82,22 44,90 81,61 67,86 78,26 40,97 72,73 78,16 100,00 66,30 2,81
25 86,54 85,04 77,60 92,42 85,56 1,36
26 81,33 84,25 85,85 89,36 85,00 2,53
27 86,93 91,00 72,95 100,00 86,67 1,20
28 86,93 92,73 78,52 100,00 88,89 0,91
29 87,50 70,75 68,80 73,25 75,74 0,94
30 85,35 75,00 54,04 76,11 70,56 2,83
31 88,08 87,50 61,50 81,54 77,22 3,27
32 88,67 88,51 65,70 81,68 79,63 2,77
33 74,68 85,60 51,52 72,97 70,63 87,59 71,23 4,13
34 72,00 71,62 47,58 58,06 75,00 87,94 67,04 3,79
35 81,82 87,39 52,42 85,19 59,44 100,00 72,35 3,03
36 81,43 95,58 53,85 87,50 65,64 100,00 75,43 0,97




4. Discussao dos Resultados e Trabalhos Futuros

4.1. Discussao dos Resultados Obtidos

A estrutura dos dados fornecidos pela instituigd@aniceira mostrou-se adequada para
0 processamento através de diferentes técnicastelyéncia Computacional, devido a trés
de suas caracteristicas: os exemplos apresentdmt@ttom valor de classes bem definidas,
os atributos relativos aos subfatores, dentro de fatar de risco, possuem valores
mutuamente exclusivos e, os dados apresentam-se vabones normalizados. Essas
caracteristicas dos dados, somados ao poder ekpianda técnica de Arvores de Decisdo
conduzem a sua escolha, entretanto, 0 nimero desrpgde tornar-se muito elevado e outras
técnicas mostram-se mais precisas na discrimindadoclasses. O pré-processamento dos
dados foi bastante reduzido devido as caracteasstios dados.

Computacionalmente, o desafio deste trabalho amieesse na forma de problema de
classificacdo; sob o ponto de vista financeiro, satucdo tem relevancia crescente,
sobretudo, no contexto da atual crise financetermacional e também pela possibilidade de
aumento da rentabilidade das instituicoes finaasepela liberacdo de parte dos recursos do
capital minimo requerido, pelo aumento de efici@reciprecisdo do sistema de classificacao,
pelo aumento da agilidade na execucédo de novaspslde classificacdo do risco de crédito
e pela eliminacéo de viés de subjetividade de agé@d do operador de crédito.

E natural imaginar-se que as instituicbes desejgenar com os clientes de mais baixo
risco de crédito, os dados fornecidos para esbaltra apresentam-se alinhados com essa
hipotese conforme se verifica no histograma dargigu2.1; as proporcdes entre as notas
melhores AA, A e B e, as piores F, G, H e HH, levamalgoritmos a tendéncias de
classificagéo reveladas pelas matrizes de confdsgoexperimentos com todas as classes
(Figuras 3.5.1, 3.6.1 e 3.7.1) e também observaneggafico da Figura 4.1.1.

Essas tendéncias sugerem a necessidade de umaranathprée-processamento dos
exemplos, ndo no sentido de formatacdo dos dadas, d8 um maior equilibrio nas
propor¢cdes das classes presentes nos exemplosdubdce do nimero de exemplos das
classes predominantes poderia ser uma estratégigtamto ocorreria uma diminuicao
significativa do volume de dados, outra estratggasivel seria a geracdo de exemplos
artificiais [Batista 2003].

A partir dos experimentos constataram-se os methdesempenhos, tanto em termos

de acuracia quanto em termos laeneasure com as técnicas de maquina de vetores de



suporte SVM, sugerindo que a estratégia de mellosraiperplanos de separacdo das classes
utlizadas sejam responsaveis por essa melhorieesokados. A expectativa inicial, de que o
algoritmo genético realizasse a otimizacdo do pendny do SVM, também pode ser
verificada em termos experimentais com os dadgmdiseis. Os graficos das Figuras 4.1.1
e 4.1.2 resumem o0s resultados de acuracia e F-medsu32 experimentos. O eixo das
abscissas de cada grafico esta organizado por icagiles do tipo de amostra, do
subconjunto de classes e da técnica utilizada ela €gperimento, formando séries de quatro
experimentos (AD, ML, SVM e SVMAE). percebe-se pesinridade do SVMAE.

Comparando-se os resultados das medidas obtidasxp@rimentos com a amostra
balanceada (Tabela 3.3.3) com aqueles obtidos cmmoatra ndo balanceada (Tabelas 3.8.2,
3.7.2, 3.6.2 e 3.5.2) constata-se maior uniformedads valores das medidas de cobertura e
acuracia para a amostra balanceada, com aumentalgdes valores de cobertura e
diminuicdo da acuréacia. Essa diminuicdo da acueraasperado pela diminuicdo do viés de
classificagéo das classes mais numerosas presendesostra nao balanceada.
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Figura 4.1.1 Acuracia das técnicas nos subconjunta classes.
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Figura 4.1.2 Medidas de F-measure com=0,5 das técnicas nas classes.

poderiam explorar. a aplicacdo de paradigmas ewmwolados com as outras técnicas
utilizadas AD e MLP; o aperfeicoamento de seuasn SVM, limitado no presente trabalho
ao parametroy do SVM. Extensbes do presente trabalho poderiastuitno paradigma

nebuloso Fuzzy para aumentar a flexibilidade de classificacdossprelmente numa

arquitetura neuro-fuzzy ou neuro-fuzzyAE e o usceremplos gerados artificialmente para

4.2.

Alinhado com os resultados obtidos, em termos dmidas, trabalhos futuros

balanceamento de classes.

Em termos de contexto do problema, trabalhos fatpoaleriam estudar a migragéo de

notas durante o ciclo de vida da operacao de orédit

Proposta para Trabalhos Futuros
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