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1 Introducao

A Bioinformatica é um campo interdisciplinar que consiste na aplicacao de técnicas
matematicas, estatisticas e computacionais para a resolucao de problemas provenientes
da Biologia (Setubal & Meidanis, [1997). Atualmente, as pesquisas nessa area estao se
concentrando na analise dos grandes volumes de dados gerados em laboratérios de Biologia
Molecular. Técnicas inteligentes pertencentes ao campo de Aprendizado de Méaquina
(AM) estao entre as mais utilizadas nessas analises (Lorena & Carvalho| 2003d; [Souto
et al., 2003; [Larranaga et al., 2006). Esse campo da Inteligéncia Computacional estuda
o desenvolvimento de algoritmos capazes de extrair descricoes de conceitos a partir de
exemplos (Mitchell, 1997)), permitindo assim a extracdo de descrigbes automadticas de

conceitos bioldgicos a partir de amostras de dados existentes.

Os dados em Bioinformatica geralmente se caracterizam pela presenca de ruidos, os
quais podem ser provenientes de diversas fontes. A prépria natureza dos experimentos
laboratoriais em Biologia ¢é afetada pela ocorréncia de erros de diversas categorias. Exem-
plos comuns sao a presenca de contaminagoes nas amostras laboratoriais ou erros na

calibragem dos equipamentos utilizados nesses experimentos.

Embora grande parte das técnicas de AM apresentem uma robustez diante de dados
ruidosos, a presenca desses exemplos pode afetar o processo de inducao da hipdtese meta
(Lavrac & Gamberger] 2001)). Uma hipétese induzida a partir de um conjunto de dados
sem ruidos tem maior probabilidade de ser menos complexa, além de ser mais precisa na
classificacao de novos dados. Isso se deve ao fato de que um algoritmo de AM, quando
confrontado com um conjunto de dados ruidoso, pode gerar uma hipdtese muito complexa

e especifica na tentativa de acomodar a presenca dos dados incorretos.

A utilizacao de técnicas para a deteccao e eliminacao de ruidos de dados bioldgicas
constitui o tema investigado neste relatério. A seguir, na Secao [2| sdo apresentados os
principais conceitos de Biologia Molecular necessarios ao entendimento das aplicagoes
abordadas neste relatorio. Na Segao [3| sdo apresentados alguns conceitos de Aprendizado
de Méaquina. Uma descri¢ao da etapa de pré-processamento para a identificacao de ruidos
é realizada na Segao[dl Em seguida, na Segao 5] sdo apresentadas técnicas para a elimina-
¢ao de ruidos. Experimentos realizados na identificacao de dados ruidosos em conjuntos
de dados biolégicos sao descritos na Segao [0 Finalizando este relatério, na Secao [7] é
apresentada uma conclusao do estudo realizado, com uma discussao de contribuicoes e

possibilidades de trabalhos futuros.
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Figura 1: Célula, cromossomo, DNA, gene e suas relagoes

2 Conceitos de Biologia Molecular

Nesta secao ¢ apresentada uma breve introducao aos principais conceitos de Biologia
Molecular necessarios ao entendimento das aplicacoes abordadas neste relatorio.

A Biologia Molecular retrata o estudo das células e moléculas, blocos bésicos utilizados
na construcao de todas as formas de vida (Casley, [1992)). Em particular, estuda-se o
genoma dos organismos, definido como o conjunto de informacoes genéticas dos mesmos.

Gregor Mendel, em seus experimentos realizados no século XVII, foi o primeiro a
identificar fatores responsédveis pela hereditariedade nos organismos vivos (Silva, 2001)).
A esses fatores, que codificam a informacgao genética, foi dada, posteriormente, a denomi-
nacao de genes. Na busca pela localizacao dos genes foram identificados os cromossomos.
Essas estruturas possuem capacidade de replicagao (reprodugao) e estao presentes em to-
das as células. Os estudos acerca dos cromossomos, por sua vez, levaram a descoberta
de que estes sao compostos por moléculas de Acido Desoxirribonucléico (DNA) e que os
genes sao seqiiéncias contiguas de DNA. Na Figura[l| as estruturas citadas e suas relacoes
sao ilustradas.

Uma molécula de DNA consiste de duas fitas entrelagadas em forma de dupla hélice.
Cada fita é composta por uma seqiiéncia de nucleotideos, que podem ser de quatro tipos:
Adenina (A), Guanina (G), Citosina (C) e Timina (T). Cada nucleotideo de uma fita se
liga a outro complementar da segunda, conforme a regra: A se liga com T, e C com G.

Um fragmento de DNA pode conter diversos genes. A propriedade mais importante
dos genes esta no fato de que eles codificam proteinas, componentes essenciais de todo ser
vivo. Ao processo de geragao de proteinas a partir da informacao contida nos genes da-se
o nome de expressao génica.

As proteinas possuem diversas fungoes bioldgicas (Lewis, 2001). Elas podem ter papel
estrutural, como no caso do coldgeno presente nos tendoes, ou estar ligadas a atividades

regulatérias, como no caso das enzimas, que catalizam diversas reagoes quimicas nas



células. Essas moléculas também sao seqiiéncias lineares, sendo compostas de conjuntos
de aminoacidos. Existe um total de 20 tipos de aminoacidos, que se combinam em uma
seqiiéncia caracteristica para cada proteina.

A expressao génica constitui o processo pelo qual as seqiiéncias de nucleotideos dos
genes sao interpretados na producao de proteinas. Ela é composta por duas etapas,
conforme pode ser visualizado na Figura [2|

Na primeira, denominada transcricao, a enzima RNA (Acido Ribonucléico) polimerase
se liga a uma regiao do DNA denominada promotora e inicia a sintese de um RNA mensa-
geiro (mRNA). O mRNA é bastante similar ao DNA, com excecao de duas caracteristicas:

é composto por apenas uma fita e possui o nucleotideo Uracila (U) no lugar da Timina

(T).

DNA
RNA Polimerase «
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/' =
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proteina
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Figura 2: O processo de expressao génica

Na segunda etapa da expressao é realizada, a partir do mRNA, a sintese da molécula
de proteina. Esse processo é denominado traducao. Cada grupo de trés nucleotideos
do mRNA representa um aminoacido, constituinte de uma proteina. O cédigo genético
consiste no mapeamento desses grupos, também referenciados por coédons, nos aminodacidos
correspondentes.

O nivel de expressao de um gene constitui uma medida da quantidade de proteinas
produzidas por ele em um determinado intervalo de tempo. Experimentos para medida
do nivel de expressao génica sao usualmente realizados visando monitorar um conjunto de
genes em diferentes condigoes (de pacientes com e sem tratamento por uma nova droga,
por exemplo) ou comparar a expressao de um gene em diferentes tipos de tecidos (normal
e tumor, por exemplo) (Furey et al.; [2000)).

Existem algumas diferengas na forma como o processo de expressao génica é realiza-

do em organismos eucariotos (seres vivos complexos, tais como os seres humanos), que
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possuem o material genético em um ntcleo delimitado por uma membrana, e procario-
tos (seres unicelulares, como por exemplo as bactérias), que possuem o material genético
difuso em suas células. Uma das mais importantes e que merece destaque é a de que,
em organismos eucariotos, algumas partes da molécula de mRNA nao sao traduzidas em
proteinas. O material genético dos organismos eucariotos possui, portanto, seqiiéncias de
nucleotideos que sao codificadas em proteinas, os exons, e seqiiéncias que nao participam
desse processo, os introns. As fronteiras entre essas seqiiéncias sao denominadas sitios de

splicing, nome decorrente do processo de splicing, em que os introns sao removidos da
molécula de mRNA (Figura [3)).

DNA[ | | | | [

=

@ Transcrigio

e | | | | [
exon 7 —

ntron @ Splicing \mRN A

Figura 3: Splicing em molécula de mRNA

3 Aprendizado de Maquina

O Aprendizado de Maquina (AM) é um campo de pesquisa da Inteligéncia Computaci-
onal que estuda o desenvolvimento de técnicas capazes de extrair conceitos (conhecimento)
a partir de amostras de dados (Mitchell, [1997)).

As técnicas de AM empregam um principio de inferéncia denominado inducgao, no
qual obtém-se conclusoes genéricas a partir de um conjunto particular de exemplos. O
aprendizado indutivo pode ser dividido em dois tipos principais: supervisionado e nao-
supervisionado.

No aprendizado supervisionado tem-se a figura de um professor externo, o qual apre-
senta o conhecimento do ambiente por conjuntos de exemplos na forma: entrada, saida
desejada (Haykin) [1999)). O algoritmo de AM extrai a representacao do conhecimento a
partir desses exemplos. O objetivo é que a representacao gerada seja capaz de produzir
saidas corretas para novas entradas nao apresentadas previamente.

No aprendizado nao-supervisionado nao ha a presenga de um professor, ou seja, nao

existem exemplos rotulados. O algoritmo de AM aprende a representar (ou agrupar) as
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entradas submetidas segundo uma medida de qualidade. Essas técnicas sao utilizadas
principalmente quando o objetivo for encontrar padroes ou tendéncias que auxiliem no
entendimento dos dados (Souto et al., [2003)).

O tipo de aprendizado empregado neste trabalho é o supervisionado. Nesse aprendi-
zado, dado um conjunto de exemplos rotulados, deve-se produzir um classificador (modelo,
preditor ou hip6tese) capaz de predizer precisamente a classe de novos dados para os quais
nao se conhece a classificacao. Este classificador representa uma aproximagao da fungao
objetivo que descreve os dados. Essa é a funcao que mapeia todos os dados do dominio em
que esta ocorrendo o aprendizado, incluindo os disponiveis para geragao do classificador,
em seus respectivos rétulos. Os rétulos ou classes representam o fenomeno de interesse
sobre o qual se deseja fazer previsoes.

Cada exemplo (também referenciado por dado) é tipicamente representado por um
vetor de caracteristicas. Cada caracteristica, também denominada atributo, expressa
um determinado aspecto do exemplo. Normalmente, ha dois tipos béasicos de atributos:
nominal e continuo (Monard & Baranauskas, [2003)). Um atributo é definido como nominal
(ou categérico) quando nao existe uma ordem entre os valores que ele pode assumir (por
exemplo, entre cores). No caso de atributos continuos, é possivel definir uma ordem linear
nos valores assumidos (por exemplo, entre pesos € R).

Para estimar a taxa de predigoes corretas ou incorretas (também denominadas taxa de
acerto e taxa de erro, respectivamente) obtidas por um classificador sobre novos dados, o
conjunto de exemplos é, em geral, dividido em dois subconjuntos disjuntos: de treinamento
e de teste. O subconjunto de treinamento é utilizado no aprendizado do conceito e o
subconjunto de teste é utilizado para medir o grau de efetividade do conceito aprendido
na predicao da classe de novos dados. Nesse processo, os dados de teste sao apresentados
ao classificador induzido e as predigoes produzidas pelo modelo sao comparadas aos rétulos
conhecidos, produzindo assim a estimativa de acerto/erro. Como a taxa de acerto cons-
titui o complemento da taxa de erro, as consideracoes subseqiientes irao se referir a taxa
de erro.

Em diversos casos tem-se apenas um conjunto com n dados, o qual deve ser empre-
gado na indugao do classificador e também em sua avaliagao. Calcular a taxa de erro do
classificador nos mesmos dados utilizados em seu treinamento produz estimativas otimis-
tas. Deve-se entao utilizar métodos de amostragem alternativos para obter estimativas
de acerto mais confidaveis. Entre os principais métodos existentes encontra-se o r-fold
cross-validation.

No método de validagao cruzada r-fold cross-validation, o conjunto de exemplos é
dividido em r subconjuntos de tamanho aproximadamente igual. Os dados de r — 1

particoes sao utilizados no treinamento de um classificador, o qual é entao testado sobre a



particao restante. Esse processo é repetido r vezes, utilizando em cada ciclo uma particao
diferente para teste. A taxa de erro final do classificador é dada pela média dos erros

observados sobre cada subconjunto de teste.

Estimado o erro de um classificador, a generalizagao deste é definida como a sua capa-
cidade de prever corretamente a classe de novos dados, sendo avaliada por seu desempenho
nos conjuntos de teste. No caso em que o modelo se especializa nos dados utilizados em
seu treinamento, apresentando alto erro quando confrontado com novos dados, tem-se a
ocorréncia de overfitting (super-ajustamento). E também possivel induzir hipoteses que
apresentam alto erro mesmo no conjunto de treinamento. Tem-se entao uma condicao
de underfitting (sub-ajustamento). Essa situagao pode ocorrer, por exemplo, quando os
exemplos de treinamento disponiveis sao pouco representativos ou o modelo obtido é muito
simples (Monard & Baranauskas, 2003).

A seguir, trés técnicas de AM sao apresentadas: o algoritmo k-vizinhos mais préximos,
as Arvores de Decisdo (Quinlan, |1986) e as Maquinas de Vetores de Suporte (Cristianini
& Shawe-Taylor, |2000). Essas foram as técnicas de AM empregadas nos experimentos

descritos na Segao [0]

3.1 k-Vizinhos Mais Proximos

O algoritmo k-vizinhos mais préximos (k-Nearest Neighbors - k-NN) é o representante
mais simples de uma classe de técnicas de AM supervisionado denominadas baseadas em
instancias (Mitchell, 1997). Seu funcionamento reside em armazenar todas os dados de
treinamento e produzir saidas baseadas em medidas de similaridade com parte desses
dados. A fracdo de exemplos consultados em cada nova previsao sao os k vizinhos mais
proximos ao novo dado submetido. A classificacao retornada corresponde a classe mais

comum entre os rotulos desses k£ exemplos.

Na Figura {4 ¢ ilustrada a operagao do algoritmo A-NN em um conjunto de dados
cujos exemplos sao pontos no espago bidimensional. Esse exemplo também ilustra o
efeito da variacao do valor do parametro k, cuja escolha é determinante no desempenho
do algoritmo k-NN. Deseja-se classificar o dado representado por x. Se k é escolhido
como 1 (em que tem-se o algoritmo 1-NN), x é classificado como pertencente a classe
“circulo”. Empregando um valor maior de k, por exemplo, 5 (5-NN), x é classificado como
“triangulo”.

Para determinacao dos vizinhos mais préoximos, o k-NN utiliza uma medida para com-

putacgao da distancia entre pares de dados. Em geral, a medida de distancia empregada é



Figura 4: Tlustragao do processamento realizado pelo algoritmo k-NN (Mitchell, [1997)

a Euclidiana, representada na Equagao [I}

d(xi, %)) = | S (wig — 2jq)° (1)

q=1

em que X; e X; sao dois exemplos pertencentes ao espaco R™, e x;, e xj, correspondem

aos valores de suas coordenadas (atributos).

Um problema da medida Euclidiana estd em pressupor que os dados correspondem a
pontos no espago m-dimensional (™), ou seja, que seus atributos sdo numéricos (conti-
nuos). Na computagao da distancia entre dados com atributos categoéricos, normalmente
conta-se o numero de posi¢oes em que os valores dos atributos diferem (Batista et al.|
2000). Porém, uma medida de distancia mais adequada é a VDM ( Value Difference Me-
tric) (Stanfill & Waltz, [1986), apresentada nas Expressoes [2] e [3]

d(x;,%j) = (dvor (Tig, qu))Q (2)
dvon (Tigs Tjq) = zc: Na (@) _ Mo (2 b (3)
AT LN (23g) N ()

Na Equacao , C' é o numero de classes presentes no conjunto de dados, N,(x;,) é
o nimero de dados da classe a com valor de atributo z;,, N(z;,) é o nimero total de
exemplos com atributo x;, e b é uma constante, frequentemente igual a 1 ou 2. Pela
interpretacao dessa expressao, tem-se que o VDM considera dois valores de atributos

similares se eles ocorrem com freqiiéncia relativa aproximada em todas as classes.

Para o caso em que os dados possuem atributos categéricos e continuos, pode-se utilizar

uma composicao das medidas de distancia Euclidiana e VDM.
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Por meio de seu processamento, o k-NN possui a habilidade de construir aproximacoes
locais da funcao objetivo, diferentes para cada novo dado a ser classificado. Essa carac-
teristica pode ser vantajosa quando a func¢ao objetivo é muito complexa, mas ainda pode
ser descrita por uma colegao de aproximagoes locais de menor complexidade (Mitchell,
1997)). Outra vantagem particular do k-NN é sua simplicidade.

Como desvantagem principal do k-NN, assim como de outras técnicas baseadas em
instancias, tem-se o custo de classificar novos dados e de armazenar todo o conjunto de

dados, os quais podem ser bastante elevados.

3.2 Arvores de Decisio

As Arvores de Decisio (ADs) organizam o conhecimento extraido dos dados em uma
estrutura composta de nés e ramificagoes (Quinlan, |[1986). Cada né representa um atributo
e estd associado a um teste relevante para a classificacao dos dados, ou a uma classe, no
caso do né ser uma folha (pertencente a base da AD). Os ramos representam cada um
dos possiveis resultados do teste aplicado.

A classificacao de um novo dado se da seguindo os nds e as ramificagoes formados até
que uma folha seja atingida. Um exemplo simplificado de uma AD para o diagnodstico de

pacientes é ilustrado na Figura [5| (Baranauskas & Monard}, 2000)).

[ O paciente se sente bem? ]

‘V Ny
A
[ O paciente sente dor? ]

Niéo Sim

rY

[Temperaturado paciente ] | Doente I

<37 =37

y Y

Figura 5: AD simplificada para o diagndstico de pacientes (Baranauskas & Monard, |2000)

Ha diversos algoritmos para a indugao de ADs. Entre os mais utilizados estao o ID3
(Quinlan, |1986)), cujas versoes mais recentes denominam-se C4.5 (Quilan, [1988)) e C5.0
(Rulequest-Research, 2000)), e o CART (Breiman et al., |1984).

De maneira simplificada, o ID3 seleciona para teste em cada né da AD um atributo
capaz de separar melhor os dados de diferentes classes de acordo com um critério. Um tipo

de critério é o ganho de informacao, o qual mede a efetividade do atributo na separacgao dos



dados. O ID3 ¢ aplicado recursivamente, sendo que para cada no, exceto a raiz, o nimero
de exemplos sobre os quais um novo teste de atributo deve ser definido é reduzido de
acordo com os resultados dos testes realizados por nés anteriores. Caso todos os exemplos
que chegam a um né pertencam a uma unica classe, ele é considerado uma folha, sendo
entao rotulado com essa classe. Caso contrario, gera-se novas ramificacoes e nds para cada
valor que o atributo pode assumir e aplica-se o algoritmo ID3 recursivamente sobre eles.

A principio, o ID3 é aplicado até que todos os dados do subconjunto de treinamento
sejam corretamente classificados. Com isso, a AD gerada pode ser sujeita a um super-
ajustamento aos dados de treinamento (Mitchell, [1997)). Para evitar esse efeito, uma etapa
de poda é geralmente aplicada a arvore treinada. A poda elimina ramos da arvore que
sao considerados pouco representativos. Os algoritmos C4.5 e C5.0, sucessores do 1D3,
implementam esse procedimento.

Uma das vantagens das ADs esta na compreensibilidade das estruturas de classificacao
geradas. Para cada novo dado, é possivel verificar quais atributos determinaram a sua
classificacao. Em aplicacoes médicas, por exemplo, muitas vezes é necessario nao somente
predizer uma doenga, mas também especificar quais sintomas determinaram o seu diag-
noéstico. As ADs s@o, contudo, pouco robustas a exemplos de grandes dimensoes (com
muitos atributos). O desempenho obtido neste caso mostra-se muitas vezes inferior ao de

outras técnicas de AM, como as SVMs.

3.3 Maquinas de Vetores de Suporte

As Méquinas de Vetores de Suporte (SVMs - do inglés Support Vector Machines)
constituem uma técnica de aprendizado que vem recebendo grande atencao nos ultimos
anos (Hearst et al., [1998)). Entre as principais caracteristicas que tornam seu uso atrativo
em Bioinformatica estao sua boa capacidade de generalizagao e robustez diante de dados
de grande dimensao, como os presentes em grande parte das aplicagoes envolvendo o
reconhecimento de genes e a analise de dados de expressao.

Esses resultados sao alcancados pelo emprego dos conceitos da Teoria de Aprendizado
Estatistico (Vapnik, 1995)), que apresenta diversos limites na capacidade de generalizagao
de um classificador linear. Para tal, dado um conjunto de treinamento S com n pares
(x;,9:), em que x; € R™ e y; € {—1,+1}, as SVMs buscam o classificador linear g(x) =
sgn(w-x+b) capaz de separar os dados pertencentes a S com erro minimo e que também
maximize a margem p de separacao entre as classes presentes em S.

Maximizar p equivale a minimizar a norma de ||w|| (Hearst et al. [1998). Fixando p

em 1, tem-se o seguinte problema de otimizagao:
Minimizar: |w]?
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Sob as restrigoes: y;(w-x; +b) —1>0,parai=1,...,n

O hiperplano obtido na resolucao deste problema é capaz de realizar a classificacao
de conjuntos linearmente separaveis. Para generaliza-lo a conjuntos de dados mais gerais,
pode-se utilizar o artificio de permitir que alguns exemplos tenham margem menor que p.
Isso é obtido com o relaxamento das restrigoes do problema de otimizagao apresentado,

que é reformulado da seguinte maneira:

n
Minimizar: |w|* + B Y ¢
i=1

EZZO

Sob as restrigoes:
i (W-x; +b) >1—¢

em que B é uma constante de regularizacao que impoe um peso diferente para o treina-
mento em relagao a generalizacao e € representa a variavel responsével pela imposicao do
relaxamento.

Este é um problema cléssico em otimizagao denominado programacao quadratica, para
o qual ha uma ampla e estabelecida teoria (Hearst et al |1998). Por meio da resolugao do
mesmo, obtém-se o classificador representado na Equagao[d] em que os «; correspondem a
variaveis determinadas no processo de otimizacao. Pode-se verificar que a determinagao do
classificador final se d4 unicamente em funcao de dados para os quais a; > 0, denominados
vetores de suporte (SVs - do inglés Support Vectors). Esses dados correspondem aos
exemplos de treinamento mais proximos ao hiperplano separador e sao considerados os

dados mais informativos do conjunto de treinamento.

+1se > ayxi-x+b>0

_ J— .. P fr— x; € SV
9(x) = sen(f (x)) =sen( 3 awsxi-x+b)=q | < o (3
x; € SV x; € SV
em que

b=t Y [ Y e () o)
NSV e SV« \Y xicsv

O classificador apresentado na Equacao {4] ainda tem, porém, utilizacao limitada. Ha
muitos casos em que nao ¢é possivel dividir satisfatoriamente os dados de treinamento por

um hiperplano e uma fronteira nao linear é mais adequada.
Para generalizar as SVMs para lidar com essas situagoes, mapea-se cada dado do con-
junto de treinamento S para um novo espaco, denominado espacgo de caracteristicas. A
escolha de uma funcao de mapeamento ® apropriada torna o conjunto de treinamento

mapeado linearmente separdvel. Esse processo é ilustrado na Figura [} SVMs lineares
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Figura 6: (a) Conjunto de dados ndo linear; (b) Fronteira nao linear no espago de entradas; (c)
Fronteira linear no espago de caracteristicas (Miiller et al.l 2001)

podem entao ser utilizadas sobre o conjunto de treinamento mapeado no espaco de ca-
racteristicas (Cristianini & Shawe-Taylor, [2000)). Para isso, basta aplicar a funcao de
mapeamento ® a cada exemplo nas equagoes listadas para o caso linear.

Por meio desse procedimento, percebe-se que a tnica informacao necessaria sobre o
mapeamento é uma defini¢do de como o produto interno ®(x;) - ®(x;) pode ser realizado.
Isso é obtido com a introducao do conceito de Kernels, fungoes que recebem dois pontos
x; € X; do espaco de entradas e computam o produto escalar ®(x;) - ®(x;) no espaco de
caracteristicas (Haykin, [1999). De maneira geral, a fungdo Kernel é mais simples que a
do mapeamento ®. Por esse motivo, é comum defini-la sem conhecer-se explicitamente o
mapeamento ®. Alguns dos Kernels mais utilizados sao os Polinomiais, os Gaussianos ou
RBF (Radial-Basis Function) e os Sigmoidais.

Como ja apontado, além de sua boa capacidade de generalizacao, as SVMs também se
destacam por sua robustez em relagao a dados de grandes dimensoes. Essa caracteristica
as torna adequadas a aplicacoes em Bioinformatica, em que os dados frequentemente se
caracterizam por possuir um grande nimero de atributos.

Suas principais deficiéncias encontram-se em sua sensibilidade a escolhas de parametros
pelo usuario e na dificuldade de interpretagao do modelo gerado por essa técnica.

Deve-se destacar também que as SVMs realizam originalmente classificacoes bindrias.
Diversas aplicagoes em Bioinformatica, porém, envolvem mais que duas classes. Existem
diversas abordagens para generalizar as SVMs a problemas desse tipo. A mais comum
é a decomposi¢ao “um-contra-todos” (lct). Sendo C' o ntimero de classes, produz-se C'
classificadores, cada um separando uma classe i das C' — 1 restantes. A classe de um

novo dado é dada pelo indice da SVM que produz a maior saida. Uma revisao de outras
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estratégias para a generalizacao das SVMs a problemas multiclasses pode ser consultada
em (Lorena & Carvalho, 2003c; Lorena, [20006)).

Um estudo mais detalhado a respeito das SVMs pode também ser consultado em
(Lorena & Carvalho, [2003b}; Lorenal, |2006)).

4 Identificacao de Ruidos

Para facilitar a compreensao da etapa de identificacao de ruidos, sera considerado
o conjunto de dados ilustrado na Figura [fh. Os exemplos desse conjunto podem ser

agrupados basicamente em cinco categorias:

e Dados com rétulo incorreto: compreendem dados incorretamente classificados.

Estes dados sao considerados ruidos. Exemplos dessa categoria sao destacados em
[b;

e Dados redundantes: dados que podem ser representadas por outros presentes no
conjunto de treinamento. Alguns exemplos desse caso sao apresentados na Figura
[7c. Pode-se observar que estes dados formam agrupamentos no conjunto de dados.
A reducao de dados redundantes pode ser vantajosa no balanceamento do nimero de

exemplos pertencentes a diferentes classes em conjuntos de dados desbalanceados;

e Qutliers: exemplos muito distintos dos demais presentes no conjunto de dados.
Esses dados podem ser ruidos ou casos muito particulares e sua influéncia na indugao

da fronteira de decisao deve ser minimizada. Exemplos desses casos sao apresentados
na Figura [7d;

e Dados proximos da borda de decisao: esses dados podem ser considerados re-
lativamente inseguros, uma vez que mesmo uma pouca quantidade de ruidos pode
moveé-los para o lado incorreto da fronteira de decisdo. A sua remocao pode tam-
bém suavizar a borda de decisao, possibilitando uma reducao no efeito de super-

ajustamento (overfitting). Exemplos sao destacados na Figura ;

e Dados seguros: exemplos remanescentes. Esses sao os dados mais tipicos de cada
classe, devendo ser mantidos no treinamento dos algoritmos de AM. Os pontos des-
tacadas na Figura[7f representam este caso. Deve-se salientar que dados redundantes
também podem ser considerados seguros. Porém, a remocao de alguns deles nao ne-
cessariamente leva a prejuizos a generalizacao do classificador, uma vez que os dados
pertencentes ao mesmo agrupamento redundante mantidos representam informacoes

similares.
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Figura 7: (a) Exemplo de conjunto de treinamento; (b) dados com rétulo incorreto; (c¢) dados
redundantes; (d) outliers; (e) dados de borda; (f) dados seguros

Nas consideragoes subsequentes, outliers e dados com rotulo incorreto serao referen-
ciados como ruidos, a menos que uma distincao explicita entre esses dois conceitos seja
necessaria.

A partir da categorizacao de dados apresentada, pode-se resumir o objetivo da etapa
de identificacdo de ruidos como detectar e eliminar ruidos presentes nos conjuntos de
dados, procurando manter os dados seguros. Esses sao os dados mais representativos para

a inducao da hipétese meta pela técnica de AM.

5 Técnicas de Pré-processamento

Existem diversas técnicas de pré-processamento que podem ser aplicadas na deteccao
e remocao de ruidos. Em Estatistica, esse problema é comumente solucionado por meio de
técnicas baseadas em distribuicao, em que os ruidos sao identificados como observagoes
que diferem de uma distribui¢ao utilizada na modelagem dos dados (Barnett & Lewis,
1994)). O maior problema dessa abordagem esté em assumir que a distribui¢ao dos dados
é conhecida a priori, o que nao reflete a verdade em grande parte das aplicacoes praticas.

Uma segunda categoria de técnicas aplicadas em Estatistica utiliza o conceito de pro-
fundidade na busca por ruidos (Barnett & Lewis|, 1994; Nuts & Rousseeuw, |(1996). Baseado
em alguma definicao de profundidade, os dados sao organizados em camadas. Os ruidos

sao identificados como objetos pertencentes a niveis superficiais. Esse tipo de estratégia
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é, porém, computacionalmente cara, principalmente para dados de grandes dimensoes.

Técnicas de agrupamento de dados também vém sendo aplicadas na identificacao de
ruidos (Corney|, 2002; He & Xu|, 2002; He et al., 2003; |Jin et al., [2001). Em He et al.
(2003)), essa estratégia é empregada na identificagao de outliers. Pequenos agrupamentos
de dados sao considerados possiveis outliers. Uma medida baseada nessa observacao foi
derivada pelos autores para medir o grau com que cada exemplo pode ser considerado um
outlier.

Em outra frente, diversos trabalhos exploraram o uso de técnicas de AM na obtencao
de filtros para ruidos (Brodley & Friedl, 1999; Gamberger & Lavrac, |1997; |(Gamberger
et al.| [1999; Hawkins et al.| [2002; Verbaeten, 2002; |Jiang & Zhou, [2004; Escalantel |2006)).

Em (Hawkins et al} 2002), por exemplo, uma Rede Neural (RN) (Braga et al., | 2000))
autoassociativa é utilizada na deteccao desses dados. RNs autoassociativas sao modelos
neurais que possuem a camada de saida com mesmo tamanho que a de entrada, tentando
dessa forma reproduzir cada dado apresentado em seu treinamento. Seguindo essa me-
todologia, os dados para os quais a rede comete maiores erros na reproducao podem ser
considerados ruidos.

Em (Brodley & Friedl,[1999), um conjunto de classificadores foi empregado na filtragem
de dados com rétulo incorreto. Segundo a técnica proposta, em um procedimento de
validacao cruzada, o conjunto de treinamento ¢ inicialmente dividido em n particoes.
Fixando cada uma das particoes, m algoritmos de aprendizado sao treinados nos n —
1 subconjuntos restantes. Os conjuntos de classificadores gerados sao utilizados para
rotular os dados da particao excluida. Cada dado recebe entdo m rétulos. A partir
dessas classificacoes, o filtro compara os rétulos originais dos dados aos gerados pelos
m classificadores e utiliza um critério de decisao para elimina-los ou nao. Os critérios
utilizados foram de consenso e de votacao por maioria. No consenso, um exemplo é
removido se todos m rétulos que ele recebeu diferem de sua classe. No caso do voto
por maioria, o exemplo é removido se a maioria de seus rotulos diferem de sua classe.
Empiricamente, observou-se que a estratégia por consenso é mais conservativa, eliminando
menos exemplos. O filtro de votagao por maioria elimina mais exemplos, porém ¢é mais
provavel que os dados removidos sejam casos seguros.

Gamberger & Lavrac (1997) também propuseram um filtro com o uso de técnicas de
AM, baseando a eliminagao de ruidos na condigao de Occam. Segundo o principio de Oc-
cam, entre as hipdteses corretas na classificagao de um determinado conjunto de dados, a
mais simples deve ser selecionada (Rissanen| [1978]). Os autores utilizaram essa condigao
na formulacao de uma medida de complexidade das hipéteses mais simples geradas sobre
um determinado conjunto de dados. A partir dessa medida, dados ruidosos podem ser de-

tectados como aqueles que reduzem o valor da medida quando adicionados a um conjunto
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de dados. Empiricamente, essa técnica se mostrou superior ao filtro de consenso proposto
em (Brodley & Friedl, 1999), o que é comprovado em (Gamberger et al., [1999). Nesse
mesmo trabalho é apresentado que uma abordagem envolvendo a combinacao dessas duas
técnicas pode trazer resultados interessantes, com uma redugao no nimero de exemplos
eliminados, mantendo-se uma alta taxa de acerto do classificador final treinado sobre os
dados filtrados.

Existem também trabalhos em que a identificacao de ruidos é realizada considerando
a distancia desses dados a outros exemplos no conjunto de dados (Wilson, [1972; Tomek,
1976a,b; Knorr & Ng;, |1998; [Knorr et al., 2000; [Ramaswamy et al., 2000)).

Uma das primeiras aplicagoes dessa estratégia se deu em (Wilson, [1972)), que propds
a regra Fdited Nearest Neighbor (ENN). Segundo o ENN, um exemplo do conjunto de
dados é eliminado se sua classe nao ¢ igual a da maioria de seus k£ vizinhos mais proximos,
em que k tipicamente é igual a 3. Esse procedimento elimina ruidos e dados proximos a
borda de decisao.

Uma variacdo desse algoritmo, denominada Repeated ENN (RENN), aplica o ENN
repetidamente até que todos os dados remanescentes tenham a maioria de seus vizinhos
com a mesma classe. Esse procedimento aumenta a margem de separacao entre as classes
e suaviza a fronteira de decisao.

Tomek (1976b)) propos uma extensao do algoritmo ENN, denominada All-kNN (AKNN),
que pode ser aplicada na deteccao e remocao de ruidos e de dados de borda. Esse algo-
rimo procede da seguinte maneira: para i = 1,...,k, sinalizar como “ruim” qualquer dado
classificado incorretamente por seus ¢ vizinhos mais proximos. Depois de completo o loop,
remover todos os dados sinalizados.

As trés técnicas anteriormente descritas (ENN, RENN e AkNN) sdo referenciadas
como filtros de ruidos em (Wilson & Martinez, 2000)).

Ainda no contexto de técnicas baseadas em distancia, o trabalho de Wilson & Martinez
(2000) apresenta um levantamento de técnicas para a redugao do niimero de exemplos em
conjuntos de dados a serem utilizados por algoritmos de AM baseados em instancias.
Elas também incorporam procedimentos de remocao de ruidos, embora outros dados,
como redundantes, também possam ser eliminados com a sua aplicacao. Embora o artigo
de Wilson & Martinez (2000) apresente um levantamento de um total de 15 técnicas para
o pré-processamento de conjuntos de dados rotulados, apenas aquelas apontadas como
mais eficazes na remocao de ruidos sao descritas a seguir.

Para compreensao dos algoritmos propostos por |Wilson & Martinez (2000)), seja S o
conjunto de treinamento original e S’ o subconjunto de S obtido com a aplicagao da etapa
de pré-processamento. Cada dado x de S (e também de S”) tem k vizinhos mais préximos.

Define-se o “inimigo mais préximo” de x como o exemplo de S () com classe oposta a
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de x mais préxima a este dado. Exemplos que tém x como um de seus k vizinhos mais
proximos sao denominados associados de x. A partir dessas definigoes, seguem descri¢oes

das técnicas propostas em Wilson & Martinez| (2000):

e Decremental Reduction Optimization Procedure 1 (DROP1): inicialmente, tem-se
S’ =S. Um dado x é removido de S’ se este procedimento nao afeta a classificacao
da maioria dos exemplos associados a x presentes em S’. Esse algoritmo é capaz de

remover ruidos e centros de agrupamentos;

e DROP2: eventualmente, o algoritmo DROP1 pode deixar ruidos nos dados. Se os
vizinhos de um exemplo ruidoso sao eliminados antes dele, seus associados podem vir
a incluir dados da mesma classe do ruido, fazendo com que a eliminacao dele leve a
classificagao incorreta de seus associados. Com isso, o dado ruidoso é mantido. Para
lidar com esse caso, o algoritmo DROP2 elimina um dado x de S’ se a maioria de seus
associados em S (nao mais em S’) sdo classificados corretamente sem x. Também
héd uma mudanga na ordem em que os exemplos sao removidos. Inicialmente os
dados em S’ sdo ordenados pela distancia em relagdo a seu inimigo mais préximo.
A ordem de checagem para remocao é entao dada pelos exemplos mais afastados de

seus inimigos mais proximos;

e DROP3: segundo o algoritmo DROP2, pontos centrais sao removidos antes de pon-
tos de borda. Com isso, pontos de borda ruidosos podem ser mantidos. A técnica
DROP3 lida com essa situacao realizando um passo de filtragem de ruidos antes de
ordenar os dados. Esse passo consiste de uma regra similar a do ENN: qualquer

dado classificado incorretamente por seus k vizinhos mais préximos é removido;

e DROP4: esse algoritmo ¢ idéntico ao DROP3, exceto que ao invés de aplicar o
ENN cegamente, o passo de filtragem de ruidos remove um dado somente se ele é
classificado incorretamente por seus k vizinhos mais préximos e nao vai de encontro

a classificacao de outros exemplos;

e DROPS5: esse algoritmo modifica o DROP2 de forma que a ordem para remocao
¢ iniciada com os dados mais proximos de seu inimigo mais préximo. Esse pro-
cedimento serve como um passo de reducao de ruidos. Pontos de borda também
sao removidos primeiro, o que suaviza a fronteira de decisao. Depois desse passo,
o algoritmo convencional DROP2 ¢é aplicado até que nao seja mais possivel haver

redugoes no conjunto de dados.

e Decremental Enconding Length (DEL): este algoritmo é similar ao DROP3, com

excecao do fato de empregar também uma heuristica na decisao sobre remocoes
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(b)

Figura 8: Aplicando Tomek links a um conjunto de dados; (a) Conjunto de dados original; (b)
Tomek links identificados; (c¢) Tomek links removidos (Batista et al.l 2000)

de dados no passo de filtragem de ruidos. A heuristica utilizada baseia-se em um

calculo do custo acarretado pela remocao do exemplo.

Outra heuristica baseada em distancias, que pode ser utilizada na identificagao de
dados ruidosos e de borda, é dada pelo conceito de Tomek links (Tomek} |1976a). Segundo
essa heuristica, dados dois exemplos x; e x3 de classes diferentes e sendo d(xy,x3) a
distancia entre eles, o par (x1,x3) é considerado um Tomek link se ndo ha um dado x3
tal que d(x1,x3) < d(x1,X32) e d(x2,X3) < d(x2,%1). Os pares que formam um Tomek link
podem representar casos de borda ou com rétulo incorreto. Na Figura [§| é ilustrado o
processamento realizado pelo Tomek links.

Em todas as técnicas baseadas em distancia apresentadas, a busca pelos vizinhos mais
proximos a um determinado dado e a realizacao de classificagoes eventualmente necessarias
utilizam como base o algoritmo k-NN.

Outros dois trabalhos que utilizam estratégias baseadas em distancias sao: |[Knorr et al.
(2000) e |Ramaswamy et al.| (2000)), que se concentram na identificagdo de outliers. Em
Knorr et al.| (2000), dadas duas constantes C' e d, um dado x é considerado um outlier
se nao mais que C' pontos no conjunto de dados estao a uma distancia menor ou igual a
d em relacdo a x. Em (Ramaswamy et al [2000), define-se o outlier de acordo com sua
distancia D* a seu C-ésimo vizinho mais préximo. Um dado x é considerado um outlier
se nao mais que n — 1 outros exemplos tém D* maior que x. Com esse procedimento,
tem-se um ranqueamento dos n dados com maior probabilidade de serem outliers.

Um problema comum a todas as técnicas baseadas em distancia estd na definicao da
métrica a ser utilizada no cdlculo da distancia entre os dados. E demonstrado que, para
espacos de grande dimensao, varias métricas, como a Euclidiana, sao pouco informativas
(Beyer et al.l |1999; |Aggarwal et al., 2001; Hinneburg et al.l |2000)). Isso se deve ao fato de

que os dados neste caso tendem a ser esparsos.
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Sequiéncia meta:

ATGCTCCG

Produtos de sequienciamento:

AGGCTCCG AATGCTCCG AGCTCCG
(a) (b) (c)

Figura 9: Exemplos de erros de seqiienciamento relacionados aos nucleotideos; (a) substituigao;
(b) insercao; (c) remogao

6 Experimentos e Resultados

Esta secao descreve experimentos realizados com o objetivo de avaliar o desempenho
de algumas das técnicas listadas na se¢ao anterior sobre conjuntos de dados de Bioinforma-
tica. Inicialmente investigou-se o efeito da aplicacao dessas técnicas em dados genomicos,
provenientes da aplicacdao de reconhecimento de sitios de splicing. A seguir, a etapa de
pré-processamento foi aplicada a uma base de dados de expressao génica para a classifi-
cacao funcional de genes. Os resultados verificados em cada uma dessas aplicagoes, assim

como descrigoes sobre as mesmas, sao apresentados nas préximas segoes.

6.1 Reconhecimento de Sitios de Splicing

O processo de seqiienciamento de DNA ¢é sucetivel a uma série de erros em cada uma de
suas etapas (Setubal & Meidanis, |1997). Os erros mais simples sdo aqueles relacionados
aos nucleotideos, compreendendo substitui¢oes, inser¢oes e remogoes (Figura @ Esses
tipos de erros ocorrem aproximadamente 1 a 5 vezes a cada 100 nucleotideos sequenciados
(Setubal & Meidanis, [1997). Outra fonte comum de erro é a contaminagao das amostras de
dados sendo sequenciadas com fragmentos de DNA de organismos Vetores[] que participam
do seqiienciamento.

No contexto de reconhecimento de padroes em seqiiéncias genomicas, outro tipo de
erro é a presenca de dados incorretamente classificados em conjuntos de dados disponiveis
para serem utilizados por técnicas de AM supervisionado.

Em organismos eucariotos, o reconhecimento completo dos genes envolve a identifica-
¢ao das regioes dos mesmos realmente codificam proteinas, os exons, e dos introns, por¢oes
de DNA que intermediam os ezons e nao sao codificadoras. A aplicacao de reconheci-

mento de sitios de splicing pode ser resumida a, dada uma seqiiéncia de nucleotideos de

10 vetor é um organismo utilizado para carregar segmentos de DNA estranho com o propésito de
produzir mais cépias desse material genético (Lewin, 2001)).
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tamanho fixo de DNA ou mRNA, determinar se uma determinada regiao dessa seqiiéncia
(freqlientemente seu centro) possui uma fronteira do tipo intron-exon (IE), exon-intron
(EI) ou se nenhum desses sitios esta presente (N).

Sabe-se que as regioes préximas a cada um dos sitios de splicing possuem algumas
seqiiéncias consenso (Lewin), 2001; [Vouet et al., [2002). Como as bases de AM para re-
conhecimento desses sitios possuem seus exemplos alinhados de forma a ter o sinal de
interesse em uma mesma posi¢ao (Craven & Shavlikl [1994])), é provavel que seqiiéncias de
uma mesma classe compartilhem algumas caracteristicas em termos de composicao. Esse
fator motiva a escolha das técnicas baseadas em distancia no pré-processamento desses
dados. Essas observagoes podem ser generalizadas a outras aplicacoes de reconhecimento
de padroes em seqiiéncias biolégicas, como, por exemplo, a identificagao de promotores e
de sitios de inicio de transcricao em cadeias de DNA.

A partir das motivacoes apresentadas, dois estudos foram conduzidos. No primeiro,
varias das técnicas baseadas em distancia apresentadas na secao anterior foram avaliadas.
Outro trabalho, realizado em cooperacao com os pesquisadores Prof. Dr. Gustavo E. A.
P. A. Batista e a Prof. Dra. Maria Carolina Monard, focalizou o uso da técnica Tomek
links no pré-processamento dos dados.

Como os dados empregados nesses estudos possuem atributos nominais (os nucleoti-
deos), utilizou-se a métrica VDM (Segao para calcular as distancias entre os dados.
O uso dessa métrica, que se baseia na distribuicao dos atributos por classe, pode ser
considerado adequado para a captura das semelhancas composicionais entre seqiiéncias
de nucleotideos de uma mesma classe, além de ser capaz de lidar com diferencas comuns

entre essas seqiiéncias.

6.1.1 Avaliagcao de Varias Técnicas Baseadas em Distancia

Este estudo compreendeu a aplicacao e comparacao das técnicas ENN, RENN, AkNN,
DROP1 a DROP5 e DEL no pré-processamento de dois conjuntos de dados para o reco-
nhecimento de sitios de splicing. Embora as técnicas DROP1 a DROP5 e DEL nao sejam
estritamente dedicadas a filtragem de ruidos, o seu uso pode levar a simplificacoes nos
conjuntos de dados, por meio da eliminacao de exemplos redundantes.

As avaliacoes foram realizadas segundo o poder preditivo de SVMs e ADs treinadas

sobre os conjuntos de dados originais e pré-processados.

Conjuntos de Dados. Os conjuntos de dados utilizados nos experimentos foram o
splice da UCI (Blake & Merz, 1998)) e uma parte da base HS3D (Homo Sapiens Splice
Site Dataset), de [Pollastro & Rampone| (2002)). Na Tabela é apresentada uma descricao

desses conjuntos de dados, ilustrando o nimero total de exemplos (§ Exemplos), o nimero
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de atributos continuos e nominais (f Atributos cont. e nom.) e a propor¢ao de exemplos
por classe (Classe %). Em ambos os conjuntos de dados, elementos com atributos com
valor diferente dos nucleotideos A, T, C ou G foram eliminados.

Para prover estimativas dos erros dos classificadores induzidos nos estudos realizados,

esses conjuntos de dados foram divididos segundo o método 10-fold cross validation.

| Conjunto | § Exemplos [ § Atributos (cont.,nom.) | Classe % |

UCI 3175 60 IE, EI 25
(0,60) N 50
HS3D 5000 140 IE, EI 25
(0,140) N 25

Tabela 1: Descri¢ao dos conjuntos de dados utilizados nos experimentos

Originalmente, a base HS3D possui 641613 exemplos. Devido a seu grande volume e ao
fato dessa base ser altamente desbalanceada (com 1% de dados nas classes EI e IE e 99%
dos exemplos pertencentes a classe N), apenas uma parte de seus dados, aleatoriamente
selecionada, foi utilizada nos experimentos. Seguiu-se a mesma proporcao de dados por
classe do conjunto de dados UCI nessa selecao.

Como as SVMs lidam somente com atributos numeéricos, os dados utilizados no trei-
namento e teste dessa técnica tiveram de ser codificados para um formato numérico.
Utilizou-se para tal uma codificacao canonica sugerida no trabalho de Pedersen & Nielsen
(1997). Segundo essa codificacao, cada nucleotideo (atributo) das seqiiéncias é represen-
tado por quatro bits, da seguinte maneira: A = (0001),C=(0010)eG=(0100)
eT=(1000).

Metodologia. Inicialmente, avaliou-se o efeito da realizacao da etapa de pré-processamento
dos dados no desempenho das SVMs. As técnicas ENN, RENN, AKNN, DROP1 a DROP5
e DEL foram entao aplicadas aos conjuntos de treinamento obtidos pelo 10-fold cross-
validation. Para tal, utilizou-se o cédigo disponibilizado pelos autores |Wilson & Martinez
(2000) em ftp://axon.cs.byu.edu/pub/randy/ml/drop. Diferentes valores do para-
metro k das técnicas de pré-processamento, que determina o numero de vizinhos mais
proximos no k-NN, foram testados: 1, 3 (valor default da ferramenta), 5, 7, e 9.

SVMs foram entao treinadas sobre os conjuntos de dados originais e pré-processados.
Para indugao das SVMs; utilizou-se o software SVMTorch IT (Collobert & Bengio, 2001)).
Diversos tipos de fungoes Kernel foram empregados: Polinomiais de graus 1 a 5 e Gaus-
sianos com diversos valores de desvio-padrao (5, 10, 25 e 50). Variou-se também o valor
da constante de regularizagao das SVMs, referenciado neste documento por B. Essa

constante relaciona-se a maneira como as SVMs lidam com ruidos, impondo maiores ou
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menores restricoes as margens da SVM. Quanto menor o valor de B, mais suave é a
fronteira de decisao. Os valores de B empregados foram: 25, 50, 100, 150 e 200.

ADs, induzidas pelo algoritmo C4.5 (Quilan), [1988)), também foram aplicadas ao pro-
blema, tendo sido treinadas sobre os dados originais e pré-processados, como no caso das
SV Ms.

Para conversao dos diversos conjuntos de dados gerados durante os experimentos para
os formatos exigidos pelo cédigo de [Wilson & Martinez| (2000), do SVMTorch II e do
C4.5, e também para determinacao dos melhores modelos de SVMs e ADs em cada caso,

foram implementadas rotinas na linguagem de programacao Perl.

Resultados. Na Tabela [2| sdo apresentados os melhores modelos de SVMs (Kernel e B)
para cada conjunto de dados, o melhor valor de k para as técnicas de pré-processamento
(o valor que levou as menores taxas de erros no posterior treinamento das SVMs), as ta-
xas médias de erro das SVMs induzidas (Erro) e o nimero médio de dados nas partigoes
de treinamento utilizadas em cada caso (N° dados). Esse nimero fornece uma idéia da
quantidade de dados eliminada com a aplicacdo das técnicas de pré-processamento. As
siglas “Gs” e “Pol” representam fungoes Kernel do tipo Gaussiano e Polinomial, respec-
tivamente, e os valores de seus parametros encontram-se indicados em parénteses. As
melhores e piores taxas de erro em cada conjunto de dados encontram-se destacadas em

negrito e italico, respectivamente.

UCI HS3D

k| Kernel | B[ Erro [ N°dados | k[ Kernel | B | Erro [ N°dados

original | - Gs (5) 25 | 2,9+1,2 | 2857,5+£0,5 | - | Gs (10) | 200 | 11,3+0,8 4500,0£0,0
ENN 5| Pol (4) | 25 | 3,0£1,4 | 24445436 | 5 | Pol (2) 25 12.5+1.1 3410.7+£22.1
RENN | 3 | Pol (4) | 25 | 3,014 | 2436,548,2 | 1 | Pol (2) | 25 | 12,4+1,2 | 3382,3+215
AkNN 3| Pol(4) | 25 | 3,1£1,3 | 2403,5+9,6 | 1 | Pol (2) 25 12,74+0,8 | 2988,24+449,6
DROPL | 9 | Pol (2) | 25 | 17,0515 | 169,6£17,7 | 9 | Pol (2) | 25 | 25.4£2,5 | 736,04233
DROP2 | 1 | Pol (2) | 25 | 11,042,6 | 2493%42 | 5| Pol (2) | 25 | 21,141,4 | 688,8+104.4
DROP3 | 9 | Gs (10) | 25 | 13,3518 | 234,1£10,0 | 9 | Pol (2) | 25 | 23,1£L5 | 7354214
DROP4 | 9 | Gs (10) | 25 | 12,2+1,2 296,1+6,4 | 5 | Pol (2) 25 24,7422 743,94+115,2
DROP5 | 9 | Pol (2) 25 | 11,04+1,7 249,34+6,8 5 | Pol (2) 25 22,6+1,3 752,3+16,4
DEL | 1| Gs (10) | 25 | 18,9£2,8 | 170,7+7,3 | 1| Gs (10) | 25 | 22,0£11,7 | 1310,9+12,1

Tabela 2: Resultados das SVMs

Os resultados verificados nos experimentos com ADs encontram-se na Tabela [3| Essa
tabela ilustra o melhor niimero de vizinhos mais proximos k das técnicas de pré-processa-
mento, as taxas médias de erros das ADs (Erro) e o nimero médio de dados nas partigoes
de treinamento empregadas em cada caso (N° dados). Como na Tabela 2] as melhores e

piores taxas de erros encontram-se destacadas em negrito e italico, respectivamente.
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UCI HS3D
k] Erro | N°dados | k[ Erro [ N°dados
original | - | 81115 | 285754005 | - | 23.901.7 | 4500,0£0.0
ENN 3 6,0+1,4 2450,8+45,0 | 9 | 21,7+1,7 | 3432,4+10,5
RENN | 9 | 6,5+1,2 | 2410246,7 | 7 | 21,9420 | 3343,1£13,1
AKNN | 9| 6,5+1,2 | 2370,6+10,8 | 5 | 22,9+1,9 | 2808,8+425,3
DROPI | 1 | 5,855,0 | 995563 | 7| 35,4221 | 68345295
DROP2 | 9 | 26,8435 | 34355160 | 1 | 31,944,1 | 688841044
DROP3 | 9 | 26,845,9 234,149,9 3| 30,2+3,0 648,8+11,5
DROP4 | 9 | 30,345,1 296,14+6,4 7| 34,8432 806,2+128,6
DROP5 | 3 | 29,1435 | 1804%11,3 | 9| 288429 | 8565L24.1
DEL | 7 | 31,6445 | 1349172 | 9| 325435 | 650,2427.6

Tabela 3: Resultados das ADs

Discussoes. Aplicando o teste t para dados pareados descrito em (Nadeau & Bengio,
2003) as taxas de erros das SVMs (Tabela [2)), verifica-se que a utilizagdo das técnicas de
pré-processamento ENN, RENN e AKNN manteve os resultados observados sobre os dados
originais em ambos conjuntos de dados (UCI e HS3D), com 95% de confianca. Pode-se
também considerar que os modelos de SVMs obtidos sobre os conjuntos de dados pré-
processados segundo essas técnicas foram simplificados (de uma Gaussiana, que possui
dimensao VC infinita (Burges, 1998), a uma Polinomial, que possui complexidade contro-
lada por seu grau (Burges, [1998; [Haykin|, |1999)). No caso das técnicas DROP1 a DROP5
e DEL, houve uma clara piora dos resultados. Esse fator pode ser atribuido as reducoes
dréasticas nos conjuntos de dados com a aplicagao dessas técnicas, conforme ilustrado nas
colunas N° dados da Tabela 2 O exame dessa coluna, tanto na Tabela [2] quanto na Ta-
bela [3] também indica que as técnicas AkKNN, DROP2 e DROP4 apresentaram maiores
variacoes no nimero de dados removidos nas particoes, o que pode ser observado nas altas
taxas de desvio-padrao obtidas.

O emprego das técnicas de pré-processamento ENN, RENN e AKNN também trouxe
beneficios em termos de redugoes no tempo despendido no posterior treinamento das
SVMs. As redugoes verificadas foram de aproximadamente 20% no conjunto UCI e 75%
no conjunto HS3D. Os experimentos foram conduzidos em um processador dual de 2.4
GHz e 1 GB de memoria.

No conjunto HS3D também verificou-se, nesses casos, uma diminui¢ao da ordem de
40% no numero de SVs dos modelos gerados. Como a equacao do hiperplano 6timo no
espaco de caracteristicas é determinado unicamente por esses dados, um nimero menor
de SVs leva a menores tempos de predicao. No conjunto UCI, o nimero de SVs das

SVMs geradas sobre os conjuntos pré-processados pelas técnicas ENN, RENN e AkNN se
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mantiveram similares ou aumentaram um pouco (cerca de 2% de crescimento).

Para as ADs, o exame da Tabela [3] indica que a aplicacdo das técnicas de pré-
processamento ENN, RENN e AKNN levou a redugoes nas taxas de erros, embora elas
nao possam ser consideradas estatisticamente significantes a 95% de confianca estatistica.
Grandes reducoes no tamanho médio das ADs também foram verificadas com o emprego
dessas técnicas (com mais de 50% de redugoes). Esses resultados indicam simplificacoes
nos modelos induzidos, com manutencao, e até mesmo pequenas quedas, das taxas de
erro. Além disso, redugoes nas ADs refletem em ganhos de compreensibilidade dos mo-
delos obtidos, no sentido de que arvores menores podem ser consideradas mais faceis de
serem examinadas.

No caso das técnicas DROP1 a DROP5 e DEL verificou-se grandes acréscimos nas
taxas de erros das ADs. Novamente, pode-se atribuir esse comportamento a reducoes
indesejadas nos conjuntos de dados com a aplicagao desses pré-processamentos.

De forma geral, os resultados obtidos sugerem que a aplicacao das técnicas de filtragem
de ruidos ENN, RENN e AkNN manteve os dados mais expressivos nos conjuntos de dados,
o que foi refletido na manutencao das taxas de erros verificadas, que, no caso das ADs,
foram até mesmo reduzidas. Como outros beneficios, foram observadas simplificagoes
nos classificadores induzidos. Esse fator vem de encontro ao principio de Occam, que
afirma que, entre diversos modelos com um mesmo erro, deve-se escolher aquele de menor
complexidade.

No caso das técnicas DROP1 a DROP5 e DEL, reducoes muito drasticas foram ob-
servadas nos dados de treinamento. Isso refletiu em prejuizos no desempenho alcangado
pelas técnicas de aprendizado. Logo, essas estratégias de pré-processamento nao foram
capazes de manter os dados mais significativos nos conjuntos de dados, e provavelmente
eliminaram dados seguros. Elas se mostraram, portanto, pouco criteriosas na remocao de
dados das bases de dados biolégicas consideradas.

Comparando ainda os resultados das ADs e das SVMs em termos de taxas de erros,
pode-se verificar um melhor desempenho das SVMs. Esse fato pode ser confirmado esta-
tisticamente, a 95% de confianca. As maiores taxas de erros das ADs podem ser conferidas
a sua dificuldade em lidar com conjuntos de dados de grande dimensao, como os investi-
gados nesses experimentos. Em contrapartida, as SVMs sao robustas em relacao esse tipo
de dados. Porém, se o interesse é compreensibilidade, o uso de ADs é mais indicado, pois
a forma como o conhecimento é extraido e representado pelas SVMs pode ser considerado
de dificil interpretacao. Ainda para as ADs, o uso das técnicas de pré-processamento

ENN, RENN e AKNN possibilita maiores ganhos em termos de compreensibilidade.

Conclusoes. Por meio dos experimentos e resultados reportados, pode-se verificar que
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os maiores beneficios alcancados na aplicacao de uma etapa de pré-processamento sobre
dados genomicos se deram em simplificacoes nos modelos de AM induzidos. Em alguns
casos, reducoes nas taxas de erros também foram verificadas. Porém, mais experimen-
tos, inclusive sobre outros problemas, sao necessarios para uma avaliacao mais ampla da
adequabilidade e beneficios da aplicacao dos procedimentos de pré-processamento nesse
dominio.

Como sugestao de trabalho futuro, modificacoes podem ser realizadas na medida de
distancia empregada nas técnicas de pré-processamento baseadas em distancia. Na me-
dida da distancia entre seqiiéncias de DNA, pode-se recorrer, por exemplo, a técnicas de
alinhamento. O alinhamento pode ser definido como um procedimento no qual uma (ou
mais) seqiiéncia é “colocada sobre outra” de forma a tornar clara a correspondéncia entre
catacteres similares ou subcadeias das seqiiéncias analisadas (Setubal & Meidanis, [1997)).
Por esse processo, pode-se quantificar a similaridade entre duas (ou mais) seqiiéncias, ou
seja, quanto elas sao semelhantes.

No contexto de reconhecimento de sinais em seqiiéncias genomicas em particular, é
comum que as seqiiéncias com o sinal de interesse possuam regides consenso (Stormo,
2000). Na identificacdo de promotores de organismos procariotos, por exemplo, varios
sistemas buscam identificar regides como o TATAboz (rica nos nucleotideos A e T), pre-
sentes 10 nucleotideos acima do sitio de inicio de tradugao (Stormo, [2000). Como ja
discutido, as proprias bases de dados em AM para reconhecimento de sinais possuem seus
dados alinhados de forma a possuir o sitio de interesse em uma mesma posicao (Craven &
Shavlikl [1994). Esses fatores justificam e motivam o uso de uma métrica baseada em ali-
nhamentos. A utilizacdo dessa métrica pode levar também a obtencao de uma estratégia
de pré-processamento mais préxima da realidade biolégica. Esse tipo de modificacao pode
ainda beneficiar técnicas de pré-processamento baseadas em agrupamentos, que utilizam
medidas de similaridade na formacao de aglomerados de dados.

Parte do trabalho experimental apresentado nesta secao foi apresentado no I ICOBI-
COBI (I Iternational Conference on Bioinformatics and Computational Biology) (Lorena

& Carvalho| 2003a)). Outra fragao, no peridédico Genetics and Molecular Biology (Lorena

& Carvalho| 2004).

6.1.2 Avaliagcao da Heuristica Tomek links

Este estudo consistiu na aplicagao da heuristica Tomek lins, descrita na Secao |5, em
uma etapa de pré-processamento sobre dados utilizados no reconhecimento de sitios de
splicing. Avaliou-se a capacidade dessa técnica em eliminar dados ruidosos e manter

aqueles mais informativos, por meio da avaliacao do desempenho de duas técnicas de
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AM treinadas sobre os conjuntos de dados pré-processados. As técnicas de AM aplicadas
foram as ADs e as SVMs.

Conjunto de Dados. O conjunto de dados utilizado nos experimentos foi o splice da
UCI (Blake & Merzl |1998)), descrito na Tabela Para o caso das ADs, utilizou-se os
dados originais, compostos de 60 atributos nominais assumindo os valores A, T, C e G.
Para as SVMs, que requerem atributos com valores numéricos, utilizou-se a codificagao

canonica apresentada na Secao [6.1.1

Metodologia. O problema de identificacao de sitios de splicing foi reformulado como
dois subproblemas binarios. Baseado no conhecimento do dominio, a divisao realizada foi
a seguinte: inicialmente gerou-se classificadores para distingiiir seqiiéncias que tém sitios
de splicing (IE4+EI) das que nao possuem (N). Se a presenca de um sitio de splicing é
verificada, um segundo classificador discrimina seu tipo, se IE ou EI. Para simplicidade
de referéncia, o subproblema IE+4EI versus N sera referenciado como “deteccao de sitios
de splicing” (DSS) e o subproblema IE versus EI serd nomeado “identificacao de sitios de
splicing” (ISS). Esta reformulagdo do problema multiclasses foi realizada devido ao fato
das SVMs serem originalmente bindrias e também da implementacao da técnica de pré-
processamento empregada ser bindria. Cada um dos conjuntos obtidos com a realizagao

dessa separacao foi ainda dividido segundo o método 10-fold cross-validation.

A técnica de pré-processamento empregada nos experimentos foi baseada na heuristica
Tomek links (Tomek|, 1976a)), descrita na Sec¢ao . Essa heuristica permite a identificacao
de dados com classifica¢ao incorreta (ruidos) e casos de borda, dados considerados pouco
confidveis. Esse pré-processamento foi aplicado a cada um dos conjuntos de treinamento
das partigoes geradas pelo método 10-fold cross-validation. Esse procedimento levou a
eliminagao de aproximadamente 6% dos dados de treinamento no experimento DSS e 5%

para o caso do subproblema ISS.

A inducao de classificadores segundo as técnicas ADs e SVMs foram realizadas com
as ferramentas C4.5 (Quilan, [1988)) e SVMToch II (Collobert & Bengio, 2001)), respecti-

vamente.

Para o caso das SVMs, diversos tipos de fungoes Kernel foram testadas. As funcgoes
consideradas foram: Polinomiais de diferentes graus d (1 a 5) e Gaussianas com valores
variados de desvio-padrao o (0.01, 0.1, 1, 5, 10, 50 e 100). Outros parametros foram
mantidos com os valores default do SVMTorch II (Collobert & Bengio|, 2001)).

Relizados os experimentos, o efeito da aplicacao do pré-processamento foi analisado

para cada técnica de AM individualmente e, em seguida, para o conjunto das técnicas de
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Experimento DSS Experimento ISS
’ Conjunto de dados | Total \ IE+EI \ N Total \ IE \ EI
Original 4,4+0,6 | 1,9+0,6 | 6,7+0,9 | 4,4+1,5 | 5,3+2,3 | 3,3+2,8
Pré-processado 4,540,9 | 1,9+1,0 | 6,8+1,0 | 4,5+1,6 | 5,3+2,4 | 3,7+2,4

Tabela 4: Taxas de erros das ADs antes e apds etapa de pré-processamento dos dados

aprendizado consideradas.

Resultados e Discussoes. Como discutido anteriormente, para o caso das ADs, uma
propriedade importante é sua compreensibilidade, que é em geral melhor para arvores
pequenas. Uma avaliagao pertinente neste caso diz respeito entao ao ganho de compreen-
sibilidade das ADs induzidas apds a fase de pré-processamento.

No experimento DSS, o tamanho médio das ADs induzidas caiu de 230, 6+8, 0 nds para
209,0 + 14, 3 nds com a aplicacao do pré-processamento. Verifica-se, assim, uma reducao
de aproximadamente 10%. Para o experimento ISS, a reducao verificada foi de 88,249, 6
noés para 81,8 + 8, 8 nds (aproximadamente 10%). Em ambos casos, portanto, tem-se um
indicativo de algum ganho de compreensibilidade. Esses dados referem-se as ADs obtidas
apos o processo de poda, em que ramos da arvore pouco representativos sao eliminados.
Por meio da poda, portanto, a influéncia de dados ruidosos é minimizada. Para obter-se
uma melhor medida das reducoes de arvores obtidas com o pré-processamento, mediu-se
também as redugoes obtidas antes do procedimento de poda. Para o caso do experimento
DSS, o tamanho médio das arvores foi reduzido de 690, 6416, 0 nds para 591, 4+ 25, 0 nos,
o que fornece uma medida de aproximadamente 15% de reducao com o pré-processamento.
No caso do subproblema ISS, essa diminuigao foi de aproximadamente 33% (295,44 17,8
para 197,0 £ 16,9 nos).

considerada responsavel por uma reducao no nivel de dados pouco informativos.

Esses fatos indicam que a heuristica Tomek links pode ser

Na Tabela 4] é apresentado o desempenho das ADs induzidas. Nessa tabela apresenta-
se, para cada experimento (DSS e ISS), a taxa de erro total (Total), assim como as taxas de
erro observadas em cada classe (IE+EIL, N, IE e EI). As menores taxas de erro encontram-se
destacadas em negrito. Pode-se observar que os erros obtidos em ambos experimentos apds
a aplicacao do pré-processamento sao similares aos verificados sem a realizacao dessa fase.
Aplicando-se o teste estatistico pareado de|Nadeau & Bengio| (2003), pode-se verificar que
as diferencas nos resultados reportados nao sao estatisticamente significantes, com 95% de
confianca. Logo, o desempenho geral da técnica foi mantido, enquanto ganhos em termos
de compreensibilidade e simplificacao do modelo foram obtidos.

No caso das SVMs, os melhores resultados para os dados originais no experimento

DSS foram alcancados pelo Kernel Gaussiano com um desvio-padrao de 5. Para os dados
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Experimento DSS Experimento ISS
’ Conjunto de dados | Total \ IE+EI \ N Total \ 1IE \ EI
Original 3,609 | 1,3+0,8 | 2,2+0,6 | 1,9+1,1 | 1,7+1,1 | 2,1+2,3
Pré-processado 2,9+0,8 | 1,0+0,8 | 2,0+:0,4 | 2,1+1,2 | 1,9£0,9 | 2,54+24

Tabela 5: Taxas de erros das SVMs antes e apds etapa de pré-processamento dos dados

pré-processados, os melhores resultados foram obtidos com um Kernel Polinomial de ter-
ceiro grau (um modelo mais simples). No experimento 1SS, o melhor Kernel para ambos
conjuntos de dados (original e pré-processado) foi um Polinomial de quinto grau.

Para as SVMs, outra medida computada foi a reducao no nimero de SVs dos modelos
gerados, que correspondem aos dados mais representativos para o processo de classificacao.
Como o classificador final nas SVMs é definido por esses dados, a presenca de exemplos
ruidosos pode influenciar a sua determinacao. Além disso, um nimero de SVs menor
reflete em maiores velocidades na fase de classificacao de novos dados. No subproblema
DSS, a fase de pré-processamento levou a uma reducao de aproximadamente 10% no
nimero de SVs. No caso do experimento ISS, esse decréscimo foi de aproximadamente
6%.

Também verificou-se uma reducao no tempo de treinamento das SVMs com o pré-
processamento, o qual foi de 7% para o experimento DSS e 15% no caso do ISS. Os
experimentos foram conduzidos em um processador Pentium II dual de 300 MHz e 128
MB de memoéria.

Similarmente a Tabela [ na Tabela [f] sao apresentadas as taxas de erro das SVMs na
fase de teste. Pode-se observar que o desempenho geral das SVMs foi mantido (enquanto
ganhos foram alcancados em redugoes no tempo de treinamento e nimero de SVs). Para
o experimento DSS, em particular, os resultados obtidos com a realizacao da etapa de
pré-processamento foram melhores, com 95% de nivel de confianca.

Como ultima analise, realizou-se uma comparacao estatistica entre os resultados alcan-
cados pelas técnicas de AM empregadas. Foi verificado que as SVMs foram superiores as
ADs em todos casos, com significancia de 95%. Como no primeiro experimento aprensen-
tado nesta secao, esse resultado pode ser atribuido a pouca robustez das ADs em relacao

a dados com um grande nimero de atributos.

Conclusoes. Como conclusoes do trabalho realizado, tem-se que a aplicagao de uma
etapa de pré-processamento com a heuristica Tomek links levou a melhoras no processo
de indugao das técnicas de AM, sem perda significante de generalidade (para o caso das
SVMs no subproblema DSS houve até mesmo redugdes significativas nas taxas de erro).

Para as ADs, a maior contribuicao foi obtida em reducoes no tamanho médio das
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arvores induzidas, o que resulta em ganhos de compreensibilidade e simplificagoes dos
modelos induzidos. Para as SVMs, decréscimos significantes foram observados no tempo
de treinamento. Resultados semelhantes foram verificados em experimentos com Redes
Neurais (RNs) do tipo MLP (Multilayer Perceptron) (Braga et al.,[2000) sob o subproble-
ma ISS, em que o pré-processamento dos dados levou a uma reducao de aproximadamente
20% no tempo de treinamento das redes. Esses resultados sao apresentados em (Lorena
et al 2002b). Para as SVMs, obteve-se também uma redugdo no nimero de SVs, su-
gerindo que o hiperplano 6timo no espaco de caracteristicas pode ter se tornado menos
orientado por dados pouco confiaveis. Esse decréscimo também traz beneficios em termos
de aumentos na velocidade da fase de predicao.

Apesar das melhoras mencionadas, o custo da etapa de pré-processamento deve ser
levado em consideracao. Para n exemplos com m atributos, essa fase tem complexidade
da ordem de m - n?. Este é, portanto, um processo custoso. Essa fase é, porém, aplicada
uma unica vez, independente do nimero de técnicas de AM empregadas.

Além disso, uma deficiéncia na aplicacao da heuristica Tomek links utilizada deve ser
apontada. Esta decorre do fato da implementacao corrente nao ser capaz de determinar
precisamente qual dos exemplos em um Tomek link constitui o ruido. O procedimento
adotado foi de eliminar ambos os dados, o que leva a eliminagao de casos seguros. O
exame de uma vizinhanca ao redor dos exemplos que formam um Tomek link pode ser
uma alternativa para solugao desse problema.

Como tltima conclusao, pode-se afirmar que os dados empregados nos experimen-
tos nao possuem um nivel elevado de ruidos. Isso pode ser devido a possiveis pré-
processamentos anteriormente aplicados a esses dados, uma vez que eles foram utiliza-
dos em diversos trabalhos prévios (ex. (Noordewier et al., [1991; [Towell, 1991} Towell &
Shavlikl 1992)).

Parte deste trabalho foi apresentado no VII Simpdsio Brasileiro de Redes Neurais (VII
SBRN) (Lorena et al., [2002b). Outra fra¢ao, no I Workshop Brasileiro de Bioinformética
(WOB 2002) (Lorena et al., [2002a)).

6.2 Classificagcao Funcional de Genes

Esta secao apresenta estudos complementares na avaliacao do emprego de técnicas
de pré-processamento em Bioinformatica. Os pré-processamentos foram entao aplicados
a um conjunto de dados de medidas de expressao para classificacao funcional de genes.
Essa aplicacao consiste em categorizar um gene em uma classe que indique sua funcao no
meio celular. Para tal, recorre-se a andlise do nivel de expressao deste gene em diferentes

experimentos laboratoriais. Tem-se entao valores numéricos a serem analisados, os quais
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Classe %
| § Exemplos | § Atributos (cont,nom.) | 1 [ 2 [ 3 [ 4 [ 5
] 207 | 79 (79,0) [ 58,0 [53]169]130]63 |

Tabela 6: Descri¢ao do conjunto de dados

seguem algum padrao de acordo com sua a classificagao.

Assim como na secao anterior, o efeito da aplicacao dos pré-processamentos foi avaliado
pela verificacao da diferenga de desempenho de SVMs e ADs treinadas sobre os dados
origianis e pré-processados, respectivamente.

As técnicas aplicadas foram as mesmas apresentadas na Secao [6.1.1] Sao elas: ENN,
RENN, AIIKNN, DROP1 a DROP5 e DEL.

Como na aplicacao em Bioinformatica investigada neste caso os dados possuem valor
numérico, a medida de distancia empregada na computacao dos k vizinhos mais proximos

a um elemento foi a Euclidiana, definida pela Equacao

Conjunto de dados. O conjunto de dados empregado nas andlises experimentais condu-
zidas foi o disponibilizado por (Brown et al., [1999). Esse conjunto apresenta medidas do
nivel de expressao de 2467 genes em 79 experimentos laboratoriais distintos. Desses ge-
nes, 207 encontram-se categorizados em cinco classes funcionais e foram entao selecionados
para realizacao dos experimentos neste trabalho. O conjunto de dados final empregado
encontra-se descrito na Tabela @ que apresenta o numero total de exemplos no mesmo (f
Exemplos), o nimero de atributos continuos e nominais de seus dados (f Atributos cont.
e nom.) e a distribuigdo de dados por classe (Classe %).

De forma a prover estimativas dos erros dos classificadores induzidos neste estudo, esse

conjunto de dados foi dividido segundo o método 10-fold cross-validation.

Metodologia. Todas as particoes de treinamento geradas pelo procedimento de cross-
validation foram pré-processadas segundo as técnicas ENN, RENN, AKNN, DROP1 a
DROP5 e DEL. SVMs e ADs foram entao treinadas nas partigoes originais e pré-processadas
e seus resultados foram avaliados nas parti¢coes de teste correspondentes.

Todos os experimentos com SVMs foram realizados com a ferramenta SVMTorch II
(Collobert & Bengiol [2001)). Diversos tipos de Kernel e variagoes de parametros foram
testados. Com relagao as fungoes Kernel, empregou-se os tipos Polinomial (com graus de
1 a 5) e Gaussiano (com desvio-padrao de 5, 10, 35 e 50). Também variou-se o parametro
B das SVMs. Os valores utilizados foram: 1, 50, 100, 150, 200.

A indugao das ADs foi realizada com o algoritmo C4.5 (Quilan, [1988)).

Na aplicacao das técnicas de pré-processamento, utilizou-se o cédigo disponibilizado
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| Conjunto | k | Kernel [ B | Erro [ N° dados |

original | - | G (50) | 50 | 4,845,9 | 186,3£0,5
ENN 71 P @A) | 1| 82%£50 | 153,1%15
RENN | 7] P(1) | 1 | 82+%5,0 | 151,4432
AKNN [ 1| G (50) | 50 | 7,746,4 | 153,7+1,8
DROP1 |3 | P(1) | 1 | 7,3%5,7 | 15,5421
DROP2 |3 | P (1) | 1 | 6,775 | 19816
DROP3 | 1| P (1) | 1 | 7,246,1 | 13,2+19
DROP4 | 1| P (1) | I | 6,765 | 13,6%15
DROP5 |3 | G (25) | 50 | 6,2£5,5 | 17,3427

DEL 1 P(1) | 13,8549 19,4+1,3

Tabela 7: Resultados dos pré-processamentos para as SVMs

por [Wilson & Martinez| (2000). Também variou-se os valores da constante k, que deter-
mina o nimero de vizinhos mais proximos do k-NN. Os valores empregados foram: 1, 3,
5, Tell.

Os resultados destes experimentos encontram-se sintetizados a seguir.

Resultados. Na Tabela [7] sdo apresentados os resultados observados no treinamento
e teste das SVMs. Como na Tabela [2] essa tabela apresenta, para cada conjunto pré-
processado (e também para o original), o melhor valor da constante k, o tipo de Kernel e
a constante B da melhor SVM (com menor taxa de erro), a taxa de erro média verificada
nos conjuntos de teste e também o nimero médio de dados nas particoes de treinamento.
As melhores e piores taxas de erros verificadas em cada conjunto de dados encontram-se

destacadas em negrito e itdlico, respectivamente.

Na Tabela[§sao apresentados os resultados verificados no treinamento das ADs. Como
na Tabela |3 sao apresentados, para cada conjunto de dados, o melhor valor da constante
k, a média e desvio-padrao dos erros nas particoes de teste e o niimero médio de dados de
treinamento em cada caso. As melhores e piores taxas de erros encontram-se destacadas

em negrito e italico, respectivamente.

Discussoes. Na andlise dos resultados obtidos no treinamento e teste das SVMs (Ta-
bela (7)), observa-se uma reducdo na taxa média de erro com a aplicacao da técnica DEL.
A diferenca desse resultado em relacao ao verificado sobre os dados originais nao é, po-
rém, estatisticamente significante a 95% de confianca. Além disso, o emprego da técnica
DEL levou a simplificagdes no modelo das SVMs (de um Kernel Gaussiano a um linear -

Polinomial de primeiro grau).

Para as outras técnicas consideradas, foram verificados pequenos aumentos nos erros

das SVMs, embora eles nao possam ser considerados estatisticamente significantes a 95%
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| Conjunto | k [ Erro [ N° dados |
original - 8,2+4,6 186,3+0,5
ENN 1 9,246,1 155,1+1,7
RENN | 1 | 97463 | 1545418
AKNN | 1 | 82475 | 15374128
DROPT | 11 | 24,1£10,0 | 30,5+4,5
DROP2 | 11 | 178486 | 34,7422
DROP3 11 | 24,2+12,9 28,8+4,7
DROP4 | 11 | 20,2+11,3 | 33,3+138
DROP5 11 | 27,1£16,4 28,2+3,3
DEL 5 | 29,5414,1 | 22,4449

Tabela 8: Resultados dos pré-processamentos para as ADs

de confianga. Na maioria dos casos também houve simplificacoes nos modelos das SVMs.
Tem-se para esses casos a situacao de manutencao das taxas de erros com modelos mais
simples.

Com relagao aos tempos de treinamento das SVMs, para todas as técnicas de pré-
processamento eles foram iguais ou superiores aos verificados sobre os dados originais.
Logo, nao se observou beneficios em termos de redugoes nos tempos de treinamento. No
caso do numero de SVs, foram observadas reducoes em todos conjuntos pré-processados,
que variaram entre 20% e 60%. Tem-se entao maiores velocidades na etapa preditiva das
SVMs.

Um fator interessante a ser observado é o de que, neste conjunto de dados, as técnicas
DROP1 a DROP5 e DEL, que levaram a maiores redugoes nos conjuntos de dados, tiveram
bom desempenho, até mesmo melhor do que o das técnicas ENN, RENN e AKNN. Esse
resultado é oposto ao verificado para os dados genomicos da se¢ao anterior. Logo, os
algoritmos DROP1 a DROP5 e DEL foram capazes de selecionar pequenos subconjuntos
dos dados (genes) de grande valor informativo para as SVMs. Para o caso da técnica
DEL, essa selegao levou inclusive a obtencao de menores taxas de erros das SVMs, com
um modelo mais simples.

Para as ADs nao se verificou o mesmo quadro. Nesse caso, grandes reducoes nos
conjuntos de dados foram prejudiciais. As técnicas DROP1 a DROP5 e DEL levaram
entao a quedas no poder de generalizacao das ADs. As técnicas ENN, RENN e AkKNN,
por outro lado, foram capazes de manter os resultados verificados sobre os dados originais,
com redugobes significativas nos tamanhos das ADs induzidas (cerca de 35% de decréscimo).
Tem-se entao simplificacbes nos modelos de ADs, que relete em ganhos de compreensibi-
lidade.

Na comparagao entre os desempenhos das SVMs e das ADs, tem-se pouca diferenca

no caso dos conjuntos original e ENN, RENN e AkNN. Esse fato pode ser confirmado
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estatisticamente, a 95% de confianga. Portanto, na presenga de dados de grande dimensao
numéricos e com um nimero suficiente de amostras, os resultados das ADs e das SVMs

se mostraram semelhantes.

Conclusoes. Novamente, a aplicagao de uma etapa de pré-processamento, agora sobre
dados de expressao génica, levou a beneficios em termos de simplificacoes nos modelos
induzidos pelas técnicas de AM. Nao houve neste caso um consenso quanto as melhores
técnicas de pré-processamento para as SVMs e as ADs simultaneamente. De fato, al-
guns dos resultados observados para cada uma dessas técnicas de aprendizado podem ser
considerados opostos.

No caso das SVMs em particular, alguns pré-processamentos que levaram a grandes
redugoes nos conjuntos de dados foram capazes de produzir SVMs com taxas de erro
semelhantes ou mesmo menores as verificadas sobre os dados originais. Logo, a aplicacao
dessas técnicas de pré-processamento se mostrou criteriosa e as mesmas foram capazes
de extrair pequenas fracoes de dados bastante informativas para as SVMs. Embora essa
observacao nao tenha sido confirmada, essas técnicas podem ter sido capazes de selecionar
SVs, os exemplos mais informativos contidos nos conjuntos de dados para as SVMs. Esse
tipo de investigagao constitui uma possibilidade de trabalho futuro na aplicagao de pré-
processamentos aos dados de expressao considerados. Porém, também neste caso, mais

experimentos sao necessarios para uma confirmacao das tendéncias observadas.

7 Conclusao

Este relatorio apresentou a aplicacao de técnicas de filtragem de ruidos a conjuntos de
dados utilizados em tarefas preditivas em Bioinformatica. Os resultados observados indi-
cam que a realizacao dessa etapa de pré-processamento pode trazer beneficios em termos
de simplificagoes nos classificadores induzidos para a solucao do problema preditivo.

Por meio dos experimentos e resultados reportados na secao anterior, pode-se verificar
que os maiores beneficios alcancados na aplicacao de uma etapa de pré-processamento
sobre dados genomicos se deram em simplificagoes nos modelos de AM induzidos. Em
alguns casos, redugoes nas taxas de erros também foram verificadas. Porém, contribuigoes
ainda maiores podem ser obtidas com o emprego da etapa de pré-processamento em
conjunto com a métrica VDM sobre conjuntos de dados mais atuais. Para os dados de
expressao génica, também foi possivel obter simplificacoes nos modelos induzidos. Os
resultados neste caso foram particularmente interessantes as SVMs, em que uma reducao
de aproximadamente 89,6% no tamanho do conjunto de dados possibilitou a obtencao de

um modelo de melhor desempenho preditivo. Isso indica que os dados mais informativos
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para essa técnica foram mantidos.

Deve-se destacar também que os resultados apresentados representam investigacoes
iniciais. Mais experimentos, inclusive sobre outros problemas em Biologia Molecular, sao
necessarios para uma avaliagao mais ampla da adequabilidade e beneficios da aplicacao
desses procedimentos em Bioinformaética.

Além disso, outras técnicas de pré-processamento, como as baseadas em agrupamen-
tos dos dados (essas estratégias em geral também computam distancias entre os dados),
poderiam levar a resultados semelhantes ou mesmo melhores que os observados.

Como outras possibilidades de trabalhos futuros a partir dos experimentos apresenta-
dos, modificagoes podem ser realizadas nas medidas de distancia empregadas nas técnicas
de pré-processamento baseadas em distancia. Na medida da distancia entre seqiiéncias
de DNA, pode-se recorrer, por exemplo, a técnicas de alinhamento. O alinhamento en-
tre seqiiéncias é um problema amplamente estudado pela comunidade de Bioinformatica,
para o qual diversas solugoes eficientes foram derivadas e analisadas (Setubal & Meidanis,
1997).

A comparacao entre seqiiéncias também pode ser realizada por meio de uma medida
de quanto essas diferem, o que é capturado pelo conceito de distancia entre seqiiéncias
(Setubal & Meidanis|, 1997). Nessa abordagem, sao designados custos a operagoes de
edi¢ao elementares e procura-se a composi¢ao de operagoes com menor custo capaz de
transformar uma seqiiéncia na outra. E demonstrado em [Setubal & Meidanis (1997)
que essa medida também pode ser obtida por alinhamentos, podendo ser solucionada,
portanto, de forma eficiente.

As métricas discutidas permitem a obtencao de uma estratégia de pré-processamento
mais proxima da realidade biolégica. Além disso, seu uso permite lidar com a questao da
alta dimensionalidade dos dados bioldgicos. Técnicas de pré-processamento dos dados ba-
seadas em agrupamentos, que utilizam medidas de distancia na formacao de aglomerados
de dados semelhantes, também podem se beneficiar dessas modificacgoes.

Como observacao final, pode-se verificar pelas analises experimentais realizadas na Se-
¢ao [6] uma maior robustez das SVMs diantes de dados ruidosos. Como a fungao Kernel
nessas técnicas equivale a uma medida de distancia entre dados (Cristianini & Shawe-
Taylor, 2000), diversos trabalhos foram devotados a reformular essa fun¢ao de forma a
acomodar as caracteristicas das seqiiéncias bioldgicas (Leslie et al., 2002alb). Em (Leslie
et al.l |2002b), por exemplo, uma funcao Kernel baseada em similaridades de cadeias foi
desenvolvida. Esses autores propoem uma estratégia eficiente para computacao dessa fun-
¢ao e incorporam modelos de similaridade inexata. Esses modelos acomodam a ocorréncia
de substituicoes e espacos nas seqiiéncias, aproximando a funcao Kernel a uma espécie de

alinhamento. Essas modificagoes levaram a bons resultados na classificacao de seqiiéncias
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proteicas e genomicas. Logo, no caso das SVMs, pode-se recorrer a reformulacoes na
funcao Kernel em conjunto com o exame dos dados para os quais se tem dificuldades em
maximizar a margem na obtengao de um mecanismo para identificacao de ruidos.

Estudos mais detalhados a respeito de técnicas para a identificacao de ruidos podem
ser encontrados em: (Wilson & Martinez, 2000; Hodge & Austin, 2004} Otey et al., 2005;
Escalante, 2005).
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