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Resumo

Nos dias atuais, ha uma grande quantidade de dados armazenados em bases de
dados reais, que continua a crescer rapidamente. Assim, existe a necessidade de
extrair conhecimento da informacao contida nesses dados. Esse problema é tipico
da drea de Mineracdo de Dados, na qual é frequentemente utilizado Aprendizado
de Maquina para a extracao de conhecimento. Entretanto, os algoritmos de apren-
dizado geralmente realizam um tipo de busca local no espaco de solugoes (hipéteses)
para encontrar uma solugdo para o problema, encontrando assim solugoes 6timas
locais. Além disso, esses algoritmos avaliam a hipétese incompleta a cada iteracao
até chegar na hipdtese final. Para tentar resolver esses problemas, pode-se utilizar
Algoritmos Evolutivos (AEs), os quais geralmente realizam uma busca mais global
no espaco de hipdteses e, tipicamente, avaliam hipdteses (solugoes) completas a cada
iteracdo para chegar a hipétese (solucao) final. Também, em problemas que envolvem
grandes bases de dados, pode-se retirar amostras dessas bases, induzir classificado-
res dessas amostras e evoluir esses classificadores utilizando AEs. O objetivo deste
trabalho é propor e descrever o projeto de um sistema computacional, denominado
GAERE, que implementa Algoritmos Genéticos, um sub-paradigma de AEs, para
evoluir hipéteses (classificadores) simbdlicas em uma hipétese final, inica, preferen-
cialmente melhor que as hipdteses iniciais. O foco deste trabalho estd em evoluir
classificadores simbdlicos, que podem ser expressos na forma de regras de conheci-
mento, para que o classificador final possa explicar ao usudrio a classificacao atribuida
a um novo exemplo; essa capacidade de explicagao é de fundamental importancia em
muitos dominios de conhecimento, tais como medicina.

Palavras-Chave: Aprendizado de Maquina, Algoritmos Genéticos, Computagao Evo-
lutiva, Classificadores Simbdlicos.
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1 Introducao

Nos dias atuais, hd uma grande quantidade de dados armazenados em bases de dados reais,
que continua a crescer rapidamente. Assim, existe a necessidade de minerar esses dados para
extracdo de conhecimento da informacao contida nesses dados. Esse problema é tipico da area
de Mineracdo de Dados! (MD) (Cabena et al., 1998; Mannila, 1996; Mitchell, 1999; Rezende
et al., 2003; Weiss and Indurkhya, 1998), na qual sdo frequentemente utilizados algoritmos de
Aprendizado de Maquina (AM) (Mitchell, 1997b) para a extragdo de padroes/modelos desses
dados.

Os algoritmos de aprendizado supervisionado geralmente realizam um tipo de busca local
no espacgo de solugoes (hip6teses) para encontrar uma solugao para o problema, ou seja, uma
hipétese que represente o modelo. Em alguns casos, tais algoritmos podem encontrar solugoes
Otimas locais, “distantes” da solucao 6tima global. Além disso, esses algoritmos tipicamente
constroem a hipotese e a avaliam de maneira incremental, ou seja, avaliam a hipdtese incom-
pleta a cada iteragao até chegar na hipotese final (Freitas, 2002a). Para tentar resolver esses
problemas, pode-se utilizar Algoritmos Evolutivos (AEs), como o algoritmo proposto neste tra-
balho. AEs geralmente realizam uma busca mais global no espaco de hipéteses, e tipicamente
avaliam hipéteses (solucoes) completas a cada iteracao para chegar a hipdtese (solugao) final.

Como mencionado, MD lida com grandes bases de dados. A qualidade das hipéteses induzidas
pelos atuais sistemas de aprendizado depende, principalmente, da quantidade e da qualidade
dos atributos e exemplos (ou casos) disponiveis a serem utilizados na etapa de treinamento.
Freqiientemente, em experimentos em que sao utilizadas grandes bases de dados, nas quais
muitos atributos irrelevantes estao presentes, sao induzidas hipdteses de baixa precisao. Por
outro lado, muitos dos sistemas de aprendizado de maquina conhecidos nao estao preparados
para trabalhar com uma quantidade muito grande de exemplos. Para que os conceitos sejam
aprendidos a partir de grandes bases de dados utilizando sistemas de AM, de maneira tal que
esses problemas sejam reduzidos, pode-se utilizar varias abordagens. Uma delas estd relacionada
com extracao de amostras de exemplos da base de dados original, induzir hipdteses dessas
amostras e combinar essas hipdteses de alguma maneira. AEs é um paradigma que pode ser
utilizado para evoluir essas hipéteses em uma hipdtese (final) dinica.

Em trabalhos anteriores (Bernardini and Monard, 2004, 2005a; Bernardini et al., 2005; Ber-
nardini and Monard, 2005b), bem como no presente trabalho, estamos interessados, entre outros,
com a explicagao da classificacao de novos exemplos. Para extrair modelos que expressam o co-
nhecimento induzido em uma linguagem que seja compreensivel para o especialista do dominio,
geralmente sao utilizados algoritmos de aprendizado simbélico. Modelos (hipéteses) induzidos
por algoritmos de aprendizado simbdlicos podem, geralmente, ser expressos na forma de regras
de conhecimento. Tais algoritmos sao utilizados neste trabalho.

Na maioria dos projetos desenvolvidos pelos pesquisadores do Laboratdrio de Inteligéncia
Computacional — LABIC? — relacionados com aquisicdo automética de conhecimento e ava-
liacdo de conhecimento, inclusive no projeto no qual esta inserido este trabalho, diversas tarefas
como transformacao de dados e formatos, execucao de algoritmos de aprendizado, medigoes,
entre outras, devem ser executadas diversas vezes. Para tentar resolver tais problemas, foi
inicialmente proposto por Baranauskas and Batista (2000) um projeto denominado Projeto
DISCOVER, que tem como principal objetivo integrar e padronizar os diversos projetos e ferra-

! Data Mining
2http://labic.icmc.usp.br



mentas desenvolvidos pelos pesquisadores do LABIC, relacionados com aquisi¢ao automética de
conhecimento e avaliagao de conhecimento.

Neste trabalho, é proposto e descrito o projeto de um mddulo computacional integrado ao
DISCOVER que implementa Algoritmos Genéticos (AGs), um sub-paradigma de AEs, cujo ob-
jetivo é evoluir hipdteses simbdlicas, as quais podem ser provenientes de hipdteses induzidas
utilizando diversas amostras da base de dados, ou podem ser provenientes de outros processos,
em uma hipdtese final, Unica, preferencialmente melhor que as hipdteses iniciais. Tal sistema
computacional foi denominado GAERE — Genetic Algorithms for Evolving Rule Sets Environ-
ment.

Este trabalho esta organizado da seguinte maneira: Na Secao 2 s@o descritos conceitos de
aprendizado de méaquina supervisionado e a notacao utilizada neste trabalho. Na Secao 3,
sao descritos conceitos de algoritmos evolutivos, bem como métodos para aplicar algoritmos
genéticos na evolucao de hipdteses simbdlicas. Na Segao 4, é proposto um AG para evoluir
classificadores simbdlicos. Na Secao 5, é descrito o ambiente DISCOVER, no qual estd inserido
o ambiente computacional GAERE. Na Secao 6, é descrito o sistema proposto neste trabalho
para evolucao de classificadores simbdlicos. Na Secao 7, sao descritos os resultados obtidos
nos experimentos realizados com o sistema proposto. Finalmente, na Secao 8, é apresentada a
conclusao do trabalho realizado.

2 Aprendizado de Maquina

Nesta secao sao brevemente descritos alguns conceitos de aprendizado de maquina supervi-
sionado, com o objetivo de facilitar a leitura da proposta e do projeto do sistema descrito neste
trabalho.

2.1 Aprendizado de Maquina Supervisionado

No problema padrao de aprendizado supervisionado, a entrada do algoritmo consiste de um
conjunto de exemplos S, com N exemplos T;,7 = 1,..., N, escolhidos de um dominio X com
uma distribuicdo D fixa, desconhecida e arbitraria, da forma {(x1,y1),...,(Xn,yn)} para alguma
fungao desconhecida y = f(x). Os x; s@o tipicamente vetores da forma (z;1, xi2, ..., T;nr) com
valores discretos ou numeéricos. x;; refere-se ao valor do atributo j, denominado X, do exemplo
T;, como mostra a Tabela 1. Os valores y; referem-se ao valor do atributo Y, freqiientemente
denominado classe.

X1 Xo ... Xnm Y
T | z11 212 ... TiMm | Y1
15 21 22 cee T2M Y2
T [ znv1 N2 ... TNMm | YN

Tabela 1: Conjunto de exemplos no formato atributo-valor

Os valores de y sao tipicamente pertencentes a um conjunto discreto de classes Cy,v =
1,...,N¢y, da forma {C1, ..., Cn,, }, quando se trata de classifica¢do, ou ao conjunto de ntimeros
reais em caso de regressao. O enfoque deste trabalho é problemas de classificagao. Para facilitar
a leitura deste documento, quando for dito que um exemplo pertence a uma determinada classe



C,, isso significa que o exemplo possui C, como valor de y ou, ainda, o valor C, foi associado a
y quando o problema é associar uma classe a um exemplo.

Dado um conjunto S de exemplos a um algoritmo de aprendizado, um classificador h sera
induzido. O classificador consiste da hipdtese feita sobre a verdadeira (mas desconhecida) fungao
f. Dados novos exemplos X, o classificador, ou hipétese, h prediz o valor correspondente y.

2.2  Classificadores Simbdlicos

Algoritmos de aprendizado simbdlicos induzem o classificador h de tal forma que o con-
ceito descrito por h é facilmente interpretdvel por seres humanos (Mitchell, 1997b; Monard
and Baranauskas, 2003). Neste trabalho, sdo considerados simbdlicos os classificadores cuja
linguagem de descricao pode ser transformada em um conjunto de Npg regras if-then, i.e.
h= {Rl, R, ..., RNR}, do tipo

Corpo — Cabe¢a ou Body — Head.

Um complexo é uma disjuncao de conjungoes de testes de atributos da forma X; op Valor,
onde X; é o nome de um atributo, op é um operador pertencente ao conjunto {=, #, <, <, >, >}
e Valor é um valor vélido do atributo X;. Uma regra R assume a forma if B then H ou
simbolicamente B — H, onde H é a cabecga, ou conclusdo da regra, e B é o corpo, ou condi¢Go
da regra. H e B sao ambos complexos sem nenhum atributo em comum. Em uma regra de
classificacao, H (a cabeca da regra) assume a forma class = C;, onde C; € {C1, ..., Cny, }.

Classificadores compostos por regras podem incluir uma regra especial — a regra default —,
a qual possui Corpo vazio e a Cabec¢a é dada pela classe predita pela maioria dos exemplos no
conjunto de treinamento.

O conjunto de regras que constituem um classificador simbélico h ={Ry, ..., Ry, }, pode ser
avaliado tanto considerando a precisao de h como um todo, ou seja, como um classificador tipo
caixa preta — Secao 2.3 — , ou avaliando separadamente cada uma das regras que constituem
h — Secao 2.4.

2.3 Avaliacdo de Classificadores

Dado um conjunto de exemplos S, esse conjunto de exemplos deve ser utilizado em diferentes
fases do aprendizado. Para cada fase, é utilizado um subconjunto desse conjunto de exemplos,
identificado como:

Conjunto de Treinamento: EKEsse conjunto é a principal entrada dos algoritmos de apren-
dizado. E a partir dele que sao construidos os modelos e, portanto, ele deve ser um sub-
conjunto representativo do conjunto original, ou seja, que tenha uma distribuicao o mais
semelhante possivel do conjunto original, para que seja realizada inferéncia sobre S. Na
literatura, esse conjunto também é conhecido como seen cases, pois se refere aos exemplos
que foram “vistos”pelo algoritmo de aprendizado durante a construcao do modelo.

Conjunto de Teste: Esse conjunto é utilizado para avaliar o modelo construido. O conjunto
de teste, também conhecido como unseen cases, nao deve ser apresentado ao algoritmo



de aprendizado durante a construcao do modelo. Idealmente, esse conjunto nao deve ter
exemplos em comum com o conjunto de treinamento.

Conjunto de Validacao: Em alguns casos, pode ser necessario utilizar exemplos para realizar
ajustes no modelo construido pelo algoritmo de aprendizado. Esses exemplos nao sao
utilizados para construir o modelo, mas sao utilizados para seu “ajuste”. Dessa maneira,
esses exemplos sao indiretamente “vistos” durante o processo de aprendizado, o que obriga
que os exemplos de validagao sejam distintos dos exemplos de teste.

Para avaliar um classificador h, é necessario coletar informacoes das decisoes tomadas pelo
classificador no conjunto de teste S = {(x1,v1),.... (xn,y~n)}, 4 € {C1,...,Cn,, }. Para isso,
constréi-se uma matriz bi-dimensional, cujas dimensoes sao denominadas classe verdadeira e
classe predita. A essa matriz dd-se o nome de matriz de confusao, mostrada na Tabela 2 para
Ny classes. Cada elemento M (C;, Cj) da matriz, definido pela Equacao 1, indica o nimero de
exemplos que pertencem a classe C; e foram preditos como pertencentes a classe C;. O ntimero
de predicoes corretas para cada classe sao os apresentados na diagonal principal da matriz de
confusdo, ou seja, os valores associados a M (C;,C;). Todos os outros elementos da matriz
M(C;, Cy), para i # j, sdo referentes ao ntiimero de erros cometidos em cada classe.

Classe Predita Predita Predita
Verdadeira C1 C o Cng,
(& M(Cq,Ch) M(Cq,C2) M(C1,Cng,;)
Cy M(C2,Ch) M(C2,C3) M(C3,Cng,)
CNCz M(CNCUCI) M(CNCHCQ) M(CNCI,7CNCZ)

Tabela 2: Matriz de confusao

M(Ci,C) = Y h(x) =G| (1)
V(x,y)€S|y=C;

Para simplificar, considere um problema de classificagdo com duas classes, geralmente rotu-
lados como sendo “+” e “-”. Na Tabela 3 ¢ ilustrada a matriz de confusao para problemas com
somente dois valores no atributo classe, onde Tp é o nimero de exemplos positivos classificados
corretamente, Fy é o numero de exemplos positivos classificados erroneamente, Fp é o ntimero
de exemplos negativos classificados erroneamente, e Ty € o nimero de exemplos negativos clas-
sificados corretamente, de um total de N = (Tp + Fx + Fp+Ty) exemplos. A acuricia e a taxa
de erro, definidas pelas Equactes 2 e 3 respectivamente, sdo duas das medidas mais utilizadas
para avaliar a performance de uma hipétese. Outras medidas que também podem ser utilizadas
para avaliar um classificador sdo sensibilidade ou recall (Equagao 4), precisao (Equacao 5) e
F, (Equagao 6). Para podermos visualizar o que F} significa em termos dos valores Tp, Fp e
Fy, a Equacao 6 foi desenvolvida na Equagao 7. Deve ser observado que, para serem utilizadas
tais medidas em problemas com mais de dois valores para o atributo classe, o processo que se
utiliza geralmente é tornar cada classe como sendo a classe positiva e a unidao de todas as outras
é considerada a classe negativa. Entretanto, para facilitar a utilizacdo das medidas de recall e
precisio, foram utilizadas neste trabalho as Equacdes 8 e 9, respectivamente?.

3 A definicdo das medidas Recall e Prec para classes com mais de dois valores foi baseada na definicéo utilizada
no KDD-Cup de 2005 — http://www.acm.org/sigs/sigkdd/kdd2005/kddcup.html.
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Classe . .
Verdadeira Predita + Predita -
Verdadeiros Positivos Falsos Negativos
+ Tp Fy
Falsos Positivos Verdadeiros Negativos
- Fp Tn

Tabela 3: Matrix de confusao para problemas de classificacdo com somente duas classes

 Tp+1TN

Ace(h) = ———= (2)
Err(h) = 1 — Ace(h). 3)
Recall(h) = TPT+PFN ()
Prec(h) — TPTfFP (5)

2 x Prec(h) x Recall(h)
Fi(h) = Prec(h) + Recall(h) (6)

_ 2xPrec(h)xRecall(h)
F1(h) = “5ih)+ fecali(h)

T T,
2X P x —L—
_ Tp+Fp “Tp+Fy (7)

713_’_713
Tp+Fp | Tp+Fy

2732 _ 2Tp
TP(TP+FN+TP+FP) 2Tp+FNn+Fp

Neyp
Recall(h) = NZ”Zl Peo | (8)
> vl Tpe, + Fng,
Nei
Prec(h) = 2=t Tre, (9)

Zf)\f:cll TPCU + FPCU '

Como mencionado, para estimar o erro, deve ser utilizado o conjunto de teste com exemplos
nao vistos pelo algoritmo na indugéo do classificador. A fim de estimar o erro verdadeiro, existem
diversas técnicas para construir o conjunto de treinamento e teste, dentre elas pode-se citar:

Validagao Simples: Nesta técnica, retiram-se de 5 a 33% dos exemplos da base de dados
para teste e o restante é utilizado para a construgao do classificador. Apods construido o
classificador, esse conjunto de teste é usado para estimar o erro verdadeiro do classificador.
Na Figura 1 ¢ ilustrada a técnica de validagao simples.
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Figura 1: Técnica de validagao simples

K-Fold Cross-Validation: Se existe uma quantidade limitada de dados (exemplos) para cons-
truir o classificador, fica dificil utilizar a técnica de validacao simples, ja que retirar uma
porcentagem dos dados pode significar ter poucos dados para treinamento. Na técnica de
k-fold cross-validation, o conjunto S de dados é dividido aleatoriamente em k particoes
S1, ..., S disjuntas, sendo todas as particoes de conjuntos de dados de aproximadamente o
mesmo tamanho. Apds, sdo executadas k iteracoes de indugao e teste de um classificador.
Na primeira iteracao, é induzido o classificador h; com a uniao dos conjuntos de dados
So, ..., Sk, sendo depois testado com o conjunto S, obtendo assim a taxa de erro Err(h1)4
. Na segunda iteragao, é induzido o classificador hy com os conjuntos 57, 53, ..., Sk, sendo
depois testado com o conjunto S, obtendo assim a taxa de erro Err(hy), e assim su-
cessivamente. Tendo em vista que agora existem k estimadores de erro independentes
Err(hy),..., Err(hg), com eles pode-se estimar a média e o erro padrao do erro, definidos
respectivamente pelas Equagoes 10 e 11, do modelo final, o qual é construido utilizando
todos os exemplos disponiveis. Na Figura 2 é ilustrada a técnica de k-fold cross-validation,
com k = 3.

k
m_err(h) = %Z Err(hy) (10)

k=1
NP TN 2 . hy))? 11
se_err(h) = — k};( rr(hyg) — m_err(hyg)) (11)

K-Fold Cross-Validation Estratificado: Esta técnica é semelhante a técnica k-fold cross-
validation. A diferenca estd na maneira em que é feita a divisdo do conjunto de dados
original em k partigoes. No método de k-fold cross-validation estratificado, as partigdes sao
feitas de modo que seja respeitada a distribuicao dos exemplos nas classes. Ou seja, se no
conjunto de dados original existem 22% dos exemplos na classe C7 e 78% dos exemplos na
classe C9, em cada particao construida com a técnica de k-fold cross-validation estratificado

“também denominado neste trabalho por e(h;)
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Figura 2: Exemplo de k-fold cross-validation, com k = 3

existem aproximadamente 22% dos exemplos pertencentes & classe C; e 78% dos exemplos
pertencentes a classe Cs.

2.4 Avaliacao de Regras

Dada uma regra R = B — H e um conjunto de exemplos S = {(x1,v1), ..., (Xn,YUN)},
a cobertura de uma regra é definida como segue: considerando uma regra R = B — H, os
exemplos que satisfazem o corpo da regra, ou seja, que satisfazem B, compoem o conjunto de
cobertura de R, denominado conjunto B; em outras palavras, esses exemplos sao cobertos por
R. Exemplos que satisfazem B e H sao corretamente cobertos por R, e tais exemplos pertencem
ao conjunto B N H. Exemplos que satisfazem B mas nao H sao incorretamente cobertos pela
regra, e pertencem ao conjunto B N H. Por outro lado, exemplos que ndo satisfazem B ndo
sio cobertos pela regra, e pertencem ao conjunto B. Dados uma regra e um conjunto de dados,
uma maneira de avaliar a performance dessa regra é calculando a matriz de contingéncia dessa
regra (Lavrac et al., 1999), como mostrada na Tabela 4. Denotando a cardinalidade de um
conjunto A como a, i.e. a = |A|, entdo b e h na Tabela 4 denotam respectivamente o nimero
de exemplos pertencentes aos conjuntos B e H, i.e. b= |B| e h = |H|. Similarmente, b = | B|;
h=|H|;bh=|BNH|;bh=|BN H|; bh =|BNH|; ebh=|BNH|
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Blhb hb| b
B |hb hb| b
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onde:

hb: Numero de exemplos para os quais H é verdadeira e B é verdadeiro
hb:  Ntmero de exemplos para os quais H é falsa e B é verdadeiro

hb:  Numero de exemplos para os quais H é verdadeira e B ¢ falso
Numero de exemplos para os quais H é falsa e B é falso

Ntumero de exemplos para os quais B é verdadeiro

Ntumero de exemplos para os quais B é falso

Ntumero de exemplos para os quais H é verdadeira

Ntumero de exemplos para os quais H é falsa

Ntmero total de exemplos

??\??\?g‘

Tabela 4: Matriz de contingéncia de uma regra

Quando se consideram regras pertencente a um classificador h, para calcular tal matriz,
deve ser considerado o procedimento utilizado pelo algoritmo de AM para induzir as regras que
constituem o classificador simbdlico h. Os procedimentos de inducao de regras utilizados pelos
algoritmos de AM induzem basicamente 3(trés) tipos de conjuntos de regras:

1. Regras nao-ordenadas (Unordered);
2. Regras ordenadas (Ordered); e

3. Regras ordenadas entre as classes (Interclass)
descritos a seguir.

Regras nao-ordenadas
Para um conjunto de regras nao-ordenadas, essas informagoes sao calculadas verificando
a cobertura de cada regra do classificador simbdlico h ={Ry,..., Ry, } no conjunto de
exemplos S. No Algoritmo 1 é mostrado como é realizado o célculo dessas informagoes
para cada regra de um conjunto de regras nao-ordenadas.

No Algoritmo 1, L é uma lista de quatro elementos, os quais armazenam os valores de hb,
hb, hb e hb, respectivamente, que sdo os elementos da matriz de contingéncia da regra.
A fungao cobertura(Ry, (X;,y;)) retorna um ndmero inteiro no intervalo 1,...,4, o qual é
usado como indice para incrementar o elemento correspondente da lista L. O indice 1
corresponde a hb, 2 a hb, 3 a hb e 4 a hb.

Regras ordenadas
No caso de regras ordenadas, existe um “else” implicito entre cada regra que constitui o
classificador. Assim, a cobertura do exemplo deve ser analisada a partir da primeira regra,
até que uma delas cubra esse exemplo (B é verdadeiro para o exemplo). Esse exemplo
é coberto apenas por essa regra. Para as regras seguintes aquela que cobre o exemplo,
as informacdes devem ser atualizadas incrementando-se os valores de hb e hb conforme



Algoritmo 1 Caélculo de informacoes para avaliacao de regras nao-ordenadas

Require: h ={Ry, ..., Ry, }: Conjunto de regras nao-ordenadas
S = {(x1,91),---,(xn,yn)}: Conjunto de exemplos

1: L:=1[0,0,0,0];

2: for all R, € h do

3.  for all (x;,y;) € S do

4 ji= cobertura(Ry, (x:,y:));
5 Lijl= Ll + L

6: end for

7: end for

8: return L

a classe C, do exemplo. No Algoritmo 2 é mostrado como é realizado o cédlculo dessas
informagdes para um conjunto de regras ordenadas. A variavel first estd associada a cada
exemplo (x;,y;) e recebe false se o exemplo nao foi coberto por uma regra ou true se ja
foi coberto por uma regra

Algoritmo 2 Caélculo de informagoes para avaliagao de regras ordenadas

Require: h ={Ry, ..., Ry, }: Conjunto de regras ordenadas
S = {(x1,91),---,(xn,yn)}: Conjunto de exemplos
1: L:=[0,0,0,0];
2: first := false;
3: for all R, € h do

4. for all (x;,y;) € S do

5: J = cobertura(Ry, (Xi,y:));

6: if first =true and (j =1 or j = 2) then

7 ji=4—-754+1 {0 exemplo j& foi coberto por uma regra. Assim, o elemento j
deverd ser igual a 3 ou 4 }

8: end if

9: if first = false and (j =1 or j = 2) then

10: first := true;

11: end if

12: Incrementar em 1 o elemento j da lista L;

13:  end for

14: end for

15: return L

Regras ordenadas entre as classes
As regras ordenadas entre as classes sdo separadas em N blocos para cada uma das Ny
diferentes classes, existindo um “else” implicito entre cada um desses blocos. Para regras
em um mesmo bloco C,, as informagdes sao calculadas como descrito anteriormente para
regras nao-ordenadas. Ao ser encontrada uma regra que cubra o exemplo em um bloco
C,, as informagoes extraidas das regras subseqiientes devem ser atualizadas como descrito
anteriormente para regras ordenadas, nos Cy,,—, blocos seguintes.

Por exemplo, a Figura 3 mostra que, para cada classe, existe um conjunto de subconjuntos
de regras h' = {h/, ..., h/ch}s' E importante observar que, além do else implicito entre

5Observar que h’ = h - default. Como mencionado, a regra default é uma regra especial cujo corpo é vazio e



Ri : Corpo then CLASS = «
Ry : Corpo then CLASS = «

else

R3 : Corpo then CLASS =
h) R4 : Corpo then CLASS =3
R5 : Corpo then CLASS =03

else

, Ry—2 : Corpo then CLASS =~
New Ry—1 : Corpo then CLASS =+«

com a, 3,y € C =Ch,...,Cng,-
Figura 3: Regras ordenadas entre classes — conjunto de subconjuntos de regras

cada um desses subconjuntos de regras, esses subconjuntos sao formados conforme a ordem
em que o algoritmo de AM induz as regras correspondentes as classes que compodem a
hipétese h. Cada elemento de h’, ou seja, hi, ..., hiyy_ , é uma hipétese constituida por um
subconjunto de regras que predizem a mesma classe.

Assim, o exemplo deve ser aplicado a todas as regras de h e as informagoes sdo calculadas
como descrito anteriormente para regras nao-ordenadas. Se nenhuma regra de h) cobrir
o exemplo, ele deve ser aplicado a h) e assim por diante. Ao ser encontrada uma regra
em um h! que cobre o exemplo, as informagoes extraidas das regras subseqiientes sao
atualizadas como descrito anteriormente para regras ordenadas, nos h/chw subconjuntos
seguintes.

Apés determinar as informacdes para cada uma das regras R, de um classificador simbélico
h, os valores encontrados podem ser expressos sob a forma de freqiéncias relativas, as quais sao
utilizadas neste trabalho como uma estimativa de probabilidade. Por exemplo, a probabilidade
P(HB) pode ser determinada da seguinte forma:
hb

P(HB) = fin =

onde N é o numero total de exemplos no conjunto de exemplos S.

De forma semelhante podem ser determinados os valores das probabilidades P (F@ ,P(HB)
e P(HB). Conhecidas essas probabilidades, os valores de P(B), P(B), P(H) e P(H) podem
ser determinados da seguinte forma:

P(B)=P(HB)+ P(HB) ou P(B)= P(HB)+ P(HB)

Tais probabilidades sao utilizadas para calcular as medidas de avaliagao de regras. Varias
medidas de regras tém sido propostas na literatura (Lavrac et al., 1999; Freitas, 1998b,a; Hil-

a cabeca é a classe de maior freqiiéncia no conjunto de exemplos. Assim, no caso de nao existir uma regra que
cubra algum exemplo, uma hipétese h ira classificar esse exemplo devido & existéncia da regra default.
5Se R, é a regra default, entdo as informacoes nio sdo calculadas para essa regra.
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derman and Hamilton, 1999). Neste trabalho, serdo utilizadas tanto medidas de avaliagao de
regras unificadas em um framework proposto por Lavrac et al. (1999) quanto outras medidas
encontradas na literatura que nao estao presentes nesse framework. No Anexo A, encontra-se
uma descricao de medidas de avaliacao de regras.

2.5 Regras de Associacdo

Na terminologia de regras de associacao, dada uma base de dados S no formato atributo-
valor, cada exemplo é denominado transagao e cada atributo seguido de um valor (valido) é
denominado item. Uma regra de associagdo é composta por duas partes: antecedente (left-hand
side) e conseqiiente (right-hand side) na forma

LHS = RHS

onde ambos antecedente e conseqiiente sao compostos por um conjunto de itens — itemset — que
freqiientemente ocorrem juntos em S e LHS N RHS = (). A tarefa de descoberta de regras de
associacao ¢é deterministica e bem definida. Foi desenvolvida inicialmente a partir da andlise dos
itens presentes em compras de supermercados, com o objetivo de identificar relacées do tipo “um
cliente que compra os produtos pri,pra,...,pr; também ird comprar os produtos pry,prq, ..., pr;
com probabilidade c%” (Agrawal and Srikant, 1994). Em termos gerais, uma regra de associagao
LHS = RHS determina o quanto a presenca de um conjunto de itens It; nos registros de uma
base de dados implica na presenca de algum outro conjunto distinto de itens It nos mesmos
registros. A regra LHS = RHS ocorre no conjunto de transagdes S com confianga conf se em
conf% das transacoes de S em que ocorre LHS ocorre também RHS. A regra LHS = RHS
tem suporte sup se em sup% das transagoes em S ocorre LHSURHS. Os algoritmos utilizados
para descobrir essas regras procuram em todo o conjunto de regras descobertas por aquelas
regras que possuem um critério de qualidade (confianca conf e suporte sup) maior que o limite
inferior especificado pelo usudrio.

Ainda que é utilizado o modo de aprendizado nao-supervisionado para obter regras de as-
sociacao, como cada conjunto de itens pode ser interpretado como um conjunto de condigoes
atributo-valor, regras de classificacao podem ser derivadas de um conjunto de regras de as-
sociagao filtrando desse conjunto todas as regras cujo conseqiiente possui somente um item
referente a um especifico atributo alvo (atributo classe). Esse tipo de regras de classificagao
serao também utilizadas neste trabalho.

Na préxima secao, é feita uma descricdo do paradigma de Algoritmos Evolutivos, foco deste
trabalho.

3 Algoritmos Evolutivos

O paradigma de algoritmos evolutivos consiste de algoritmos de busca estocastica baseados
na abstragdo dos processos de evolucao Darwiniana. Ainda que diversos tipos de algoritmos
evolutivos (como discutido mais adiante nesta se¢ao) tém sido propostos, quase todos eles tém
alguns elementos e caracteristicas basicas em comum (Freitas, 2002a), tais como:

e AEs tipicamente trabalham com uma populacao de individuos (solugoes candidatas) a
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cada iteracao, ao invés de uma tunica solucao candidata por vez;

e Usam um método de selecdo baseado na aptidao do individuo, ou seja, uma medida de
qualidade da solucdo candidata representada por um individuo. Assim, quanto melhor a
aptidao do individuo, maior a probabilidade do individuo ser selecionado e maior a chance
de algumas partes de seu “material genético” (partes da solucdo candidata) ser passada
para as geragoes futuras de individuos;

e Geram novos individuos através de um mecanismo de heranca dos individuos existentes.
Descendentes dos individuos sdo gerados aplicando-se operadores estocdsticos (proba-
bilisticos) nos individuos existentes na geragao corrente. Dois operadores freqiientemente
utilizados sao crossover (recombinagdo) e muta¢ao. Em esséncia, o operador de cross-
over mistura o material genético de dois ou mais individuos, enquanto que o operador de
mutacao muda o valor de uma pequena parte do material genético de um individuo para
um valor aleatério, simulando a auto-replicacao erronea dos individuos.

Segundo (Freitas, 2002a), existem quatro sub-paradigmas de AEs:

1. Estratégias Evolutivas: tipicamente utilizam um vetor de valores reais para representar
os individuos. As primeiras estratégias evolutivas deram énfase ao operador de mutacao
como o principal operador de exploragao no espaco de busca, mas atualmente tanto
mutacao quanto crossover sao utilizados. Um individuo geralmente representa nao so-
mente variaveis com valores reais do problema a ser resolvido mas também parametros que
controlam a distribui¢ao de mutacao, caracterizando uma auto-adaptacao dos parametros
de mutacgao. O operador de mutacao geralmente modifica os individuos segundo uma dis-
tribuicdo normal multi-variada, na qual pequenas mutagoes tém preferéncia em relacao a
grandes mutagoes.

2. Programacao Evolutiva: foi originalmente desenvolvida para evoluir maquinas de es-
tado finito. Diferentemente das estratégias evolutivas, programacao evolutiva geralmente
nao utiliza crossover; similarmente as estratégias evolutivas, também utiliza mutacgao
com probabilidade segundo uma distribuigao normal e auto-adaptacao dos parametros
de mutagao.

3. Algoritmos Genéticos (AGs): dao énfase ao operador de crossover como principal
operador de exploracao no espago de busca e considera a mutacdo como um operador
menor, tipicamente aplicado com probabilidade muito baixa. No inicio, os AGs classicos
utilizavam cadeias de bits para representar os individuos mas, atualmente, representagoes
mais elaboradas sao também utilizadas.

4. Programacao Genética: bastante semelhante aos AGs, entretanto, os individuos sao
geralmente algum tipo de programa de computador, ou seja, consistem nao somente de
estruturas de dados mas também de fungoes (ou operagdes) aplicdveis a essas estruturas.
A idéia de ter os individuos explicitamente representando tanto dados quanto funcoes e
operadores (ao invés de somente parametros de fungdes) parece ser relativamente pouco
usado nos outros sub-paradigmas de AEs.

Neste trabalho, propomos o uso de AGs para evoluir classificadores simbodlicos. Assim, a
seguir sao descritos os AGs, dando énfase ao funcionamento do AG cldssico. Na seqiiéncia, é
feita uma descricao das caracteristicas de AGs utilizados para evoluir classificadores simbdlicos.
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3.1 Algoritmos Genéticos

AGs sao métodos de otimizagao e busca inspirados nos mecanismos de evolucao de populacoes
de seres vivos. Foram introduzidos por John Holland (Holland, 1975) e popularizados por um
dos seus alunos, David Goldberg (Goldberg, 1989). Esses algoritmos seguem o principio da
selecao natural e sobrevivéncia do mais apto, enunciado em 1859 pelo naturalista e fisiologista
inglés Charles Darwin em seu livro A Origem das Espécies. De acordo com Charles Darwin,

Quanto melhor um individuo se adaptar ao seu meio ambiente, maior serd sua chance
de sobreviver e gerar descendentes.

A otimizagao é a busca da melhor solucao para um dado problema. Consiste em tentar varias
solugoes e utilizar a informacgao obtida nesse processo de forma a encontrar solucoes cada vez
melhores. As técnicas de busca e otimizacao geralmente apresentam:

1. Um espago de busca, onde estao todas as possiveis solugoes do problema;

2. Uma funcao de aptidao (ou fungdo objetivo), que é utilizada para avaliar as possiveis
solucoes, associando a cada uma delas uma nota.

Em termos matematicos, a otimizagao consiste em achar a solugcao étima da funcao obje-
tivo, ou seja, a solucao que corresponda ao ponto de maximo ou minimo da funcao objetivo.
Entretanto, em muitas fungoes, existem vérias solugoes 6timas locais (pontos étimos locais), ou
seja, solucoes que otimizam o valor da funcao objetivo. Tais pontos sao denominados dtimos
locais porque a funcao atinge, nesses pontos, valores 6timos em relacdo a vizinhanca desses
pontos. Entretanto, a melhor solucao para esse problema esta no ponto em que a fungao atinge
seu “melhor” valor 6timo, denominado dtimo global. Em muitas fungdes, uma grande quan-
tidade de técnicas de otimizacdo (por exemplo, os métodos de gradiente) nao sdo capazes de
localizar o ponto de 6timo global de uma fungdo com multiplos pontos 6timos. Nesses casos,
AGs geralmente sdo capazes de encontra-los.

A terminologia descrita a seguir foi baseada em (Mitchell, 1997a). Em AGs, necessita-se de
uma estrutura de dados que codifica uma solucao para um problema que se deseja resolver, ou
seja, uma representacao para um ponto no espaco de busca. Tal estrutura é denominada genoma
e tal ponto no espacgo é denominado cromossomo. A uniao de um cromossomo com sua aptidao
é denominada individuo. Um parametro codificado no cromossomo é denominado gene, e aos
valores que um gene pode assumir da-se o nome de alelo. O gendtipo representa a informagao
contida no cromossomo (ou genoma). Quando se decodifica o cromossomo, essa decodificagao
recebe o nome de fendtipo. Por exemplo, se um cromossomo codifica parametros de um conjunto
de regras, o fendtipo é o conjunto de regras; se um cromossomo codifica os parametros de uma
rede neural, o fenétipo é a rede neural.

Existem problemas nos quais ha uma interagao entre genes do cromossomo, ou seja, um valor
de gene influencia o valor de outro gene. A essa interacao, da-se o nome de epistasia. Deve ser
observado que problemas com alta epistasia sao dificeis de se resolver utilizando AGs.

A seguir, é descrito o algoritmo genético classico, bem como é feita uma descricdo mais
detalhada de alguns componentes de um AG cldssico. E também mostrado um exemplo de
funcionamento de um AG cléssico e sao feitas algumas consideracoes em relagao ao uso de AGs.
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3.1.1 Algoritmo Genético Classico

Dados:

e Um espaco de busca;
e Uma funcao de aptidao;

e Um conjunto de operadores genéticos a serem aplicados aos cromossomos para criar uma
nova populagao. Esse conjunto geralmente é composto pelos operadores de selecdo, cross-
over e mutacao. O operador de selecao seleciona os cromossomos mais aptos para produzir
uma populacdo de genitores, o operador de crossover produz um ou mais cromossomos
filhos a partir da recombinacao dos genes de seus pais (populagao de descendentes), e o de
mutagcdo substitui o valor de um ou mais locus de um cromossomo por outro valor. Tais

operadores sao melhor descritos na Secao 3.1.2;

o algoritmo genético classico segue os passos descritos no Algoritmo 3.

Algoritmo 3 Algoritmo genético cléssico.

Require: D: Espaco de busca;

f(i): Fungao de avaliacao utilizada para avaliar cada individuo i;
cross, mut e select: Operadores de crossover, mutacao e selecao.

1: current_population = random_individual(N);
2: while critério de parada nao satisfeito do

3:
4:
5

10:
11:
12:

for all i € current_population do
Calcular f(i);
end for
new_population = (;
for i =1to N do
(i1,12) = select(current_population);
i, = cross(ii, i2);
i; = mut(i});
new_population = new_population + {i;};
end for
current_population = new_population;

13: end while
14: return best_individual (current_population);

No Algoritmo 3, a fungao random_individual retorna N individuos gerados aleatoriamente,
pertencentes ao espaco de busca D, e a funcado best_individual retorna o melhor individuo da

ultima populagao gerada pelo AG segundo a fungao de avaliagao f(i).

Podem existir diversos critérios de parada, tais como nao ocorrer alteragoes da populagao
anterior para a populacao atual ou alcangar um ntmero pré-fixado de geragoes. Geragao € o
nome dado a cada iteracao do algoritmo descrito. Geralmente, o nimero de geragoes de um AG
tipico é de 50 a 500. Ainda, pode-se fixar um ntmero maior de geracdes. O conjunto completo de
iteracoes é denominado execucdo’. Ao final de uma execucdo, hd um ou mais cromossomos com
alta aptidao na populagao. Duas execucoes diferentes utilizando sementes aleatorias distintas

run.
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contém detalhes distintos devido a aleatoriedade amplamente utilizada. Na Figura 4 é ilustrada
uma geragao de um AG, com inicio em populagdo nao avaliada.

Populagéo Funcao de Populagao
nao Avaliada Avaliacao Avaliada

Funcao de Funcao de
Selecéo Selecéo

4

Populacéo de Operador de Populacéo de
Descendentes Crossover Genitores

Figura 4: Uma geragao de um algoritmo genético (Milaré, 2003)

3.1.2 Componentes de um AG Classico

Nesta secao sao descritos em maiores detalhes a funcao de aptiddao, o método de selecao
de individuos, os operadores genéticos e os valores dos parametros utilizados pelos AGs. Esta
descrigao estd baseada no trabalho de Milaré (2003).

Funcao de Aptidao: A funcio de aptiddo® determina a aptidao de cada individuo, ou seja,
quao boa a solucao por ele representada é para a resolugao de um problema. Ela é res-
ponsével por determinar se o individuo continuard fazendo parte da populagéao ou nao. A
escolha da funcao de aptidao, também denominada funcao de avaliacao, estd diretamente
relacionada ao dominio do problema.

Método de Selegao: Uma vez que os AGs baseiam-se no principio da selegdo natural, eles
devem ser capazes de identificar os individuos mais aptos, para que eles permanecam na
populacao durante o processo de evolugao (procedimento iterativo), e os mais fracos, para
que eles sejam excluidos do processo. Existem varios métodos que podem ser utilizados
para selecionar individuos para formar uma nova populacao (Michalewicz, 1999; Freitas,
2002a; Carvalho et al., 2003). Um critério de selecdo bastante comum em AG é a selegao
proporcional, que consiste em selecionar os individuos com probabilidade proporcional a
sua aptidao. Conceitualmente, a selecdo proporcional é equivalente a dividir uma roleta
em n partes, sendo n o nimero de individuos da populacdo. Cada uma das partes da
roleta é proporcional & aptidao do individuo associado aquela parte. A roleta é girada n
vezes, e a cada uma delas o individuo indicado pelo ponteiro é selecionado e inserido na
nova populagao.

Com o objetivo de preservar e usar na préxima geragao as melhores solugoes encontradas
na geracao atual, pode-se utilizar uma estratégia denominada elitismo. Kssa estratégia
consiste em conservar os m melhores individuos da populacao atual, copiando-os para a

8 Fitness.
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préxima geracao sem nenhuma alteracdo. O restante dos individuos, n — m, sdo normal-
mente gerados por meio do método de selecao.

Operadores Genéticos: Os operadores genéticos quando aplicados a populagéo geram novos
individuos e constituem os principais mecanismos utilizados pelos AGs para explorar
regioes desconhecidas do espaco de busca. Deve ser observado que crossover e mutagao
sdo os operadores genéticos mais utilizados e fazem parte do AG cléssico.

e Crossover: Esse operador genético permite a troca de informacgao entre solucoes
diferentes. Ele combina caracteristicas de dois individuos pais para formar dois in-
dividuos filhos por meio da troca de segmentos correspondentes dos individuos pais.
Por exemplo, considere os seguintes individuos pais representados por uma cadeia de
0’s e 1’s de comprimento 8:

paty 00100000
paig 10011111

aplicando o operador de crossover depois da terceira posigao:

paty 001 |00000
patg 100 | 11111

sao gerados os seguintes individuos filhos:

fitlhor 00111111
filhoo 10000000

e Mutacao: Esse operador genético introduz variabilidade dentro da populagao e con-
siste em arbitrariamente alterar o valor de um ou mais genes de um individuo. Por
exemplo, considere o seguinte individuo representado por uma cadeia de 0’s e 1’s de
comprimento 8:

10000001

aplicando o operador de mutacao na quarta posicao, o seguinte individuo é gerado:

10010001

Valores de Parametros: Um AG utiliza varios parametros, entre eles: o tamanho da po-
pulagao, o nimero de genes dos individuos, a probabilidade de aplicagao dos operadores
genéticos, o nimero maximo de geragoes, e outros. Os valores para esses parametros sao
definidos geralmente por tentativa e erro.
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3.1.3 Um Exemplo

Para ilustrar o funcionamento de um AG, considere um exemplo bem simples apresentado
em (Mitchell, 1997a), no qual os individuos sao representados por um vetor bindrio de compri-
mento 8 e a fungao de aptidao é igual ao nimero de 1’s do individuo. Os outros parametros sao:
tamanho da populacao n = 4, probabilidade de crossover p. = 0.5 e probabilidade de mutacgao
pm = 0.1. Todos os valores dos parametros do AG, assim como a fungéo de aptidao, foram
escolhidos para simplificar o exemplo.

Inicialmente, os individuos da populagao sao criados inicializando aleatoriamente todos os 8
elementos do vetor que representam cada gene do individuo. Considere que os seguintes quatro
individuos formam a populacao inicial:

A=(00000110)
B=(11101110)
C=(00100000)
D=(00110100)

O préximo passo consiste em calcular a funcao de aptidao para cada individuo. Lembrando
que a funcao de aptidao, para esse exemplo, é o numero de 1’s presentes em cada individuo, o
valor da funcao de aptidao para os quatro individuos é:

A=(00000110)
B=(11101110)
C=(00100000)
D=(00110100)

2
6
1
3

Deve-se agora selecionar alguns individuos para formar uma nova populagao. Considere que,
utilizando a selecao proporcional, foram selecionados para formar a nova populacao os seguintes
individuos (os identificadores entre parénteses referem-se aos identificadores dos individuos se-
lecionados da populagao anterior):

A'=(11101110)(B)
B =(00110100)D)
C'=(11101110)(B)
D'=(00100000)C)

Note que o individuo A nao foi selecionado, enquanto que o individuo B foi selecionado duas
vezes (B era o individuo com maior probabilidade de ser selecionado, j& que possuia maior valor
da funcao de aptidao). Agora pode-se aplicar o operador genético crossover na nova populagao.
Com probabilidade de crossover p. = 0.5, espera-se que, na média, 50% dos individuos, ou
seja, dois individuos, sofram crossover em cada geracao. Considere que o operador de crossover
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seja aplicado nos individuos A’ e B’ depois da primeira posicao, formando os individuos A” =
10110100 e B” = 01101110. A populacao atual agora é formada pelos seguintes individuos:

A”=(10110100)
B'"=(01101110)
C'=(11101110)
D'=(00100000)

O proximo operador genético a ser aplicado é o operador de mutacao, com probabilidade
pm = 0.1. Espera-se, assim, que 10%, na média, dos elementos (genes) de cada vetor (individuo)
sofram mutacdo. Neste caso, hd 4 x 8 = 32 genes na populagao, portanto, sao esperadas 3.2
mutagoes, em média, em cada geracao. Considere que o individuo A” seja mutado no sexto
gene, o individuo C’ no segundo gene e o individuo D’ no primeiro gene. A populacao agora é
constituida pelos seguintes individuos:

A”=(10110000)
B'=(01101110)
C'=10101110)
D'=(10100000)

Com isso, uma geracao é completada. Note que o melhor individuo foi perdido durante essa
geracao, mas a aptidao média da populagao aumentou de % (12 valores 1’s presentes nos quatro
primeiros individuos — A, B, C' e D) para % (15 valores 1’s presentes nos quatro ultimos
individuos — A”, B”, C" e D’).

O algoritmo genético classico descrito é a base para a maioria das aplicagoes de AGs. Entre-
tanto, em muitas casos, existe a necessidade de codificar os individuos de outra forma diferente
da codificacao com cadeias de bits. Além disso, em muitas aplicacoes é necessario realizar mo-
dificacOes nos operadores genéticos de mutagao e crossover, além de muitas vezes ser necessério
acrescentar novos operadores genéticos. Na préxima secao, sao descritos alguns métodos de AGs
que podem ser utilizados para evoluir classificadores simbdlicos, objeto de estudo deste trabalho.

3.2 Algoritmos Genéticos Aplicados na Evolucao de Classificadores Simbélicos

AGs é um dentre uma classe de paradigmas para simular a evolugao utilizando os conceitos
de evolugao de Darwin para, de forma iterativa, gerar solugdes apropriadas (individuos) incre-
mentalmente em um ambiente estatico ou que muda dinamicamente. Como mencionado, o AG
cléssico utiliza cadeias de bits de tamanho fixo para codificar os individuos e somente dois opera-
dores para gerar aleatoriedade na populacao corrente de cada geragao: o operador de crossover
e o de mutacgao. Devido a dificuldade de se aplicar o algoritmo genético cldssico, descrito an-
teriormente, a todo tipo de problema, véarias implementagoes distintas foram propostas para
problemas particulares. Alids, uma representacao natural de uma solucao potencial para um
dado problema somada a familia de operadores “genéticos” aplicdveis poderia ser mais util na
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aproximacao de solugoes de muitos problemas. Assim, véarios pesquisadores tém explorado o
uso de outras representacoes para codificar individuos, tais como listas ordenadas, listas em-
butidas, listas de elementos varidveis, cadeias de tamanhos varidveis (incluindo cadeias cujos
elementos sdo regras if-then-else), estruturas mais complexas do que cadeias de bits, bem como
o uso de operadores genéticos modificados para atender as necessidades de aplicagOes particu-
lares (Michalewicz, 1999).

O principal objetivo de aprendizado de maquina envolve desenvolver e implementar algorit-
mos capazes de encontrar novo conhecimento ou melhorar conhecimento previamente construido,
utilizando como informacao de entrada observagoes (casos ou exemplos) do mundo. Nos tltimos
anos tem incrementado o interesse de aplicar técnicas de computacao evolutiva em aprendizado
de maquina devido a idéia atrativa de cromossomos, representando conhecimento, serem trata-
dos como dados a serem manipulados por operadores genéticos, e, a0 mesmo tempo, serem
cddigos executdveis para serem utilizados na realizagao de alguma tarefa.

No caso de aprendizado simbdlico, i.e. aprendizado (indugao) de classificadores simbdlicos,
as seguintes duas abordagens tém sido propostas pela comunidade de AGs? (Freitas, 2002a,b):

Pittsburgh — cada individuo codifica um conjunto de regras de conhecimento. Por ter sido
inicialmente proposto por De Jong e Smith na Universidade de Pittsburgh, essa abor-
dagem também recebeu o nome da universidade de origem, mas também é referenciada na
literatura por “abordagem Pitt”.

Michigan — um individuo codifica uma tnica regra de conhecimento. Por ter sido inicialmente
proposta por Holland e Reitman na década de 70 na Universidade de Michigan, essa
abordagem recebeu o nome da universidade de origem.

A escolha entre uma dessas duas abordagens depende do tipo de regras de conhecimento
que se quer descobrir. Supondo que o interesse seja classificacdo — Secao 2.1 na pagina 2 —
geralmente hd um maior interesse na qualidade do conjunto de regras como um todo do que na
qualidade das regras individualmente, ou seja, a interacao entre as regras é importante. Neste
caso, a abordagem Pittsburgh parece mais natural (Freitas, 2002b).

Por outro lado, a abordagem Michigan parece mais natural quando se quer encontrar um
pequeno conjunto de regras com alto nivel de predigdo (ou com algum outro valor desejado
utilizando alguma medida de avaliacao de regras — Segao 2.4 na pégina 7), e cada regra é
avaliada independentemente de outras regras. Usos dessa abordagem sao encontrados em (Noda
et al., 1999; Weiss and Hirsh, 1998).

Também, deve ser levada em conta a complexidade de codificacao e de calculos a serem
realizados pelo AG. Na abordagem Michigan os individuos, os quais representam somente uma
regra, sao simples e relativamente pequenos. Esses fatores tendem a reduzir a complexidade do
computo da funcao objetivo e a simplificar o projeto dos operadores genéticos. Todavia, essa
vantagem tem um custo. Em primeiro lugar, desde que a funcao objetivo avalia a qualidade
de cada regra individualmente, nao é facil computar a qualidade de um conjunto de regras, ou
seja, considerar interagdes entre as regras no computo da funcao objetivo. Outro problema é
impedir que o AG convirja a um individuo tinico quando se quer descobrir um conjunto de regras
(individuos), e nao uma tunica regra. Existem duas maneiras de resolver esse problema:

Em (Michalewicz, 1999), dd-se o nome de computagao evolutiva quando se altera a maneira de codificar os
individuos. J4 em (Freitas, 2002a), nao existe essa distin¢do. Neste trabalho, adotamos as defini¢oes propostas
em (Freitas, 2002a).
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1. Utilizar um método de niching. Os métodos de niching fazem com que a populagao ini-
cial convirja para um subgrupo (subpopulagao) e nao para um tnico individuo. Assim,
esses métodos proporcionam uma extensao aos AGs, permitindo-os trabalhar em dominios
que requerem multiplas solu¢oes, bem como manuten¢ao nessas solugoes (Mahfoud, 1995).
Problemas de classificagao e aprendizado de méquina estao incluidos nessa gama de pro-
blemas.

2. Executar o AG vérias vezes, descobrindo em cada iteragdo uma regra diferente, o que é
computacionalmente caro.

Exemplos de AG para o problema de classificagdo em aprendizado que utilizam a técnica
Michigan sao COGIN (Greene and Smith, 1993) e REGAL (Giordana and Neri, 1995). Em con-
traste a esse cendrio, utilizando a abordagem Pittsburgh, essa técnica leva em conta a interagao
entre as regras no computo da fungao objetivo. Ainda, os individuos sao sintaticamente longos,
muitas vezes levando a necessidade de modificagbes nas operagoes genéticas padroes (crossover
e mutagao) para lidar com esses individuos relativamente complexos. Exemplos que utilizam a
abordagem Pittsburgh nos quais sdo observadas tais caracteristicas sao GABIL (De Jong et al.,
1993), GIL (Janikow, 1993) e HDPDCS (Pei et al., 1997).

O objetivo deste trabalho consiste em: dada uma populagao inicial composta por classifi-
cadores simbolicos (constituidos por conjuntos de regras), construir um classificador simbdlico
que seja no minimo tao preciso quanto ou, preferencialmente, mais preciso que o menos preciso
dentre todos os classificadores iniciais, utilizando AGs.

Analisando as duas abordagens competitivas para tratarem do problema de utilizacdo de
computagao evolutiva em aprendizado de méaquina, pode-se observar que a abordagem Pitts-
burgh é a mais indicada para essa tarefa do que a abordagem Michigan, tendo em vista que o
objetivo final é construir um conjunto de regras que constituem o classificador final.

Nos trabalhos relacionados com evolugao de classificadores simbdlicos citados anteriormente,
somente encontramos trabalhos que mapeiam os individuos em cadeias de bits, o que torna os
individuos sintaticamente longos, conforme mencionado. Neste trabalho, a sintaxe padrao PBM,
proposta no ambiente DISCOVER (descrito na Se¢ao 5 na pégina 25), permite-nos codificar os
individuos de maneira automatica, i.e, sem que seja necessario alguma conversao para cadeias
de bits, a unica transformagao necessaria é da linguagem de descricdo do modelo do algoritmo
que construiu as regras para a sintaxe padrao PBM, fazendo com que os individuos sejam
sintaticamente menores. Como os individuos sao sintaticamente menores, a implementacao dos
operadores genéticos do AG se torna mais fécil, como mostrado na Secao 6 na pagina 34. Na
préxima secao, é apresentada a nossa proposta de um AG para evoluir classificadores simbélicos
em um tunico classificador.

4 Proposta de um Algoritmo Genético para Evoluir Classificadores Simbdlicos

O AG proposto neste trabalho segue os passos do AG clédssico descrito na Secao 3.1 na
pagina 13. O que varia nesta proposta sdo os componentes do AG. Utilizando a abordagem
Pittsburgh, na qual os individuos sao codificados como sendo um conjunto de regras, propomos,
além de utilizar as operagoes de crossover e mutagao de maneira usual, usar diferentes fungoes
de avaliagao. A seguir, sao discutidos os componentes do AG proposto neste trabalho.
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4.1 Codificacdo dos Individuos

No algoritmo genético proposto neste trabalho, cada gene de um individuo (classificador) é
uma regra, e cada individuo é, portanto, uma seqiiéncia de regras (na verdade, é um conjunto
de regras — Sec¢ao 2 — que, para vias de implementacao, é transformado em uma seqiiéncia de
regras). Para facilitar a geracao de regras para compor os cromossomos (classificadores), dado
um conjunto de exemplos de treinamento, sao induzidos classificadores utilizando algoritmos de
aprendizado simbélicos — tais como CN2 (Clark and Niblett, 1989), C4.5 e C4.5rules (Quinlan,
1988) — e um algoritmo de geragao de regras de associacdo — Apriori (Borgelt and Kruse,
2002)!°. Todas as regras induzidas (no caso de indugao de classificadores simbélicos) e desco-
bertas (no caso de geracdo de regras de associagao) sdo transformadas para a sintaxe padrao
de regras PBM (Prati et al., 2002) e armazenadas em uma base de regras, como ilustrado na
Figura 5. Cada individuo é entao codificado como sendo um vetor de identificadores de regras,
ilustrado na Figura 6, sendo que cada regra participa somente uma vez em cada individuo.

01 | if ... then ...

02 | if ... then ...

W [if ... then ... (01101509 [ 0715 ]
Figura 5: Base de regras na sintaxe padrao Figura 6: Exemplo de codificagao de um in-
PBM. dividuo

Na populacao inicial, todos os individuos possuem o mesmo tamanho. Entretanto, com a
aplicacao dos operadores genéticos, os individuos podem variar de tamanho, conforme descrito
mais adiante.

4.2 Operadores Genéticos

Sao dois os operadores genéticos utilizados no AG proposto neste trabalho:

Crossover: O operador de crossover utilizado é o crossover assimétrico. Em um crossover
assimétrico sao escolhidas duas posicoes, uma para cada individuo pai. Os individuos pais
sao divididos em dois segmentos, conforme as posigoes escolhidas. Por fim, sao criados os
individuos filhos por meio da composicao dos segmentos dos individuos pai. Por exemplo,
considere os seguintes individuos pai compostos por seqiiéncias de numeros inteiros, os
quais correspondem a indices das regras que constituem esses classificadores, armazenadas
na base de regras:

paty 07 02 11 00 04 08 03 01
paiz 0523 10 06 12 09 20 15

0Neste trabalho, sdo utilizadas somente as regras geradas nas quais o lado direito da regra de associacio
somente possui um valor que é o valor do atributo classe.
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O operador de crossover assimétrico escolhe duas posi¢oes. Por exemplo, suponha que
para o individuo pai; a posicao depois do terceiro gene é escolhida, e para o individuo paio
é escolhida a posicao depois do quinto gene.

paty 07 02 11 — 00 04 08 03 01
paiz 05231006 12 — 09 20 15

Entao, como resultado, sao gerados os seguintes individuos filhos:

filhoy 07 02 11 09 20 15
filhoy 05 23 10 06 12 00 04 08 03 01

Por meio da selegio realizada a cada geragdo, o AG pode tender a aumentar ou diminuir o
nimero de regras em cada individuo. Dessa forma, um ntmero apropriado de regras para
os individuos pode ser encontrado para o dominio analisado.

Mutagao: A operagao de mutacao é utilizada de maneira usual: para aplicar a operacao de
mutagao, seleciona-se um gene de um individuo (aleatoriamente) e troca-se a regra selecio-
nada por outra selecionada da base de regras disponivel. O nimero de genes selecionados
¢é dado pela probabilidade de mutacao py,.

Além desses operadores, outro operador possivel de se utilizar é um operador de gener-
alizacdo/especializacao de classificadores. Um individuo pode ser generalizado adicionando-se
uma regra a ele. Essa operagao generaliza um conjunto de regras (classificador) porque o con-
junto de regras é uma disjuncdo de regras. Assim, quando uma regra é inserida no classificador,
um disjunto estd sendo adicionado ao conjunto, o que em geral tende a aumentar o ntimero de
exemplos cobertos pelo classificador. Ao contrario, um conjunto de regras pode ser especializado
removendo uma regra do conjunto de regras (Freitas, 2002a). Neste trabalho, esse operador é
utilizado apos a aplicagao das operacoes de crossover e mutacao. Para esse operador, é definido
pelo usudrio um nimero minimo de exemplos que uma regra precisa cobrir (mincey ), UM nlimero
minimo de exemplos que o classificador (individuo) precisa cobrir (mince,, ) € uma probabilidade
de aplicacao desse operador (pe). Assim, dos individuos selecionados sao excluidas as regras que
cobrem menos exemplos que minee,,, bem como ¢é adicionada uma regra da base de regras caso
a cobertura do individuo seja menor que min oy, -

Pretendemos testar o AG proposto variando a fungao de avaliagdo e os parametros inerentes
de um AG (tamanho da populagao, probabilidade de crossover e mutac¢ao, niimero maximo de
geragoes, entre outros). Como trabalho futuro, pensamos em adicionar ao AG esse operador de
generalizacao/especializagao de classificadores.

4.3 Fungoes de Avaliacao

Para avaliar um conjunto de regras, deve-se avaliar o comportamento do conjunto de regras
(classificador) sobre um conjunto de exemplos de teste. Assim, pode-se avaliar o comportamento
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do conjunto de regras tanto como uma “caixa preta”’ quanto fazer uma avaliacdo do conjunto de
regras juntamente com o comportamento das regras individuais. Para avaliar os classificadores
como sendo uma caixa preta, pode-se utilizar as medidas de acuricia, precisdo e F}, definidas
na Secao 2.3 na pégina 3. Para avaliar as regras individualmente, pode-se utilizar as medidas
de avaliacao de regras descritas no Apéndice A. Neste trabalho, é proposto o uso das 5 (cinco)
medidas seguintes — Equacoes 12 a 16 — denominadas HQ (Hypothesis Quality) para avaliar
o desempenho do classificador.

HQaco(h) = Acc(h) (12)
HQprec(h) = Prec(h) (13)

HQp1(h) = F1(h) (14)

HQuxc(h) = Acc(h) x mean(Cov(R:)),¥R; € h (15)
HQpyc(h) = Prec(h) x mean(Cov(R;)),¥R; € h (16)

Deve ser observado que, por se tratar de classificadores simbdlicos, podem ser utilizadas
diversas maneiras para se descobrir a classificacdo de um novo exemplo, i.e., dado um exemplo
x e um classificador h = {Ry,..., Ry, }, pode-se utilizar diversos métodos para classificar x.
Existem trés maneiras para verificar como um conjunto de regras cobre um novo exemplo, como
descrito na Secao 2.4 na péagina 7: ordenada, nao-ordenada e ordenada entre classes. Uma vez
que nao existe uma ordem implicita nas regras que compoem os individuos, os métodos para
classificar x propostos neste trabalho consideram os conjuntos de regras como sendo conjuntos
de regras nao ordenados.

Além disso, neste trabalho sdo propostos 8 (oito) métodos para classificar x dado um in-
dividuo (classificador) denominados SR (Single Rule classification method) e SR (Multiple Rule
classification method). Os quatro primeiros classificam x considerando a “melhor” regra do clas-
sificador, segundo uma medida de qualidade de regras, enquanto que os outros quatro métodos
utilizam todo o conjunto de regras para realizar a classificagao.

1. SRue: E utilizada a melhor regra segundo a medida de avaliagao de regra precisao (Acc) —
Equagao 18 na pagina 46 — para classificar x;

2. SRiqe: E utilizada a melhor regra segundo a medida de avaliagao de regra precisao de
Laplace (Lacc) — Equagcao 36 na pagina 45 — para classificar x.

3. SRcow: E utilizada a melhor regra segundo a medida de avaliagao de regra cobertura
(Cov) — Equagao 23 na pédgina 46 — para classificar x.

4. SRppe: E utilizado um indice de precisao menos erro denominado Ipe para classificar x,
definido pela Equacao 17.

Ipe = fon — fin (17)
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5. MR c.: Sao utilizadas todas as regras que cobrem x para encontrar sua classificacao. Para
determinar a classe de x, para cada classe C,, € {C1, ...,Cn,, } é somado o valor da medida
de precisao (Acc) — Equagao 18 na pagina 46 — para as regras que classificam o exemplo
na classe em questao. A classe com maior valor total é a classificacao de x.

6. M Ry..: Sao utilizadas todas as regras que cobrem x para encontrar sua classificagao.
Para determinar a classe de x, para cada classe C,, € {C1,...,Cn,,} é somado o valor da
medida de precisao de laplace (Lacc) — Equacao 36 na pagina 45 — para as regras que
classificam o exemplo na classe em questao. A classe com maior valor total é a classificacao
de x.

7. MRco,: Sao utilizadas todas as regras que cobrem x para encontrar sua classificagao.
Para determinar a classe de x, para cada classe C, € {C1,...,Cn,,} é somado o valor da
medida de cobertura (Cov) — Equagao 23 na pagina 46 — para as regras que classificam
o exemplo na classe em questao. A classe com maior valor total é a classificacao de x.

8. MR,: Sao utilizadas todas as regras que cobrem x para encontrar sua classificagao.
Para determinar a classe de x, para cada classe C, € {C1,...,Cn,, } é somado o valor do
indice de precis@o menos cobertura (Ipe) — Equagao 17 — para as regras que classificam
o exemplo na classe em questdo. A classe com maior valor total é a classificacdo de x.

4.4 Critério de Parada

Neste trabalho, sao utilizados dois critérios de parada:

1. Por um nimero méximo de geragoes que o AG executa. Como saida, o AG oferece o
melhor individuo dentre todas as geragoes executadas;

2. Utilizando um método de convergéncia. Dado um nimero de geracoes Nye,, se a fungao
de avaliacao do melhor individuo nao melhorar nas tltimas Ny, algoritmo genético para
de executar.

4.5 Poés-processamento do Individuo Resultante

Como saida, o AG oferece um classificador simbdlico. Analogamente aos algoritmos de
inducao de classificadores, no AG aqui proposto é realizado um pds-processamento desse classi-
ficador resultante da execugao do AG.

Antes de iniciar a execugao do AG, é retirado do conjunto de treinamento S}, oferecido como
entrada ao AG, uma amostra com 10% dos exemplos dessa base, denominada S,4;. Os exemplos
restantes em S}, que compoem Sy, sdo utilizados em cada geracao do AG, e o conjunto de
exemplos S}, = Sy U Sy € utilizado no pds-processamento. Nessa fase de pds-processamento,
sao retiradas do classificador resultante todas as regras que nao cobrem nenhum exemplo em
S}y

4.6 Algoritmo Genético Proposto

Como mencionado anteriormente, o AG proposto neste trabalho segue os passos do AG
classico descrito na Secao 3.1 na péagina 13. O que varia nesta proposta sao os componentes
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do AG, ou seja, a maneira que os individuos (classificadores) classificam novos exemplos e a
fungao de avaliagao para avaliar os cromossomos. Neste trabalho, o AG é testado variando seus
componentes, ou seja, utilizando as diferentes fungoes de avaliagdo propostas anteriormente e
variando os parametros do AG.

A seguir, é descrito o ambiente DISCOVER, no qual estd inserido o sistema que implementa
o AG proposto neste trabalho.

5 O Ambiente DISCOVER

Na maioria dos projetos desenvolvidos pelos pesquisadores do Laboratorio de Inteligéncia
Computacional — LABIC — relacionados com aquisi¢ao automatica de conhecimento e avalia-
¢ao de conhecimento, inclusive no projeto no qual esta inserido este trabalho, diversas tarefas
como transformacao de dados e formatos, execucao de algoritmos de aprendizado, medigoes,
entre outras, devem ser executadas diversas vezes. Muitas dessas funcionalidades podem ser
realizadas de maneira semi-automatica por sistemas comerciais. Porém, além da aquisicao desses
sistemas demandar um alto custo, muitas vezes proibitivo para as universidades ptublicas, esses
sistemas fazem uso de algoritmos e ferramentas proprietarios, o que dificulta sua utilizagao por
pesquisadores que pretendem analisar e desenvolver novos algoritmos e ferramentas (Batista,
2003).

Assim, muitas vezes, alguns algoritmos e ferramentas sao re-implementados por pesquisadores
do préprio LABIC, ou por outros pesquisadores, que disponibilizam ferramentas de dominio
publico, tais como MLC++ (Kohavi et al., 1994), WEKA (Witten and Frank, 2005) e YALE (Fis-
cher et al., 2002). Entretanto, eventuais problemas decorrentes da utilizagdo de algoritmos
re-implementados, tais como um funcionamento diferente do proposto originalmente, fazem com
que os algoritmos implementados pelos préprios idealizadores sejam preferidos para a realizacao
de experimentos para avaliar diferentes algoritmos. Adicionalmente, muitas ferramentas sao
implementadas para automatizar parcial ou integralmente algumas tarefas. Desse modo, nao é
incomum a ocorréncia de sobreposicoes de implementacoes pela falta de comunicacao e docu-
mentacao do que ja foi implementado pelos pesquisadores do laboratorio. Ainda, também nao
é incomum a perda de implementactes quando seus autores se desligam do laboratoério ao final
de seu projeto de pds-graduagao.

Para tentar resolver tais problemas, foi inicialmente proposto por Baranauskas and Batista
(2000) um projeto denominado Projeto DISCOVER, que tem como principal objetivo integrar
e padronizar os diversos projetos e ferramentas desenvolvidos pelos pesquisadores do LABIC
relacionados com aquisicao automatica de conhecimento e avaliagao de conhecimento. No inicio,
o projeto DISCOVER consistiria apenas de um repositério de scripts para facilitar a configuracao
e execugao de experimentos, mas surgiu a proposta de criagdo de um ambiente integrado no qual
os scripts seriam substituidos por bibliotecas de classes desenvolvidas em PERL (PERL, 1999).
Deve ser ressaltado que todo o processo de implementacao do projeto foi estudado segundo os
fundamentos da Engenharia de Software (Rozante, 2003). Além disso, quanto a arquitetura
do ambiente DISCOVER, foi proposto em Prati (2003) um framework para a integragao dos
componentes do ambiente DISCOVER utilizando software patterns, no qual os componentes sao
integrados por meio de uma linguagem denominada xDML, baseada em XML. A implementacao
da interface gréafica para essa integragao sera realizada futuramente.

O ambiente DISCOVER. oferece vantagens em relagao a outros sistemas com objetivos seme-
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lhantes, pois permite a visao unificada que os formatos baseados em padrées proporcionam ao
pesquisador (desenvolvedor) de novos componentes. Os padroes de representagao foram sendo
definidos por drea, sendo que em (Prati et al., 2001a) é proposta uma sintaxe padrao para re-
presentacao de conhecimento de diversos indutores simbdélicos denominada PBM (Prati et al.,
2002, 2001b). Para a representagao de dados foi proposta uma sintaxe padrao (Batista, 2001),
denominada DSX — DISCOVER Dataset Syntax, a qual permite a utilizacao da biblioteca de
classes DOL (Batista and Monard, 2006), para converter os arquivos de dados para a sintaxe
utilizada por diversos sistemas de aprendizado simbdlico, tais como C4.5, C4.5rules e CN'2 entre
outros. Mais especificamente, o ambiente DISCOVER Learning Environment — DLE é composto
pela biblioteca de classes DISCOVER Object Library — DOL e pelo ambiente para gerenciamento
de experimentos SNIFFER, que foram desenvolvidos para diferentes tarefas de pré-processamento
em mineragao de dados (Batista, 2003; Batista and Monard, 2003, 2006). Novas funcionalidades
estdo sendo especificadas, principalmente, para regras de regressao (Dosualdo, 2003; Pugliesi,
2004) e regras de associacao (Melanda, 2004). Além disso, outros trabalhos foram ou estao
sendo desenvolvidos na édrea de aprendizado de maquina relacional e proposicional (Lee, 2005;
Ferro, 2006, 2004; Milaré, 2003; Gomes, 2002; Bernardini, 2002), aprendizado de méquina semi-
supervisionado (Sanches, 2003; Matsubara, 2004), mineracao de dados (Paula, 2003; Pila, 2003,;
Chiara, 2003; Baranauskas, 2001) e mineragao de textos (Martins, 2003; Matsubara, 2004; Mat-
subara et al., 2003).

Para desenvolver o sistema para executar e avaliar o AG proposto neste trabalho, foram
utilizados:

1. O ambiente computacional DLE, que possui funcionalidades que facilitam a implementagao
de sistemas a serem integrados no DISCOVER;

2. O ambiente computacional ELE, que possui facilidades para avaliagdo de métodos de AM
que utilizam vérios classificadores como dados de entrada;

3. O ambiente computacional NNRULES, sobre o qual foram utilizadas técnicas de reuso de
software para construir o ambiente computacional GAERE.

Assim, antes de ser detalhado o desenvolvimento do sistema para executar o AG proposto,
sao descritos a seguir os objetivos e as funcionalidades dos ambientes computacionais Discover
Learning Environment - DLE (Batista and Monard, 2003, 2006), NNRuLEs (Milaré, 2003) e
ELE (Bernardini and Monard, 2004).

5.1 O Ambiente Computacional DLE

O ambiente computacional DLE tem como principal objetivo prover um framework para
que novas técnicas de pré-processamento de dados possam ser facilmente e rapidamente imple-
mentadas e avaliadas experimentalmente. O ambiente computacional DLE é composto por dois
modulos distintos: a biblioteca de classes Discover Object Library - DOL, cujo objetivo principal é
ser uma biblioteca de métodos de pré-processamento de dados, e o ambiente para gerenciamento
de experimentos SNIFFER, cujo objetivo principal é automatizar avaliacoes e comparagoes exper-
imentais de algoritmos de aprendizado. Para utilizar a biblioteca de classes DOL, foi proposta
uma sintaxe padrao para representacao de dados, denominada DSX — Discover Dataset Syn-
tax (Batista, 2001). A seguir, sao descritas as principais funcionalidades da biblioteca de classes
DOL e do ambiente computacional SNIFFER. As descrigoes aqui apresentadas estao baseadas
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em (Batista and Monard, 2003). Maiores detalhes do ambiente computacional DLE, tais como
detalhes de arquitetura, projeto e implementacao do ambiente, os quais fogem do escopo deste
trabalho, podem ser encontrados em (Batista and Monard, 2003; Batista, 2003).

5.2 A Biblioteca de Classes DOL

Entre as principais funcionalidades da biblioteca DOL, pode-se citar:

Manipulagao de atributos e dados A biblioteca DOL prové métodos que fornecem informa-
¢oes do conjunto de dados!! que estd sendo pré-processado. Utilizando a biblioteca, os
dados podem ser manipulados, ou seja, lidos e modificados. Entre as principais tarefas
de manipulagdo de atributos e dados pode-se citar: alteracao de nomes de atributos,
conversao de tipos de atributos, modificacao de posigao de atributos na tabela de dados,
modificagao do atributo classe, remocao temporaria ou efetiva de atributos e exemplos,
adicao de exemplos ao conjunto de dados, dentre outras.

Integragao com diversos sistemas de AM A biblioteca DOL pode ser integrada com os
principais sistemas de aprendizado académicos disponibilizados pelos autores. Para que
essa funcionalidade fosse possivel, foram criados conversores de dados que convertem os
dados carregados da sintaxe da biblioteca DOL para as sintaxes requeridas pelos seguintes
sistemas de aprendizado simbdlico: C4.5 (Quinlan, 1988), C4.5rules (Quinlan, 1987),
ZD3 (Quinlan, 1986), NewZID (Boswell, 1990), CN2 (Clark and Boswell, 1991), dentre
outros.

Filtro de Exemplos e Atributos A biblioteca DOL oferece um sistema de filtros que permite
ocultar temporariamente parte dos exemplos ou dos atributos de um conjunto de dados. Os
filtros podem ser criados a partir de expressoes légicas envolvendo atributos ou utilizando
uma lista que indica explicitamente quais exemplos devem ser filtrados. A biblioteca
permite que varios filtros sejam definidos. Além disso, é possivel definir filtros em funcao
de outros filtros previamente definidos. O sistema de filtragem de exemplos é, por exemplo,
a base para a criacao de um conjunto de classes PERL que criam amostras aleatorias e
estratificadas de um conjunto de exemplos.

Estatisticas Descritivas e Correlagoes Estatisticas descritivas podem ser utilizadas tanto
pelo usudrio quanto por métodos de pré-processamento de dados. Ainda, informagoes
sobre correlacoes entre atributos, como correlacao linear e covariancia, sao a base para a
construcao de diversos métodos de pré-processamento de dados.

Métodos de Resampling Como mencionado, os métodos de resampling sao métodos esta-
tisticos capazes de estimar apropriadamente a taxa de erro verdadeira, mesmo em um
conjunto reduzido de dados. Os métodos de resampling utilizam conjuntos de teste para
estimar a taxa de erro verdadeira, os quais contém exemplos que nao foram utilizados no
treinamento do sistema de aprendizado. Diferentes métodos de resampling particionam
de diferentes formas o conjunto de dados original em conjuntos de treinamento e teste.
Atualmente, a biblioteca de classes DOL prové dois métodos de resampling: o k-fold cross-
validation e o k-fold cross validation estratificado, descritos na Secao 2.3 na pagina 3.

1 Atualmente séo considerados dados no formato atributo-valor — Tabela 1 na pagina 2.
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5.3 O Ambiente Computacional SNIFFER

Conforme dito anteriormente, o ambiente SNIFFER (Batista and Monard, 2003) é um am-
biente computacional para gerenciamento de avaliagoes e comparagoes experimentais de algo-
ritmos de aprendizado. Tal ambiente estd integrado com diversos sistemas de aprendizado,
citados anteriormente. Freqiientemente, para realizar avaliacoes e comparacoes de algoritmos de
aprendizado, é necessario executar um experimento diversas vezes. Primeiro, porque a repeticao
dos experimentos utilizando os métodos de resampling fornece ao usudrio uma estimativa da
variancia das médias dos resultados; segundo, porque na maioria das vezes é necessario ajustar
alguns parametros para cada conjunto de dados; e finalmente, porque as analises experimen-
tais freqliientemente devem ser executadas em diversos conjuntos de dados, utilizando diferentes
algoritmos de aprendizado, para uma melhor compreensao dos resultados. Dessa maneira, é
bastante comum que o usuario seja obrigado a executar um determinado experimento centenas
de vezes.

Diante de tantas execugoes, torna-se muito dificil gerenciar os experimentos manualmente,
sendo necessario automatizar essa tarefa. O ambiente computacional SNIFFER foi desenvolvido
com esse fim. Tal ambiente possui as seguintes principais funcionalidades:

Gerenciamento de sintaxes dos sistemas de aprendizado Em experimentos que envol-
vem execucgoes de diferentes sistemas de aprendizado, é comum que os sistemas utilizem
sintaxes distintas para os arquivos de declaracao de dados e de atributos. O ambiente
SNIFFER converte, quando necessario, o conjunto de dados na sintaxe do DISCOVER para
a sintaxe do sistema de aprendizado a ser executado.

Aplicacao de métodos de resampling para estimar a taxa de erro verdadeira Os con-
juntos de dados devem ser divididos em conjuntos de treinamento e teste para que a taxa
de erro verdadeira seja estimada no conjunto de teste. O ambiente SNIFFER realiza essa
tarefa, desde que solicitado pelo usuario. O usudario pode também escolher qual método
de resampling deve ser aplicado ao conjunto de dados, bem como definir explicitamente os
conjuntos de treinamento e teste.

Recuperacgao das taxas de erro Os principais sistemas de aprendizado permitem que sejam
fornecidos conjuntos de treinamento e teste para a criacdo do modelo e a estimativa da taxa
de erro verdadeira, respectivamente. Normalmente, os sistemas de aprendizado gravam a
matriz de confus@o em um arquivo texto com sintaxe proprietaria. O ambiente SNIFFER
recupera essa matriz de confusao e a armazena para posterior andlise dos resultados.

Calculo de medidas de desempenho Recuperadas as matrizes de confusao para cada itera-
¢ao do método de resampling, é necessario calcular estatisticas que fornecem um indicativo
de desempenho do sistema de aprendizado no conjunto de dados analisado. O ambiente
SNIFFER calcula medidas de desempenho geral levando em consideragao todos os valores
do atributo classe.

Comparacao de medidas de desempenho Uma vez que as medidas de desempenho foram
calculadas é necessario compara-las para verificar se existem diferencas significativas entre
elas, ou seja, se um método superou outro com uma diferenga significativa de 95% ou 99%
de confiabilidade. O ambiente SNIFFER utiliza o teste ¢ para realizar essa tarefa.

Um outro objetivo importante do SNIFFER é automatizar, sempre que possivel, a publicacao
dos resultados. Assim, o ambiente fornece ao usuario uma seguranga maior de que os resultados
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Figura 7: Exemplo de experimento organizado em diretérios para o ambiente SNIFFER (Batista
and Monard, 2003)

publicados sao fiéis aos resultados obtidos nos experimentos. Como freqiientemente os resultados
dos experimentos envolvem uma grande quantidade de valores numéricos, é muito comum a
introducgao de erros durante o processo manual de confecgao de tabelas e graficos. O ambiente
SNIFFER fornece ao usudrio relatérios resumidos e detalhados dos resultados obtidos, além de
tabular os resultados em um formato que pode ser utilizado para gerar graficos no Gnuplot!? e
tabelas no processador de textos IATEX'3.

Para organizar um experimento, o ambiente SNIFFER utiliza a estrutura do sistema de ar-
quivos do sistema operacional no qual estda sendo executado. Os conjuntos de dados a serem
analisados devem ser dispostos em diretorios, sendo que alguns identificadores de diretérios pos-
suem significado especial para o ambiente SNIFFER. Para tornar mais simples a descrigao do
funcionamento do ambiente SNIFFER, o mesmo ¢ ilustrado utilizando o exemplo a seguir.

Considere que desejamos comparar o desempenho de trés sistemas de aprendizado: C4.5,
C4.5rules e CN'2 sobre quatro conjuntos de dados da UCT (Blake et al., 1998): Breast, Bupa,
CMC e Pima. Inicialmente, o usudrio deve organizar os conjuntos de dados em diretérios. A
forma que os diretérios devem ser organizados depende de como o usudrio deseja que os testes
de hipdtese sejam feitos. Por hora, vamos pensar que os conjuntos de dados foram organizados
pelo usudrio da forma em que sao mostrados na Figura 7. Existe um diretério raiz para o ex-
perimento clamado Experimento. Dentro desse diretério, o qual engloba todo os experimento,
foram criados quatro diretdrios: Breast, Bupa, CMC e Pima, ou seja, um para cada conjunto de
dados que serd analisado. Dentro de cada diretério dos conjuntos de dados, foram criados ou-
tros trés diretérios: c4.5, cn2 e c4.5rules (um para cada sistema de aprendizado a ser utilizado).
Na Figura 7 sao mostrados somente os diretdrios contidos no diretorio Breast, por motivo de
simplificagdo os demais foram omitidos. Por fim, opcionalmente, o usuério pode criar diretérios
enumerados que devem seguir o padrao it0, itl, ... , it(k-1), ou seja, um para cada iteragao
do método de resampling por ele considerado, sendo k o niimero total de iteracdes do método
de resampling utilizado. Nesse caso, o usuario necessita colocar embaixo de cada um desses di-
retérios o conjunto de teste respectivo. Caso o usudrio especificar um dos métodos de resampling
definidos atualmente no SNIFFER, i.e k-fold cross-validation ou k-fold cross-validation estratifi-
cado, esses diretérios it0,it1,...,it (k-1) sdo automaticamente criados pelo SNIFFER bem como
os conjuuntos de treinamento e teste correspondentes dentro de cada um desses diretoérios.

Ao ambiente SNIFFER deve ser fornecido um ponto de entrada, ou seja, um diretério que

2http: //www.gnuplot . info
Bhttp://www.latex-project.org
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seja raiz para todo o experimento. A partir desse diretério, o ambiente vasculha a arvore de
diretério contida no ponto de entrada a procura de diretérios com identificadores especiais.
Os identificadores especiais identificam um sistema de aprendizado especifico. Atualmente, os
identificadores especiais para algoritmos de aprendizado simbdlico que o ambiente reconhece
estao listados na Tabela 5. Entretanto, o SNIFFER estd preparado para acomodar outros sistemas
de aprendizado.

Identificador Sistema de Aprendizado
c4.5 C4.5 (Quinlan, 1988)
c4.5rules C4.5rules (Quinlan, 1987)
id3 ZD3 (Quinlan, 1986)
cn2 CN2 (Clark and Boswell, 1991)
newid NewZID (Boswell, 1990)

Tabela 5: Identificadores especiais para diretérios reconhecidos atualmente pelo SNIFFER para
algoritmos de aprendizado simbdlico

Quando um diretério com identificador especial é encontrado, o ambiente SNIFFER realiza
uma das seguintes tarefas:

1. Caso for solicitado pelo usudrio, o ambiente executa um método de resampling dividindo os
dados em diversos conjuntos de treinamento e teste. Nesse caso, os arquivos com extensao
.data e .names correspondentes a todo o conjunto de dados precisam estar presentes
no diretério com o identificador especial. Como resultado, sao criados k diretérios com
os identificadores it0, ... , it(k-1), um para cada iteragdo do método de resampling,
sendo k o numero total de iteracbes do método. Dentro de cada um desses diretorios o
ambiente grava trés arquivos com as extensoes .data, .test e .names, oS quais contém,
respectivamente, o conjunto de dados de treinamento e teste dessa iteragao, e o arquivo
de declaracao de atributos desses dados;

2. Se o usudrio nao desejar que o ambiente aplique um método de resampling, o usudrio
pode criar os diretérios com os conjuntos de treinamento e teste, que ele deve fornecer,
os quais devem ser nomeados it0, ... ,it(k-1). Isso é 1itil em algumas situacoes quando
o usudrio deseja avaliar dois ou mais sistemas de aprendizado nos mesmos conjuntos de
treinamento e teste. Nesse caso, o usudrio solicita que o ambiente nao execute um método
de resampling, e o ambiente utiliza os arquivos de dados com as extensoes .data, .test e
.names que foram fornecidos e armazenados pelo usuario dentro de cada diretério com o
identificador it correspondente.

A partir dai, o ambiente passa a executar sobre esses dados o sistema de aprendizado iden-
tificado pelo nome do diretério atual — Tabela 5. Para isso, o ambiente SNIFFER acessa cada
diretdrio it e realiza as seguintes tarefas:

1. Caso for solicitado pelo usuario, converte os arquivos de dados, ou seja, converte os exem-
plos presentes nos arquivos .data, .names e .test, que estdo na sintaxe padrao DSX,
para a sintaxe do sistema de aprendizado a ser executado;

2. Executa o sistema de aprendizado selecionado sobre o conjunto de treinamento e estima o
erro de classificagao sobre o conjunto de teste correspondente;

30



3. Por fim, extrai a matriz de confusao dos arquivos de saida do sistema de aprendizado, a
qual contém o numero de classificacoes incorretas feitas pelo classificador induzido sobre
o conjunto de teste. As matrizes de confusdo sdo armazenadas pelo ambiente para a
realizacao de cdlculos de desempenho.

O ambiente SNIFFER percorre toda a arvore de diretérios contida no ponto de entrada
fornecido pelo usudrio. Ao final, o ambiente pode tanto gerar relatdrios descrevendo os re-
sultados obtidos (por exemplo, média e desvio padrao dos erros cometidos pelo indutor nas
k iteracoes de resampling, bem como a comparagao entre os resultados obtidos para cada um
dos conjuntos de dados utilizados) quanto ser acessado através de sua API para que o usudrio
recupere determinados dados ou estatisticas de desempenho.

5.4 O Sistema Computacional NNRULES

O principal objetivo do desenvolvimento do ambiente NNRULES (Milaré, 2003) foi construir
um ambiente que permite avaliar experimentalmente o uso de sistemas de aprendizado simbélico
e AGs para a extragao de conhecimento simbdélico de Redes Neurais Artificiais (RNAs). O projeto
do ambiente NNRULES foi criado tendo-se em vista o desenvolvimento de um ambiente flexivel
que pudesse ser facilmente modificado para avaliar e testar novas idéias. Por esse motivo, decidiu-
se dividir o ambiente em maédulos, os quais podem ser compostos da forma mais adequada para
a realizacao de um determinado experimento.

Os médulos do NNRULES, os quais sdo implementados por meio de classes, podem ser vistos
como bibliotecas. Foi implementado, também, um conjunto de scripts, os quais utilizam os
métodos implementados pelos médulos para automatizar uma determinada tarefa. Os scripts
utilizados nos experimentos realizam tarefas que vao desde o pré-processamento dos dados até
a execucao dos métodos de extracao de conhecimento de RNAs.

O ambiente NNRULES faz parte do projeto DISCOVER. Assim como os outros médulos do
DISCOVER, o ambiente NNRULES foi também implementado em Perl (PERL, 1999) e orientado a
objeto. O ambiente NNRULES esta dividido em trés médulos principais: RULEBASE, RULESET
e GA, descritos a seguir.

O Moddulo RuleBase: O moédulo RULEBASE armazena e gerencia uma base de regras. As
regras armazenadas em uma mesma instancia do médulo RULEBASE devem pertencer a
um dominio comum, isto é, devem fazer referéncia a um conjunto comum de atributos.
As regras s@o armazenadas em uma instancia do médulo RULEBASE na sintaxe padrao de
regras PBM (Prati et al., 2001b). Também, para as regras armazenadas, o médulo calcula
a matriz de contingéncia das regras — Tabela 4 na pagina 8 — para posterior avaliacao
das regras armazenadas. Para converter as regras da sintaxe do algoritmo de indugao para
a sintaxe PBM bem como para calcular as matrizes de contingéncia, o médulo RULEBASE
utiliza uma classe chamada RuleStream.

O moédulo RULEBASE prové diversas funcionalidades para a manipulacao de regras. Entre
as principais estao prover informagoes sobre a matriz de contingéncia das regras e sobre
o sistema de aprendizado que induziu essas regras; informar quais sao as regras default
e remover essas regras da base; prover informacgoes sobre a complexidade sintatica das
regras; verificar se uma regra cobre um determinado exemplo, entre outras.
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O Médulo RuleSet: O mdédulo RULESET permite implementar classificadores com subcon-
juntos de regras armazenadas em uma instancia do médulo RULEBASE. Uma instancia
do mdédulo RULESET nao armazena as regras diretamente, mas somente uma lista com os
indices das regras que pertencem ao classificador. Como mencionado anteriormente, essas
regras estdao armazenadas em uma instancia do médulo RULEBASE.

Pode-se criar diversas instancias do médulo RULESET para uma mesma base de regras ar-
mazenada em uma instancia do médulo RULEBASE. Cada classificador pode ser composto
por diferentes regras, bem como por diferentes quantidades de regras. Uma das principais
caracteristicas do modulo RULESET é que ele permite classificar um exemplo segundo um
conjunto de regras nele armazenado, utilizando as abordagens descritas na Secao 2.4 na
pagina 7 — ordenada, nao-ordenada e ordenada entre as classes.

O Médulo GA: O médulo GA implementa um Algoritmo Genético para realizar uma busca
por um conjunto de regras que possua grande fidelidade com uma RNA. O ambiente
NNRULES utiliza um AG na busca por um conjunto de regras que classifique um conjunto
de exemplos da mesma forma que uma RNA treinada classifica esses exemplos. Dessa
forma, o conjunto de regras pode ser utilizado para explicar essa RNA. Sendo assim, o
AG tem como principal objetivo encontrar um conjunto de regras que maximize a taxa
de fidelidade entre o conjunto de regras e a RNA, tal que a explicagdo correspondente &
classificacao de novos exemplos pela RNA é realizada utilizando esse conjunto de regras.

No AG implementado no ambiente NNRULES, cada individuo é um conjunto de regras
gerenciado por uma instancia do médulo RULESET. As operagoes de crossover e mutacao
foram implementadas no médulo AG por meio dos métodos de adigao e remogao de regras
provida pela interface do médulo RULESET.

Os classificadores simbélicos induzidos pelos sistemas de aprendizado sdo convertidos para
regras na sintaxe PBM e carregados em uma instancia do médulo RULEBASE. Uma vez
que as regras estao armazenadas na base de regras, o AG inicia a busca por um conjunto
de regras com alta fidelidade com a RNA que gerou os novos valores do atributo classe.

Nos experimentos descritos em (Milaré, 2003), a taxa de fidelidade é utilizada como fungao
de aptidao. A taxa de fidelidade é o percentual de exemplos de um conjunto de dados
classificados de forma idéntica pelo conjunto de regras, isto é, um individuo, e a RNA que
se deseja explicar.

5.5 O Sistema Computacional ELE

Assim como o NNRULES e outros projetos atrelados ao ambiente Discover, o sistema com-
putacional ELE foi criado tendo-se em vista o desenvolvimento de um ambiente flexivel, que
pudesse ser facilmente modificado para avaliar e testar novas idéias relacionadas a construgao
de ensembles'* simbélicos e combinacio de classificadores simbdlicos (Bernardini and Monard,
2004). Decidiu-se, entao, dividir o sistema ELE em 2 (dois) médulos principais, os quais podem
ser compostos da forma mais adequada para a realizacao de um determinado experimento: o
médulo ENSEMBLETREE e o médulo ENSEMBLEMETHODS, descritos a seguir.

O Modédulo EnsembleTree: Para construir ensembles simbdélicos como os propostos em (Ber-
nardini and Monard, 2004), é necessario construir os classificadores que compodem o en-

MUm ensemble de classificadores é um conjunto de classificadores cujas decisdes individuais sdo combinadas de
alguma forma para classificar um novo caso.
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semble, estimar o erro desses classificadores componentes, tendo em vista que alguns dos
métodos de combinacao propostos utilizam como parametro a taxa de erro dos classi-
ficadores, e realizar a combinacdo das decisoes dos classificadores para classificar novos
exemplos dados ao ensemble. Como um ensemble de classificador (simbdlico ou nao) pode
ser visto como um classificador, os métodos de construgao de ensembles propostos no
citado trabalho necessitam ser avaliados empiricamente.

Dessa maneira, o médulo ENSEMBLETREE foi desenvolvido para construir uma arvore de
diretérios que permite:

1. construir (induzir) os classificadores que compdem o ensemble bem como estimar suas
respectivas taxas de erro;

2. compor o ensemble, formado pelas hipdteses (classificadores) induzidas e suas taxas de
erro, bem como um identificador que indique o método de classificacido dos exemplos'®
e o método de combinagao das decisoes de classificagao;

3. estimar a taxa de erro do ensemble construido.

Para tais tarefas, é construida uma arvore de diretérios pelo ENSEMBLETREE para que
sejam utilizadas as facilidades oferecidas pelo SNIFFER. Uma descricao mais detalhada da
arvore de diretérios construida por ENSEMBLETREE pode ser encontrada em (Bernardini
and Monard, 2004).

O Moédulo EnsembleMethods: Este mdédulo consiste de uma biblioteca orientada a ob-
jeto que tem como objetivo dar suporte ao teste de diferentes métodos de construcao
de ensembles, compostos por métodos de classificacdo de exemplos e de combinagao de
classificadores. As principais funcionalidades da biblioteca ENSEMBLEMETHODS sao:

Métodos de classificagcao de exemplos: Além de classificar exemplos utilizando o
classificador como um todo, pode-se considerar em classificar um novo exemplo uti-
lizando a melhor regra dada uma determinada heuristica (medida de regra) para
selecionar essa regra. A biblioteca ENSEMBLEMETHODS prové diversos métodos
de classificagao de exemplos utilizando ambas abordagens, os quais estdao descritos
em (Bernardini and Monard, 2004).

Métodos de combinagao de classificadores: Pode-se utilizar diversos métodos de
combinacao de classificadores. A biblioteca ENSEMBLEMETHODS prové os métodos
de combinagao de classificadores descritos em (Bernardini and Monard, 2004).

Como mencionado, para implementar o AG proposto na Secao 4 na pégina 20, foram uti-
lizadas técnicas de reuso de software do sistema NNRULES, proposto em (Milaré, 2003), com o
objetivo de construir o sistema computacional GAERE, bem como foram utilizadas facilidades
oferecidas pelo sistema computacional ELE (Bernardini and Monard, 2004). A seguir, é descrito
o ambiente computacional GAERE proposto neste trabalho.

15Como os classificadores que compdem o ensemble siao simbdélicos, além de se utilizar cada classificador como
caixa preta, pode ser utilizada a melhor regra de cada classificador segundo algum critério de avaliagdo de regra
para classificar um novo caso.
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6 Descricdo do Sistema Computacional para Evoluir Classificadores Simbdli-
cos — GAERE

Quando sao considerados classificadores induzidos por algoritmos de aprendizado de maquina,
um dos aspectos mais importantes é a avaliagao experimental desses classificadores, pois nao ex-
istem instrumentos formais para decidir qual algoritmo de aprendizado é étimo, i.e induzird
o melhor classificador, para um dado problema (Dietterich, 1989; Kibler and Langley, 1988;
Schaffer, 1994). Assim, é necessério realizar a avaliacdo experimental do AG proposto neste tra-
balho, além de fornecer ao usuario uma maneira de evoluir classificadores simbdlicos utilizando

o referido AG.

Para avaliar o AG, neste trabalho é proposta uma metodologia andloga & metodologia de
avaliacao do ambiente ELE, descrito sucintamente na Secao 5.5. Tal metodologia foi implemen-
tada em um modulo, denominado GATREE. Tanto a referida metodologia quanto o médulo
GATREE sao descritos a seguir. Além do médulo GATREE, foram construidos 3 (trés) outros
modulos para compor o sistema GAERE: o médulo GA, no qual estd implementado o AG pro-
posto neste trabalho, o médulo RULESTRUCT, responsavel por carregar classificadores simbdlicos
no formato padrao PBM em uma unica base de regras, e o médulo RULESETGA, responsavel
por construir os individuos do AG e manipuld-los, bem como classificar novos exemplos dado um
individuo (classificador) segundo os métodos de classificacao propostos na Se¢ao 4 na pagina 20.
A seguir, sdo descritos cada um desses médulos.

6.1 Avaliacdo Experimental do AG proposto

Para evoluir classificadores simbdlicos utilizando o AG proposto neste trabalho, inicialmente
é necessario construir a populag@o inicial composta de classificadores simbdlicos. Para cons-
truir a populagao inicial, podem ser utilizadas tanto regras criadas pelo usuédrio do AG quanto
podem ser utilizadas regras induzidas por algoritmos de aprendizado simbdlico. Para facili-
tar a construgdo do sistema GAERE e facilitar a execu¢ao do AG, foram utilizados os ambi-
entes SNIFFER e DLE, descritos na Secao 5, foi estendido o ambiente SNIFFER, extensao esta
descrita no Apéndice B. Para facilitar a construcdo da populacao inicial, foi decidido utilizar
regras construidas pelos algoritmos de AM simbélicos CN2 (Clark and Niblett, 1989), C4.5 e
C4.5rules (Quinlan, 1988) e pelo algoritmo de geracao de regras de associacao Apriori (Borgelt
and Kruse, 2002), conforme mencionado anteriormente. Dado um conjunto de exemplos S, sao
induzidos classificadores utilizando os indutores indicados pelo usuario dentre os previamente
mencionados (podem ser utilizados todos eles, inclusive). Para utilizar o AG, é necessario uti-
lizar um conjunto de treinamento para avaliar os classificadores construidos a cada geragao, um
conjunto de validagao para realizar pds-processamento no classificador resultante e um conjunto
de teste utilizado para testar o classificador final.

Para avaliar o AG proposto, pode-se utilizar diversas técnicas. Neste trabalho, a metodologia
proposta para avaliar o AG é baseada na técnica de k-fold cross-validation estratificado, descrita
na Secao 2 na pagina 2. Na Figura 8 é ilustrada essa metodologia. Vamos explicar essa figura
observando-a da esquerda para a direita. Inicialmente, o conjunto de dados S ¢é dividido em k
partigoes Sy, ..., Sékfl). Na primeira iteracao do k-fold cross-validation, S}, = S{U... USEkfl).

ir, ¢ entdo utilizado para construir regras utilizando os algoritmos C4.5 e/ou C4.5rules e/ou
CN2 e/ou Apriori. As regras induzidas/geradas formam a base de regras BRy. Do mesmo

conjunto S}, ¢ extraida uma amostra com 10% do ntimero de exemplos de S}, . Tal amostra
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forma o conjunto S,q, € a diferenga entre os conjuntos S{TO e Syal, forma o conjunto Sy ; i.e.,
Stro = S,ﬁm — Svaly- O AG € entao executado, sendo que a base de regras BRy ¢ utilizada para
construir a populagao inicial e fornecer regras para os operadores de crossover e mutagao; o
conjunto de dados Sy, é utilizado para avaliar os individuos (classificadores) a cada geragao do
AG, ja que a tarefa de avaliar um classificador depende de um conjunto de dados; o conjunto de
dados S, = Stro U Sual, ¢ utilizado para realizar pés-processamento no classificador resultante
das iteragoes do algoritmo genético, i.e., sao retiradas regras que nao cobrem nenhum dos
exemplos pertencentes a Sy, ; e, finalmente, a particdo restante S é utilizada como conjunto
de teste Sy, para avaliar o classificador gerado apds a tarefa de pds-processamento — dessa
avaliagao, ¢ extraida a taxa de erro €. Na segunda iteragao do k-fold cross-validation, S, =
SyUS,U ..U Sékil). Analogamente, Sj, ¢ entao utilizado para construir regras que formam a
base de regras BR; e do mesmo conjunto S;Tl é extralda uma amostra com 10% dos exemplos,
formando o conjunto Syq;, € Sy, = Sém — Spat, - Da mesma maneira, o AG é entao executado,
sendo usados BR1, Str,, Sval, € Ste; € sendo encontrada a taxa de erro €]. O processo se repete
até que sejam realizadas k iteragoes, tendo como resultado k£ taxas de erro . De &, ...,E’{k_l)
extrai-se a estimativa da taxa de erro do AG £* segundo os parametros utilizados.

Para executar essa metodologia para avaliacdo do AG proposto, no sistema GAERE foi feita
uma extensao do ambiente SNIFFER (Apéndice B) de maneira a reconhecer identificadores do
AG proposto. Para utilizar o ambiente SNIFFER, € necessario construir uma arvore de diretérios
para que o SNIFFER possa ser chamado. Antes de descrever a construcao e a estrutura de tal
arvore de diretdrios, é necessario definir que, quando queremos indicar um caminho na arvore
de diretorios de um diretorio <dir_pai> para um diretorio <dir_filho>, sendo que <dir_filho>
estd dentro do diretério <dir_pai>, representamos como sendo <dir_pai>—<dir_filho>. Na
Figura 9 ¢ ilustrada a drvore de diretérios utilizada para construir as regras que formam as
bases de regras nas k iteragoes do k-fold cross-validation. Dado um conjunto de exemplos S
no formato padrao DSX, cujo arquivo estd localizado no diretorio Experimento, inicialmente
sao construidos k diretérios it0,...,it(k-1). Dentro de cada diretério it0,...,it(k-1) sdo colocados os
arquivos de dados representando o conjunto de treinamento, o conjunto de validacao e o conjunto
de teste da respectiva iteragao. Para construir esses conjuntos, o conjunto de dados inicial S é
dividido em k partigoes So, ..., S(r—1). Em it-0 o conjunto S(, ¢ colocado como sendo o conjunto
de teste Sie,; do conjunto Sy, = S U... U‘Sékq) é extraida uma amostra com 10% dos exemplos,
sendo essa amostra colocada em it_0 como conjunto de validagao Syq, € o restante dos exemplos
em Sy, é colocado em it_0 como o conjunto de treinamento Sy, ; em it_1 o conjunto S} é colocado
como sendo o conjunto de teste S, do conjunto Sy, = SyU S5 U...US(_q) é extraida uma
amostra com 10% dos exemplos, sendo essa amostra colocada em it_1 como conjunto de validagao
Sval, € 0 restante dos exemplos em Sy, € colocado em it_1 como o conjunto de treinamento S, ;
e assim sucessivamente. Ainda, dentro de cada diretério it0,...,it(k-1) é construido um diretério
denominado ClassifiersInduction. Dentro de cada diretério Classifiersinduction é construido um
diretério S_I, com | = 1,..., L, onde L é o numero de algoritmos de aprendizado de maquina
selecionados pelo usuario. Dentro de cada diretério S_I, é construido um diretério cujo nome é
dado pelo identificador do algoritmo de aprendizado!. Dentro de cada um desses diretérios, é
construido um diretério denominado it0.

Dadas as regras construidas em arquivos no formato PBM presentes na arvore de diretérios
ilustrada na Figura 9, é construida outra arvore de diretérios, ilustrada na Figura 10 para o
AG ser executado. Nessa figura, <GAld> pode assumir os identificadores listados na Tabela 6
na pagina seguinte. Deve ser observado que os identificadores sao diferentes conforme altera o

160g identificadores reconhecidos pelo SNIFFER apds realizada a extenséo podem ser encontrados no Apéndice B
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método de classificagdo de cada exemplo e a funcao de avaliagdo. Nos diretérios it-0,...,it_(k-1)
da Figura 10, devem estar presentes os arquivos i correspondentes, i = 0, ..., (k — 1) contendo as
regras construidas, pertencentes ao conjunto BR;, e os conjuntos de treinamento Sy, validagao
Sval; € teste Sie,. Se na raiz da arvore ilustrada na Figura 9, indicada pelo né Experimento,
for encontrado um arquivo nomeado GA.conf, este arquivo é também copiado para cada um
dos diretorios it-0,...,it_(k-1). Esse arquivo contém valores de parametros para execugao do AG.
Caso nao seja encontrado este arquivo, o AG é executado com seus parametros default. No
Apéndice C, sao encontrados maiores detalhes desse arquivo de configuragdo do AG bem como
as configuragoes default mencionadas.

Identificador Método Utilizado para Fungdo Utilizada para Avaliar
(FitnessFunction) | Classificar Novos Exemplos | o Desempenho do Classificador
GA sracc.hqacc SRAce
GA .srlap.hgacc SRrace
GA .srcov.hqacc SRcov
GA srpe.hqacc SRipe
GA.mracc.hgacc MRace HQ4ee
GA.mrlap.hgacc MRLace
GA.mrcov.hqgacc M Rcov
GA.mrpe.hqacc MRrpe
GA sracc.hqprec SRAce
GA .srlap.hgprec SRrace
GA .srcov.hqgprec SRcov
GA srpe.hqprec SRipe

H rec
GA.mracc.hgprec MRace @r
GA.mrlap.hgprec MRLace
GA.mrcov.hgprec M Rcow
GA.mrpe.hqgprec MRrpe
GA .sracc.hqgfl SRAace
GA .srlap.hgfl SRrLace
GA.srcov.hqgfl SRcov
GA .srpe.hqgfl SRipe
GA.mracc.hqgfl MR sce HQr
GA.mrlap.hqgfl MRLace
GA.mrcov.hqfl M Rcov
GA.mrpe.hqgfl MRppe
GA .sracc.hqpc SRAace
GA srlap.hgpc SRrace
GA srcov.hgpc SRcov
GA .srpe.hgpc SRipe
H
GA.mracc.hqpc MRace Qro
GA.mrlap.hgpc MRrace
GA.mrcov.hgpc M Rcow
GA.mrpe.hgpc MRjpe

Tabela 6: Identificadores que indicam qual funcao de avaliacao utilizar na execucao do algoritmo
genético

36



37

UOLIDPIIDA-SSOID DJOJ-Y

0pdDISY PUISS-Y

UOIIPPIIDA-SSOID PJOJ-X
opdoIsy |

3
A o .
g | -
1 |
(1-1)ey, J.o ... 1 OJUBWIDSSS 00l
SiG _ % e Tt
I . I S »
:.éo\_m %0 ! _.«. “ ;S 1]
:‘vim | S | .._.
\ N 9V [« % A
:.Xfﬂ oV ¢ :.«Em. . “ Yy “
1
. fel !
. | |
3 | |
! Loudy
- " " 9 s9INIG vD
Loudy i I ‘G0 "'ZNO
9 S9INIG' YD " 1 opuezijn \9.%
‘YD ‘ZND (g 1S " seiBal ap
ovc%N__:: ; L_v " oednisuon
selbal ap I
oednisuon “ | Mo e - -
1
| |
' !

- ———

Figura 8: Estimativa de erro €* de um classificador h* evoluido com o AG proposto
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Figura 9: Configuracao da arvore de diretérios para induzir os classificadores simbdlicos cujas
regras compoem a populagao inicial do(s) AG(s) a ser(em) executado(s)

Figura 10: Configuracao da arvore de diretérios para executar o algoritmo genético proposto



Exemplo de Construgao das Arvores de Diretérios: Para facilitar o entendimento
de como sao construidas essas arvores de diretorios, vamos ilustrar a construcao delas com
um exemplo. Vamos supor que queremos avaliar o AG proposto utilizando os identificadores
de AG GA.mracc.hgprec, GA.mracc.hqpc e GA.srlap.hgprec bem como utilizando 10-fold cross-
validation. Vamos supor também que representam o conjunto de dados completo os arquivos
ds.data e ds.names. Para evoluir uma populacao inicial de classificadores construida aleatori-
amente, queremos que as regras que compoem essa populacao inicial sejam provenientes dos
classificadores induzidos por CN'2, C4.5 e C4.5rules e provenientes do conjunto de regras con-
struido pelo Apriori. Assim, inicialmente deve ser construida uma instanciagdo da arvore geral
ilustrada na Figura 9. Tal instanciacao é ilustrada na Figura 11. Apds execugdao do SNIFFER
nessa arvore, cada diretério folha it0 vai conter uma hipétese (ou um conjunto de regras caso o
algoritmo para construgao de regras seja o Apriori). Assim, a drvore ilustrada na Figura 12 é
construida. Nessa figura, o diretério

GAExecution — GA.mracc.hgprec — it_0
contém os arquivos com regras presentes nos diretorios

Experimento — it_0 — Classifiersinduction — S_1 — c4.5 — it0,
Experimento — it_0 — Classifiersinduction — S_2 — c4.5rules — it0,
Experimento — it_0 — Classifiersinduction — S_.3 — cn2 — it0 e
Experimento — it_0 — Classifiersinduction — S_4 — apriori — it0

Tais arquivos sao nomeados, respectivamente, dsl.out, ds2.out, ds3.out e ds4.out, e sao con-
vertidos para a sintaxe padrao PBM, renomeados para dsl.stdrules, ds2.stdrules, ds3.stdrules e
ds4.stdrules. Também, contém os arquivos representando os conjuntos de dados de validacao
Sval, € teste Sie, presentes no diretério Experimento — it_0. Ja o diretério

GAExecution — GA.mracc.hgprec — it_1
contém os arquivos com regras presentes nos diretorios

Experimento — it_1 — Classifiersinduction — S_1 — c4.5 — it0,
Experimento — it_1 — Classifiersinduction — S_2 — c4.5rules — it0,
Experimento — it_1 — Classifiersinduction — S_3 — cn2 — it0 e
Experimento — it_1 — Classifiersinduction — S_4 — apriori — it0

também nomeados, respectivamente, dsl.out, ds2.out, ds3.out e ds4.out, e sao convertidos para
a sintaxe padrao PBM, renomeados para dsl.stdrules, ds2.stdrules, ds3.stdrules e ds4.stdrules, e
contém os arquivos representando os conjuntos de dados de validacao 5,4, € teste Sie, presentes
no diretério Experimento — it_1. Esse processo é repetido para as iteracoes seguintes. Tal estru-
tura se repete nos diretérios GAExecution — GA.mracc.hgpc e GAExecution — GA.srlap.hgprec.
Entao, SNIFFERGA (descrito no Apéndice B) é chamado nessa arvore de diretérios, chamando
o AG passando qual o método de classificagdo e qual a funcao de avaliacao a ser utilizada.

Deve ser observado que arvore construida pelo GATREE, ilustrada na Figura 12, pode ser
construida “a mao”, ou seja, sem utilizar o médulo GATREE. Neste caso, supondo que os arqui-
vos referentes ao conjunto de dados sejam ds.data e ds.names, precisam estar presentes diretorios
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Figura 11: Arvore de diretérios instanciada para induzir os classificadores simbdlicos cujas regras
compoem a populagdo inicial do(s) AG(s) a ser(em) executado(s)
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Figura 12: Instanciacao da arvore de diretdrios para executar os AGs representados pelos iden-
tificadores GA.mracc.hgprec, GA.mracc.hgpc e GA.srlap.hqprec

iti,7=0,..,(k—1), os arquivos ds.data, ds.names, ds.validation, ds.test, referentes ao conjunto
de dados, e um arquivo dsl.stdrules contendo regras criadas pelo usudrio na sintaxe padrao
PBM, além de arquivos dsj.stdrules, 57 = 2, ..., L, também na sintaxe padrao, provenientes de
algoritmos de aprendizado ou de outras fontes, a critério do usuério.

6.2 O Médulo GATREE

Lembrando que, para execucao do algoritmo genético, em nossa proposta é necesséario ter
regras iniciais para construir a populagao inicial de individuos, e que utilizaremos algoritmos de
aprendizado para construir essas regras iniciais, para facilitar tais tarefas utilizamos as facili-
dades do ambiente SNIFFER e do médulo ENSEMBLETREE para construir o médulo GATREE.
GATREE é uma extensao da classe ENSEMBLETREE, tnica classe pertencente ao médulo EN-
SEMBLETREE. A classe ENSEMBLETREE foi modificada de forma a permitir que somente sejam
construidos os classificadores, sem que suas taxas de erro fossem estimadas. A tarefa da classe
GATREE é construir a arvore de diretérios onde se executa o algoritmo genético (Figura 10).
Assim, para criar um objeto da classe GATREE, é necessario passar como parametro um ob-
jeto ENSEMBLETREE, onde estdo presentes as regras construidas pelos algoritmos CN?2, C4.5,
C4.5rules e Apriori.
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6.3 O Médulo RULESTRUCT

O médulo RULESTRUCT armazena e gerencia a base de regras utilizada para compor os
individuos da populacao inicial e as regras utilizadas para realizar as operacdes de mutacao e
crossover. As regras armazenadas em uma mesma instancia do médulo RULESTRUCT devem
pertencer a um dominio comum, isto é, devem fazer referéncia a um conjunto comum de atri-
butos. Em outras palavras, utilizam exemplos do mesmo dominio. As regras sdo armazenadas
em uma instancia do médulo RULESTRUCT na sintaxe padrao de regras PBM (Prati et al.,
2001b). Também, para as regras armazenadas, o médulo calcula a matriz de contingéncia das
regras para avaliagao das regras armazenadas.

A principal classe do médulo RULESTRUCT é também denominada RuleStruct. Essa classe
cria uma base de regras que contém todas as regras dos classificadores simbdlicos ja na sintaxe
PBM. Para carregar essas regras na base é utilizada a classe LoadRule. Como mencionado, os L
classificadores de entrada podem ser induzidos utilizando L sistemas de aprendizado diferentes
sobre um mesmo conjunto de dados; utilizando um ou mais sistemas de aprendizado, com
variagoes dos parametros desses sistemas de aprendizado sobre o mesmo conjunto de dados ou,
ainda, utilizando um ou mais sistemas de aprendizado sobre diversas amostras de um mesmo
conjunto de dados. Tais classificadores sao induzidos utilizando o médulo GATREE, descrito
anteriormente.

O moédulo RULESTRUCT prové diversas funcionalidades para a manipulagao de regras. Entre
as principais estao prover informagoes sobre a matriz de contingéncia das regras e sobre o sistema
de aprendizado que induziu as regras; informar quais sdo as regras default e remover essas regras
da base de regras; prover informacoes sobre a complexidade sintatica das regras e verificar se
uma regra cobre um determinado exemplo, entre outros. As regras armazenadas na base sao
referenciadas por meio de um indice, isto é, cada regra possui um indice tinico que a identifica.
Os demais médulos do ambiente GAERE que utilizam o moédulo RULESTRUCT armazenam
somente os indices das regras armazenadas, e utilizam esses indices para realizar operagoes
sobre as regras.

6.4 O Médulo RULESETGA

O médulo RULESETGA ¢é responsavel por construir e manipular os individuos do AG, in-
clusive classificar um conjunto de exemplos dado um individuo e dado o método de classificacao
que deve ser utilizado (SRace, SRrace; SRcov, SRipe, MRace, MRrace, MRcoy € MRrpe —
Segao 4.3 na péagina 22). Esse médulo é composto pelas classes RuleSetGA, RuleSetSRAcc, Rule-
SetSRLap, RuleSetSRCov, RuleSetSRPE, RuleSetMRAcc, RuleSetMRLap, RuleSetMRCov e Rule-
SetMRPE.

6.5 O Médulo GA

O médulo GA é composto pelas classes GA, HypQualityAcc, HypQualityPrec, HypQuality-
Lap, HypQualityF1, HypQualityAC e HypQualityPC. A classe GA implementa o AG proposto na
Secao 4. Inclusive, o AG implementado inicializa os individuos iniciais. Como pardmetro de-
fault do AG, sao também carregados como individuos iniciais os classificadores induzidos pelos
algoritmos de AM simbdlicos. Entretanto, o usudrio pode pedir para nao serem carregados os
classificadores como individuos, utilizando um parametro do AG — o LOADCLASS. Para maiores
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informacoes sobre os parametros do AG proposto, veja o Apéndice C.

Para avaliar os individuos em cada geragao do AG, sao utilizadas as classes HypQualityAcc,
HypQualityPrec, HypQualityLap, HypQualityF1, HypQualityAC e HypQualityPC. Na Figura 13 é
apresentado o projeto dos médulos RULESTRUCT, RULESETGA e GA por meio de um diagrama
de classes em UML!" (Booch et al., 1998).

7 Conclusio

Neste trabalho, foi proposto um algoritmo genético para evoluir classificadores simbdlicos.
As operagoes que inserem variabilidade nos individuos ao decorrer das geragdes do AG sao
semelhantes as operagoes encontradas no algoritmo genético classico. Entretanto, a maneira de
codificagao dos individuos proposta é bastante interessante por ser simples e eficaz. Também,
as funcgoes de avaliacao propostas combinam diversas maneiras de classificacdo de exemplos
por parte dos classificadores individuos e diversas maneiras de avaliar esses classificadores. O
projeto e a implementagao do sistema computacional GAERE, que implementa o AG proposto,
foi descrito em detalhes. Deve ser destacado que no sistema GAERE também encontra-se
implementada uma maneira de automatizar a tarefa de avaliagdo do AG utilizando a técnica
de k-fold cross-validation estratificado. Essa funcionalidade é muito importante para facilitar a
execucao de experimentos e testes estatisticos para avaliar os resultados experimentais.

Y Unified Modeling Language
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Figura 13: Diagrama UML que envolve os médulos RULESTRUCT, RULESETGA e GA
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A Andlise Qualitativa de Regras

Sob o aspecto qualitativo, regras sao avaliadas com o objetivo de saber quais sao aquelas
melhor sustentadas pelos dados (Lavrac et al., 1999). A andlise qualitativa de regras pode ser efe-
tuada por meio de procedimentos que implementam medidas de avaliacao de regras. Nesta secao,
sao descritas as medidas de avaliacao de regras unificadas no framework proposto por Lavrac
et al. (1999), bem como s@o descritos outros critérios de avaliagdo de regras. Em (Gomes, 2002)
encontra-se uma descrigao mais abrangente que inclui outras medidas de avaliagdo de regras.

A.1 Uma Visdo Unificada de Medidas de Avaliacdo de Regras

Esta secao estd baseada no trabalho de Lavrac et al. (1999). O objetivo do framework
proposto nesse trabalho é proporcionar uma analise unificada de medidas de avaliacao de regras
selecionadas da literatura. Para calcular essas medidas de avaliacao de regras, é necessério
construir a matriz de contingéncia de cada regra a ser avaliada. A maneira de se construir a
matriz de contingéncia de uma regra esta descrita na Secao 2.4 na pagina 7. Nesse framework,
algumas medidas de avaliagao encontradas na literatura foram unificadas, considerando uma
regra R na forma B — H. Essas medidas, definidas nas respectivas tabelas, podem ser divididas
nas seguintes categorias:

1. Medidas genéricas de avaliacao — Tabela 7 na pagina 46;
2. Medidas relativas de avaliacao — Tabela 8 na péagina 47;

3. Medidas relativas de avaliacao com peso — Tabela 9 na pédgina 47.

Baseada na medida de novidade, Lavrac mostra que as medidas relativas de avaliagao com
peso sao iguais entre si e iguais a medida de novidade da regra, i.e.

WRAcc(B — H) = WRSens(B — H) = WRSpec(B — H)
= WRNegRel(B — H) = Nov(B — H) (35)

Geralmente, medidas de avaliagdo sao uteis para determinar quais sdo as “melhores” regras
de um classificador simbdlico h. As “melhores” regras podem ser aquelas que apresentam o maior
(ou menor) valor para uma determinada medida de avaliacao. Por exemplo, pode ser considerado
que as “melhores” regras R, de um classificador simbdlico h, sao aquelas que possuem maior
valor para a medida de precisao (ou menor valor para a medida de erro).

A.2 Outros Critérios para Selecdo da Melhor Regra

Existem outros critérios de selegdo da melhor regra de uma hipétese h (Horst and Monard,
2000; Gomes, 2002). Um dos possiveis critérios consiste em escolher a regra com o melhor grau
de adequagao (rule fitness) para o problema em questao. Dada uma regra R, na forma B — H,
o grau de adequagao de R pode ser denotado por rf(B — H). O critério de selecao rf escolhe
a melhor regra como sendo aquela que possui maior valor de rf. Existem trés possiveis critérios
que permitem estimar o grau de adequacao de uma regra:
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1. Confiabilidade Positiva;
2. Precisao de Laplace; e

3. Novidade
descritas a seguir.

Confiabilidade Positiva: Utiliza a precisao de regra (Acc), definida pela Equagao 18 na
pagina seguinte. Entretanto, a confiabilidade positiva possui uma propriedade indesejada.
Por exemplo, dadas duas regras R, e Ry, supondo que Acc(R,) = 1 e Acc(R,) = 0.98,
segundo este critério a regra R, é melhor que a regra I?,. Entretanto, se a regra R, cobre
somente um exemplo e a regra R, cobre 200 exemplos (portanto, 4 deles sao cobertos
erroneamente), a regra R, é claramente melhor que a regra R,,.

Precisao de Laplace Uma solucao para o problema apresentado pela confiabilidade positiva
(Acc) consiste em substitui-la pela precisao de Laplace (Clark and Boswell, 1991), definida
pela Equagao 36, onde, como definido anteriormente, N¢; € o nimero de classes do conjunto
de exemplos, bh é o ntimero de exemplos cobertos corretamente pela regra e bh é o nimero
de exemplos cobertos incorretamente pela regra.

e 1 1
(B — ) Lace(B — )y = 2L bt (36)
b+ N¢y bh + bh + N¢y

Considerando esse critério, quanto maior o valor da precisao de Laplace, melhor é a regra.
Ainda considerando o exemplo anterior em um problema com N¢; = 2 classes, tem-se que
Lacc(R,) = 0.66 e Lacc(R,) = 0.98, indicando que a regra R, é melhor que a regra R,.
Assim como a confiabilidade positiva, a precisao de Laplace assume valores no intervalo
0 < Lace(B — H) < 1.

Novidade: Utiliza a novidade de regra (Nowv), definida pela Equacao 25 na préxima pagina.
Em (Todorovski et al., 2000), sdo mostrados alguns experimentos nos quais se utiliza a
medida de novidade no algoritmo CN2 para induzir classificadores compostos por regras
ordered e unordered. Nos experimentos nos quais foram construidas hipéteses com regras
unordered, o uso da medida de novidade reduziu, em média, nove vezes o nimero de regras
nao ordenadas induzidas pelo algoritmo CAN2, com um aumento de erro em torno de 5%.
Essa reducao do ntimero de regras, com pequena perda de precisao, constitui um avancgo no
sentido de uma maior compreensibilidade do conjunto final de regras por seres humanos,
o que torna a medida novidade bastante interessante.
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Precisao

Ace(B — H) = P(H|B) = hb

Erro

Confianca Negativa

——. hb
NegRel(B — H) = P(H|B) = -

Sensibilidade
hb
Sens(B — H) = P(B|H) = —
Especificidade
——  hb
Spec(B — H) = P(B|H) -
Cobertura
Cov(B — H) = P(B) = b
B N
Suporte
hb
Sup(B— H)=P(HB) = —
Novidade

Satisfacao

Sat(5 — ) — (PUD) — PUAIB))

(20)

(22)

(23)

(25)

Tabela 7: Medidas genéricas de avaliacao de regras
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Precisao Relativa

RAce(B — H) = P(H|B) — P(H) = "2 _ I

2
T TN (27)
Confianca Negativa Relativa
- — hb R
RNegRel(B— H) = P(H|B) — P(H) TN (28)
Sensibilidade Relativa
hb b
RSens(B — H) = P(B|H) — P(B) = W N (29)
Especificidade Relativa
— —hb b
RSpec(B — H) = P(B|H) — P(B)f N (30)
Tabela 8: Medidas relativas de avaliacao de regras
Precisao Relativa com Peso
b (hb h
WRAce(B — H) = P(B)(P(H|B) — P(H)) A (31)

Confianca Negativa Relativa com Peso

WRNegRel(B — H) = P(B)(P(H|B) — P(H)) % <be % )

Sensibilidade Relativa com Peso

W RSens(B — H) = P(H)(P(B|H) — P(B))

Especificidade relativa com Peso

W RSpec(B — H) = P(H)(P(B/H) — P(B))

(33)

(34)

Tabela 9: Medidas relativas de avaliagao de regras com peso
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B Extens3ao do Ambiente SNIFFER

O ambiente computacional SNIFFER foi proposto e desenvolvido com o objetivo de gerenciar
avaliagbes e comparagoes experimentais de algoritmos de aprendizado (Batista and Monard,
2003). Para estender as funcionalidades do ambiente SNIFFER para atender as necessidades dos
ambientes ELE (Bernardini and Monard, 2004) e do sistema GAERE, descrito neste trabalho,
foi necessario realizar uma extensao do ambiente SNIFFER. Na Sec¢ao 5.1 na pagina 26, é realizada
uma breve descricao do ambiente computacional SNIFFER originalmente proposto e desenvolvido.
Neste apéndice, realizamos uma descrigao para descrever as extensoes realizadas no ambiente
SNIFFER para atender as necessidades dos sistemas computacionais ELE e GAERE.

Para realizar as extensoes citadas, foram projetadas e implementadas as classes SNIFFER-
ELE, SNIFFERGA e SNIFFERCLASSIND, as quais reimplementam alguns métodos da super-
classe SNIFFER. O objetivo desta extensao é fazer com que o SNIFFER possa reconhecer os
identificadores de métodos de construgao de ensembles (Bernardini and Monard, 2004) — SNIF-
FERELE — | os identificadores de algoritmos genéticos — SNIFFERGA — e realizar somente
inducao de classificadores, sendo assim o Apriori também reconhecido pelo SNIFFER — SNIF-
FERCLASSIND. Os identificadores a serem reconhecidos pelo SNIFFER sao:

SnifferGA: Reconhece todos os identificadores relacionados a execugao do AG, listados na
Tabela 6 na pagina 36.

SnifferELE: Reconhece todos os identificadores relacionados com métodos de construgao de
ensembles simboélicos (Bernardini and Monard, 2004).

SnifferClassInd: E responséavel por indicar ao SNIFFER que somente sejam induzidos classifi-
cadores sem estimativa de erro. Além dos algoritmos de aprendizado ja reconhecidos pelo
SNIFFER, SNIFFERCLASSIND também reconhece o Apriori, representado pelo identificador
apriori.

Na Figura 14 ¢ ilustrado o diagrama UML referente ao projeto das classes SNIFFERELE,
SNIFFERGA e SNIFFERCLASSIND, as quais, como mencionado, sdo extensoes da superclasse
SNIFFER.

Sniffer

SnifferClassind SnifferELE SnifferGA

Figura 14: Diagrama UML da extensao realizada no ambiente SNIFFER
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C Configuracdes do Algoritmo Genético

O algoritmo genético proposto possui alguns parametros que possuem valores default. Na Ta-
bela 10 sao mostrados esses parametros, os valores default que esses parametros podem assumir
e uma descricao de cada um desses parametros.

Parametro D\gjfiz(;flt Descricao
STPCRIT | converge | Tipo de critério de parada do AG. Também pode assumir o valor
“numgen” .

LOADCLASS 1 1: Sao carregados como individuos iniciais os conjuntos de regras
que sao classificadores induzidos por algoritmos de aprendizado
simbdlico CN2, C4.5 e C4.5rules. 0: Nao sao carregados tais classi-
ficadores como individuos.

PLOTCHART 0 1: O gréfico com a média dos valores obtidos por cada individuo
na funcao de avaliacdo e a o melhor valor dos individuos na fungao
de avaliacao a cada iteragao (geracao) do AG sao plotados em um
grafico. 0: O gréfico nao é plotado.

NREND 5 Usado no critério de parada “converge”. O algoritmo péara se
a funcao de avaliacdo do melhor individuo nao melhora durante
NRTERM geracoes.
NRGEN 20 Usado no critério de parada “numgen”. Numero de geracoes a ser
executado pelo AG.
IS 10 Tamanho inicial de cada individuo.
PS 15 Tamanho da populacao.
PC 0.40 Probabilidade de crossover.
PM 0.01 Probabilidade de mutagao.

Tabela 10: Parametros do AG proposto

Quando a classe que implementa o AG é instanciada, é verificado se existe no diretdrio onde
estao os arquivos de regras e os arquivos de dados um arquivo denominado GA.conf. O formato
deste arquivo é ilustrado na Figura 15. Caso esse arquivo nao exista, o AG é executado com
todos os valores default. Mesmo se o arquivo existir, se algum parametro, ou todos eles, nao
estiverem citados no arquivo, o parametro fica com seu valor default.
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GA CONFIGURATION FILE

STPCRIT <stop_criterion>
PLOTCHART <plot_chart>
LOADCLASS <load_classifiers>
NREND <nr_end>

NRGEN <nr_generations>

IS <individual_size>

PS <population_size>

PC <crossover_probability>
PM <mutation_probability>

Figura 15: Arquivo de configurages do AG
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