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Resumo:

Tarefas de aprendizado de maquina nao-supervisionado sao, freqiien-
temente, utilizadas em diversas aplicagoes de Mineragao de Dados
e Textos, nas quais grandes conjuntos de dados devem ser anali-
sados em busca de conhecimento novo e potencialmente util. O
clustering, especificamente, é uma técnica de analise e exploracao
de dados usualmente aplicada com objetivo de extrair padroes la-
tentes nesses conjuntos de dados. Existem diversas abordagens e
algoritmos de clustering propostos na literatura, entre eles, os algo-
ritmos hierarquicos, objeto de estudo deste trabalho. Esses algorit-
mos constréem uma estrutura que descreve os clusters identificados
por meio de uma hierarquia, que pode ser representada de diver-
sas formas, tais como dendograma ou banner, por exemplo. Além
disso, essas formas de representacao podem ser armazenadas em
diferentes estruturas de dados. Um dos objetivo deste trabalho é
revisar algumas das formas de representacao mais comumente utili-
zadas no clustering e, também, as estruturas de dados utilizadas na
implementacao dessas representacoes. Outro objetivo é, com base
nesse estudo, decidir qual das formas de representagao e estrutura
de dados serao utilizadas na implementacao do moédulo de clustering
hierarquico do Discover, um ambiente computacional em desenvol-

vimento no Laboratério de Inteligéncia Computacional do ICMC.
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1 Introducao

Métodos de Apendizado de Maquina — AM — sao freqiientemente utilizados em tarefas
de descoberta de conhecimento e extracao de padroes. Em geral, grandes volumes de
dados sao produzidos nas mais diversas areas do conhecimento, armazenando fatos que
descrevem desde fenomenos naturais e estruturas bioquimicas a transacoes comerciais. A
diversidade e quantidade de dados disponiveis acarreta na dificuldade para analise manual
e compreensao das informacgoes embutidas nesses dados. Nesse contexto, alguns métodos
de AM podem ser utilizados para auxiliar na andlise automatica ou semi-automatica de
dados e no aproveitamento das informacgoes extraidas para a descoberta de conhecimento
referente ao dominio da aplicacao.

Segundo o modo de aprendizado, algoritmos de AM podem ser classificados como:
supervisionado, nao-supervisionado e semi-supervisionado.

No aprendizado supervisionado é fornecido ao algoritmo de aprendizado, ou indutor,
um conjunto de exemplos de treinamento para os quais o rotulo da classe associada é
conhecido. No aprendizado nao-supervisionado nao ha classe associada aos exemplos, e o
algoritmo analisa os exemplos fornecidos para determinar se alguns deles podem ser agru-
pados considerando alguma medida ou critério de similaridade, formando agrupamentos
desses exemplos (clusters) (Cheeseman & Stutz, 1996). Recentemente, surgiu um terceiro
modo de aprendizado, denominado semi-supervisionado, no qual somente poucos exem-
plos encontram-se rotulados impossibilitando o uso direto de algoritmos de aprendizado
supervisionado. O objetivo principal desse modo de aprendizado é tentar rotular, mas
somente se certas condigoes sao satisfeitas, um nimero maior de exemplos a fim de incre-
mentar o numero de exemplos rotulados, para posteriormente utiliza-los no aprendizado
supervisionado.

Em resumo, os exemplos fornecidos a um algoritmo de AM podem, ou nao, estar rotu-
lados com uma classe conhecida. De acordo com esse critério, trés modos de aprendizado

podem ser diferenciados:

e Aprendizado supervisionado: utilizado quando existe um ntmero expressivo de

exemplos rotulados;

e Aprendizado semi-supervisionado: utilizado quando existem poucos exemplos

rotulados;

e Aprendizado nao-supervisionado: utilizado quando os exemplos nao estao ro-

tulados.

As tarefas mais comuns do modo de aprendizado nao-supervisionado sao a inducgao de
regras de associacao, a sumarizacao de textos e o agrupamento de dados ou clustering,
foco principal deste trabalho.

O resultado obtido pelo clustering é um conjunto de agrupamentos de dados, no qual

cada agrupamento é denominado cluster. Pode-se caracterizar um cluster como sendo um



agrupamento composto de objetos (exemplos) similares de acordo com alguma medida de
similaridade. Algumas definigoes de clustering sao apresentadas a seguir na Se¢ao 2.
Diversos algoritmos de clustering foram propostos na literatura e alguns desses foram
implementados. Em geral, cada algoritmo utiliza uma forma de representagao dos agru-
pamentos e uma estrutura de dados interna para implementar essa representagao. Este

trabalho tem dois objetivos principais:

1. descrever algumas das formas de representacao usualmente empregadas para o clus-
tering, especificamente para a abordagem hierarquica, e as estruturas de dados mais

freqiientemente utilizadas para a implementacao dessas representacoes; e

2. com base nesse estudo, indicar uma representacao/estrutura de dados para ser uti-
lizada na implementacao do médulo de clustering hierarquico no ambiente DI1SCO-
VER (Baranauskas & Batista, 2000; Batista & Monard, 2003), em desenvolvimento

no Labic — Laboratério de Inteligéencia Computacional.

Este trabalho esta organizado da seguinte maneira: na Secao 2 sao apresentados bre-
vemente alguns conceitos relacionados ao aprendizado de méaquina nao-supervisionado,
mais especificamente o clustering ou agrupamento de dados. Na Secao 3, sao apresen-
tados alguns algoritmos de clustering que seguem a abordagem hierdrquica, assim como
uma ferramenta computacional para auxiliar a analise dos agrupamentos e uma biblioteca
que implementa diversos métodos de clustering hierdrquico. Na Secao 4 sao discutidas as
formas de representacao do clustering e algumas estruturas de dados freqiientemente uti-
lizadas para implementacao dessas representacoes. As consideracoes finais deste trabalho

sao apresentadas na Secao 5.

2 Agrupamento de Dados

Neste trabalho sao apresentados, especificamente, os conceitos, algoritmos e ferramentas
relacionados ao clustering. Dessa maneira, o termo aprendizado nao-supervisionado sera
utilizado, neste trabalho, em referéncia ao clustering. Caso haja necessidade de utilizad-lo
em outro contexto, isso sera explicitamente indicado.

Algoritmos de clustering agrupam exemplos de dados baseados em indices de proximi-
dade (similaridade) entre pares. O conjunto desses exemplos pode ser descrito por meio
de duas estruturas: tabela de exemplos e matriz de similaridade (Jain & Dubes, 1988),

descritas a seguir.

Tabela de exemplos: o conjunto de exemplos {E}, Es, ..., Ex} é representado por uma
tabela N x M, onde N é o nimero de exemplos e M o ntimero de atributos que os
descrevem. Cada linha ¢ da tabela define um exemplo F; e cada coluna j denota
um atributo ;. Em outras palavras, cada exemplo ¢é representado por um vetor no

espaco M-dimensional — Tabela 2.1.



Os M atributos descrevem os eixos ortogonais do espago de dados de modo que
um cluster pode ser interpretado como sendo uma colegao de exemplos que estao

proximos uns dos outros, ou satisfazem alguma relacao espacial.

’ X, X .. Xy ‘
Ey | 211 712 : T1M
Ey | o1 T2 : Tom
Ey |zv1 N2 ¢ Tnum

Tabela 2.1: Representacao do conjunto de dados por meio da tabela de exemplos.

Matriz de similaridade: os métodos de clustering requerem que um indice de proximi-
dade seja estabelecido para cada par de exemplos e clusters. Esse indice pode ser
calculado a partir da tabela de exemplos. Uma matriz de similaridade S armazena

em cada célula S;; a similaridade entre os exemplos E; e Ej, i.e., S;; = sim(E;, E;).

Quando a representacao utilizada é a tabela de exemplos, as células da tabela, ou
valores dos atributos X7, X5 ... X, podem assumir tipos diferentes, tais como: bina-
rio, discreto ou continuo. Atributos binarios podem assumir somente dois valores, por
exemplo sim e nao ou 1 e 0, indicando presenga ou auséncia de uma determinada carac-
teristica. Atributos discretos possuem, usualmente, um conjunto finito e freqiientemente
pequeno de valores possiveis, por exemplo meses do ano ou dias da semana. Os atribu-
tos continuos, por outro lado, podem assumir qualquer valor real dentro de um intervalo
pré-definido. Além dos tipos dos atributos, o clustering é influenciado pela escala, que
indica a significancia relativa dos valores dos atributos. Assim, a escala dos atributos pode
ser qualitativa (nominal ou ordinal) ou quantitativa (intervalo de valores ou proporgao),
descritos a seguir (Jain & Dubes, 1988).

e Qualitativa
— Nomunal: os valores sao apenas nomes diferentes. Exemplo: atributos cores e
Sexo.
— Ordinal: os valores refletem uma ordem. Exemplo: atributos hierarquia militar
e avaliacoes qualitativas como frio, morno e quente.

e Quantitativa

— Intervalo: existe uma unidade de medida e a interpretacao dos atributos depen-
dem dessa unidade. Exemplo: atributos temperatura (90° Célcius é diferente

de 90° Fahrenheit), a duragao de um evento em minutos ou segundos.

— Proporg¢ao: os valores tém um significado absoluto. Isto significa que existe um
zero absoluto junto com uma unidade de medida, de modo que a proporgao

tenha significado. Exemplo: atributos altura, salario e distancia.



O resultado obtido apds a realizacao do agrupamento é um conjunto de particoes
sobre o conjunto de dados original, na qual cada particao representa um cluster. Diversas
defini¢coes de cluster sao encontradas na literatura, algumas das mais freqiientemente
utilizadas sao (Everitt, 1993):

Definicao 1: um cluster é um conjunto de entidades semelhantes, e entidades pertencen-

tes a clusters diferentes nao sao semelhantes.

Definicao 2: um cluster é um agrupamento de pontos distribuidos no espaco de teste de
tal maneira que a distancia entre quaisquer dois pontos em um mesmo cluster €
menor que a distancia entre qualquer ponto desse cluster e wm outro ponto qualquer

nao pertencente a ele.

Definicao 3: clusters podem ser descritos como regioes conectadas de um espaco mul-
tidimensional contendo uma alta densidade relativa de pontos, separadas de outras

regioes por uma regiao contendo uma baira densidade relativa de pontos.

Para obter os agrupamentos, algumas etapas devem ser realizadas, tais como: pré-
processamento, selecao da medida de similaridade, execucao do algoritmo de clustering,
avaliacao dos resultados e, finalmente, a interpretacao dos clusters encontrados. Essas

etapas sao descritas nas proximas segoes.

2.1 Pré-processamento

A preparacao e transformacao dos dados devem ser realizadas nesta etapa. Freqiiente-
mente é necessario que algum tipo de normalizacao seja realizada sobre os dados, a qual
considera a medida de similaridade que sera aplicada na etapa de agrupamento. Por
exemplo, a distancia Euclidiana é um indice geralmente utilizado para medir a similari-
dade entre exemplos. Porém, ela atribui maior importancia para as dimensoes (atributos)
que assumem valores em um intervalo maior que aquelas que assumem valores em um in-
tervalo menor. Manter os atributos dentro de uma faixa de valores comum pode minimizar
esse problema.

Outro aspecto importante é a base ou sistemas de coordenadas em que os dados estao
representados. Em geral, assume-se que os dados ja estao numa base adequada para a
aplicacao de um algoritmo de clustering. No entanto, uma analise mais cuidadosa das
caracteristicas disponiveis e das transformacoes que podem ser aplicadas aos dados pode
auxiliar na obtencao de resultados significativamente melhores. Um exemplo simples
é o agrupamento do conjunto de dados ilustrado na Figura 2.1 na pagina oposta. Os
exemplos apresentados nessa figura formam um cluster curvilineo com distancia da origem
aproximadamente constante. Utilizando uma representacao em coordenadas Cartesianas,
muitos algoritmos de agrupamento produziriam dois ou mais clusters. Entretanto, se
fossem utilizadas coordenadas polares para representar esses exemplos, a solu¢ao de um

unico cluster poderia ser obtida mais facilmente (Jain et al., 1999).
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Figura 2.1: Cluster curvilineo (Jain et al., 1999).

A dimensionalidade dos exemplos é outra caracteristica que deve ser considerada na
fase de preparacao dos dados. O clustering é uma tarefa de exploracao de dados que
deve ser apoiada por técnicas de visualizacao com o intuito de facilitar a interpretacao
dos resultados. A maneira mais direta de visualizacao é dispor os dados em um espaco
bi-dimensional R? ou tridimensional R?, representando os exemplos agrupados por meio
de pontos nesse espaco. Entretanto, dados multi-variados (R™ para n > 3) ndo podem
ser diretamente visualizados ou projetados precisamente em duas ou trés dimensoes. A
representacao de subconjuntos dos atributos no R? ou R? pode ser de grande ajuda para
o entendimento dos dados, mesmo quando n > 3. Além disso, um nimero menor de
atributos reduz substancialmente o tempo de execugao dos algoritmos. Desse modo,
alguns métodos de selecao de atributos sao usualmente empregados com o objetivo de
selecionar apenas os atributos que melhor descrevem e discriminam o conjunto de dados
e suas estruturas latentes, o que conseqiientemente reduz a dimensionalidade dos dados,
melhora a eficiéncia dos algoritmos em relacao ao tempo de execugao e, em alguns casos,
pode melhorar os resultados (Liu & Motoda, 1998).

2.2 Selecao da Medida de Similaridade

Nesta etapa devem ser determinadas as medidas de similaridade utilizadas para realizar
o agrupamento dos dados, as quais devem ser cuidadosamente selecionadas considerando
as caracteristicas do conjunto de dados, tais como o tipo e escala dos atributos. Foram
propostas diversas medidas para o calculo da similaridade, entre as quais estao as medidas
de distancia, de correlacao e de associacao. Quando o conjunto de dados é composto
por atributos numéricos (quantitativos), as métricas de distancia podem ser aplicadas
para o cdlculo da similaridade entre os exemplos. O problema com a aplicacao dessas
métricas ocorre quando os exemplos possuem atributos qualitativos pois, nesse caso, se
nao existir uma ordenagao conceitual dos valores desses atributos, nao é possivel calcular
a similaridade entre os exemplos por meio das métricas de distancia. Uma estratégia

geralmente utilizada para o célculo da similaridade nesses casos, é aplicar o coeficiente de



correspondéncia, que verifica se os atributos de exemplos diferentes apresentam o mesmo
valor ou diferem. Assim, se os valores dos atributos sao iguais, entao a similaridade para
aquele atributo é um, caso contrario é zero. Desse modo, cada uma das métricas e medidas
de similaridade representa uma perspectiva, dependendo das caracteristicas dos dados. As
métricas de distancia e medidas de correlacao requerem atributos continuos, enquanto que
as medidas de associagao sao utilizadas para atributos discretos. Uma revisao de varios
tipos de medidas de similaridade pode ser encontrada em (Jain & Dubes, 1988) e (Everitt,
1993).

Para a formacgao dos agrupamentos deve-se observar também a similaridade entre os
clusters, chamadas de similaridade inter-cluster ou método de agrupamento, dos quais

alguns sao descritos na Segao 3.

2.3 Algoritmo de Agrupamento

Neste estagio, o conjunto de exemplos deve ser submetido a algum algoritmo para o
agrupamento dos dados. Os algoritmos de clustering podem ser classificados considerando
diferentes aspectos. Uma das classificagoes bastante aceita é a dada por Jain et al. (1999),
na qual os algoritmos sao classificados de acordo com a abordagem adotada para definir
os clusters. Nesse caso, os algoritmos sao divididos em particionais ou de otimizacao,
baseados em grade, baseados em densidade, clumping, redes auto-organizaveis, conceitual
e hierarquicos, sendo essa ultima a abordagem de maior interesse para o desenvolvimento
deste trabalho.

O objetivo do clustering de otimizacao é formar agrupamentos étimos sobre os dados,
dividindo iterativamente o conjunto de exemplos em k-parti¢goes mutuamente exclusivas,
as quais devem maximizar uma fungao critério pré-definida (Berkhin, 2002). Um pro-
blema associado ao clustering de otimizacao é a necessidade de informar com antecedén-
cia o numero de clusters desejados. Além disso, apresenta alta variancia, pois a selegao
dos exemplos representantes (sementes iniciais) afeta, significativamente, o resultado do
clustering e pode fazer com que a solucao va em direcao a um maximo local da funcao
de avaliacao. Para minimizar esse efeito negativo, os algoritmos sao executados diver-
sas vezes com sementes diferentes e, entao, a melhor solucao é atribuida ao resultado do
processo de clustering. Os algoritmos k-means e k-medoids sao os representantes mais
utilizados dessa abordagem.

No caso do clustering baseado em grade, uma grade é definida para o espaco de
exemplos e todas as operagoes de agrupamento sao realizadas nesse espago quantizado.
Em termos gerais, essa abordagem ¢é capaz de encontrar clusters de formatos arbitrarios,
nao apresenta alta sensibilidade aos outliers e é muito eficiente para grandes conjuntos de
dados. Exemplos de algoritmos que seguem essa abordagem sao CLIQUE (Agrawal et al.,
1998), MAFIA (Nagesh et al., 1999), OptiGrid (Hinneburg & Keim, 1999) e STING (Wang
et al., 1997).

O clustering baseado em densidade assume que os clusters sao regioes de alta densi-



dade separadas por regioes com baixa densidade no espaco de exemplos. A idéia dessa
abordagem ¢é que cada exemplo do cluster deve manter uma vizinhan¢a com um nimero
minimo de vizinhos dentro de uma esfera com raio R. Os exemplos que possuem uma
vizinhanga com densidade minima, e estao numa distancia menor que R pertencem ao
mesmo cluster. Existem diversos algoritmos que seguem essa abordagem, tais como DEN-
CLUE (Hinneburg & Keim, 1998), DBSCAN (Ester et al., 1996), OPTICS (Ankerst et al.,
1999) e Wave-cluster (Sheikholeslami et al., 1998).

Um agrupamento exclusivo é uma particao do conjunto de exemplos, no qual cada
exemplo pertence exclusivamente a um unico cluster. O resultado desse agrupamento
pode ser dito crisp, quando a relagao entre os exemplos e os agrupamentos resume-se em
pertencer ou nao a um dado cluster. Na abordagem de agrupamento nao exclusivo (com
sobreposigao ou clumping), pode-se associar um exemplo a vérios clusters. Nesse caso,
a cada exemplo é atribuido um grau de pertinéncia em relagao aos clusters encontrados.
Assim, um exemplo pode estar em mais de um agrupamento, com probabilidades diferen-
tes. O AutoClass (Cheeseman & Stutz, 1996) é um dos algoritmos que implementam essa
idéia.

Além das abordagens apresentadas anteriormente, outras maneiras de realizar o clus-
tering téem sido propostas. Uma abordagem que estima a similaridade dos exemplos por
meio de calculos matematicos sao as redes auto-organizaveis, também conhecidas como
redes SOM — Self Organizing Map (Kohonen, 1990; Haykin, 1999) —, uma rede neural
artificial nao-supervisionada freqiientemente utilizada em tarefas de agrupamento e visua-
lizacao. Nesse tipo de rede, os neuronios sao organizados em um reticulado bi-dimensional,
onde cada neuronio esta conectado a todas as entradas da rede. A cada exemplo de entrada
apresentado a rede, os neuronios computam seus valores de ativacao, ativando uma regiao
diferente do reticulado determinando a localizacao espacial de uma vizinhanca topoldgica
de neuronios excitados, centrada no neuronio vencedor. Desse modo, durante a execucao
do algoritmo ocorre uma organizacao topoldgica dos neuronios da rede. Dois algoritmos
bastante conhecidos que implementam redes auto-organizaveis sao SOTA (Herrero et al.,
2001) e SomPack (Kohonen et al., 1996).

Em geral, algoritmos de clustering baseados apenas em similaridade, como os apre-
sentados, nao utilizam conhecimento semantico na formacao dos clusters. Além disso,
na definicao dos agrupamentos, certos atributos que descrevem os exemplos sao mais im-
portantes do que outros e, geralmente, medidas simples de similaridade tratam todos os

atributos igualmente.

Do ponto de vista da Inteligéncia Artificial — IA —, as abordagens baseadas apenas
em medidas de similaridade numérica sao ditas metodologias fracas, pois sao metodologias
gerais que utilizam pouco ou nenhum conhecimento do dominio do problema. As medidas
de similaridade sao usualmente definidas como medidas de proximidade ou distancia em
um espago multidimensional (R™) onde os atributos representam os eixos ortogonais desse

espaco. Essas medidas, entretanto, sao significativas somente se os atributos selecionados
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sao relevantes para a descrigao da similaridade dos objetos (exemplos) analisados. Nesse
sentido, a presenca de atributos irrelevantes pode degradar o poder de descricao dessas
medidas (Michalski & Stepp, 1983). O uso de medidas de similaridade numérica apresenta
outras desvantagens, pois consideram apenas as propriedades dos exemplos envolvidos
sem analisar qualquer contexto ou conceito que poderia caracterizar melhor o conjunto
de exemplos. Conseqiientemente, o resultado nao tera necessariamente uma descri¢ao
simples dos conceitos embutidos nos dados e, provavelmente, sera de dificil interpretacao.
O clustering conceitual foi proposto com o objetivo de superar essas limitagoes. Nessa
abordagem, a técnica de clustering depende do objetivo e dos conceitos disponiveis ao
sistema para a caracterizacao do conjunto de exemplos. Sua premissa basica é que os
exemplos devem ser organizados em clusters que tenham algum significado conceitual
simples e que seja 1util do ponto de vista da aplicacao. Desse modo, exemplos de um
mesmo cluster nao sao similares somente segundo alguma medida de similaridade definida
matematicamente, mas também segundo um mesmo significado conceitual descrito pelo
cluster (Fisher & Langley, 1986; Stepp & Michalski, 1986; Bhatia & Deogun, 1998; Mishra
et al., 2004).

O clustering hierarquico, assim como as outras abordagens de clustering, constréi
os agrupamentos de modo que exemplos pertencentes ao mesmo cluster possuem alta
similaridade e exemplos pertencentes a clusters diferentes possuem baixa similaridade.
Entretanto, uma distingao entre essa abordagem e as demais é que o resultado obtido
nao ¢é constituido apenas de uma particao do conjunto de dados inicial, mas sim de uma
hierarquia que descreve um particionamento diferente a cada nivel analisado. Um conjunto
de dados, geralmente, contém diversos clusters e esses clusters, por sua vez, contém sub-
clusters. Os sub-clusters podem ainda ser formados a partir do agrupamento de outros
clusters menores (sub-subclusters), e assim sucessivamente. Na Biologia por exemplo, os
reinos sao divididos em filos, que sao subdivididos em sub-filos, os quais sao divididos
em familias, sub-familias, géneros e espécies, que constitui uma hierarquia (Duda et al.,
2000). Nesses casos, torna-se necessaria a utilizagdo de uma representacao formal para
a hierarquia de clusters obtida a partir dos dados. O dendograma é a estrutura mais
freqiientemente utilizada para representar essa hierarquia, que consiste de um tipo especial
de estrutura de arvore, na qual os ndés pais agrupam os exemplos representados pelos
nos filhos. Outras estruturas sao também utilizadas para representar a hierarquia de
agrupamentos, tais como Diagramas de Venn, IciclePlot e Banner. Essas estruturas sao
apresentadas brevemente na Secao 4.

Duas estratégias podem ser utilizadas com o clustering hierarquico:
1. Aglomerativa (Botton-Up); e
2. Divisiva (Top-down).

Na primeira, cada exemplo ¢ considerado um cluster unitario. Em seguida, pares desses

clusters sao iterativamente agrupados considerando alguma medida de similaridade, até



que todos os exemplos pertencam a apenas um cluster. Por outro lado, a abordagem
divisiva ¢é iniciada com apenas um agrupamento contendo todos os exemplos e procede
dividindo o conjunto de exemplos em clusters cada vez menores, até que cada exemplo
pertenca exclusivamente a um cluster ou até que se alcance algum critério de parada,
freqiientemente o nimero de clusters desejados (Murtagh, 1983).

Na literatura, trabalhos relacionados ao clustering hierarquico, geralmente, referen-
ciam a abordagem aglomerativa, nao despertando muito interesse pelos métodos divisivos.
Mesmo os pacotes de software que implementam algoritmos de clustering dificilmente in-
cluem algoritmos divisivos. O principal aspecto que influencia esse fato é a complexidade
computacional desses métodos. Algoritmos aglomerativos sao quadraticos em relagao ao
nimero de exemplos do conjunto de entrada, i.e., O(N?), mas ainda assim muitas vezes
aplicaveis. A complexidade dos algoritmos divisivos, por outro lado, cresce exponencial-
mente em relacao ao tamanho do conjunto de entrada, o que torna proibitiva sua aplica¢ao
sobre conjuntos de dados com pouco mais que algumas centenas de exemplos (Kaufman
& Rousseeuw, 1990b).

Figura 2.2: Clusters com diferentes densidades (Ankerst et al., 1999).

Um aspecto positivo do agrupamento hierarquico ¢ a flexibilidade em relacao a analise
dos diferentes niveis de granularidade ou densidade dos agrupamentos. Diversos conjuntos
de dados reais possuem a propriedade de que, em geral, as estruturas intrinsecas nao po-
dem ser caracterizadas por parametros globais de densidade ou por funcoes matematicas
que nao consideram os diversos niveis de granularidade dos clusters. Em alguns casos, os
parametros e densidade teriam que ser muito diferentes para que os algoritmos pudessem
identificar os clusters com densidade variadas. Considere, por exemplo, o conjunto de
dados apresentado na Figura 2.2. Nesse caso, nao seria possivel identificar, simultanea-
mente, os clusters A, B, C1, C2 e C3 utilizando valores de densidade globais, mas sim os
clusters A, B e C ou C1, C2 e C3, no ultimo caso considerando os clusters A e B como
ruido ou outliers. Sob esse aspecto, o clustering hierarquico ¢ uma alternativa para iden-

tificar corretamente essas estruturas, pois com a analise em diferentes niveis da hierarquia



é possivel observar agrupamentos com densidades distintas.

Um fator negativo associado ao clustering em geral, é que os resultados obtidos por
meio dessa técnica sao de dificil interpretagao, o que torna necessaria a maior interagao
com um especialista do dominio e o desenvolvimento de metodologias que facilitem a

compreensao dos agrupamentos encontrados.

2.4 Avaliacao dos Resultados

Esta etapa é realizada para determinar o grau de significancia dos resultados obtidos pelo
algoritmo de agrupamento. O fato de nao haver uma classe definida para os dados nao-
supervisionados acarreta na utilizacao de suposigoes para a identificacao das estruturas
embutidas nos dados, que sao avaliadas e validadas considerando a qualidade dos clusters
encontrados pelos diversos algoritmos, i.e., por meio da andlise de indices que medem a
adequabilidade da estrutura encontrada em termos das probabilidades dos clusters serem
corretos. A adequabilidade dos clusters extraidos refere-se ao fato de representarem cor-
retamente a informacao contida nos dados, ou a habilidade de recuperarem padroes que
reflitam os conceitos intrinsecos ao conjunto de dados.

A validacao do clustering, em geral, é realizada com base em indices estatisticos que
julgam, de uma maneira quantitativa, as estruturas encontradas no conjunto de dados. A
maneira pela qual um indice é aplicado para validar um agrupamento é dada pelo critério
de validacao. Assim, um critério de validacao expressa a estratégia utilizada para validar
um estrutura de agrupamento, enquanto que um indice é um valor estatistico pelo qual
a validade ¢é testada. Existem trés tipos de critérios para investigar a validade de um
agrupamento (Halkidi et al., 2002a,b):

1. Critérios relativos;
2. Critérios internos; e
3. Critérios externos.

Os critérios relativos tém como objetivo encontrar o melhor agrupamento que um
algoritmo pode obter sob certas suposicoes e valores para seus parametros, ou o algoritmo
mais apropriado para os dados e estruturas analisadas.

Os critérios externos e internos sao baseados em testes estatisticos e tém um alto
custo computacional. Seu objetivo é medir o quanto o resultado obtido confirma uma
hipotese pré-especificada. Nesse caso, sao utilizados testes de hipdtese para determinar
se uma estrutura obtida é apropriada para os dados. O mesmo indice pode ser utilizado
em um critério externo e interno, embora as distribuicoes de referéncia do indice sejam
diferentes (Jain & Dubes, 1988). O que distingue a utilizacdo de um indice em um dos
critérios é a maneira como o indice é aplicado. A maneira mais comum de aplicacao de
um indice com um critério relativo, por exemplo, consiste do calculo do seu valor para

varios agrupamentos que estao sendo comparados, obtendo-se uma seqiiéncia de valores.
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O melhor agrupamento é determinado pelo valor que se destaca nessa seqiiéncia, como o

valor maximo, minimo ou inflexao na curva do grafico construido com a seqiiéncia.

2.5 Interpretacao

Esta etapa refere-se ao processo de examinar os clusters encontrados pelo algoritmo para
tentar descobrir algum significado relacionado ao dominio da aplicacao. O especialista
pode avaliar subjetivamente os clusters encontrados para descobrir algum significado pra-
tico, e/ou diferencgas, considerando os padroes representados em cada cluster.

A atribuicao de conceitos aos agrupamentos é parte fundamental do processo de des-
coberta de conhecimento. Por outro lado, é uma tarefa complexa que exige a participacao
do especialista do dominio na analise dos agrupamentos para que ele identifique os concei-
tos que, eventualmente, cobrem ou explicam os exemplos contidos em um mesmo cluster.
Para auxiliar o especialista na extracao de conhecimento de clusters, é importante de-
senvolver ferramentas que facilitem essas tarefa. Em (Martins, 2003) é proposta uma
metodologia que utiliza-se das técnicas de aprendizado supervisionado para guiar a tarefa
de explicacao de clusters. Essa metodologia sera explorada em trabalhos futuros para

analisar os agrupamentos encontrados por algoritmos de clustering hierarquico.

3 Ferramentas e Algoritmos de Clustering Hierar-

quico: Uma Visao geral

Um algoritmo de clustering hierarquico aglomerativo pode ser descrito basicamente da

seguinte maneira:

1. Procure pelo par de clusters com a maior semelhanca.
2. Crie um novo cluster que agrupe o par selecionado no passo 1.
3. Decremente em 1 o nimero de clusters restantes.

4. Volte ao passo 1 até que reste apenas um cluster.

O que diferencia os diversos algoritmos é o método ou estratégia utilizada para identifi-
car os pares de clusters mais semelhantes. Para isso, diversas estratégias foram propostas,
tais como: Single Link, Complete Link, Average Link, Centroid-based, Median e Ward,

descritas a seguir.

Single Link: este é um dos métodos de clustering hierarquico mais simples, também co-
nhecido como técnica dos vizinhos mais préximos — (Nearest Neighbor Technique).
Foi descrito pela primeira vez por Florek et al. (1957) e mais tarde por Sneath (1957)

e Johnson (1967). Nesse método, a distancia entre dois clusters é determinada pela
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Cluster B

Cluster A

Figura 3.3: Single Link: menor distancia entre dois clusters. Assim, dap =
min dist(E;, E;); E; € A, E; € B.

distancia do par de exemplos mais proximo, sendo cada exemplo pertencente a um

desses clusters, conforme ilustrado na Figura 3.3.

Alguns algoritmos que implementam essa estratégia sao descritos por Sibson (1973)
e Rohlf (1973, 1978).

Para entender melhor como funciona essa estratégia, considere um grafo, no qual os
exemplos representam os nds e as arestas formam um caminho entre os nés contidos
num mesmo subgrafo (cluster). A juncao ou agrupamento de dois subgrafos corres-
ponde a adicao de uma aresta entre o par de nés mais préximo, sendo que cada né
pertence a um cluster diferente. Utilizando a terminologia da teoria dos grafos, esse
procedimento, caso seja executado até que todos os subgrafos estejam conectados,

resulta em uma arvore denominada MST — Minimal Spanning Tree (Figura 3.4).

Figura 3.4: Minimal Spanning Tree obtida com a aplicacao do método Single Link.

O método Single Link apresenta um problema, usualmente chamado de chaining
effect, i.e., algumas vezes ocorre a presenca de alguns exemplos localizados entre dois

cluster distintos, que formam uma ponte e forca a juncao indevida desses clusters.

Complete Link: esta estratégia é freqiientemente referenciada como Farthest Neighbour
ou vizinho mais distante. Ao contrario do método Single Link, essa estratégia deter-

mina a distancia entre dois agrupamentos de acordo com a maior distancia entre um
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par de exemplos, sendo cada exemplo pertencente a um cluster distinto, conforme
ilustrado na Figura 3.5. Com isso, tem maior propensao a identificar clusters menos

alongados.

A fim de entender essa tendéncia, basta analisar o procedimento como a construgao
de um grafo no qual arestas conectam todos os nés dentro de um cluster, constituindo
um subgrafo completo em cada cluster. Quando os pares de clusters mais proximo
sao agrupados, o grafo é modificado de modo que novas arestas sao adicionadas
entre cada par de nds nesses dois subgrafos, formando um tnico grafo maior com
a juncao de todos os nés e preservando a propriedade de que esse também é um

subgrafo completo.

Cluster B

Cluster A

Figura 3.5: Complete Link: maior distancia entre dois clusters. Assim, dap =
mazx dist(E;, E;); E; € A,E; € B.

Average Link: as estratégias de distancia minima e maxima, Single Link e Complete
Link respectivamente, representam dois extremos em termos de distancia entre clus-
ters. Como todos os procedimentos que envolvem esses extremos, eles tendem a ser
altamente sensiveis a presencga de outliers. Assim, o uso de uma abordagem inter-

medidria é um caminho natural para amenizar esse problema (Duda et al., 2000).

No método Average Link, a distancia entre dois clusters é definida como a média
das distancias entre todos os pares de exemplos em cada cluster, cada par composto

por um exemplo de cada cluster, ilustrado na Figura 3.6.

Centroid Based: os trés métodos descritos anteriormente operam diretamente sobre a
matriz de similaridade e nao necessitam acesso direto aos valores dos atributos dos
exemplos, enquanto que o método baseado no centréide deve ter acesso direto aos
exemplos. Com o método Centroid Based, os grupos identificados sao representados
por um vetor que armazena a média de cada atributo. Assim, a distancia entre os
clusters é definida em termos da distancia entre o representante de cada cluster.

Conseqilientemente, os atributos devem ser numéricos.

Uma desvantagem desse método é que se o tamanho dos clusters selecionados para

a juncao forem muito diferentes, entao, o centréide do novo cluster sera muito se-
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Cluster B

d,, = (dE, ) +d(E, £) + dE, E) +dE, E)+dE, E)+dE, £))/6

Figura 3.6: Average Link: média das distancias entre os dois clusters.

melhante ao centréide do cluster de maior tamanho, o que acarretara na perda das

caracteristicas do menor cluster.

Ward: Ward (1963) propos um procedimento para o clustering hierdrquico de modo que
as partigoes formadas miminizem a perda associada a cada agrupamento, a qual
deve ser facilmente quantizada e de simples interpretacao. Nesse procedimento,
a cada passo, todas as possives unioes entre pares de clusters sao consideradas e
os clusters que apresentam a minima perda de informacao sao selecionados para o
agrupamento. Essa perda de informacao é definida em termos da soma dos erros

quadrados.

A tarefa de clustering é altamente relacionada aos parametros, métricas e métodos
utilizados pelo algoritmo. Em esséncia, algoritmos diferente que utilizam a mesma métrica
e método de agrupamento deveriam apresentar os mesmos resultados se aplicado sobre
um mesmo conjunto de dados. Essa observagao ¢ valida se considerarmos que a cada
iteracao os mesmos pares de clusters sao selecionados para o agrupamento. No entanto, os
algoritmos mais freqiientemente utilizados em aplicagoes praticas utilizam outros recursos,
os quais possibilitam melhoras significativas e, em alguns casos, melhoram a adequagao
do modelo obtido ao problema em questao.

Esses recursos vao desde técnicas para reducao do conjunto de dados (selegao aleatéria
e particionamento), estruturas de dados para otimizar o cdlculo da similaridade entre agru-
pamentos (drvores métricas como R-Tree (Guttman, 1984) e Kd-Tree (Bentley, 1975)),
conceitos da teoria de grafos e diversas outras estratégias que acarretam na diferenciacao
dos resultados gerados por esses algoritmos.

A seguir sao apresentados brevemente os seguintes algoritmos de clustering hierar-
quico: AGNES — Agglomerative Nesting (Kaufman & Rousseeuw, 1990a), BIRCH — Ba-
lanced Iterative Reducing and Clustering Using Hierarchies (Zhang et al., 1996), CURE —
Clustering Using Representatives (Guha et al., 1998), CHAMELEON — A Hierarchical
Clustering Algorithm Using Dynamic Modeling (Karypis et al., 1999), DIANA — Di-
visive Analysis (Kaufman & Rousseeuw, 1990b), ROCK — Robust Clustering Using
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Links (Guha et al.; 2000) e MONA — Monothetic Analysis (Kaufman & Rousseeuw,
1990c). Além desses algoritmos, sdo apresentadas brevemente algumas caracteristicas da

ferramenta Explorer e da biblioteca Cluster3 (Hoon et al., 2004).

3.1 AGNES: Agglomerative Nesting

O AGNES, proposto em (Kaufman & Rousseeuw, 1990a), é um dos algoritmos de cluste-
ring hierarquico mais tradicionais. Esse algoritmo foi projetado de modo que o usuério
nao precisa indicar o nimero de clusters desejados, pois como todo algoritmo hierarquico,
o AGNES constréi uma representacao da hierarquia de agrupamento (dendograma), a
partir da qual é possivel derivar todos os possiveis conjuntos de clusters gerados pelo
algoritmo.

As entradas desse algoritmo podem ser tanto na forma de matriz de similaridade como
na forma de tabela de exemplos. A implementacao do AGNES disponivel no ambiente
R!, dispoe de duas métricas de similaridade, as quais podem ser aplicadas somente sobre
atributos numéricos: a métrica Buclidiana e a métrica de Manhattan. E possivel também
realizar o clustering considerando a relacao dos atributos, ao invés de exemplos. Mas
para isso, é necessario que seja calculada a matriz de similaridade contendo o coeficiente
de similaridade entre os atributos, que podem ser por exemplo o coeficiente de correlagao
paramétrico ou nao-paramétrico.

Esse algoritmo, assim como os outros algoritmos aglomerativos, procede com uma
série de sucessivas fusoes entre clusters. Para isso, o par de clusters mais semelhantes é
identificado a partir da matriz de similaridade e selecionado para o agrupamento. Quando
mais de um par é identificado como mais semelhante, a selecao aleatéria entre esses pares
¢ utilizada para determinar qual deles sera agrupado na iteragao corrente.

No AGNES estao disponiveis cinco método para o calculo da similaridade inter-cluster:
Single Link, Complete Link, Ward, UPGMA — Unweighted Pair Group Method with
Arithmetic Mean, Weighted Average e uma flexibilizacao desse ultimo baseada na férmula
de atualizagao de Lance- Willians (Lance & Willams, 1967).

3.2 BIRCH: Balanced Iterative Reducing and Clustering Using

Hierarchies

Este algoritmo surgiu como uma proposta para o clustering de grandes conjuntos de
dados que encontram-se armazenados em memoria externa. Para isso, sao utilizadas
algumas estratégias que minimizam o ntimero de acesso ao disco e mantém as informacoes
necessarias para a realizagao do agrupamento em memoria principal. A idéia béasica desse
algoritmo é comprimir os exemplos de dados em subclusters para que o agrupamento
possa ser realizado em memoria principal. Com isso, o algoritmo necessita de apenas uma

varredura no conjunto de dados.

http://www.r-project.org
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Apesar dos bons resultados que vem apresentando, esse algoritmo possui algumas defi-
ciéncias. Sua performance é prejudicada quando os agrupamentos nao possuem tamanhos
e formatos uniformes. Além disso, é adequado apenas para conjuntos de dados cujos atri-
butos sao numéricos, ou seja, os exemplos podem ser representados explicitamente por
coordenadas no espago Euclidiano. Por outro lado, uma contribuicao muito importante
do BIRCH ¢ a formulacao do problema de clustering de modo apropriado para conjun-
tos de dados muito grandes, considerando as restricoes de tempo e memoria. O BIRCH
considera, também, o fato de que os dados usualmente nao sao uniformemente distribui-
dos no espaco, conseqiientemente nem todos os pontos sao igualmente importantes para
o clustering. Desse modo, as regioes mais densas sao tratadas coletivamente por meio
de um resumo dos dados, reduzindo o problema de agrupar uma grande quantidade de
exemplos para um problema menor, no qual apenas o resumo dos dados (muito menor

que o conjunto todo) é submetido ao clustering.

4 Dados‘i e —

@tapa 1: Carregar os dados para memaria principal e construir a arvore CF

' Arvore CF iniciaJ é

@apa 2 (opcional): Condensar a arvore CF anterior em uma menor
- Arvore CF diminuidsi é

@apa 3: Clustering global )
I Bons clusters‘l I

@apa 4 (opcional): Refinamento do clustering )
I Clusters refinados\* o

Figura 3.7: Etapas do algoritmo BIRCH.

A tarefa realizada pelo algoritmo BIRCH é composta por quatro etapas, ilustradas na
Figura 3.7. O objetivo da primeira etapa ¢ ler todo o conjunto de dados e construir uma
arvore em memoria principal. Essa arvore descreve o conjunto de dados da maneira mais
detalhada possivel de acordo com as limitacoes de espago de memoéria, armazenando em
seus nos apenas um resumo de cada cluster, que contém informacoes como o nimero de
exemplos presentes no cluster (N¢;), um vetor com a soma linear dos atributos de cada
exemplo local ([—/g ) e a soma quadrada desses exemplos (55). Na segunda etapa, a arvore
C'F é analisada e reestruturada para ocupar menor espaco de memoria. No processo de
reestruturacao da arvore, alguns outliers sao eliminados e alguns sub-clusters menores sao
agrupados em sub-clusters mais gerais, fazendo com que a arvore resultante seja menor.

A diminuicao da &arvore é realizada com o objetivo otimizar a execucao do algoritmo
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de agrupamento na terceira etapa. Na proposta original do BIRCH, foi utilizada uma
adaptagao do algoritmo de clustering hierarquico aglomerativo descrito em (Olson, 1995).
A quarta etapa consiste na atribuicao dos exemplos aos clusters encontrados na terceira
etapa. Para isso, é analisada a similaridade entre os exemplos e os clusters, e os exemplos
sao atribuidos ao cluster mais semelhante. Assim, um novo conjunto de clusters é gerado

e apresentado como resultado final do processo.

3.3 CURE: Clustering Using Representatives

Diversos algoritmos representam os clusters por meio de um ponto central, usualmente
o centroide, dividindo os dados em clusters de acordo com a menor distancia em relacao
ao representante de cada cluster. Um problema com essa abordagem ocorre quando
clusters distintos estao muito proximos, apresentam formato nao elipsoidal ou tamanhos
nao uniformes. Esses fatores, em geral, prejudicam dramaticamente o resultado desses
algoritmos. Por outro lado, ha algoritmos que representam os clusters como um grafo,
no qual cada exemplo refere-se a um né e a similaridade entre os noés é indicada pelo
peso nas arestas do grafo. Nesse caso, o par de clusters a ser agrupado em cada iteragao
do algoritmo ¢ selecionado de acordo com alguma medida de similaridade inter-cluster
(método de agrupamento), por exemplo Single Link. Essa abordagem também apresenta
alguns problemas, pois poucos pontos localizados entre dois clusters distintos podem criar
um efeito de ponte e determinar o agrupamento indevido desses clusters. Dessa maneira,
observa-se que as abordagens baseadas no centréide e as abordagens baseadas em grafo,
nao produzem bons resultados quando os clusters nao estao bem separados ou os tamanhos
nao sao uniformes. A maior deficiéncia dos algoritmos baseados no centréide é a divisao
de clusters com formatos nao esféricos ou alongados, enquanto que os algoritmos baseados
em grafo sdo altamente sensiveis a presenga de outliers (Guha et al., 1998).

Com o objetivo de solucionar esses problemas, o CURE utiliza uma abordagem inter-
medidria, na qual cada cluster é representado por um ntimero p de pontos. Inicialmente sao
selecionados p exemplos bem distribuidos dentro do cluster de modo que esses exemplos
descrevam naturalmente o formato do cluster. Em seguida, esses exemplos sao aproxima-
dos do centro do cluster por meio de um fator de encolhimento. Apés a aplicagao do fator
de encolhimento, os p exemplos selecionados sao definidos como representantes do cluster.
Assim, a distancia entre dois clusters serd a distancia entre o par de representantes mais
proximos (Single Link), sendo cada representante pertencente a um cluster.

O CURFE também ¢é indicado para o clustering de grandes conjuntos de dados, mas
utiliza uma estratégia diferente da adotada pelo algoritmo BIRCH. Ao invés de pré-
clusterizar todo o conjunto de dados, o CURE inicia selecionando aleatoriamente uma
amostra dos dados e, em seguida, particiona essa amostra em subconjuntos e realiza
um clustering parcial em cada particao desses subconjuntos de dados. Uma vez que as
particoes estejam pré-clusterizadas, o CURE utiliza os multiplos representantes de cada

cluster para definir o agrupamento dos dados restantes. As etapas do algoritmo CURE
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sao apresentadas na Figura 3.8.

Dados l

( Selegao aleatdria )
Y

( Particionamento )

Y

( Clustering parcial das particdes )

Y

( Eliminagzo dos outliers )

v

( Clustering dos clusters parciais )

Clustering dos dados que ndo foram
selecionados no inicio do processo

Figura 3.8: Etapas do algoritmo CURE.

O algoritmo faz uso de duas estruturas de dados: uma Heap e uma arvore multi-
dimensional (Kd-Tree). Os elementos da Heap sado ordenados de acordo com a menor
distancia entre dois clusters. Assim, cada entrada na Heap corresponde a um cluster e a
primeira posicao indica o par de clusters mais semelhante para o agrupamento. A arvore
multidimensional, por sua vez, é utilizada para armazenar os representantes dos clusters,
pois possibilita a identificacao eficiente dos pares de clusters mais semelhantes durante o

processo de agrupamento.

3.4 CHAMELEON: A Hierarchical Clustering Algorithm Using
Dynamic Modeling

Diversos algoritmos de clustering amplamente utilizados, tais como BIRCH e CURFE, sao
projetados para encontrar agrupamentos que seguem algum modelo estatico. Esses al-
goritmos falham na identificacao dos clusters se a escolha dos parametros desse modelo
estatico nao for apropriada considerando as caracteristicas do conjunto de dados e, even-
tualmente, eles podem também falhar se o modelo propriamente dito nao é adequado
para capturar as caracteristicas dos clusters presentes nos dados. Adicionalmente, alguns
algoritmos podem nao gerar bons resultados quando os dados contém clusters de formatos
arbitrarios, tamanhos nao uniformes e densidades variadas. Por outro lado, o algoritmo
CHAMFELEON mede a similaridade entre dois clusters baseado em modelos dinamicos.
Nesse caso, dois clusters sao agrupados somente se a inter-conectividade e a proximi-
dade entre os dois clusters sao comparaveis a inter-conectividade interna dos clusters e
a proximidade entre os exemplos dentro dos clusters, isso facilita a identificacao natural

e homogénea dos clusters contidos nos dados (Karypis et al., 1999). Dessa maneira, o
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CHAMFELEON supera as limitacoes dos modelos estaticos discutidos anteriormente, pois

analisa caracteristicas internas dos clusters no momento do agrupamento.

Esse algoritmo atua sobre um grafo esparso baseado na idéia de k-vizinhos mais pro-
ximos (k-Nearest Neighbor — KNN). Cada vértice do grafo de k-vizinhos mais préximos
representa um exemplo do conjunto de dados. Existe uma aresta entre dois vértices se
o exemplo correspondente a um dos dois vértices é um dos k exemplos mais similares
do outro vértice. O CHAMFELEON realiza o processo de clustering em duas etapas.
Na primeira etapa, um algoritmo de particionamento de grafos esparsos é aplicado sobre
o grafo que representa o conjunto de dados para agrupar os exemplos em um nidmero
grande de sub-clusters relativamente pequenos. Na segunda etapa, utiliza um algoritmo
de clustering hierarquico aglomerativo para encontrar os clusters finais. Uma visao geral

do processo de clustering executado pelo CHAMELEON ¢ apresentada na Figura 3.9.

Particionamento cz% é ﬁ Agrupamento das

do grafo N ﬁ % (% partigdes N

) £

Grafo dos k-vizinhos !

mais proximos Clusters finais

Figura 3.9: Etapas do algoritmo CHAMELFEON.

Essa estratégia de modelo dinamico para calculo da similaridade entre clusters pode ser
aplicada somente quando cada cluster contém um numero de elementos suficientemente
grande, pois tanto a inter-conectividade relativa como a proximidade relativa entre dois
clusters nao podem ser calculadas corretamente utilizando poucos elementos. Esse é o
motivo pelo qual o CHAMFELFEON é executado em duas etapas. Na primeira etapa sao
construidos sub-clusters com um numero suficiente de elementos para a correta aplicagao
da modelagem dinamica. A segunda etapa é aplicada entao para encontrar os clusters
finais por meio da aplicagao desse framework de modelagem dinamica em conjunto com um
algoritmo de clustering hierarquico aglomerativo. H4 uma implementacao desse algoritmo
disponivel para uso e de dominio publico. Essa implementacao faz parte do Cluto —
Clustering Toolkit, e pode ser encontrado no endereco eletronico http://www-users.cs.

umn . edu/"karypis/cluto/.
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3.5 ROCK: Robust Clustering Using Links

A anélise do resultado do clustering hierarquico em um determinado nivel da hierarquia
acarreta no particionamento do conjunto de dados inicial em um conjunto de clusters que
satisfazem alguma funcao ou critério para o agrupamento. Grande parte das funcgoes cri-
tério, em geral, produzem resultados satisfatérios quando aplicadas em dados numéricos,

mas para dados com atributos categdricos nao sao apropriadas.

O algoritmo ROCK (Guha et al., 2000) sugere uma alternativa a esse problema, um
novo conceito de clustering baseado em ligacoes entre exemplos, ao invés de métricas
de distancia, como a Euclidiana, por exemplo. Nesse contexto, o conjunto de dados é
analisado como um grafo esparso, onde exemplos sao os nés do grafo e a aresta entre
dois exemplos indica que fazem parte de um mesmo sub-grafo (cluster nesse caso). E
importante observar que, nesse caso, ligagoes e arestas sao conceitos distintos. O niimero
de ligacoes entre um par de exemplos E; e Ej, ¢ o nimero de vizinhos comuns desses

exemplos, conforme ilustrado na Figura 3.10.

Figura 3.10: Ilustracao do conceito de ligacoes utilizado pelo algoritmo ROCK. Assim,

Partindo desse principio, o algoritmo analisa o grau de conectividade dos clusters
e seleciona o par que maximiza a soma das ligacoes. Uma visao geral do algoritmo
ROCK ¢ apresentada na Figura 3.11, na qual sao mostradas trés etapas envolvidas no
processo de clustering. Inicialmente, uma amostra significativa de exemplos é selecionada
aleatoriamente a partir dos dados originais. Apds, o processo de agrupamento hierdrquico
que usa o conceito de ligacoes é aplicado sobre a amostra de exemplos selecionado. Esse
processo termina quando nao ha mais pares de clusters com ligagoes ou quando o niimero
de clusters desejados é obtido. Finalmente, os clusters identificados sao utilizados para
determinar o grupo ao qual pertence cada exemplo ainda nao utilizado, os quais sao

atribuidos ao cluster que maximiza o nimero de ligacoes.

Além do ROCK, existem outros algoritmos que tratam de dados categdricos. O
QROCK (Dutta, Mahanta, & Pujari, Dutta et al.) por exemplo, é um algoritmo essen-
cialmente parecido com o ROCK, mas utiliza técnicas computacionais para garantir uma

melhor performance em relagao ao tempo de execugao e recursos de hardware utilizados.
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Figura 3.11: Etapas do algoritmo ROCK.

3.6 MONA: Monothetic Analysis

Os algoritmos apresentados anteriormente foram desenvolvidos para operar sobre conjun-
tos de dados numéricos ou categéricos. Entretanto, muitas vezes os dados nao seguem
esses padroes. Na area de ciéncias bioldgicas, por exemplo, freqiientemente sao dispo-
nibilizados conjuntos de dados com atributos binarios, os quais podem assumir apenas
dois valores que representam presenca ou auséncia de determinada caracteristica. Nesse
contexto, algumas alternativas foram propostas, como transformar os valores bindrios em
valores numéricos (zero e um) para que possam ser utilizados os algoritmos descritos an-
teriormente, ou ainda utilizar medidas de similaridade que possam ser aplicadas sobre
dados binarios.

O algoritmo MONA adota uma abordagem diferente. A idéia é selecionar um dos
atributos e dividir o conjunto de dados em relacao a esse atributo. Assim, sao obtidos dois
clusters, um com exemplos que possuem valor 1 para o atributo selecionado e outro cluster
com exemplos que possuem valor 0 para esse atributo. Em cada cluster gerado, um dos
atributos restantes é selecionado e usado para uma nova divisao. Esse processo é repetido
até que os clusters restantes sejam unitario ou nao haja mais atributos que possam separar
os dados em cada cluster. Um atributo utilizado em alguma divisao anterior nao pode
ser selecionado novamente, pois nesse estagio todos os exemplos pertencentes ao mesmo
cluster apresentam o mesmo valor para o atributo que ja foi utilizado. Claramente, esse
algoritmo segue a abordagem de clustering hierdrquico divisivo. O fator mais importante
desse algoritmo é a selecao do atributo para separacao dos dados. A idéia é escolher o
atributo que maximiza a soma da similaridade com todos os outros atributos, ou seja, o

atributo que esta mais centralizado no espaco dos exemplos analisados.

3.7 DIANA: Divisive Analysis

A abordagem divisiva é hierarquica por natureza. A cada passo, algoritmos divisivos
particionam um cluster formando dois novos clusters menores, até que todos os clusters

restantes nao possam mais ser divididos.
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O algoritmo DIANA, proposto por Kaufman & Rousseeuw (1990b), pode operar sobre
conjuntos de dados que seguem exatamente a mesma estrutura daqueles utilizados pelo
algoritmo AGNES. Entretanto, o algoritmo considera que inicialmente todos os exemplos
fazem parte de um unico cluster e, entao, divide esse cluster em dois clusters menores.
Nessa divisao nao sao consideradas todas as possibilidades, mas é utilizado um proce-
dimento iterativo que otimiza a escolha dos exemplos que serao atribuidos a cada novo
cluster. Nesse procedimento, o exemplo menos semelhante a todos os outros é selecionado
e utilizado para a criacdo de um novo cluster. A selecao aleatodria é utilizada caso mais
de um exemplo esteja apto para ser selecionado. Na seqiiéncia sao selecionados outros
exemplos que sao mais semelhantes ao novo cluster que ao cluster inicial, e esses exemplos
sao transladados para o novo cluster. Esse processo se repete dividindo a cada iteracao o

cluster que contém o maior valor de diametro, até que restem apenas clusters unitarios.

3.8 HCE: Hierarchical Clustering EXPLORER

O HCE (Seo, 2005) é uma ferramenta de visualizacao para exploragao interativa de con-
juntos de dados multi-dimensionais, que permite aos usudrios um melhor entendimento
dos dados e suas estruturas latentes, uma vez que a inspecao visual pode ser ttil para
processos de extracao de padroes em conjuntos de dados nao-supervisionados.

Usualmente, os algoritmos de clustering disponiveis para uso requerem que o nimero
de clusters finais seja informado. Outros algoritmos implementam estratégias que identifi-
cam automaticamente o niimero de clusters supostamente contidos nos dados. Entretanto,
esse resultado pode nao ser interessante ao usuario, uma vez que ele tem pouco ou nenhum
controle sobre o processo. Desse modo, o HCE obtém uma representacao completa da
hierarquia de agrupamento e permite ao usuario determinar o nimero natural de clusters
com o auxilio de ferramentas visuais e interativas.

As métricas de similaridade disponiveis sao o coeficiente de correlacao de Pearson, dis-
tancia Euclidiana e distancia de Manhattan. Os métodos de agrupamento sao: UPGMA —
Unweighted Pair Group Method with Arithmetic Mean, Centroid, Complete Link, Single
Link e Shneiderman.

Essa ferramenta pode ser obtida através do enderego eletronico http://www.cs.umd.
edu/hcil/hce.

3.9 A Biblioteca Cluster 3.0

Varios dos algoritmos descritos nas se¢oes anteriores estao disponiveis par uso em pacotes
de software estatisticos, como o R?, o qual dispoe da implementacao dos algoritmos AG-
NES, DIANA e MONA, ou em ferramentas de dominio piblico, como o Cluto (Karypis,
2003), que implementa o algoritmo CHAMELEON. Por outro lado, a implementacao de

alguns desses algoritmos nao esta disponivel, como é o caso dos algoritmos CURFE, BIRCH

’htt://www.r-project.org
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e ROCK. E possivel encontrar alguma implementacao desses algoritmos, mas nao a im-
plementacao original, i.e., desenvolvida pelo autor projetista do algoritmo. A utilizacao
de algoritmos implementados por outros pesquisadores, que nao os idealizadores, pode
acarretar em resultados diferentes dos encontrados pelo cédigo original, pois a implemen-
tagao esta sujeita a algumas decisoes de projeto que, em geral, nao sao vistas da mesma
maneira por pessoas diferentes.

Outra dificuldade encontrada é o dificil acesso ao cédigo fonte desses algoritmos. E
interessante que o usuario desenvolvedor tenha controle total sobre os algoritmos estuda-
dos, de modo que possa ter acesso as estruturas de dados utilizadas na implementacao,
as representacoes internas dos objetos e as representagoes dos resultados, assim como
as heuristicas utilizadas pelo implementador do algoritmo. Sob esse prisma, alguns pes-
quisadores disponibilizam seus algoritmos e ferramenta com o cédigo fonte em forma de
bibliotecas ou médulos. Um exemplo é a biblioteca Cluster, inicialmente proposta por
Michael Eisen e implementada por Hoon et al. (2004). Essa biblioteca, assim como a
sua documentagao (de Hoon et al., 2005), estao disponivel através do endereco eletronico
http://bonsai.ims.u-tokyo.ac.jp/ mdehoon/software/cluster. Além das bibliote-
cas escritas em linguagem C, estao disponiveis modulos Perl e Python que fazem uso dos
arquivos de cabecalho C.

A biblioteca Cluster, consiste de uma colecao de rotinas que podem ser utilizadas
para analise de expressoes génicas e dados de microarray. Nessa biblioteca estao disponi-
veis rotinas para o clustering hierarquico, particionamento e redes auto-organizaveis. As
rotinas de clustering hierarquico implementam os métodos Single Link, Complete Link,
Average Link e Centroid, apresentados anteriormente. As métricas de similaridade intra-
cluster disponiveis sao: Euclidiana, Manhattan, Correlagao, Correlacao Absoluta, Corre-
lacao Nao-Centralizada, Correlagao Nao-Centralizada Absoluta, Correlacao de Speraman
e Kendall 7 (de Hoon et al., 2005).

4 Representacao do Clustering

Como mencionado anteriormente, os objetivos deste trabalho sao estudar as formas de
representacao do clustering hierarquico e as estruturas de dados utilizadas para a imple-
mentacao das mesmas e, entao, a partir desse estudo, indicar a melhor representacao a ser
utilizada na implementagao do médulo de clustering hierarquico do ambiente DISCOVER.
Tendo em vista esses objetivos, a seguir sao descritas algumas das representacoes mais
usualmente utilizadas nessa tarefa de aprendizado, discutindo pontos positivos e negativos
de cada representacao e, também, identificando os algoritmos que as utilizam.

As técnicas de aprendizado de maquina sao utilizadas freqiientemente com objetivo de
descobrir informagoes que possam ser tteis no processo de Descoberta de Conhecimento de
Bases de Dados (Knowledge Discovery from Databases — KDD). Para isso, os resultados

obtidos devem estar representados por meio de uma linguagem de facil entendimento para
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simplificar a andlise e compreensao dessas informacoes pelos usuarios.

No aprendizado nao-supervisionado, mais especificamente o clustering hierdrquico,
foco do nosso trabalho, os resultados sao representados simbolicamente por alguma estru-
tura que permite observar a seqiiéncia com que os agrupamentos foram formados. Diversas
representacoes podem ser utilizadas, mas o aspecto fundamental em cada uma delas é que
seja possivel identificar a hierarquia dos agrupamentos, em quais clusters estao distribui-
dos os exemplos, em que iteracao do processo um determinado exemplo foi agrupado e
qual o grau de similaridade que resultou no agrupamento. Outras informagoes também
sao desejaveis, tais como a média de similaridade interna e externa de cada cluster, a
densidade dos agrupamentos e uma medida de qualidade global do clustering. Algumas
das representagoes mais usualmente utilizadas sao apresentadas a seguir.

O métodos de clustering hierarquico, tanto divisivos como aglomerativos, constroem
uma estrutura que descreve uma hierarquia de agrupamentos sobre dados. Um algoritmo
hierarquico é a especificacao de agoes que resultam nessa estrutura, que por sua vez é
chamada de clustering.

Uma maneira simples de representar o clustering ¢é utilizar a notagao de conjuntos.
Dados os N exemplos inicias do conjunto F = {E}, Es, ..., Ex}, entdo uma partigado P

sobre o conjunto de dados inicial divide E em sub-conjuntos P = { Py, P, ..., P} tal que:

PNP =0, VY(i,j), i=1,2 .k j=12  kei#j
E=PUP,UPU..UP,

Seguindo essa notagao, uma particao P’ estd aninhada a uma particio P se todo
componente de P’ é um conjunto préprio de algum componente em P, i.e., P é formado
pelo agrupamento dos componentes de P’. Por exemplo, se o clustering P com trés

clusters e o clustering P’ com cinco clusters sao definidos da seguinte maneira:

P = {{E\, By, B3}, {Eys, B5, Eg, B}, { Es}}
P'={{E},{E, B3}, {Ey, Es}, { E6, Br}, { Es}}

entdo P’ estd inserido em P e ambos representam o clustering sobre o conjunto de dados
E. Desse modo, a hierarquia de agrupamento completa sobre esses dados poderia ser:

{En, By, B3, Ey, E5, Eg, By, Es}

{Ev, By, B3, By, Es, {Eg, Er}, Es}

{Ev,{ B, B3}, By, Bs, {Es, Er}, Es}

{Ev,{ By, B3}, {Ey, Es}, {Es, Er}, Es}

{Ev,{ B, B3}, { By, Es, Eg, Er}, Es}

B, Eo, B3}, {E4, Es, Es, B}, Eg}

H{Er, By, B3}, { By, Es, Eg, Er, Es}}

{{ £y, By, B3, By, Es, Eg, Er, Eg}}
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Ainda que essa representacao textual apresente a estrutura hierarquica dos clusters,
ela nao possibilita identificar o grau de similaridade dos agrupamentos. Além disso, nao
¢ simples analisar os resultados quando o conjunto de dados contém muitos exemplos.
Para tentar facilitar a interpretacao do clustering, pode ser utilizada outra representacao,
também baseada em conjuntos, na qual cada conjunto é formado de outros conjuntos
menores (Figura 4.12). Essa representacao, conhecida como Diagrama de Venn, revela a
estrutura hierarquica e facilita a interpretagao de dados bi-dimensionais, mas também nao
apresenta a similaridade dos clusters e nao pode ser diretamente utilizada para conjuntos

de dados multi-dimensionais.

Figura 4.12: Clustering representado por meio do Diagrama de Venn.

Por esse motivo, outras representacoes sao mais utilizadas, tais como Banner e o
Dendograma.

O Banner, utilizado nos algoritmos AGNES, DIANA e MONA, consiste de asteriscos
(*) e listas de identificadores — Figura 4.13 na préxima pégina. Os asteriscos indicam li-
gagoes entre objetos (clusters ou exemplos) e as listas de identificadores contém repetigoes
do rotulo desses objetos. Os espagos em branco a esquerda na Figura 4.13 indicam o esta-
gio original onde cada cluster unitario ainda nao foi agrupado. Entao, no nivel dois inicia
uma seqiiéncia de trés linhas. A primeira composta por 6+6+6-+... que é simplesmente a
repeticao do rétulo do exemplo Fg separado pelo caractere +. Da mesma maneira, a lista
de caracteres composta por 7+7+7+... na terceira linha denota o exemplo F;. A segunda
linha composta por uma seqiiéncia de asteriscos indica que houve um agrupamento entre
os exemplos Fg e E; a partir daquele nivel. Os préximos dois agrupamentos ocorrem
com os exemplos Fy e E3 no terceiro nivel e com os exemplos F; e E5 no quarto nivel, e

assim sucessivamente até que todos estejam agrupados num unico cluster. Observe que o
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Banner deve ser lido sempre da esquerda para a direita.
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Figura 4.13: Clustering representado por meio do Banner.

A representacao do clustering por meio do Banner permite ao usudrio investigar facil-
mente a estrutura dos clusters em diferentes niveis da hierarquia. Suponha que o objetivo
seja saber a situacao da hierarquia no nivel seis. Basta tragar uma linha vertical exata-

mente no nivel seis para perceber facilmente que ha trés clusters:

{{E1, By, Es}, {Ey, Es5, Eg, E7},{Es}},

conforme ilustrado na Figura 4.14. Nessa figura, além da seqiiéncia de agrupamentos,
sao apresentados os L niveis em que os agrupamentos foram realizados (L = i, i =
1,2,...8), sendo que a linha vertical indica o nivel do agrupamento. No entanto, para a
analise do clustering é mais interessante que seja indicada a similaridade com a qual cada
agrupamento foi formado, pois o nivel do agrupamento pode ser facilmente identificado a
partir dos valores de similaridade.

O dendograma é a representacao mais freqiientemente utilizada, pois além da seqiiéncia
de agrupamento, apresenta também a similaridade com que os clusters foram formados.
Os algoritmos CURE, BIRCH, CHAMELEON e ROCK, fazem uso dessa representacao
assim como a ferramenta HCE e a biblioteca Cluster 3.0. O dendograma é uma arvore
com N folhas e altura N — 1, na qual o nivel 1 corresponde a um cluster contendo todos
os N exemplos do conjunto de dados e o nivel N corresponde a um conjunto de clusters
unitarios (folhas), nos quais cada exemplo constitui um cluster.

Considere como exemplo o clustering ilustrado na Figura 4.15, no qual sao apresenta-
dos oito exemplos {E1, Fs, ...Eg}, cada um formando inicialmente um cluster unitarios no

primeiro nivel da hierarquia. Nos niveis superiores os dados sao agrupados de modo que
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Figura 4.14: Identificacao dos clusters a partir de um Banner.

se dois exemplos pertencem ao mesmo cluster em algum nivel, eles continuarao fazendo
parte do mesmo cluster nos niveis superiores. No nivel 2, os exemplos Fg e E; foram
agrupados, e permanecem no mesmo cluster para todos os niveis subseqiientes. O eixo
vertical do dendograma representa a medida de similaridade entre os clusters, que ¢é utili-
zada pelo usuario para interpretar o clustering e determinar se ocorreu um agrupamento

natural ou forgado.
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Figura 4.15: Clustering representado por meio do Dendograma.

E importante observar que dendogramas gerados a partir de métricas de similaridade

e métodos de agrupamento diferentes, devem ser analisados de maneira diferente. Um
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Figura 4.16: Similaridade intra-cluster: Complete Link e Single Link.
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(a) (b)

Figura 4.17: Representagoes do dendograma: (a) Diagrama de Johnson, (b) IciclePlot.

dendograma obtido a partir da execucao de um algoritmo que utiliza o método Complete
Link, por exemplo, deve apresentar valores de similaridade baixo entre clusters muito
grandes, ao passo que um dendograma gerado por meio do método Single Link apresenta
valores de similaridade maiores para os mesmos clusters — Figura 4.16.

Existem outras representacoes para o clustering, tais como Johnson-type, IciclePlot e
Ward-type, apresentadas respectivamente nas Figuras 4.17(a), 4.17(b) e 4.18.

Para implementagao dessas representagoes, podem ser utilizadas diversas estruturas
de dados. Uma maneira bastante simples de implementar o dendograma ¢é utilizar uma
matriz bi-dimensional com N linhas e N colunas, ilustrada na Figura 4.19 na pégina
oposta para N = 8. Nessa matriz sao armazenados os rétulos dos exemplos ou clusters de
acordo com a seqiiéncia de agrupamento. Cada linha representa um nivel da hierarquia e
as colunas referenciam os exemplos. Na linha N estao armazenados os clusters unitarios,
que correspondem aos exemplos individuais. Na linha N — 1 ocorre uma mudanca em
virtude do agrupamento entre os elementos Fg e Fr, os quais passam a constituir um novo
cluster, C'1, que é representado por meio de uma alteracao na linha N — 1. As colunas
referentes aos exemplos que formaram o novo cluster passam a armazenar o rétulo do

cluster e nao mais o rétulo do exemplo. De maneira anédloga, na linha N — 2 as colunas
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Numero de clusters
Exemplos
1 2 3 4 5 6 7 8
E, E, E, E, E, E, E, E, E,
-
€, E, E, E, E, E, E, E, E,
-
EEB E} < £3 £3 EJ E3 Ej‘ £3 EEJ
E4 £4 £4 £4 f4 E‘# Eﬂi E4 4
-t
X, E, E, E, E, E, E, E, E,
-
E, E, E, E, E, E, E E, E,
g
E, E, E, E, E, E, E, E, E,
-]
E&‘ E&’ ES ‘ES ES ES ES Es ES
Dissimilaridade | 0.85 0.83 0.64 0.61 0.48 0.42 0.34 0.00

Figura 4.18: Diagrama de Ward.

que referenciam os exemplos Fsy e E3 passam a armazenar o rétulo do segundo cluster
formado, C5. Esse esquema de representagao dos agrupamentos se repete para cada linha
da matriz, construindo assim uma hierarquia. A partir dessa estrutura é relativamente
simples construir um Banner ou desenhar o dendograma. Entretanto, essa estrutura
nao armazena o grau de similaridade com que os agrupamentos foram realizados. Para
isso, é necessario utilizar um vetor auxiliar com N — 1 posi¢oes — Figura 4.19b — | as
quais armazenam a similaridade com que os clusters foram formados em cada iteracao do
processo. Assim, a posicao N — 1 desse vetor armazena a similaridade que acarretou no

agrupamento representado na linha N — 1 da matriz.

C7 C7 C7 C? C.7 Cf C? C7 0' 85
G ¢, G G G G G G 0.83
= = L £ G G L % 0.61
EI Cz Cz C4 C4 C4 C4 Eg 0.64
€ ¢ (¢ ¢ ¢ ¢ ¢ E 0.42
€ ¢ (G € € ( ( E 0.48
£ €, % €, € C( ( & 0.34
€ E E €, E E, E E 0.00

(a) (b)
Figura 4.19: Dendograma representado por meio de uma matriz quadrada.
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H&a um problema com a utilizacao dessa estrutura para implementacao do dendograma,
sua complexidade de espago é quadrdtica, ©(N?). Além disso, ¢ extremamente dificil
analisar a hierarquia do agrupamento com muitos exemplos a partir dessa estrutura. Por
outro lado, a facilidade com que é possivel identificar os clusters ao qual cada exemplo
pertence é uma vantagem dessa estrutura.

Outra estrutura de dados, conhecida como Parent Array (Karypis, 2003), também
utiliza vetores para armazenar a hierarquia de agrupamento dos dados. Porém, nesse
caso o espaco necessario é de complexidade linear em relacao ao nimero de exemplos,
mais especificamente, se o conjunto de dados possui N exemplos, o espaco necessario para
armazenar essa estrutura é de 2 x (2N — 1), ou seja O(N).

Essa representacao utiliza uma matriz de 2N — 1 linhas e duas colunas. Cada linha
armazena a informacao de um agrupamento, de modo que a i-ésima linha da primeira
coluna contém o rétulo do cluster pai que agrupa o cluster 7. Quando ¢ é menor que
N, entdo o cluster ¢ é unitario (constituido de apenas um exemplo). A i-ésima linha da
segunda coluna armazena a similaridade que resultou no agrupamento do cluster i. Para
identificar a raiz da arvore, que é sempre armazenada na ultima linha do vetor, basta
utilizar um flag indicando que nao ha um cluster pai. Isso é feito por meio da atribuigao
do valor -1 na primeira coluna da tltima linha da matriz. Por exemplo, o Parent Array
ilustrado na Figura 4.20 para o dendograma apresentado na Figura 4.15, contém 15 linhas
e armazena a seguinte seqiiéncia: 13, 10, 10, 11, 11,9, 9, 14, 12, 13, 12, 14, 15, 15, -1. Essa
seqiiéncia indica que os exemplos Fg e E7, linhas 6 e 7 respectivamente, foram agrupados e
passaram a formar o cluster 9. Os exemplos Fy e Ej5 (linhas 2 e 3) formaram o cluster 10.
Analisando os niveis superiores, pode-se observar que os clusters 9 e 10 foram agrupados
pelo cluster 12, pois o rétulo 12 esta inserido nas linhas 9 e 10. Os outros agrupamentos

sao representados da maneira analoga.

N°® da linha [ID Sim

1113 0.36
2110 0.58
310 0.58
4|11 0.52
5|11 0.52
69 0.66
719 0.66
814 0.17
9 12 0.39

10 | 13 0.36
1112 0.39
12 | 14 0.17
13 | 15 0.15
14 | 15 0.15

15—

Figura 4.20: Parent Array para o conjunto de dados E = {E\, Es, E3, Ey, Es, Eg, E7, Es}.
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Uma estrutura ainda mais econdmica, chamada de Pointer Representation (Sibson,
1973), também possui complexidade de espago ©(/N), mas as constantes multiplicadoras
sao menores, resultando em uma matriz de (N — 1) linhas e 3 colunas, apresentada na
Figura 4.21.

N°dalinha|D , ID , Sim
1 6 7 0.66
2 - 0.58
3| 4 5 0.52
4|-1 -3 0.39
52 1 0.36
6|4 & 0.17
71-5 -6 0.15

\/_\

Figura 4.21: Poiter Representation para o clustering sobre o conjunto de dados F =
{E17 E27 E37 E47 E57 E67 E77 E8}

Nessa estrutura, as linhas também representam os eventos de agrupamento. A primeira
e a segunda coluna armazenam os clusters que foram agrupados enquanto que a terceira
coluna armazena a similaridade que resultou nesse agrupamento. Os clusters unitarios,
1.€., 0s que contém somente um exemplo, sao identificados com rétulos de 1../N, ao passo
que os novos clusters sao identificados com rétulos negativos (—1..— (N —1)). A seqiiéncia
dos agrupamentos corresponde a seqiiéncia com que os clusters sao armazenados no vetor,
ou seja, a linha um do vetor indica o primeiro agrupamento, a linha dois o segundo e
assim sucessivamente.

As duas ultimas estruturas, apesar de serem mais economicas em relacdo ao espago
necessario para armazenar o dendograma, acarretam num overhead maior para identifi-
car quais exemplos pertencem a cada cluster num determinado nivel da hierarquia, pois
essa informacao nao estd explicitamente presente nessas estruturas. Por outro lado, em
termos de espaco, sao muito mais economicas que a primeira. Considere por exemplo um
conjunto de dados com 100 exemplos. A primeira estrutura (matriz quadrada), neces-
sita de 10.000 posicoes de meméria ao passo que a estrutura de Parent Array e Poiter
Representation necessitam de 398 e 297, respectivamente. Desse modo, a escolha da es-
trutura para implementacao do clustering deve considerar os aspectos de complexidade,
tanto de tempo quanto de espaco. Nesse contexto, para o desenvolvimento do moédulo de
clusteting hierarquico do ambiente DISCOVER, foi decidido utilizar a representacao dos
clusters por meio do dendograma implementado a partir da estrutura de dados Pointer
Representation, devido a sua flexibilidade e baixa complexidade de espago. E certo que
a complexidade de tempo para identificar os elementos que constituem determinado clus-
ter, nessa estrutura, é maior que na estrutura de matriz, mas ainda assim esta na ordem
de O(Nlogh), onde N é o nimero de exemplos e h é a altura da drvore (dendograma),

portanto totalmente factivel.
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Foi também decidido que a implementacao da estrutura Pointer Representation no
ambiente DISCOVER sofrerda uma modificacao. Ao invés de representar os clusters com
rotulos negativos, eles serao identificados com rétulos positivos variando de N + 1 a
2x (N —-1).

O procedimento Cuttree para identificar os exemplos presentes em cada cluster é
apresentado em pseudo-codigo a seguir — Algoritmo 1 — , onde as varidveis tree, k e
nclusters sao os parametros de entrada e as varidveis clusters e clustering sao os

parametros de saida.

Algorithm 1: CutTree
Input: tree, k, nclusters
Output: clustering, clusters

1 push(clusters, treeChtildren(root)) ;

2 k-=2;

3 while k > 2 do

4 if maz(clusters) > nclusters then

5 temp = eztracMaz(clusters);

6 push(clusters, treeChildren(temp)) ;

7 k——:

8 end

9 end

10 foreach index do clustering[index] = index;

11 foreach index do

12 if not singlecluster(index, tree) then

13 push(subclusters, treeChildren(index) ) ;
14 foreach element do

15 if stnglecluster(element, tree) then
16 ‘ clustering[element] = index;

17 else

18 ‘ push(subclusters, treeChildren(element));
19 end

20 end

21 end

22 end

A variavel tree é um objeto do tipo Pointer Representation; clusters e clustering
sao vetores utilizados para guardar as informacoes do clustering apds o corte no den-
dograma. Assim, clusters armazena os clusters identificados e a variavel clustering
armazena a solucao final, onde cada posicao do vetor representa o respectivo exemplo do
conjunto de dados original e armazena o nimero do cluster ao qual pertence.

No procedimento CutTree, inicialmente os dois nés filhos da raiz principal do dendo-
grama sao armazenados na varidvel clusters. Apds isso, é executado um lago (linhas 3
a 9) para identificar os outros clusters filhos até que os primeiros k clusters estejam arma-
zenados na variavel clusters. Na linha 10, é executado um novo lago no qual a varidvel

clustering ¢ inicializada, atribuindo o rétulo de cada exemplo a sua respectiva posicao,
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i.e., posicao 0 do vetor clustering recebe o valor 0, posicao 1 do vetor clustering
recebe o valor 1 e assim sucessivamente. O terceiro lago (linhas 11 a 22) é responsével
por identificar quais exemplos estao inseridos em cada um dos clusters armazenados na
variavel clusters e atribuir o rétulo do cluster as posicoes dos seus respectivos exemplos
na variavel clustering. Desse modo, a solucao final do processo é armazenada na va-
ridvel clustering, onde cada posicao ¢ contém o rétulo do cluster ao qual o exemplo ¢

pertence.

5 Consideracoes Finais

Neste trabalho foram apresentados brevemente alguns conceitos relacionados ao aprendi-
zado de maquina nao-supervisionado, especificamente a tarefa de clustering. Os algoritmos
utilizados na realizacao dessa tarefa sao freqiientemente diferenciados de acordo com as
diversas abordagens, tais como particionais, baseados em grade, baseados em densidade,
com sobreposi¢ao, redes auto-organizaveis, conceituais e hierarquicos. Cada abordagem
pode representar os agrupamentos de diversas formas, e cada representacao pode ainda
ser implementada de diferentes maneiras a partir de diferentes estruturas de dados. As-
sim, nao hé uma sintaxe simples e eficiente para representar o agrupamento encontrado
por todas as abordagens de clustering. Entretanto, é possivel determinar um padrao para
os algoritmos de uma mesma abordagem, por exemplo os algoritmos hierarquicos. Nessa
abordagem, as representagoes mais utilizadas sao o Banner e o Dendograma, os quais
podem ser obtidos a partir da implementagao das estruturas de Parent Array ou Pointer
Representation.

Essas estruturas sao muito economicas em relagao ao espago utilizado para armazenar
os agrupamentos e também sao eficientes em relacao as operagoes de manipulacao. Tendo
em vista essas caracteristicas, neste trabalho optou-se por utilizar a estrutura Pointer
Representation para a implementacao do médulo de clustering hierdrquico do ambiente
DiscoVER. Esse moédulo sera desenvolvido a partir da biblioteca Cluster 3.0, apresentada
anteriormente, a qual serao agregadas algumas funcionalidades para auxiliar na anélise dos
agrupamentos encontrados. A descricao do projeto e implementacao do médulo de clus-

tering hierarquico do DISCOVER, sera publicada em outro Relatério Técnico do ICMC.
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