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Resumo:

Os algoritmos de Apréendizado de Miquina supervisionado necessitam ‘de:;:um:

numero expressivo de exemplos rotulados para a indugao de bons classificadores..: .,

Caso estiver disponiveis somente um conjunto com poucos exemplos rotulados, -
os algoritmos de aprendizado semi-supervisionado podem ser utilizados. Essa

familia de algoritmos visa rotular mais exemplos para assim construir um con-

junto de exemplos de treinamento apropriado que:possa ser utilizado por qual-.

quer algoritmo de aprendizado supervisionado. Neste trabalho sdo descrito diver-
sos experimentos realizado com o algoritmo de aprendizado semi-supervisionado
CO-TRAINING, com o objetivo de analisar seu desempenho na rotulagio de novos

exemplos.
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1 Introducao

Aprendizado de Maquina (AM) semi-supervisionado é uma 4rea de pesquisa recente
relacionada com algoritmos que aprendem utilizando uma combinagdo de facilidades -
oferecidas no aprendizado supervisionado, no qual é fornecido ao algoritmo de apren-
dizado um conjunto de exemplos de treinamento para os quais o rétulo da classe
associada € conhecido, e das facilidades oferecidas no aprendizado nao-supervisionado,

no qual nao existe uma classe associada aos exemplos.

O algoritmo CO-TRAINING, originalmente proposto por (Blum & Mitchell, 1998), é
um algoritmo de aprendizado semi-supervisionado .que utiliza um método. bastante
interessante para rotular exemplos quando o numero original de exemplos rotulados
é pequenb. CO-TRAINING consiste da indugado de dois classificadores, cada um deles
induzido utilizando uma visao (descrigdo) diferente dos exemplos que cooperam entre
si. Cada um desses classificadores somente rotula algum exemplo de seu conjunto de
exemplos se tiver um alto grau de certeza da classificagao desse exemplo. Esses novos
exemplos rotulados sdo entio adicionados ao conjunto original de exemplos rotulados
de ambos indutores e o processo é repetido até ndo ser possivel rotular exemplos
com alto grau de certeza. Assim, sempre que um desses dois classificadores.rotular
um exemplo, ele colabora na melhoria da precisdo do outro classificador, por estar
incrementando o numero de exemplos do conjunto de treinamento. Apds a execugdo
de CO-TRAINING, tem-se um conjunto de treinamento com maior nimero de exemplos
rotulados, o qual pode ser utilizado por qualquer algoritmo de AM supervisionado.
Detalhes do projeto e a implementagéo realizada do algoritmo CO-TRAINING encontra-
se em (Matsubara & Monard, 2004).

O objetivo deste trabalho é descrever em detalhes diversos experimentos realizados
a fim de avaliar experimentalmente o comportamento de CO-TRAINING -na rotulagao
de novos exemplos. Os conjuntos de exemplos utilizados foram obtidos a partir do
conjunto de dados textuais, os quais foram pré-processadas utilizando a ferramenta
computacional PRETEXT (Matsubara, Martins, & Monard, 2003). Conjunto de dados
textuais sdo particularmente apropriadas para CO-TRAINING, .pois sempre é possivel

pré-processar esses dados textuais e criar duas ou mais descrigoes dos mesmos.

Este trabalho est4 organizado da seguinte forma: na Segdo 2 é apresentada uma visao
geral do algoritmo de CO-TRAINING; na Segao 3 sdo descritos alguns detalhes de pré-
processamento de textos seguido do pré-processamento dos cérpus utilizados neste
trabalho; na Secdo 4 sdo apresentados os resultados experimentais e as andlises; as

consideracgao finais sdo apresentadas na Segao 5.



2 Uma Visao Geral do Algoritmo-

Para ilustrar a idéia de CO-TRAINING, pode ser utilizada a seguinte analogia: o ser
humano tem a capacidade de descrever objetos, ou situagoes observadas; de formas.
diferentes. Dadas, por exemplo, as duas descrigdes que descrevem a mesma situagao,
o ser humano é capaz de aprender o mesmo conceito, mas induzindo: duas hipéteses
diferentes, cada uma delas consistente com uma dessas descrigoes da mesma:situagao
do mundo real. Apds o aprendizado, as duas descrigoes de um novo exemplo podem
ser fornecidas para as respectivas hipéteses induzidas, e.elas serao capazes de classi-
ficar, com alta probabilidade, cada uma dessas.duas descrigdes com' o mesmo rétulo -
da classe associada. O método de CO-TRAINING baseia-se nessa idéia para tentar ro-
tular mais exemplos com o objetivo de melhorar a performance de algoritmos de AM
supervisionado, quando o nimero original de exemplos rotulados ndo ¢ suficiente para
um bom aprendizado. Em outras palavras, CO-TRAINING, utilizando duas descrigoes
de mundo, usa dois algoritmos de AM supervisionado, ou o mesmo algoritmo, para
induzir duas hip6teses (classificadores). Cada hipétese é induzida utilizando como con-
junto de treinamento o conjunto de exemplos que representa uma dessas descrigoes de
mundo. Dessa maneira, tem-se duas hipéteses sobre a mesma situacdo, mas cada uma

delas induzida sobre os mesmos exemplos mas descritos segundo uma visao diferente.

2.1 Criacao das Duas Descrigoes

Para criar as duas descrigoes usadas por CO-TRAINING é necessario particionar o
conjunto de atributos X, que descreve os exemplos, em dois subconjuntos, Xp, e
Xp,, que constituem as duas descrigoes da situagdo e descrevem os mesmos exem-
plos tal que X = Xp, UXp, e Xp, NXp, = 0 como ilustra a Figura 1 na
pagina oposta, na qual, por simplicidade, é considerado que Xp, = {X;, X5, ..., X/}
e Xp, = {X;+1,Xj+2, ... Xnu}. Exemplos com valor de Y igual a “?” Trepresentam

exemplos nao rotulados.

“Além da separagao em duas descrigdes, o conjunto de exemplos E = {Ey, ..., Ex} deve
ser separado em dois subconjuntos L e U, também conhecidos como conjunto de exem-
plos rotulados (Labeled) e nao-rotulados ( Unlabeled) respectivamente. O subconjunto
L C E que contém exemplos que possuem o atributo classe conhecido é, por sua vez,
dividido em duas descrigoes Lp, e Lp,, tal que L = Lp, ULp, e Lp, N Lp, = 0. Ana-
logamente, o subconjunto U C E que contém os exemplos nos quais o atributo classe é
desconhecido é também dividido em duas descrigdes Up, e Up,, tal que U = Up, UUp,
e Up, NUp, = 0. Os dados de entrada do algoritmo de CO-TRAINING consistem des-

ses quatro conjuntos de exemplos Lp,, Lp,, Up, e Up,. Na Figura 2 encontram-se
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Figura 1: duas descrigbes do conjunto de exemplos
ilustrados esses quatro conjuntos de exemplos. 3

2.2 Descricao do Algoritmo

No Algoritmo 1 na pdgina 5 sdo descritos os principais passos de CO-TRAINING co-

mentados a seguir.

No primeiro passo do algoritmo, antes do lago, sdo criados dois subconjuntos Up, e
Up,, tal que U’ = Up, U Up, e Up NUp, = @, sendo U’ um subconjunto de, ge-
ralmente, poucos exemplos de U, ou seja, esses dois subconjuntos de exemplos nao
rotulados Up, e Up, sdo subconjuntos de Up, e Up, respectivamente. Os exemplos
que compdem Up, e Up, sdo removidos de Up, e Up, a fim de verificar as condigoes
Up,NUp, =0 e Up, NUp, = B criando assim conjuntos disjuntos. Apés cada iteragao

com os conjuntos de exemplos rotulados Lp, e Lp, sdo induzidos, respectivamente,
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Figura 2: Conjunto de exemplos Lp,, Lp, Up, ¢ Up,

dois classificadores hp, e hp, os quais s@o utilizados para rotular exemplos nao ro-
tulados de Up, e Up, respectivamente. No fim deste processo, R}, e R}, contém,
respectivamente, o conjunto de exemplos rotulados nesse passo da iteragdo, os quais
sao argumentos da fungao melhores/2 que é responsével pela sele¢ao de exemplos que
foram “melhor” rotulados, e com o mesmo rétulo, pelos respectivos classificadores A p,

e th‘

Em outras palavras a fungao melhores/2 ignora exemplos que foram rotulados diferen- .
temente pelos classificadores hp, e hp,. Deve ser observado que a fungéo melhores /2
tem um papel muito importante na implementagao do algoritmo CO-TRAINING, e pode
ser implementada de diversas maneiras utilizando critérios diferentes para rotular os
“melhores” exemplos. Na atual versdo de CO-TRAINING, foram implementadas duas

versoes de melhores/2, denominadas nbest e original, descritas a seguir:

1. nbest: utilizando o valor de confianga dado por cada classificador hp, e hp,
para classificar exemplos com o mesmo rétulo, é calculado o que denominamos

ranking dos exemplos, como o produto dos respectivos valores de confianca.
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Algoritmo 1: Cotraining
Input: LDl ) LDQ, UDI, UD2) k
Output‘ LD‘1 y LD2
Construir Up, e Up, como descrito anteriormente; -
U 1 UD] UD] |
U = UDz v UD2>
for i=0tokdo"’

‘induzir o classificader hp, a partlr dos exemplos : de treinamento Lp,; °
;1nduz1r o classificador hp, a partir dos exemplos de treinamento Lp,; .
D = todos os exemplos de U p, rotulados com o classificador th,

Ds = todos os exemplos de U} Ds rotulados com o claSSIﬁcador th,

(Rp,. Rp,) = melhores(Rl,, Rp,);
| if Rp, =0 then Return Lp,, Lp, ;
' L =L Dy U RDU
B “LD:, = LD2 U RDz’
« if Up, = 0 then Return LD,,LD2 else - v
retirar aleatoriamente alguns exemplos de Up, e os exemplos
respectivos de Up, e adiciond-los a Up, e Up, respectivamente;

~end
end »
Return LDl, L02 g

Utilizando o valor desse ranking os exemplos sdo ordenados em forma decrescente

e melhores/2 pega os primeiros pares de exemplos desse ranking para construir

(RDI’ RDz)'

2. original: neste caso, apés calculado o ranking de maneira semelhante ao caso
anterior, os exemplos sao separados e ordenados por classe. Apds, a fungao
seleciona os melhores exemplos de cada classe. Por exemplo, o usudrio piode
definir uma quantidade x de exemplos da classe positivo e y exemplos da classe
negativo. Com os valores z e y, a cada iteragdo a fungdo melhores/2 seleciona

os melhores z exemplos positivos e y exemplos negativos.

Apbés a execugao da fungdo melhores/2, os exemplos que foram “melhor” rotulados séo
adicionados, respectivamente, aos conjuntos de exemplos de treinamento Lp, e Lp,.
No caso de ainda existirem exemplos nao rotulados, sao utilizados mais exemplos ainda
nao rotulados em Up, e Upy 0s quais sao adicionados, respectivamente, aos conjuntos

Up, e Up, e o processo é repetido.

Note que a fungéo melhores/2 exige do classificador um valor de confianga para cada
exemplo rotulado. No artigo do método original é utilizado o algoritmo Naive Bayes.
O Naive Bayes, ao classificar um exemplo, fornece a probabilidade do exemplo per-

tencer a cada uma das classes possiveis. Entre essas classes possiveis, a classe de



maior probabilidade & a classe do exemplo. Essa probabilidade da classe do exemplo
é aqui denominada de valor de confianga. O usudrio pode definir um valor minimo
aceitdvel para esse valor de confianca. Dessa maneira, todos os exemplos rotulados

que possuirem o valor de confianga menor que o definido pelo usuéario sao - descartados.

Ainda que a saida do algoritmo consista do conjunto de exemplos-rotulados por CO-
TRAINING, para serem utilizados por qualquer algoritmo de AM: supervisionado, no
artigo original do método (Blum & Mitchell, 1998) sdo também considerados, em cada
iteracdo, dois classificadores hp, e hp, para criar um terceiro classificador baseado nos
dois primeitos, denominado classificador combinado. Esse classificador utiliza uma
particularidade do algoritmo NaiveBayes que fornece, além da classe, a probabilidade

do exemplo pertencer a cada uma das classes.

O classificador combinado, descrito pelo Algoritmo 2, calcula a probabilidade P(C,|E;)-
da classe C,, onde v = 1,... N¢y e N¢y é 0 ndmero de classes. possiveis, e E; é o exem-
plo a ser rotulado. No entanto, os dois classificadores hp, e hp, fornecem apenas as
probabilidades respectivas as suas descrigbes. Para calcular a probabilidade P(C,|E;)
considerando ambos os classificadores como se fosse um unico classificador, cada exem-
plo E; pode ser dado como (D1; UD2;) no qual D1; e D2; correspondem aos valores
dos atributos da primeira e segunda descrigao, respectivamente, do exemplo E;. Por-
tanto os dois classificadores, hp, € hp,, fornecem P(C,|D1;) e P(C,|D2;) ou seja, a
probabilidade do exemplo E; ser da classe C, dado pelo classificador induzido a partir
de Lp, e a probabilidade de ser da classe C, dado pelo classificador induzido a par-
tir de Lp,. Como v varia de 1 a N¢;, os classificadores fornecem as probabilidades
do exemplo pertencer a todas as Ng; classes. Para obter P(C,|E;) sdo multiplicadas
as probabilidades P(C,|D1;) e P(C,|D2;) calculadas por hp, e hp, para cada classe
como mostrado no Algoritmo 2. Esse terceiro classificador permite representar co-
TRAINING como um tnico classificador, possibilitando assim comparagoes com outros

algoritmos.

Algoritmo 2: Classificador Combinado
fori=1to N do
" for k=1 to N do

end
end




3 Pré-Processamento das Bases de Documentos

O processo de descoberta de padroes titeis e interessantes em uma colecdo de documen-
tos (textos) é conhecido.como Mineragdo de Textos (MT). Devido a natureza textual
nao estruturada, os documentos necessitam de um pré-processamento para serem sub-
metidos aos algoritmos de aprendizado. A transformagdo dos documentos em uma
representagao mais adequada como em uma tabela atributo-valor, é uma etapa de
suma 1mportanc1a v1sto que a representagao desses documentos tem uma influéncia
fundamental em quao bem um algoritmo de aprendlzado podera generahzar a partir

‘dos exemplos (Sebastiani, 2002).

3.1 Conceitos Introdutérios

Para facilitar a compreensdo do pré-processamento- de textos realizado nas bases de
documentos utilizados neste trabalho sdo apresentados a seguir alguns conceitos intro-

dutérios de ‘Mineragao de Texto.

Existe no Labo;atério de Inteligéncia Computacional (Labic) uma ferramenta compu-
tacional PRETEXT_que tem por objetivo realizar pré-processamento de textos (Mat-
subara, Maitins, & Monard, 2003) utilizando a abordagem bag-of-words. Nessa abor-
dagem, cada documento:é‘ representado como um vetor das palavras que ocorrem
no documento. Entretanto, representar documentos utilizando bag-of-words no qual
cada documento é um exemplo e os atributos s@o os termos (palavras) contidas nessa
colegdo, é natural que a tabela gerada seja esparca (muitos atributos com a maioria
de seus valores iguais'a zero). Para se ter uma idéia, uma cole¢do com 10 documentos

de tamanho médio, facilmente pode ultrapassar 2000 atributos (termos).

Vérios métodos podem ser utilizados a im de reduzir a quantidade de termos (atri-
butos) necessério para representar uma cole¢cao de documentos, visando uma melhor
representagao e melhor desempenho do processo de MT. Com esse objetivo, no PRE-
TEXT, foram implementados o algoritmo de stemming, os cortes de Luhn e stoplists

que sao explicados a seguir:

stemming: o algoritmo de stemming consiste em uma normalizagao lingiiistica, na
qual as formas variantes de um termo séo reduzidas a uma forma comum deno-
minada stem. A conseqiiéncia da aplicacao de algoritmos de stemming consiste
na remocao de prefixos ou sufixos de um termo, ou mesmo na transformagao de
um verbo para sua forma no infinitivo. Por exemplo, as palavras trabalham,

trabalhando, trabalhar, trabalho e trabalhos podem ser transformadas para

7



um mesmo stem trabalh. Desse modo, algoritmos de stemming podem ser

utilizados para reduzir a dimensdo da tabela atributo-valor.

cortes de Luhn: palavras que aparecem muitas vezes nos documentos, normalmente,
sao pouco representativas. O mesmo ocorre com termos que aparecem poucas:
vezes. Luhn propds uma técnica para encontrar termos relevantes, assumindo
que os termos mais significativos para discriminar o conteido do documento estao
em um pico imagindrio posicionado no meio dos dois.pontos de corte. Assim, os
cortes de Luhn consistem em definir pontos de méaximo e minimo para excluir os

termos que estejam fora desse intervalo. I B S

stoplist: uma stoplist consiste de uma lista-de palavras pouco significativas como
conjungdes, preposigoes e artigos que pouco discriminam-os textos.: O PRETEXT
ignora todas as palavras contidas nessa lista para a construcao da tabela atributo

valor.

Uma outra funcionalidade do PRETEXT de vital importancia para a execugdo dos
experimentos é a construgao de 2-gram. 1-gram se refere a um stem simples, en-
‘quanto 2-gram referem-se a 2 (dois) stems cujas palavras ocorrem seqliencialmente
no documento. A utilizagdo de mais de um gram permite que palavras como “inte-
ligéncia artificial”, “aprendizado de mdquina” e “mineracdo de textos”, que sdo mais

representativas conceitualmente quando utilizadas juntas, possam ser utilizadas.

Existem diversas medidas, implementadas no PRETEXT, que podem ser utilizadas
para representar os valores do atributos de uma colecio de documentos texto no for-
mato de tabela atributo-valor (ver outras medidas em Matsubara (2004)). Nos ex-
perimentos realizados neste trabalho foi utilizado a medida tf (term frequency), que
representa cada termo do documento apenas com o numero de vezes que o termo

aparece no documento.

3.2 Bases de Documentos Utilizados

Nesta segao sao descritos detalhes das transformagdes realizadas nas trés bases de
textos utilizadas nos experimentos, denominadas NEWS, LNAI e COURSE descritas a

seguir:

NEWS a base NEWS foi criada a partir da base mini-news (Blake & Merz, 1998) que
contém textos relacionados a news-groups. Essa base foi criada com o objetivo de
testar o CO-TRAINING com um conjunto balanceado de classes. A base original

mini-news consiste de documentos classificados em 20 classes diferentes com 100
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LNAI

documentos de cada classe. A nova base NEWS f01 construlda agrupando as 4 clas-
ses da base mini-news relacionadas com sci. crypt sci. electronics, sci.med
e sc1 space em uma Unica classe denomlnada sci, e as 4 classes relac10nada,s
com talk polltlcs guns, talk.politics. mldeast ‘talk. pOllthS misc e
talk. rellglon misc em uma tnica classe denormnada talk. Assxm a base
NEWS consiste de 800 documentos classificados em duas classes sci e talk,
cada uma delas com 400 documentos. A primeira descrlgao é dada por 1-gram e
a outra por. 2- gram do conjunto de documentos

”Este C'Onjiinto de exemplos consiste dos titulo‘s,‘fesumos e referéncias de artigos
de Case-Based Reasoning (CBR) e Inductive Logic Programming (ILP) retirados
de Lecture Notes in Artificial Intelligence (LNAI). A base LNAI tem um total de
396 artigos dos quais 277 (70%) sdo da classe CBR e 119 (30%) sdo da classe ILP.
Além das duas descrigoes, uma descrigao referente a 1-gram e a outra referente
a 2-gram, que podem ser extraidas desse conjunto de documentos, é possivel’
extrair outras descrigoes considerando, por exemplo, o bag-of-words dos titulos,

dos resumos e/ou das referéncias.

Esse cdrpus foi produzido para auxiliar no desenvolvimento e avaliagdo do projeto
Uma Ferramenta Inteligente de Apoio a Pesquisa (FIP) que estd sendo realizado
no Labic coordenado pelo professor Alneu de Andrade Lopes, tendo participagao
de trés alunos de mestrado e um de iniciagdo cientifica. A FIP tem como objetivo
a recuperagao automética de artigos cientificos sobre dreas pré-selecionadas na
Web; analise desses artigos por meio de técnicas de Aprendizado de Méaquina e
Mineragao de Dados; a construgdo de um mapa representativo do conhecimento
das sub-dreas, topicos e temas de pesquisas; importancia dos artigos e autores,

entre outros (Melo, Secato, & Lopes, 2003; Melo, 2004; Brasil, 2004).

COURSE Este conjunto de exemplos foi construido a partir das bases de textos e links

utilizado no artigo de Blum & Mitchell (1998) no qual é proposto o algoritmo co-
TRAINING !. Essa base contém 1051 exemplos referentes a paginas de internet
coletadas de quatro universidades: Universidade de Cornell, Universidade de
Washington, Universidade de Wisconsin e Universidade do Texas. As paginas
estao em formato html e estdo dividas em duas classes: péaginas referentes aos
cursos oferecidos nessas universidade (course) e pdginas que ndo se referem
a cursos (non-course). As duas descrigdes sao formadas pelos textos dessas
péaginas e pelos links que apontam para as mesmas. Neste trabalho a primeira
descrigdo, composta por textos, é sempre referida como TEXTO, e a segunda

descricdo como LINKS. Foi observado que nem todos os exemplos (paginas de

Ihttp://www-2.cs.cmu.edu/afs/cs. cmu. edu/project/theo-51/www/co-training/data
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internet) na descrigio LINKS continham algum contetdo, portanto, ao realizar o
pré-processamento dessa base com o PRETEXT, esses exemplos foram retirados
do conjunto, o que reduziu o nimero de exemplos da base original para 1038
exemplos. Desses 1038 exemplos, 221 (21%) sdo da classe course e 817 (79%)

da classe non-course.

Na Tabela 1 é mostrado um resumo das caracteristicas desses conjuntos de documentos.

‘ ‘Conj. Doc. | #Doc. | Classes » %Classe Erro da Classe .
: ’ Majoritéria

NEWS 800 | (talk,sci) (50%,50%) | 50%

LNAI 396 | (ILP,CBR) (30%,70%) | T0%

COURSE 1038 | (course,non-course) (21%,79%) | 79%

Tabela 1: Conjuntos de documentos

Os trés conjuntos de documentos foram pré-proéessados utilizando a ferramenta PRE- .
TEeXT e transformados em uma tabela atributo-valor. Inicialmente, utilizando a lista
de stopwords padrao do PRETEXT, os textos foram transformados em stems, que cons-
tituem os atributos, e foi utilizada a medida tf para calcular o valor desses atributos.
Depois foram aplicados os cortes de Luhn, nos quais é possivel especificar a freqiiéncia
minima e méxima dos termos da colecao. Por exemplo, ao especificar minimo igual
a 3 em uma colegao com 10.000 documentos, o PRETEXT ignora todos os termos
que apareceram uma ou duas vezes em todos os 10.000 documentos, os termos que

aparecem trés vezes sao mantidos.

Na Tabela 2 sao apresentados os cortes de Luhn utilizados em cada descrigao de cada
conjunto de documentos. Por exemplo, a descrigdo. TEXTO do conjunto COURSE foi
“cortado” em minimo = 2, ou seja, todos os termos que aparecem apenas 1 vez em toda
a colecao desses documentos foram retirados da tabela atributo-valor que representa
esses documentos. Antes de efetuar esse corte a descricdo TEXTO continha 13198
termos, apos o corte esse ntumero foi reduzido para 6870 termos.

Conj. Doc. Descriggo | Min | Max [ #Atr Antes | #Atr Apds
! dos Cortes os Cortes
NEWS 1-gram 2 - 15711 8668
2-gram 3 - 71039 4521
LNAI 1-gram 2 | 400 | 5627 2914
2-gram 2 - 21969 3245
COURSE TEXTO 2 - 13198 6870
LINKS 2 - 1604 1067

Tabela 2: Cortes de Lunh

Como pode ser observado na Tabela 2, nos trés conjuntos de documentos, e para todas

as descrigoes, foi definido o corte minimo de Luhn igual a 2 (dois), com excecao da
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descri¢do 2-gram da base NEWS. Dentre as trés bases, a base NEWS ¢ a que apresenta
o maior nimero de stems (termos) diferentes e, quando aplicado o corte minimo igual
a 2 (dois), foi observado que os termos com freqiiéncia igual a 2 da descrigao 2-gram
eram irrelevantes. Assim, foi decidido desconsiderar esses termos aplicando um corte

minimo igual a 3.

CO-TRAINING foi avaliado utilizando 10-fold cross-validation. Entretanto, ‘deve ser -
lembrado que CO-TRAINING utiliza duas descrigées do conjunto de exemplos, 0s'quais
"devem se corresponder um a um. Assim, o método de re-amostragem "10-fold" cross- -
validation foi adaptado para essa particularidade do algoritmo, como ilustrado- na Fi-
gura'3. Apés o pré-processamento das bases de documentos, cada uma das"d‘escfigc”)eé' :
~do conjunto de exemplos foi particionado em 10 subconjuntos, sendo que cada subcon-
junto contém exemplos correspondentes a cada uma das descrigdes. . Essas partigdes
sdo sempre pareadas uma a uma, tal que as mesmas parti¢oes de ambas as descrigdes,
em cada iteracao, sao utilizadas para treinamento (90%) e teste (10%). Todos os ex-
perimentos com CO-TRAINING, descrito a seguir, foram avaliados utilizando 10-fold

cross-validation, no qual os 10 folds foram construidos como ilustrado na Figura 3.

Descrigao 1 Descrigao 2

Conjunto de Conjunto de

[Conj. Testg] @nj. Teste I

IConj. Teste ] lConj. Tes@

Iteragao 1

Iteragdo 1

lteragdo 2 lteragdo 2

dados dados
Original Original
10 Fold Cross Validation . 10 Fold Cross Validation .
Conjunto Conjunto Conjunto Conjunto Conjunto Conjunto
Treinamento| [Treinamento| e o o [Treinamento Treinamento (Treinamento| e e e {Treinamento
F:onj. Teste] (Conj, Teste1 LConj. Testtﬂ ‘LConj. Testa l Conj. Tesgl [Conj‘ Teste }
lteragdo 1  Iteragdo 2 lteragdo 10 lteragdo 1  Iteragdo 2 lteragéao 10
E ! i i i
‘ ! i i
""""""""" ‘I""""l""'“""'""""""""" .
H !
......... E._..._..._.._.._.._.._..-.._.._.._.._..-.._.!..._..._.._..
E i
, ¥ ¥
Descrigdo 1 Descrigdo 2 Descrigdo 1 Descrigdo 2 Descricdo 1 Descrigdo 2
Conjunto Conjunto Conjunto Conjunto anjunto Cpnjunto
Treinamentol [Treinamento Treinamentol [Treinamentol ¢ e e | [Treinamento (Treinamento|

rConj. TesteJ [Conj, Teste]

lteragdo 10

lteragdo 10

Figura 3: Representacdo grafica da construgao dos 10-folds para CO-TRAINING
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Um ponto importante a ser ressaltado é a validade do método de amostragem uti-
lizado. Como o nosso objetivo é avaliar o comportamento de CO-TRAINING e nao
a qualidade do pré-processamento dos textos, o pré-processamento realizado, i.e., a
medida utilizada ¢ f bem como os cortes de Luhn, sao muito simples e nao utilizam in-
formagoes adicionais dos conjuntos de teste. Caso for realizado um pré-processamento
utilizando medidas mais sofisticadas para determinar o-valor de cada termo (stem) ros
documentos, bem como uma redugao mais apurada da dimensao dos:atributos, entao,
cada um dos 10 (dez) conJuntos de treinamento ¢ teste deveriam ser pré-processados

independentemente (Batista, 2003).
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4 Experimentos

CO-TRAINING pode ser executado em dois modos diferentes: modo simulagao e modo
real. A principal diferenga entre esses modos de execugdo refere-se ao conjunto de
exemplos nao rotulados U. No modo simulagdo, o conjunto U é construido artifici-
almente a partir de um conjunto de exemplos rotulados. Dessa maneira, .é possivel
verificar, a»cada iteragao do algoritmo, se os rétulos atribuidos por CO-TRAINING a0s
exemplos “nao rotulados” coincidem com os verdadeiros rétulos desses exemplos. To-. -
dos os experimentos com CO-TRAINING realizados neste trabalho foram executados no
modo mmulaqao utlhzando os conjuntos de documentos e as duas' descrigbes desses
conjuntos, descritos na Segdo 3 na pagina 7. Foi utilizado o algontmo ‘Naive Bayes
para construir, em cada’ iteracao do algoritmo, os classificadores hp,, hp, e o clas-
sificador combinado h — Algoritmo 2 na pégina 6. - Alémdisso, o' CO-TRAINING foi

executado diversas vezes variando os valores dos parametros de execugao.

Antes-de executar CO-TRAINING, e com o objetivo. de verificar o erro dos classifica-
dores induzidos por algontmos de AM supervisionado que tem bias bem diferentes,
foram executados os algoritmos C4.5, que induz arvores de decisdo, e Naive Bayes. O
. erro desses classificadores foi medido usando-10-fold cross validation estratificado. Na

Tabela 3 sao mostrados os resultados obtidos.

Conj. #Doc | Descricao | #Atributos Classe %Classe Erro C4.5 Erro NB
Doc.

: sci 50% 05 (03) 25 (L.7)

1-gram 8668 talk 50% 1.0 (04) 0.8(1.2)

NEWS - 800 " QOverall 0.8 (0.2) 1.6 (1.0)

sci 50% 0.0 (0.0) 2.0 (2.0)

2-gram 4521 . talk 50% 0.0 (0.0) 0.5 (1.1)

_ Overall 0.0 (0.0) 1.3 (1.2)

ILP 30% 183 (24) 1.7 (3.7)

1-gram 2914 CBR 70% 3.6(12) 1.4(19)

LNAI 396 Overall 8.1(1.2) 1.5(1.8)

' ILP 30% 279 (5.4) 1.8(1.7)

2-gram 3245 CBR 70% 3.6 (0.8) 1.5 (1.9

Overall 109 (1.6) 1.8 (1.7)

course 21% 33.0 (3.1) 16.3 (5.4)

TEXTO 6870 non-course 79% 4.9 (0.5) 3.8 (2.0)

COURSE 1038 Overall - 109 (0.8) 6.5(2.3)

course 21% 28.9(3.1) 9.6 (7.6)

LINKS 1067 non-course 79% 2.8 (0.4) 16.0 (4.7)

Overall 8.4 (07) 14.6 (3.5)

Tabela 3: Erro dos algoritmos C4.5 e Naive Bayes nos conjuntos de exemplos

Nas tltimas duas colunas dessa tabela sdo mostrados, respectivamente, o erro dos
classificadores induzidos por C4.5 e Naive Bayes (Overall) e o erro desses classificadores

em cada uma das classes, junto com o desvio padrdo desses erros. Como pode ser
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observado na Tabela 3 na pagina anterior, as bases COURSE e LNAI sao desbalanceadas,
j4 que possuem classes com proporgdo de exemplos bastante diferente. Nesses casos,
o0 erro na classe minoritéria é usualmente maior que na classe majoritaria (Batista,
Prati, & Monard, 2004; Prati, Batista, & Monard, 2004). Entretanto, o resultado
obtido por Naive Bayes na descricdo LINKS da base COURSE nao segue esse padrao.
Nesse caso, o erro da classe minoritéria (course com 21% dos exemplos} é 9.55 com
7.56 de desvio padrao, que é menor que o erro da.classe majoritdria (non-course
com 79% dos exemplos) que é 16.03 com 4.69 de desvio padrdo. Ainda que dentre
os algoritmos de AM supervisionado ja tem sido reportado na literatura que a Naive -
Ba';ye»s é um dos menos sensiveis a distribuigdo das classes, esse resultado chama a

atengéé.

’

A seguir sdo descritos os diversos experimentos realizados com CO-TRAINING: " ... "7
4.1 Experimento 1: Execucao com os Valores Padrao. dos
Parametros

Inicialmente, para avaliar o algoritmo CO-TRAINING, foram executados experimento

com os valores padrdo dos parametros, ilustrados a seguir:

numero de iteragoes : 100

conjunto de exemplos inicial : 5%

valor minimo de confianga : 0.6

funcdo melhores/2 : original
conjunto de teste , . arquivo .test

Deve ser observado que, em algumas execugdes, o algoritmo pode interromper sua
execugao antes de chegar as 100 iteracoes, isso acontece caso o conjunto de exemplos
nao rotulados estiver vazio ou nao for possivel rotular mais exemplos com o valor
minimo de confianca. Com relagdo ao conjunto de teste, ele consiste, em cada uma
das execugoes realizadas usando a adaptagao de 10-fold cross validation ilustrado na
Figura 3 na pagina 11, de um arquivo .test que contém os 10% dos exemplos de teste
para os respectivos 90% de exemplos de treinamento.

Uma das principais medidas de desempenho do CO-TRAINING no modo simulagio é o
nimero de exemplos rotulados errados em cada iteragéo e no fim da execucio. A seguir,
o conjunto inicial de exemplos com rétulo fornecidos a CO-TRAINING é denominado
L;yi € 0s que nao possuem rétulo é denomina Usn;. No fim da iteragao, o conjunto total

de exemplos com rétulo é denominado L fipm,.
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A Tabela 4 mostra, para cada conjunto de documentos, se o critério de parada (CP)
de 100 iteragoes foi atingido (s) ou se a execugdo terminou por ndo ser possivel rotular
mais exemplos; o nimero de exemplos com rétulo |L;,;| e sem rétulo |Usy;| no inicio
da execugdo; o nimero médio de exemplos no conjunto de exemplos rotulados | fim|;
o nimero médio de exemplos rotulados errados (#Errados); a proporgao de exemplos

rotulados errados (% FErrados), a qual é calculada pela Equagéo 1;

#Errados

%Errados = ——— ——
|Lfim| - 'Lim'l

(1)
os niimeros entre parénteses indicam o desvio padrdo dessas médias. Finalmente, a
C'oluna Figuras indica, respectivamente, os graficos que mostram, para cada conjunto
de dobumentos, a média da proporgdo do nimero de exemplos rotulados errados com
relagdo ao nimero total de exemplos rotulados, até essa iteragdo?. Note que essa
propor¢ao é calculada sobre o conjunto de exemplos rotulados L que, é incrementada

a cada iteragao.

Conj. Doc. l CP I | Lins] ] [Uini| {L fim] l #Errados %Errados | Figuras
NEWS s| 36| 684 4320(00)] 19(16) ] 0.5%(0.4) 5
LNAL nl* 17| 339 276.8(46) | 95(3.3)|37% (1.2)| - 6
COURSE s | 45 888 | 327.6 (23.2) | 21.3 (13.7) | 7.5% (4.5) | . 7

Tabela 4: Experimento 1; resumo do nimero de exemplo rotulados errados inseridos
em L

Considerando a porcentagem de exemplos rotulados errados no fim da execugéo de Cco-
TRAINING (% Errados na Tabela 4), o melhor resultado foi atingido com o conjunto
NEWS (0.5%), e o pior resultado com o conjunto COURSE (7.5%). Na Figura 4 é
mostrado o numero médio de exemplos rotulados errados e inseridos em L em cada
iteragdo, para cada um dos trés conjuntos. Nessa figura pode ser observado que no
caso do conjunto NEWS, esse nimero mantém-se constantemente muito baixo, iniciando
aproximadamente na 8% iteracao, sendo que na maioria das iteragoes nenhum exemplo
é rotulado errado. Ja no conjunto LNAI, hé exemplos rotulados errados a partir da
5% iteracao aproximadamente, enquanto que para o conjunto COURSE isso acontece a

partir da primeira iteragao.

Com relacao ao critério de parada de 100 iteragoes, somente ndo foi atingido pelo
conjunto LNAI. Considerando o valor médio de |Ly;n| para esse conjunto, é possivel
concluir que CO-TRAINING finalizou a execugdo pela impossibilidade de rotular mais

exemplos com o valor minimo de confianga 0.6.

2N30 sdo considerados nessa proporgio o niimero inicial |L;n;| de exemplos com rétulo fornecidos
inicialmente ao algoritmo, mas somente os exemplos por ele rotulados.
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Figura 5: Experimento 1 - conjunto NEWS; porcentagem de exemplos rotulados errados
inseridos em L

Para o conjunto LNAI — Figura 6 — apds a iteragdo 15, aproximadamente, essa por-
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