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Resumo. Evidéncias atuais demonstram que classificadores que implicita ou
explicitamente maximizam a margem de separacao entre padroes de diferentes
classes estao entre as abordagens mais promissoras no aprendizado a partir de
dados. As técnicas que se utilizam deste principio na geracao de preditores sao
denominadas “Classificadores de Margens Largas”. Originalmente, estes algo-
ritmos sao capazes de lidar apenas com problemas binarios. Porém, diversas
aplicagoes envolvem a discriminacao de mais de duas classes. Este relatorio
apresenta uma revisao das principais técnicas que podem ser utilizadas na ge-
neralizacao destes classificadores a problemas deste tipo, também denominados

multiclasses.
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1 Introducao

Trabalhos atuais mostram evidéncias de que algoritmos de aprendizado que explicita ou
implicitamente exploram o conceito de maximizacao de margens estao entre as abordagens
mais promissoras no aprendizado a partir de dados (Barlett and Shawe-Taylor, 1999;
Schapire et al., 1997; Cristianini, 2000). Margens correspondem a valores que determinam
o quanto duas ou mais classes estao separadas, ou seja, o quanto os exemplos encontram-
se distantes das fronteiras de decisao formadas para sua classificacao. Os algoritmos
que utilizam esse principio sao denominados “Classificadores de Margens Largas” (Large
Margin Classifiers - LMCs). Entre os principais LMCs tem-se as Maquinas de Vetores
Suporte (Support Vector Machines) (Cristianini and Shawe-Taylor, 2000) e a técnica de
Boosting, utilizada na combinagao de preditores (Schapire, 1999).

Originalmente, os LMCs geram classificadores binarios, capazes de diferenciar somente
duas classes. Este fato nao inviabiliza seu uso em aplicagoes que envolvem mais de duas
classes. Existem diversas técnicas para extende-los a problemas deste tipo, também de-
nominados multiclasses.

Estas técnicas podem geralmente ser subdivididas em duas categorias distintas, de
acordo com a estratégia empregada na generalizacao dos LMCs ao cenario multiclasses.
O primeiro tipo compreende a combinacao de diversos preditores binarios na solucao
multiclasses. Seguindo outra vertente, diversos trabalhos recorrem a reformulagoes nos
algoritmos originais dos LMCs, de forma a solucionar o problema multiclasses em um
unico passo. Este relatério apresenta uma revisao das principais técnicas pertencentes a
essas duas categorias.

Iniciando estas descri¢oes, alguns dos principais conceitos de Aprendizado de Maquina,
campo de pesquisa do qual os LMCs fazem parte, sdo apresentados na Secao 2. A seguir,
na Sec¢ao 3 os LMCs sdo descritos. As principais técnicas para obtencao de LMCs multic-
lasses sao entao apresentadas na Secao 4. Uma andlise experimental de algumas técnicas
decomposicionais para geragao de SVMs multiclasses é realizada na Secao 5. Finalizando,

na Secao 6 sao apontadas algumas consideracoes finais deste estudo.

2 Aprendizado de Maquina

O Aprendizado de Mdquina (AM) é um campo de pesquisa da Inteligéncia Com-
putacional que estuda o desenvolvimento de técnicas capazes de extrair conceitos (conhe-
cimento) a partir de amostras de dados (Mitchell, 1997).

As diversas técnicas de AM podem ser divididas, de maneira geral, segundo o para-

digma empregado pelas mesmas na analise dos dados. Pode-se dizer que o paradigma de



aprendizado determina a maneira como o algoritmo de AM se relaciona com seu meio
ambiente, ou seja, o modo como se dard o seu aprendizado por meio dos dados (Haykin,
1999). Os dois principais paradigmas de aprendizado existentes sdo o supervisionado e o
nao-supervisionado.

No paradigma de aprendizado supervisionado tem-se a figura de um “professor ex-
terno”, o qual representa o conhecimento do ambiente por conjuntos de exemplos na forma
(entrada, saida). O algoritmo de AM é entao treinado a partir de conjuntos de exemplos
rotulados visando aprender uma funcao desejada. Este é o tipo de paradigma focado neste
trabalho.

No paradigma de aprendizado nao-supervisionado nao hé a presenca de um profes-
sor, ou seja, nao existem instancias rotuladas da funcao a ser aprendida. O algoritmo de
AM aprende a representar (ou agrupar) as entradas submetidas segundo uma medida de
qualidade. Essas técnicas sao utilizadas principalmente quando o objetivo for encontrar
padroes ou tendéncias que auxiliem no entendimento dos dados (Souto et al., 2003).

No contexto de aprendizado supervisionado, dado um conjunto de exemplos rotulados,
deve-se produzir um classificador (modelo ou hipétese) capaz de predizer precisamente
a classe de novos padroes para os quais nao se conhece a classificacao. Este classificador
representa uma aproximacgao da fungao objetivo que descreve os dados. Esta é a funcao
que mapeia todos os dados do dominio em que esta ocorrendo o aprendizado, incluindo
os disponiveis para geragao do classificador, em seus respectivos rotulos. Os rétulos ou
classes representam o fenomeno de interesse sobre o qual se deseja fazer previsoes.

Cada exemplo (também referenciado por dado, padrao ou instancia) é tipicamente
representado por um vetor de caracteristicas. Cada caracteristica, também deno-
minada atributo, expressa um determinado aspecto do exemplo. Normalmente, hé dois
tipos bésicos de atributos: nominal e continuo (Monard and Baranauskas, 2003). Um
atributo é definido como nominal (ou categérico) quando nao existe uma ordem entre os
valores que este pode assumir (por exemplo, entre cores). No caso de atributos continuos,
é possivel definir uma ordem linear nos valores assumidos (por exemplo, entre pesos € R).

Visando avaliar a taxa de predi¢oes corretas ou incorretas (também denominadas taxa
de acuricia e taxa de erros, respectivamente) obtidas por um classificador sobre dados
nao apresentados em seu treinamento, o conjunto de exemplos é, em geral, dividido em
dois subconjuntos disjuntos: de treinamento e de teste. O subconjunto de treinamento
é utilizado no aprendizado do conceito e o subconjunto de teste é utilizado para medir o
grau de efetividade do conceito aprendido sobre novos dados.

Outro método comumente utilizado para prover melhores estimativas da acurécia (ou
da taxa de erro) é o r-fold cross-validation (Mitchell, 1997). Segundo o r-fold cross-

validation, o conjunto de exemplos ¢ dividido em r subconjuntos de tamanho aproxi-



madamente igual. Os padroes de r — 1 partigoes sao utilizados no treinamento de um
classificador, o qual é entao testado sobre a particao restante. Este processo é repetido r
vezes, utilizando em cada ciclo uma particao diferente para teste. O erro final do classifi-
cador é dado pela média dos erros observados sobre cada conjunto de teste.

Estimado o erro ou acuracia de um classificador, a generalizagao deste é definida
como sua capacidade de prever corretamente a classe de novos padroes, sendo avaliada
por seu desempenho em conjuntos de teste. No caso em que o modelo se especializa nos
dados utilizados em seu treinamento, apresentando baixa acuricia quando confrontado
com novos dados, tem-se a ocorréncia de overfitting (super ajustamento). E também
possivel induzir hipéteses que apresentam baixa acuracia mesmo no conjunto de trein-
amento. Tem-se entdao uma condicao de underfitting. Esta situacdo pode ocorrer, por
exemplo, quando os exemplos de treinamento disponiveis sao pouco representativos ou o

modelo obtido é muito simples (Monard and Baranauskas, 2003).

3 Classificadores de Margens Largas

Os Classificadores de Margens Largas (Large Margin Classifiers - LMCs) tém
apresentado bons desempenhos em aplicacoes de dreas variadas, com acuracias similares
ou superiores as obtidas por outras técnicas de AM reconhecidamente eficazes (Hearst
et al., 1998; Smola et al., 1999). Estes resultados sao alcangados por meio do principio
de maximizacao da margem de separacao dos dados pertencentes a diferentes classes e
encontram-se justificados nos fundamentos da Teoria de Aprendizado Estatistico (Smola
et al., 1999; Vapnik, 1995).

Nesta secao sao apresentados os principais conceitos relacionados aos LMCs. Inicial-
mente, na Secao 3.1 define-se o conceito de margem de um classificador e sao apresentadas
as primeiras motivacoes para o principio de maximizacao desta medida. O embasamento
tedrico dos LMCs é provido pela Teoria de Aprendizado Estatistico, apresentada na Secao
3.2. Na Secao 3.3 as duas principais técnicas pertencentes a esta classe de preditores, as

Support Vector Machines e o Boosting, sao descritas.

3.1 Margem de um Classificador

Uma definicao formal de um problema de classificagao por técnicas de AM envolve
um conjunto de dados de treinamento S, composto por n pares (x;,¥;), em que X; € R™
e y; € {—1,+1} (por simplicidade, considera-se um problema de classificacdo binaria -
com duas classes). A partir de um processo de indugdo sobre este conjunto, o objetivo

é encontrar uma func¢do g : R™ — {—1,+1} capaz de predizer a classe de novos pontos
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Figura 1: Tlustracao de divisdo no espago de entradas por um hiperplano

(x,y) com acuricia.

Uma forma de realizar esta tarefa é utilizar uma funcao real f : R™ — R e aplicar
uma fungao sinal g(x) = sgn(f(x)) aos valores de f. A fungao g(x) assume valor +1 se
f(x)>0e—1se f(x) <0 (se f(x)=0, g(x) possui valor desconhecido).

Por simplicidade, seja f uma funcao linear, representada pela Equacao 1.
f(x)=w-x+b (1)

em que w-X é o produto escalar entre os vetores w e X, w é o vetor normal ao hiperplano
w-x+b=0ebéum termo independente.

A partir desta definicao de f, a funcao g pode ser representada pela Expressao 2.

g(x)=sgn<f<x>>=sgn<w-x+b>={“ v )
—1 sew-x+0<0

A Figura 1 ilustra um conjunto de dados e a divisao deste pela aplicacao da funcao
sinal g(x) aos valores de uma funcao linear f(x). Pode-se verificar que f(x) define um
hiperplano separando as classes +1 e —1.

Neste caso, o problema de aprendizado passa a ser encontrar os parametros (w,b), ou
seja, uma fungao f(x), para os quais g(x) comete erro minimo na classificagdo dos dados
de treinamento. Na busca por classificadores lineares com erro minimo em um conjunto
de treinamento, porém, podem existir varias solugoes. Na escolha do melhor classificador,
introduz-se o conceito de margem.

Dada uma funcao f : R™ — R, a margem com o qual um padrao x; é classificado é
fornecida pela Equacao 3 e mede a distancia do padrao x; em relagao a fronteira f(x) = 0

(a0 hiperplano separador, no caso em que f é linear). Uma margem negativa indica uma
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Figura 2: Tlustracao das margens de dois hiperplanos em um mesmo conjunto de dados

classificacao incorreta.
p(Xi, vi) = yif (xi) (3)
A margem py do classificador f ¢ definida como a margem minima observada em todo
o conjunto de treinamento, ou seja,

py= min p(x;,y;) = min y;f (x;) (4)

1<i<n 1<i<n

A Figura 2 ilustra dois possiveis classificadores lineares induzidos sobre um mesmo
conjunto de dados e suas respectivas margens.
Uma possivel escolha de classificador é aquele que produz margem maxima de separa-

¢ao entre as classes, ou seja, de uma f’ com
pp = arg ;nax pf (5)

Este tipo de fungao ¢ mais confidvel para a classificacao do conjunto de treinamento,
o que pode ser refletido no conjunto de teste, composto de novos padroes. Essa confiabili-
dade é obtida pelo fato da maximizacao de margens prover duas propriedades interessantes
ao classificador: robustez em relagao aos padroes e robustez em relacdo aos parametros
do modelo (Smola et al., 1999).

Na robustez em relagao aos padroes, tem-se que, dado um exemplo x longe da borda
de decisao f(x) = 0, ocasionais pertubagdes em x nio levam a uma classificagio incorreta
g(x) = sgn(f(x)). Para o caso da robustez em relagdo aos pardmetros, se a margem
do classificador é grande, uma pequena perturbacao nos parametros de f nao afeta a
classificacao dos dados.

Além das motivacoes apresentadas anteriormente, existem limites no erro de um clas-
sificador sobre novos dados baseados na margem, confirmando a indicagdo de que a ma-

ximizacao desta leva a bons desempenhos em termos de generalizacao. Esses limites sao



fornecidos pela Teoria de Aprendizado Estatistico, apresentada a seguir. Por simplicidade
e conveniéncia, diversas consideracoes apresentadas sao feitas em relacao a classificado-
res lineares. A extensao destes resultados a cada um dos tipos de LMCs sao discutidas

individualmente na ocasiao de descricao dos mesmos.

3.2 A Teoria de Aprendizado Estatistico

Seja I o conjunto de todos classificadores que um determinado algoritmo de AM pode
gerar. Este algoritmo, durante o aprendizado, utiliza um conjunto de treinamento S,
composto de n pares (x;,y;), para gerar um classificador (ou funcio) particular f* € F.

Na escolha desse classificador, é natural a consideracao da fungao que produz o menor
erro durante o treinamento, ou seja, daquela que possui maior habilidade de classificar
corretamente os padroes do conjunto de treinamento S. Seja o Risco Empirico de f
(Remp(f)), definido pela Equagao 6, a porcentagem de classificagoes incorretas obtidas em
S, em que ¢(+,-) é uma fungao de custo relacionando a previsao f(x;) com a saida desejada
y;. Um tipo de fungao de custo é a “perda 0/1”, definida por ¢(f(x),y) = 1 se yf(x) <0
e 0 caso contrario (Miiller et al., 2001).

L
Remp () = = Zc(f (i) vi) (6)

n <
i=1

Supoe-se que os exemplos do dominio em que esta ocorrendo o aprendizado sdao gerados
independentemente e identicamente distribuidos (i.i.d.) de acordo com uma distribuicao
de probabilidade P. O desempenho em termos de generalizacao de um classificador f
pode entao ser definido como a probabilidade de que f cometa erro na classificacao de um
novo exemplo gerado segundo P. A partir desta afirmagao, define-se o Risco Funcional
(Equagao 7), que quantifica a capacidade de generalizagao de f (se R(f) for igual a 0,

pode-se afirmar que f generaliza de forma “perfeita”).

R(f) = / o(f (%), 9)dP (x,3) (7)

Durante o treinamento, Remp(f) ¢ facilmente observavel. O mesmo nao pode ser
afirmado sobre R(f), pois em geral a distribui¢do de probabilidade P é desconhecida. A
maioria dos algoritmos de aprendizado busca a minimizacao de Remy(f), esperando que
esta leve a um menor R(f). Portanto, na escolha de uma fungao f, geralmente se opta por

f tal que Repyp ( f = gemg Remp (f). Porém, também é desejavel que o classificador possua
€

uma hoa capacidade de generalizagao, ou seja, que se tenha f* tal que R (f*) = gcm%l R(f).
=

Em geral, f leva a uma boa aproximacao de f*. Contudo, nem sempre isto é verdade.

6



Considere, por exemplo, um estimador que memoriza todos os dados de treinamento e
gera classificagoes aleatérias para outros exemplos (Smola et al., 1999). Este classificador
possui um risco empirico nulo, porém seu risco funcional é igual a 1/2.

A Teoria de Aprendizado Estatistico (TAE) prové diversos limites no risco fun-
cional de uma funcao, os quais podem ser entdo utilizados na escolha do classificador.
As préximas segoes relacionam alguns dos principais limites sobre os quais os LMCs se

baseiam.

3.2.1 Limites no Risco Funcional Baseados na Dimensao VC

Seja (G o conjunto de fungdes sinal g(x) = sgn(f(x)), sendo f(x) uma fun¢ao continua
qualquer. A TAE prové limites no risco funcional para funcoes deste tipo, relacionando
o numero de exemplos de treinamento, o risco empirico obtido na classificacao desses
dados e a complexidade do espaco de hipoteses. Esta complexidade é medida utilizando
o conceito de dimensdo Vapnik-Chervonenkis (VC) (Vapnik, 1995).

Dado um conjunto de fungoes sinal GG, sua dimensao VC é definida como o tamanho
do maior conjunto de pontos que pode ser particionado arbitrariamente pelas funcoes
contidas em G (Smola et al., 1999).

Como discutido anteriormente, pode-se considerar que a fungio g(x) = sgn(f(x))
divide o espaco de entradas em dois subconjuntos disjuntos, o de padroes x; para os quais
f(xi) > 0 e o de padroes x; com f(x;) < 0. Fungoes deste tipo sdo também denominadas
dicotomias (Haykin, 1999).

Seja Ag(S) o nimero de dicotomias que as fungoes contidas em G tém capacidade
de induzir sobre S. Diz-se que S é “fragmentado” por G se Ag(S) = 2/%! (|.] representa
a cardinalidade, ou tamanho, de um conjunto), isto é, se as fungoes contidas em G sdo
capazes de induzir todas as possiveis dicotomias sobre S.

A dimensao VC de um conjunto de dicotomias GG é entao definida como a cardinalidade
do maior conjunto S que é fragmentado por (&, ou seja, o maior N tal que Ag(S) = 2V,
em que N = |S|. Caso este valor ndo possa ser estimado, N assume o valor cc.

Logo, um alto valor de dimensao VC indica uma grande complexidade das funcoes de
decisao contidas em (5, ja que essas se tornam capazes de fragmentar conjuntos de dados
também complexos.

Para o caso particular em que f(x) é linear, a dimensdo VC do conjunto de fungoes
G g(x) = sgn(f(x)) é igual a m + 1, em que m é a dimensdo de x (Burges, 1998).
Este resultado pode ser analisado por meio da observagao das Figuras 3 e 4 (Smola and
Scholkopf, 2002).

Na Figura 3, hé trés pontos no espaco bidimensional. Pode-se verificar que, para
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Figura 3: Exemplo de distribuigao de trés pontos no estado bidimensional (Smola and Scholkopf,
2002)
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Figura 4: Exemplo de distribuicao de quatro pontos no espaco bidimensional (Smola and Schél-
kopf, 2002)

qualquer conformacao arbitraria de rétulos que estes dados possam assumir, é possivel
determinar retas capazes de fragmentd-los (separa-los de acordo com suas classes). Esta
observacao se aplica a quaisquer trés pontos no espaco R?. Porém, para quatro pontos em
R2, é possivel definir rétulos para os dados tal que nenhuma reta seja capaz de fragmenta-
los. Esta situacao é ilustrada na Figura 4. Para uma fragmentacao arbitraria de quatro
pontos em N2, deve-se entdo recorrer a uma funcdo de maior complexidade. Portanto,
a dimensao VC do conjunto de fungoes lineares no caso bidimensional ¢ igual a 3, em
conformidade com o resultado anteriormente apresentado.

Os teoremas seguintes provéem limites no risco funcional (R(.)) de uma fungao sinal
baseados na dimensao VC do espago de hip6teses do qual o classificador é extraido (Smola
et al., 1999).

Teorema 1 (Limite superior) Seja G um conjunto de funcoes de decisao mapeando R™
em {—1,4+1} com dimensao VC igual a h. Para qualquer distribui¢ao de probabilidade P

em R™x{—1,+1}, com probabilidade p > 1 — 6 sobre n. exemplos e para qualquer hipdtese
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g em G, o risco funcional € limitado por

R() < Ramy (9) + \/ < (nem(3)) ®)

em que ¢ € uma constante universal. Se § € G minimiza o risco empirico (Rey,(.)), entdo

R < e+ (e (}) o

Teorema 2 (Limite inferior) Seja G um conjunto de funcgées de deciséo mapeando R™

com probabilidade 1 — 6

em {—1,4+1} com dimensio VC finita h > 1. Para qualquer algoritmo de aprendizado hd
distribuicoes tal que com probabilidade p > 1 — 0 sobre n exemplos, o risco funcional da

hipdtese g € G satisfaz

Rig)=> inf R(g)+ \/ £ (nem(y)) (10)

em que ¢ € uma constante universal.

O termo mais a direita das Equagoes 8, 9 e 10 é também denominado termo de capa-
cidade do conjunto de funcoes G.
Por meio da observacao das equagoes apresentadas nos Teoremas 1 e 2, as seguintes

assercoes podem ser realizadas:

e O risco funcional de uma funcao g é minimizado se o nimero de observagoes n
do conjunto de treinamento for suficientemente grande. Quanto maior a amostra
de dados apresentada ao algoritmo de aprendizado, mais a minimizagao do risco

empirico se aproxima do risco minimo que o espaco de fungoes G pode alcangar;

e O risco médio de g é minimizado se a dimensao VC de G for suficientemente pequena.
Ou seja, quanto menor a dimensao VC de (G, maior a capacidade de generalizacao
das funcoes g € . Deve-se entao escolher uma hipdtese § que minimize o risco

empirico e pertenca a uma classe de fun¢ées G com baixa dimensao VC.

Embora os Teoremas 1 e 2 caracterizem o risco funcional de uma forma razoavelmente
completa, na pratica esta caracterizacao tem alguns problemas.

Em primeiro lugar, computar os limites apresentados ndo é uma tarefa facil (Miiller
et al., 2001).



Além disso, os teoremas indicam que, dados dois classificadores com mesmo risco
empirico Repmp, deve-se escolher aquele com menor dimensdo VC. Porém, Burges (1998)
salienta que, sendo as Equacgoes 8 e 9 limites superiores, nao se impede que uma hipdtese
com mesmo risco empirico e maior dimensao VC tenha melhor desempenho. Em seu
estudo, Burges (1998) apresenta inclusive resultados experimentais em que fungoes com
maior dimensao VC (algumas vezes infinita) apresentam melhores resultados.

Podem haver problemas também quando a dimensao VC de uma classe de fungoes ¢é
desconhecida ou infinita (Miiller et al., 2001).

Existem limites alternativos relacionando o poder de generalizacao de um classificador
a sua margem (Smola et al., 1999; Cristianini and Shawe-Taylor, 2000). Esses limites levam
em conta, portanto, a distribuicao dos dados no espaco de hipdteses, sendo referenciados
como “dependentes dos dados” (Shawe-Taylor et al., 1998; Shawe-Taylor and Cristianini,

1998). Alguns deles sao introduzidos a seguir.

3.2.2 Limites no Risco Funcional Baseados em Margens

Uma primeira andlise mais refinada nos limites apresentados anteriormente foi pro-
posta por Vapnik (Smola et al., 1999). Esta relaciona a dimensdo VC de um classificador
linear a margem obtida pelo mesmo na separagao dos dados. O Teorema 3 formaliza este

resultado.

Teorema 3 Seja Xo C R™ o conjunto de entradas com norma menor ou igual a R > 0
(x|l < R, Vx; € Xo) e F o conjunto de funcoes lineares definidas em Xq satisfazendo

lf (x)|| > p, em que p é a margem do classificador.
F={x—-w-x|||w| <1, x€ X} (11)

Considerando G o conjunto de funcgoes sinal obtidas a partir de G = sgn(F) e h a

dimensao VC de G, tem-se a Equacgao 12.
R2

hgmin{ﬁ,m}—kl (12)

Pode-se observar através deste resultado que a dimensao VC de um conjunto de fungoes

sinal G = sgn(F') com I linear pode ser menor que o valor m + 1 apresentado anterior-

mente, em que nao se levava em conta a margem p (Smola et al., 1999). Este teorema,

portanto, completa a nocao de dimensao VC para fronteiras lineares. Segundo o mesmo

teorema, a margem do classificador linear e a dimensao VC do espaco de hipéteses do qual

este é extraido se relacionam de forma indiretamente proporcional, ou seja, quanto maior

a margem de um classificador menor sua dimensao VC. Porém, o limite apresentado ainda
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é restrito, pois ele requer que todos exemplos, inclusive os de teste, estejam afastados do
hiperplano de uma margem p.
O Teorema 4 prové limites no risco funcional para funcoes de decisao lineares em

fungao unicamente da margem (Smola et al., 1999).

Teorema 4 Seja o erro (risco) marginal de f (R,(f)) a proporcao de exemplos de

treinamento que tém margem menor que p.
1 n

R,(f)= o Z;[(yif (xi) < p) (13)
1=

em que I1(q) =1 se q € verdadeiro e 1(q) =0 se q € falso.

Seja F' o conjunto de fungoes reais na esfera de raio R (Bgr):
F={f|f(x)=(w-x) com ||w|]|<lex € Br} (14)

Existe wma constante ¢ tal que, para qualquer distribuicao de probabilidade, com probabi-
lidade p > 1 — 0 sobre n exemplos de treinamento, para todo p > 0 e toda funcdo f € F,

com margem > p sobre todos exemplos de treinamento (ou seja, R,(f) = 0), a Equacao

15 € satisfeita. ,
= (S 2) a3

Com probabilidade p > 1 — 6, para todo p > 0, toda funcao f € F tem erro:

RU) < Ry (f) + \/ £ (o (2) +105 () (16)

Pode-se verificar por meio do Teorema 4 que o risco funcional é limitado pela soma do

erro marginal a um termo de capacidade. Uma maior margem p implica em um menor
termo de capacidade. Porém, este procedimento pode levar a um aumento na taxa de erro
marginal, pois torna-se mais dificil obedecer a restricao de todos os dados de treinamento
estarem distantes por uma margem maior do hiperplano separador. Um baixo valor de
p, por sua vez, leva a um erro marginal menor, porém aumenta o termo de capacidade.
Deve-se entao buscar um compromisso entre a maximizacao da margem e a obtencao
de um baixo erro marginal. Em Smola and Scholkopf (2002) limites similares no risco
funcional sao apresentados para funcoes do tipo sinal com fronteiras de decisao lineares.

Como conclusao tem-se que, na geracao de um classificador linear, deve-se buscar o
hiperplano que tenha margem p alta e cometa poucos erros marginais, minimizando assim

o erro sobre os dados de teste e de treinamento, respectivamente. O hiperplano que possui
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esta margem ¢é denominado otimo.

Existem diversos outros limites no risco funcional reportados na literatura, assim como
outros tipos de medida de complexidade de uma classe de fungoes (Miiller et al., 2001). Um
exemplo é a dimensao “fat-shattering”, que caracteriza o poder de um conjunto de hipoteses
em separar os dados de treinamento com uma margem p (Shawe-Taylor and Cristianini,
1998). Porém, os limites discutidos anteriormente, embora simplificados, provéem a base

tedrica suficiente a compreensao dos LMCs.

3.3 Técnicas

Diversas técnicas foram propostas utilizando os limites providos pela TAE na obten-
¢ao de classificadores com baixo risco funcional. Entre elas incluem-se generalizacoes
de algoritmos de AM amplamente difundidos, como o Perceptron de Rosemblatt (1962),
e modelos de AM formulados diretamente a partir dos limites da Teoria VC, como as
Maquinas de Vetores Suporte (Cortes and Vapnik, 1995).

Esta Secao apresenta duas técnicas pertencentes a classe dos LMCs: as Maquinas de
Vetores Suporte e o Boosting, sendo que esta ultima utiliza implicitamente os principios
de maximizagao de margem apresentados. Outras técnicas sao revistas em (Lorena and
Carvalho, 2003a).

Nas consideracoes realizadas, supoe-se que se deseja classificar objetos m-dimensionais
x nas classes -1 e +1. Tem-se, portanto, uma caracterizacao de problema de classificacao
binaria. Generalizacoes envolvendo o uso das técnicas identificadas em problemas com

mais de duas classes sao discutidas na Secao 4.

3.3.1 Maquinas de Vetores Suporte

As Méaquinas de Vetores Suporte (Support Vector Machines - SVMs) surgiram
pelo emprego direto dos resultados fornecidos pela TAE (Boser et al., 1992; Cortes and
Vapnik, 1995). Na aplicagao dessa teoria, deve-se escolher o classificador g(x) = sgn(f(x))
capaz de separar os dados pertencentes ao conjunto de treinamento com o menor risco
empirico possivel e que também satisfaca a restricao de pertencer a uma familia G' que
minimize o risco funcional.

Considerando f(x) uma fungao linear, a primeira condi¢do consiste em buscar o par
(w,b) tal que o hiperplano gerado separe os dados de treinamento com erro minimo.
Para satisfazer a restricio de minimizacao do risco funcional, utiliza-se o resultado da
TAE relacionando a minimizac¢ao deste risco a margem (p) obtida pelo classificador na
separacao dos dados. Portanto, entre os classificadores que minimizam o risco empirico,

deve-se escolher aquele que possui a maior margem p'.
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Maximizar p equivale a minimizar a norma de ||w|| (Hearst et al., 1998). Logo, pode-se
manter p fixo e buscar um hiperplano com [|w|| pequeno tal que ndo haja exemplos de
treinamento com margem menor que p, ou seja, para qualquer x;, ¢ = 1,...,n, deve-se
ter y;(w - x; +b) > p (Smola and Schélkopf, 2002). Fixando p em 1, tem-se o seguinte

problema de otimizacao:
Minimizar: ||w||?

17
Sob as restrigoes: y;(w-x; +b) —1 >0, parai=1,...,n (17)

O hiperplano obtido na resolucao deste problema é capaz de realizar a classificacao de
conjuntos linearmente separaveis. De forma a generalizd-lo para conjuntos mais gerais,
pode-se utilizar o artificio de permitir que alguns padroes tenham margem menor que p.
Isto é obtido com o relaxamento das restricoes do problema de otimizacao apresentado,

que é reformulado da seguinte maneira:

Minimizar: |w|”+ B ¢;
i—1
e >0 (18)

Sob as restrigoes:

em que B é uma constante que impoe um peso diferente para o treinamento em relagao
a generalizacao e € representa a varidvel responsavel pela imposicao do relaxamento as
restricoes do problema de otimizacao.

Este é um problema cldssico em otimizacdo denominado programacao quadratical.
O problema de AM é entdao reduzido a uma forma que pode ser analisada sob o ponto
de vista de otimizagdo, para o qual hd uma ampla e estabelecida teoria existente (Hearst
et al., 1998). Na resolu¢ao do mesmo, introduz-se uma fun¢ao Lagrangiana, definida em

termos de w, b e ¢, apresentada em 19 (Campbell, 2000).

L(w,be,nA)=[[w|*+BY ei=Y milei—1+y(w-x—=b]=> Xs  (19)
i=1 =1 =1

em que os parametros 7; e \; sao denominados multiplicadores de Lagrange. O
problema passa a ser entao a minimizacao de 19 em relacao a w e b e a maximizacao dos

valores de 7; e \;. Os pontos étimos desta equacao sao obtidos por meio da resolucao das

1O problema de otimizacio para conjuntos linearmente separdveis também é um caso de programacao
quadrética.
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igualdades apresentadas em 20, 21 e 22.

8L n
— = i = 2
30 ;_lyn 0 (20)
oL -
w = 2w — ;_1 yinix; =0 (21)
oL
ng—m—)\izo, parai=1,...,n (22)

Substituindo as Equacoes obtidas em 19, obtém-se o seguinte problema de otimizagao

(denominado dual):

n n n
“ 1
Maximizar: ) n; — ;> > 0in¥ilXi - X;
i=1 i=1j=1

0<nm<B,i=1, ...,n (23)

Sujeito a: n
> NiYi =
i=1

Calculado o valor 6timo n*, w* é encontrado pela resolucao de 212. Uma vez de-
terminada a direcdo do hiperplano étimo (ou seja, w*), b* pode ser calculado por 24.
1

=—| max (w'-x;)4+ min (w*.x; 24
2 {i|yz-=—1}( 2 {i|yz-=+1}( 2 (24)

*

Seja * o valor 6timo encontrado pela otimizagao do problema dual. E demonstrado
que 7} assume valores positivos para exemplos do treinamento que estao a uma distancia
do hiperplano 6timo menor ou igual & margem (ou seja, padrdes sobre as margens ou entre
elas). Para os outros padroes, o valor de 7} é nulo. Os exemplos para os quais 1] > 0 sao
denominados vetores suporte (Support Vectors - SVs).

Fixados os valores de w* e b*, o classificador extraido é definido pela Equacao 25.

+1se > nmiyx-x+b0">0

_ _ o *\ x; € SV
o9 = senld () = s 32w x k)= <E e
Xi x; € SV

A partir de 25, verifica-se que a classificagdo de um novo padrao x requer apenas a
computacao do produto interno entre x e cada SV. Logo, o hiperplano 6timo é determinado
unicamente pelos SVs, que por este motivo sao considerados os exemplos mais informativos
do conjunto de treinamento.

Porém, o classificador obtido ainda tem utilizacao limitada. H4 muitos casos em que

20s valores 6timos das varidveis serdo indicados por *.
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Figura 5: Mapeamento do conjunto de dados no espago de entrada (a) para o espago de carac-
teristicas (b)

nao é possivel dividir satisfatoriamente os dados de treinamento por um hiperplano. Um
exemplo é apresentado na Figura 5a, em que o uso de uma fronteira curva na separac¢ao
das classes seria mais adequado.

De forma a generalizar as SV Ms para essas situagoes, define-se fungoes reais @4, ..., @y
no dominio do espaco de entrada. Por meio da utilizagao destas funcoes, mapea-se cada
padrao do conjunto de treinamento S para um novo espaco, denominado espago de

caracteristicas, da maneira apresentada em 26.

x; (i=1,...,n) — ®(x;)=(P1(x5),P2(x:),...,Pr(x;))

(26)
= @(9) ={(®(x1),4), (P (x2),92) - (P (Xn) ,yn) }

Estas fungoes ®; podem ser nao-lineares. Em particular, U pode ser muito maior que
m, a dimensao do espaco de x. Uma caracteristica singular do espaco de caracteristicas
é que a escolha de uma funcao ® apropriada faz com que o conjunto de treinamento
mapeado possa ser separado por um hiperplano. Este fato é ilustrado na Figura 5.

SVMs lineares podem entao ser utilizadas sobre o conjunto de treinamento mapeado
no espaco de caracteristicas (Hearst et al., 1998). Para isto, basta aplicar a fun¢ao de
mapeamento ® a cada padrao nas equacoes listadas para o caso linear. Por meio desse
procedimento, percebe-se que a tUnica informacao necessaria sobre o mapeamento ® ¢é
uma definigdo de como o produto interno ®(x;) - ®(x;) pode ser realizado, para quaisquer
X; € X; pertencentes ao espaco de entradas. Isto ¢ obtido com a introducao do conceito
de Kernels. Um Kernel K é uma funcao que recebe dois pontos x; e x; do espago de
entradas e computa o produto escalar ®(x;) - ®(x;) no espaco de caracteristicas (Haykin,
1999).

De maneira geral, a fungao Kernel é mais simples que a de mapeamento ®, que em

grande parte dos casos assume formas bastante complexas. Por este motivo, é comum
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definir-se a funcao Kernel sem conhecer-se explicitamente o mapeamento ®. A utilidade
dos Kernels esta, portanto, em sua simplicidade de calculo e capacidade de representar
espacos abstratos.

Alguns dos Kernels mais utilizados sdo os Polinomiais e os Gaussianos ou RBF (Radial-

Basis Function), apresentados nas Equagoes 27 e 28, respectivamente (Haykin, 1999).

K(xi,%;) = (x] %+ 1) (27)

1
K)o (= - (29

Além de sua boa capacidade de generalizacao, as SVMs também se destacam por sua
robustez em relacao a padroes de grandes dimensoes. Esta caracteristica as torna apro-
priadas a aplicacoes em Bioinformatica, em que os dados frequentemente se caracterizam
por possuir um grande nimero de atributos.

Suas principais deficiéncias encontram-se em sua sensibilidade a escolhas de parametros
pelo usudrio (embora em geral o nimero de parametros das SVMs seja menor que o das
Redes Neurais Artificiais, por exemplo) e na dificuldade de interpretacao do modelo gerado
por esta técnica.

Um estudo mais detalhado a respeito das SVMs pode também ser consultado em
(Lorena and Carvalho, 2003b).

3.3.2 Boosting

O Boosting ¢ uma técnica utilizada para melhorar o desempenho de algoritmos de
aprendizado (Schapire, 1999). Ela é baseada na combinagao de classificadores produzidos
por outras técnicas, tais como Arvores de Decisdo (ADs) (Drucker and Cortes, 1996) e
Redes Neurais Artificiais (RNs) (Schwenk and Bengio, 2000). O Boosting gera, portanto,
comités de classificadores.

Um comité (Figura 6) consiste de um conjunto de preditores cujas saidas sdo com-
binadas na previsao da classe de novas instancias (Monard and Baranauskas, 2003). A
motivagao desse tipo de classificador estd na idéia de que a combinagao das saidas de
diversos preditores pode melhorar o desempenho obtido por um tnico preditor. FExis-
tem diversas outras técnicas para geragao de comites. Entre elas tem-se o Windowing
(Quinlan, 1993) e o Bagging (Breiman, 1996). O Boosting se destaca pelas altas taxas de
generalizacao alcancadas, e também por sua simplicidade.

O principio basico do Boosting esta em realizar chamadas a um algoritmo de apren-

dizado base, tambhém denominado “fraco”, sobre um conjunto de treinamento continua-
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Figura 6: Ilustragdo de um comité de classificadores (Sharkey, 1996)

mente modificado. A modificagdo consiste na atribuigdo de pesos as instancias do mesmo,
segundo uma distribuicao de probabilidade que é atualizada a cada iteracao do algoritmo,
enfatizando exemplos que tenham sido classificados erroneamente. Na geracao do classi-
ficador final, realiza-se uma combinacao ponderada das diversas hipdteses geradas.

A idéia de se combinar preditores “fracos”, que se comportam um pouco melhor que
uma previsdao aleatoria, para producao de classificadores mais precisos tem suas raizes
nos trabalhos de Kearns and Valiant (1988, 1994) sobre o modelo de aprendizado PAC
(Probably Approximately Correct). O primeiro algoritmo polinomial para realizacdo dessa
tarefa foi obtido por Schapire (1990). Em 1995, Freund (1995) propds o AdaBoost, que
resolveu grande parte dos problemas dos algoritmos de Boosting anteriores.

O Algoritmo 1 apresenta o AdaBoost (AB). Neste algoritmo, D, representa a distri-
buicao de probabilidade atribuida aos exemplos de treinamento. A variavel ¢ corresponde
ao ciclo corrente do algoritmo, que é iterado T" vezes. Um total de T" hipdteses h; sao entao
geradas. Para implementacao do uso da distribuicao Dy, o algoritmo base deve ser capaz
de receber entradas ponderadas. Caso isto nao seja possivel, pode-se utilizar o recurso de
escolher amostras com repetigoes. Na geracao da funcao de decisdo final, pondera-se as
hipéteses h; segundo constantes 7, calculadas a partir do erro ¢ cometido pelas mesmas
(vv>0se¢ < 1/2 e é maior & medida que ¢ diminui).

Freund and Schapire (1999) provaram que o erro de treinamento (risco empirico) do
classificador gerado segundo o AB é limitado pela Equagao 29, em que I(q) é igual a 1 se

q ¢ verdadeiro e 0, caso contrario.

1 n 1 n T
Remp(H) = " ;I (H (x;) # yi) < n ;GXP (—uif (xi)) = tl;ll Zy (29)
T
Na Equagdo 29, f (x) = >_ vh: (x), tal que H(x) = sgn(f(x)) e Z; é definido no Algo-
=1
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Algoritmo 1 AdaBoost (Schapire, 1999)
: Dado um conjunto de treinamento S = {(x1,91),..., (Xn, yn)}, com y; € {—1,+1}
: Inicializar Dy(x;) < % et—1
repita
Treinar o algoritmo base utilizando a distribuicao D,
Calcular o erro ¢; da hipétese h; gerada

et — Priup, [ (xi) Zyil = > Di(xi)
ithe (%) FYs

n
6:  Escolher v « %ln <ﬂ> e 7 «— ;lDt (x;) exp (—yeyiht (x4)), em que Z; é um termo

€t
7

AN T

normalizador
7:  Atualizar Dy:
Dy (x4) — Dilxi) o { exp (=) sehy (xi) = yi

2y exp (ve) sehs (Xi) # i
_ D: (xi)exp(EVtyiht(xi))

8 t=t+1
9: atét="T
10: Hipétese Final:

H () — sin (3 2t ()

ritmo 1. A desigualdade apresentada nesta equagao segue do fato que exp (—y; f (x;)) > 1,
se yi # H(x;).
Tem-se também que (Freund and Schapire, 1997):

t t=1

T

i{l Z,= 11 [ (1 et)] - tli 1— 457 < exp (—2 ;a%) (30)
em que 0; = 1/2 — ¢;. Como em problemas bindrios uma hipdtese que classifica as instan-
cias de forma aleatéria tem uma taxa de erro de 1/2, 0; mede quanto as hipdteses h; sdo
melhores que uma previsao randomica. Segundo as Equagoes 29 e 30, se cada classificador
base é um pouco melhor que uma previsao randomica tal que J; > 0, para algum 6 > 0,
entao o erro de treinamento cai exponencialmente em funcao do nimero de fungoes base
T que sdo combinadas, uma vez que o limite é no maximo igual a exp(—2T§?) (Freund,
1995). Logo, o algoritmo base deve obedecer & restrigao de gerar classificadores com erro
menor que 1/2.

Seguindo as andlises sobre o AB, a Equacao 31 fornece um limite na capacidade de
generalizacao (risco funcional R(H)) desta técnica em funcgio do erro de treinamento, do

tamanho do conjunto de treinamento n, da dimensao VC h da hipotese final e do niimero
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de ciclos T' (Freund and Schapire, 1997).

R(IT) < Pr{H (x) # 4]+ O (@) (31)

em que Pr denota a probabilidade empirica sobre o conjunto de treinamento e O é uma
notacao em que termos constantes e logaritmicos sao omitidos.

Segundo o limite fornecido em 31, se um valor muito grande for atribuido ao ntimero de
ciclos T', pode ocorrer overfitting. Embora isto ocorra em algumas situagoes, experimentos
realizados por Breiman (1998), Drucker and Cortes (1996) e Quinlan (1996) sugerem que
o AB nao leva a owverfitting mesmo quando executado por milhares de ciclos. Em certas
ocasides, o erro sobre o conjunto de teste (de generalizacdo) continua a cair apds o erro
no treinamento ser nulo, o que contradiz o que é expresso na Equacao 31.

Visando acomodar estas observagoes empiricas, o trabalho de Schapire et al. (1997)
prové uma analise alternativa da capacidade de generalizagao do AB, em termos de mar-
gens. Os limites apresentados neste trabalho também sao aplicdveis a outras técnicas
baseadas na combinagao de votos gerados por vérios preditores, como o Bagging.

No caso do AB, a margem de um padrao p(x,y) pode ser definida por 32.

Y i Yehe (%)
(%, y) = yf(x) _ _t=1 (32)

T T
> el > |l
t=1 t=1

A varidvel p(x,y) assume valores no intervalo [—1,+1], e é positiva se H classifica
corretamente o exemplo x. O limite na capacidade de generalizacdo do AB pode ser
entao reescrito como:

R(H) < Prip(x.y) < 6]+ O ( n%) (3)
para um 6 > 0 qualquer. O termo Prlp(x,y) < 0] equivale ao erro marginal sobre o
conjunto de treinamento. Satisfazendo os resultados empiricos anteriormente descritos, a
Equacao 33 nao depende do niimero de ciclos T. Como no Teorema 4.4, o risco funcional
(capacidade de generalizacdo) de H é limitado pela soma do erro marginal a um termo
de capacidade inversamente proporcional & margem dos exemplos de treinamento. Com
isto, o AB segue os limites similares aos providos na Secao 3.2.2.

Os autores Schapire et al. (1997) demonstraram que o AB realiza uma maximizagao

implicita das margens, ja que enfatiza os exemplos mais préximos a fronteira de decisao, os
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quais em geral sdo mais dificeis de classificar. Schapire et al. (1997) também observaram
que esta maximizacgao é agressiva e que o AB continua a aumentar as margens dos exemplos
de treinamento mesmo apds o erro neste conjunto ser nulo, o que é diretamente refletido
em redugoes no erro sobre novos exemplos (no conjunto de teste).

O conceito de maximizagao de margens aproxima o AB das SVMs (Freund and Scha-
pire, 1999). Freund and Schapire (1996) mostraram que o AB pode ser visto como um
método de programacao linear. Uma diferenca direta entre as SVMs e o AB, portanto,
se d4 em como o problema de otimizacao € solucionado. No caso das SVMs recorre-se a um
problema de programacao quadratica, e no AB tem-se uma analogia com a programagao
linear.

Apesar do AB, como apresentado no Algoritmo 1, ter se mostrado eficiente em diversas
aplicagoes praticas, sua precisao é afetada pela presenca de ruidos nos dados. Isto ocorre
devido ao artificio de se enfatizar exemplos mais dificeis de serem classificados, uma vez
que os ruidos também podem ser caracterizados como tal.

Para minimizar a influéncia de padroées ruidosos, extensoes sao propostas visando “sua-
vizar” o enfoque nos dados de treinamento, de forma similar ao que é realizado em relagao
as SVMs. Entre os trabalhos que utilizam este principio estd o AdaBoost Regula-
rizado de Rétsch et al. (1998), que introduz modificagdes na atualizagdo da distribuigio

de probabilidade para cada padrao. Esta passa a ser feita segundo a Equacao 34.

Dy (i) = Dy (x3) exp {yed (yi # he (x3)) — asg (i) 7]} (34)

A variavel ¢ define a influéncia de um padrao sobre as hipdteses combinadas, e é

definida pela Equagao 35.
t

G (xi) =Y wD; () (35)

j=1

Segundo esta expressao, um padrao classificado incorretamente com freqiiéncia (dificil
de classificar) tem um valor de ¢ alto. Sua influéncia é entdo minimizada na atualizacao
da distribuicao de probabilidade sobre os dados D;.

Como as SVMs, o AB possui as vantagens de possuir boa capacidade de generalizagao,
inclusive sobre dados de grande dimensionalidade. Além disso, o AB ¢ simples e de facil
implementagao.

Como restrigoes, tem-se que o AB pode falhar em duas situagoes (Schapire et al.,
1997): quando nao hé dados de treinamento suficientes em relagdo a complexidade das
hipdteses base e quando os erros das hipdteses base sobre os dados de treinamento (os

termos €; no Algoritmo 1) se tornam grandes muito rapidamente.
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4 Técnicas para Geracao de LMCs Multiclasses

Como visto na secao anterior, as SVMs e o AB foram originalmente formulados para
a solucao de problemas bindrios, ou seja, de aplicagoes que envolvem a discriminacao
de apenas duas classes. Muitas aplicagoes, porém, abrangem o reconhecimento de mais
classes. Este fato nao inviabiliza o uso dos LMCs descritos. Diversas técnicas foram
sugeridas para estendé-los a problemas desse tipo, também denominados multiclasses
(Vapnik, 1998).

Em uma aplicagdo multiclasses, o conjunto de dados é composto de pares (x;,y;) tal
que y; € {1,2,...,C}. O classificador deve entdo ser capaz de discriminar C' classes,
sendo C' > 2.

A generalizacao dos LMCs para este tipo de aplicagao pode ser realizada por meio da
combinagao de preditores gerados em subproblemas bindrios ou por adaptagoes em seus
algoritmos originais. Na Secao 4.1 é apresentada uma revisao das principais técnicas da
literatura que seguem a abordagem decomposicional na solugao do problemas multiclasses.
Consideracoes sobre a solucao direta do problema multiclasses por meio de reformulagoes

nos algoritmos originais das SVMs e do AB sdo apresentadas na Secao 4.2.

4.1 Abordagem Decomposicional

Na geracao de classificadores multiclasses a partir de preditores bindrios, a forma mais
direta consiste em decompor o problema multiclasses em sub-problemas de classificacao
bindria. As saidas dos preditores binarios gerados na solugao de cada um desses subpro-
blemas sao entao combinadas na producao do classificador final.

Esta secao descreve algumas das principais estratégias para solucao de problemas

multiclasses segundo a abordagem decomposicional.

4.1.1 Decomposicao um-contra-todos

A primeira generalizacao natural de preditores bindrios a problemas multiclasses pode
ser realizada por meio da decomposigdo um-contra-todos (1ct) (Vapnik, 1995). Segundo
esta estratégia, dado um problema com C' classes, C' classificadores binarios sdo gerados.
Cada um desses preditores é treinado de forma a distinguir uma classe i das demais.

No treinamento de cada classificador, renomea-se todo o conjunto de treinamento de
forma que elementos da classe ¢ apresentem o rétulo +1 e os padroes das demais classes,
o rétulo -1.

Dado que nos LMCs discutidos a classificacdo é dada por uma fungao sinal g(x) =

sgn(f(x)), por meio deste procedimento tem-se C' fungoes g;(x), conforme a Equagao 36.
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Figura 7: Tlustracao de regides em que os padroes nao podem ser classificados segundo a de-
composigao lct original (Abe, 2003)

g:i(x) =sgn(fi(x)),i=1,2,...,C (36)

A partir dessas defini¢oes, o rétulo f(x) de um novo padrao é dado pelo indice de

classe i cuja fungao f;(x) correspondente satisfaz a Equagao 37.

J(x)=ilfi(x)>0 (37)

No caso de dois ou mais classificadores possuirem saidas maiores que 0, ou de ne-
nhum classificador produzir esta saida, o padrao x nao pode ser classificado, assumindo
rétulo de desconhecido. A Figura 7 ilustra um exemplo com regides (hachuradas) em que
este fendomeno ocorre, para o caso particular em que as funcoes de decisdao utilizadas na
separacao das classes sao lineares.

Na resolucdo desta questdao, Vapnik (1998) sugeriu o uso de fungées de decisao
continuas na classificacdo do padrao. Por meio desta formulagao, um exemplo x ¢é clas-

sificado segundo a fungdo f;(x) que produz maior saida (Equagio 38).

f(x)=1i |i=argmax (f; (x)) (38)
1<i<C
Para o exemplo da Figura 7, as novas fronteiras de decisao sao definidas, em pontilha-
do, na Figura 8.
Em (Inoue and Abe, 2001) outra forma de combinagdo de SVMs produzidas pela
estratégia lct é apresentada. Para tal, os autores definem funcoes de qualidade capazes

de abstrair o grau com que um padrao pertence a cada classe. As SVMs obtidas foram de-
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Figura 8: Fronteiras extendidas na abordagem lct com funcoes de decisao continuas (Abe,
2003)

nominadas Fuzzy Suport Vector Machines (FSVMs). Porém, Abe (2003) demonstra
que esta estratégia equivale a utilizada na lct com fungoes de decisao continuas, levando
a escolha da classe que satisfaz a Equacao 38 e a particao do espago de dados ilustrada

na Figura 8.

4.1.2 Decomposigao todos-contra-todos

Na decomposi¢do todos-contra-todos (tct), dadas C' classes, C(C' — 1)/2 classifi-
cadores binarios sao gerados. Cada um destes é responsavel por diferenciar um par de

classes (i,7), em que i # j. Logo, tem-se fungoes do tipo:

gi;(x) = sgn(fij(x)), 4,7 =1,2,...,C, i #j (39)

No treinamento de cada g;;(x) utiliza-se os padroes das classes i ¢ j unicamente, sendo
que os exemplos da classe ¢ assumem rétulo +1 e os da classe 7, rétulo -1.

Na unido dos preditores gerados, Krefel (1999) utilizou um esquema de votagao
por maioria. Dado um novo padrao x, cada classificador fornece um voto em sua classe
“preferida”. O resultado é entao dado pela classe que recebe mais votos. Este procedimento

¢ equivalente a computar a Equacao 40.

i = arg max ( Z Gij (x)) (40)

1<i<c \ . .
- J=Li]

f(x) =i

Esta solucao ainda apresenta, porém, o problema de gerar dados com rétulo desconhe-

cido, representando o caso em que mais de uma classe recebe o mesmo ntimero maximo
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Figura 9: Tlustracao de regiao em que os dados nao podem ser classificados na estratégia tct
com votagao por maioria (Abe and Inoue, 2002)

de votos. A Figura 9 apresenta uma ilustragdo de regido (hachurada) em que os dados
nao possuem classificagdo segundo a votacao por maioria sobre classificadores lineares.
Visando solucionar este problema para o caso das SVMs, Abe and Inoue (2002) apre-
sentaram uma extensao das FSVMs para a decomposicao tct. Do mesmo modo, sao
introduzidas funcoes que expressam o grau com que um padrao pertence a uma determi-
nada classe. Para tal, define-se inicialmente fungoes m;;(x) na direcdo ortogonal a f;;(x),

para cada i,j = 1,2,...,C e i # j, da forma apresentada na Equagao 41.

1 i >1
my () = pua b9 = (an
fij (x) caso contrario
Define-se entao fungoes de qualidade para cada classe i, por meio da Equacao 42.
m; (x) = min_(my; (x)) (42)
j=1,...,C
Um novo padrao é entao classificado segundo a Equagao 43.
[ (x) =1 |i=argmax (m; (x)) (43)

1<i<C

Por meio desta formulacao, as fronteiras de decisao da Figura 9 sao extendidas segundo
as linhas pontilhadas apresentadas na Figura 10.

Em anélises experimentais, a FSVM em geral obteve maiores taxas de acuracia que a
estratégia tct com votagao por maioria, embora seus resultados tenham sido estatistica-

mente similares.
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Figura 10: Fronteira de decisao extendida na combinacao tct com a técnica FSVM (Abe and
Inoue, 2002)

Outra forma de solucionar o problema de regides com padroes desconhecidos se da
por meio do uso de Grafos Direcionados Aciclicos (Directed Acyclic Graphs - DAGs)
(Platt et al., 2000). Os DAGs sdo grafos sem ciclos, cujas arestas possuem uma orientagao.
Na estrutura proposta por Platt et al. (2000), cada né do grafo corresponde a um preditor
binario. O DAG apresenta a vantagem de possuir uma teoria em termos de limites na
capacidade de generalizacao do sistema de classificagdo obtido. FEstes limites se ddo em
funcao do numero de classes do problema e das margens alcancadas pelos preditores
binarios em cada nd. Este fato torna o uso de LMCs como preditores base adequado.

Computar a classe de um novo padrao utilizando o DAG equivale a operar uma lista
de classes. Neste sentido, a cada n6 do grafo é associada uma lista de rétulos. O né raiz
equivale a lista de todas classes. Comecando por este nd, o exemplo é testado contra a
primeira e a ltima classes da lista inicial. A classe com menor saida no né é eliminada da
lista e 0 né equivalente a nova lista obtida é consultado. Este procedimento prossegue até
que reste uma unica classe na lista. Para C classes, (' — 1 classificadores sao avaliados.
Assim, esta estrutura acelera a fase de predicao da abordagem tct. A Figura 11 ilustra
um exemplo de DAG para quatro classes, utilizando SVMs como preditores base.

Um exemplo de como um DAG com classificadores lineares particiona o espaco de
entradas apresentado nas Figuras 9 e 10 é ilustrado na Figura 12. Pode-se verificar
que as fronteiras de decisao do DAG favorecem uma ou mais classes, o que representa
uma deficiéncia em relagdo as FSVMs, que produzem regides suaves (Figura 10), sem
favorecimento de classes.

Outra desvantagem do DAG, apontada por Kijsirikul and Ussivakul (2002), é sua
dependéncia em relacao a seqiiéncia de classificadores binarios nos nés do grafo. Seja,

por exemplo, um problema com quatro classes 1, 2, 3 e 4. A regiao sombreada na Figura
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Figura 11: (a) DAG de um problema com quatro classes; (b) ilustracao de SVM gerada para o
subproblena 1 versus 4 (Platt et al., 2000)
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Figura 12: Tlustracao de fronteira de decisao obtida pela combinacao tct por DAGs (Abe, 2003)

13 ilustra pontos para os quais, dependendo da seqiiéncia de nés visitados, classificagoes
diferentes sao produzidas. Seja o ponto x na regiao sombreada. Se o no raiz equivale a
lista {1,2, 3,4}, o hiperplano 1 versus 4 elimina a classe 4, pois o ponto x nao se encontra
no lado que representa esta classe. A nova lista {1,2,3} (problema 1 versus 3) leva a
eliminagao do rétulo 3. A consulta do classificador 1 versus 2 (lista {1,2}) remove a
classe 1. Logo, a classe de x é 2. Por outro lado, se o né raiz for equivalente a lista
{2,1, 3,4}, o hiperplano 2 versus 4 elimina a classe 2. Tem-se entao a lista {1,3,4}. O
classificador 1 versus 4 remove o rétulo 4. A seguir, o hiperplano 1 versus 3 (lista {1, 3})
elimina a classe 3. Como resultado, tem-se que x é classificado como pertencente a classe
1, diferindo da primeira classificacao produzida.

Outra desvantagem apontada pelos mesmos autores é a de que uma grande quantidade
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Figura 13: Tlustracao de regiao de pontos para os quais a classificacao do DAG difere de acordo
com sua seqiiéncia de nés (Kijsirikul and Ussivakul, 2002)

de nds desnecessarios precisam ser avaliados na predicao da classe correta. O nimero de
vezes que o rétulo correto participa do processo de decisao é C' — 1, que corresponde a
profundidade do grafo. Com isto, os erros cometidos em cada né consultado tornam-se
cumulativos, o que se mostra uma falha principalmente para valores grandes de C'.

Estes fatores motivaram Kijsirikul and Ussivakul (2002) a desenvolverem uma nova
estratégia para combinacgao das saidas produzidas por classificadores tct. A nova estrutura,
denominada Adaptive DAG (ADAG), corresponde a um DAG com estrutura reversa

(Figura 14). O ADAG tem C'—1 nés, cada um correspondendo a um classificador binério.

Camada
Adaptativa A

Camada
Adaptativa B

Figura 14: Estrutura de ADAG para problema com oito classes (Kijsirikul and Ussivakul, 2002)

Para classificagao de um novo padrao utilizando o ADAG, inicialmente este é avaliado
por todos classificadores do primeiro nivel, os quais diferenciam pares distintos de classes.
Cada um destes produz como saida sua classe “preferida”. A cada passagem de nivel,

o numero de classes candidatas é reduzido pela metade. Baseado nas escolhas do nivel
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anterior, os classificadores das proximas camadas sdo determinados. Este procedimento
prossegue até que reste um unico nd, o qual produz entao a saida final.

Como no DAG, somente C' — 1 nés sao avaliados pelo ADAG na fase de teste. Porém,
a classe correta ¢ testada contra outras log, C' ou menos vezes, um nimero consideravel-
mente menor que as C' — 1 vezes do DAG.

Experimentalmente, o ADAG apresentou maior robustez que o DAG em problemas
com numeros grandes de classes. Embora o ADAG também tenha mostrado menor de-
pendéncia em relagao a ordem dos classificadores binarios consultados em cada previsao,
ainda foram verificadas diferencas de acuracia entre seqiiéncias distintas de nés visitados.
Além disso, é apontado em (Abe, 2003) que ambas solugdes baseadas em DAGs geram
fronteiras de decisao que favorecem uma ou mais classes, conforme apresentado na Figura
12.

Em uma comparagao entre os ADAGs, as FSVMs e a estratégia tct com votacao, todas
técnicas obtiveram acurdcias similares, embora, na média, os ADAGs e as FSVMs tenham
se sobressaido (Abe, 2003).

4.1.3 Decomposicao por Codigos de Corregao de Erros

Em uma estratégia decomposicional alternativa, Dietterich and Bariki (1995) propu-
seram o uso de codigos distribuidos para representar as C' classes de um problema.

Inicialmente, codigos de tamanho [ sao atribuidos a cada classe. Os autores sugerem
que o valor de [ seja maior que o nimero minimo necessario para diferenciar cada classe
unicamente. Os bits adicionais tém a utilidade de prover ao sistema a capacidade de se re-
cuperar de eventuais erros cometidos por alguns preditores no processo de classificacao de
um novo padrao. Por este motivo, esta técnica possui a denominacao de decomposigao
por cédigos de corregao de erros (Error-Correcting Output Codes - ECOC).

Uma matriz de cédigos M com dimensio Cxl (M € {—1,+1}°X!) é utilizada para
armazenar os codigos de cada classe em suas linhas. Cada coluna desta matriz corres-
ponde a um classificador, que deve ser gerado de forma a aprender as respostas desejadas
apresentadas. Logo, [ classificadores bindrios (f(x), ..., fi(x)) sao induzidos.

Um novo padrao x pode ser classificado avaliando-se as predigoes dos [ classificadores,
que geram uma cadeia s de tamanho [. Esta cadeia é entao comparada as linhas de M.
O padrao é atribuido a classe cuja linha de M é mais préxima de acordo com a distancia
de Hamming, que conta o numero de ocorréncias diferentes entre a cadeia e os codigos. A
Equacao 44 apresenta o cédlculo da distancia de Hamming para um padrao x em relacao

a uma classe q.
1

i () = Y01 = sgn (M (4.1 fi (x) (44)
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A partir desses calculos, a classe do novo elemento é fornecida pela Equacao 45.

f(x) =1 |i=argmin (dy (x,1)) (45)
1<i<C

Para prover a capacidade de correcao de erros, os cddigos para as classes sao escolhidos
de forma que M safisfaca duas propriedades: separacao de linhas e separagao de colunas.
Para 3 < C < 7, por exemplo, o tamanho de cédigo sugerido pelos autores foi de 26! —1.

Na separagao de linhas, o cédigo de cada classe deve ser bem separado em termos de
distancia de Hamming dos das demais classes. Desta forma, garante-se uma representacao
Unica para cada rétulo e minimiza-se a “correlacao” entre os cédigos de diferentes classes,
aumentando o poder de correcao.

Na separacdo por colunas, deve-se determinar cédigos tal que cada funcdo (classifi-
cador) f; tenha pouca ou nehuma correlacio com outras funcoes f; (i # j) induzidas.
Este requisito se justifica pelo fato de que os erros em posicoes distintas do codigo devem
ser pouco correlacionados. Se varios erros simultaneos ocorrem, um cédigo com bits cor-
relacionados nao serd capaz de corrigi-los (Dietterich and Bariki, 1995). Para atingir o
objetivo de separacao de colunas, exige-se que a distancia de Hamming entre uma coluna
i e as demais seja grande. A distancia entre cada coluna ¢ e o complemento das outras
também deve ser maximizada, uma vez que a inversao dos rétulos +1 e -1 em um conjunto
de dados produz essencialmente o mesmo classificador.

A partir dessas consideracoes, Dietterich and Bariki (1995) propuseram cinco técni-
cas para construcao de bons cédigos de correcao de erros. A escolha de cada técnica é
determinada pelo nimero de classes do problema.

Experimentalmente, Dietterich and Bariki (1995) compararam o ECOC a ADs mul-
ticlasses®, & decomposicao lct com funcoes de decisao continuas e a outro método para
geracao de codigos que se baseia nas caracteristicas do problema, sem preocupacgoes de
correcao. Como preditores foram utilizadas ADs e RNs. Sao apontados ganhos de acura-
cia do ECOC em alguns dominios. Porém, as caracteristicas mais atrativas identificadas
foram uma robustez do ECOC em relagao ao tamanho do conjunto de treinamento e sua
independéncia em relacao a atribuicoes especificas de cédigos as classes.

A seguir, um framework que unifica as abordagens ECOC e decomposicionais ante-
riormente apresentadas ¢ descrito (Allwein et al., 2000). Além disso, modificagbes sio

introduzidas visando adapta-las as caracteristicas dos LMCs.

3As ADs sdo capazes de realizar predicoes multiclasses diretamente.
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4.1.4 Estratégia Conjunta - Framework de Integracao

Em (Allwein et al., 2000) é apresentado um framework para a unificagao de estratégias
de solucao de problemas multiclasses a partir de preditores binarios. Segundo o esquema
proposto, as técnicas decomposicionais 1ct e tct sao também reduzidas a métodos baseados
em codigos.

Para tal, cada elemento da matriz M de cédigos passa a assumir valores em {—1,0, +1}.
No caso da abordagem 1ct, tem-se uma matriz de dimensao CxC', em que os elementos
da diagonal possuem valor +1 e os demais, valor -1. Na decomposicao tct, M possui
dimensio CxC(C — 1)/2 e cada coluna corresponde a um classificador bindrio para um
par de classes (i, 7), com i # j. Em cada coluna (, j), o valor do elemento correspondente
a linha 7 é +1 e o valor do elemento correspondente a j é igual a -1. Todos os outros
elementos possuem valor 0, indicando que os padroes de outras classes nao participam
do processo de indugao do classificador. Para o ECOC de Dietterich and Bariki (1995),
tem-se o esquema de codificagao apresentado na Sec¢ao 4.1.3.

Como no ECOC, classificadores binarios sao treinados de forma a aprender os rétulos
representados nas colunas de M. A predicao da classe de um novo padrao x também é
realizada de forma semelhante a apresentada no ECOC. O padrao é submetido a cada um
dos classificadores e uma cadeia s é gerada. Esta é entdo comparada as linhas de M. Para
computacao da distancia entre as linhas de M e s, os autores utilizaram duas medidas.

A primeira foi a distancia de Hamming, que neste framework é dada pela Equacao 46,

em que [ representa o nimero de colunas de M.

, 2
i=1

Segundo esta expressdo, se o valor de M (g, i) for 0, entdo a classe ¢ contribui com 1/2
na soma total. A predicao da classe do novo padrao x continua sendo dada pela Equacgao
45, ou seja, pela distancia de Hamming minima observada entre s e as linhas de M.

A outra medida de distancia, proposta pelos autores Allwein et al. (2000), é denomi-
nada baseada em custo (loss-based). Esta medida é dada pela Equagdo 47 e considera
a margem com que cada padrao é classificado por um LMC. A motivacao em sua for-
mulagao reside no fato da distancia de Hamming ignorar a funcao de custo utilizada no
treinamento dos LMCs, assim como confidéncias ligadas as previsoes feitas por estes ti-
pos de classificadores, as quais podem ser quantificadas pelas margens associadas a cada

padrao.

dp (x,q) = Z L(M(q,1) fi (x)) (47)
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Calculados os valores de dj para cada classe, o rétulo de x pode ser obtido pela

Expressao 48.
f(x) =1 |i=argmin(d, (x,1)) (48)

1<i<C

A fungdo L(M(q,i)f;(x)) na Equacao 47 é definida para cada LMC baseado na forma
com que este trata a questao da maximizacao de margens.

Para as SVMs, tem-se:

L(z)=(1-2) (49)

_l’_

em que (a)y = max(a,0). Sendo o problema de otimizagao das SVMs dado por 18,

pode-se reduzir este a forma 50.

oo -
Minimizar 5 ||W||2+C;<1 — i (W-x;+b)), (50)
o que remete & funcao de custo baseada em margens 492,

Para o AB, a funcao I é dada por:
L(z)=exp* (51)

pois é demonstrado que o AB maximiza as margens pela minimizag¢ao implicita da fungao

T
52, em que f(x) = Y vhi (x) (Schapire, 2002).
=1

1 n
— Z exp—yz‘f(xz’) (52)
n =1

Em experimentos conduzidos comparando a utilizacao das medidas de distancia dg
e dy, sobre as codificagoes 1ct, tct e ECOC, Allwein et al. (2000) verificaram em véarios
casos ganhos significativos de acurdcia com o uso de d. Na comparacao entre as técnicas
multiclasses utilizando SVMs, verifica-se um pior desepenho da estratégia 1ct. Para o
caso do AB, nao foi possivel identificar uma melhor ou pior abordagem.

Allwein et al. (2000) também sugerem que, apesar do cédigo gerado pelo ECOC pos-
suir boa propriedade de correcao, varios dos subproblemas binarios criados podem ser
dificeis de aprender. Nas decomposicoes 1ct e tct tem-se problemas mais simples, o que
justifica o desempenho comparavel dessas trés técnicas decomposicionais em varios dos

casos testados.

4Lembrando que a margem de uma padrao x; é dada por p(x;, %) = yi f (X;).
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Figura 15: Exemplos de classificadores hierdrquicos; (a) estrutura de drvore bindria; (b) estru-
tura hierdrquica geral (Schwenker, 2000)

4.1.5 Outras Técnicas

Esta Secao revisa outros desenvolvimentos na geracao de classificadores multiclasses
a partir de decomposicoes bindrias. Os trabalhos descritos focam o uso de SVMs como
preditores binarios, embora possam ser aplicados a qualquer algoritmo de aprendizado.

Em (Schwenker, 2000) propoe-se a organizagdo das SVMs bindrias em uma estrutura
hierarquica. A Figura 15 apresenta duas possiveis estruturas de classificadores hierdr-
quicos para discriminacao das letras {A, B, C, D, E, F}. A Figura 15a representa uma
estrutura hierdrquica em forma de arvore, em que cada né possui exatamente uma aresta
“apontando” para si. A Figura 15b representa uma estrutura mais geral, em uma forma
especial de DAG.

Em 15a, o primeiro classificador recebe em seu treinamento todo o conjunto de dados
e deve aprender a distinguir as letras {A,C,D} de {B,E,F}. O classificador a esquerda
no préximo nivel recebe os dados que fazem parte do conjunto {A,C,D} e deve entdo
distinguir entre aqueles que pertencem ao conjunto {A,C} dos que possuem rétulo D.
Logo, cada preditor bindrio recebe um determinado subconjunto de dados rotulados com
+1 ou -1 a partir do que sera discriminado no proximo nivel.

Os conjuntos de classes discriminados em cada né sao definidos por meio do conceito
de “classes de confusao”. Uma classe de confusao representa um subconjunto das classes
{1,2,...,C} de um problema para os quais se ha uma grande semelhanga entre valores
de atributos tal que mesmo uma pequena quantidade de ruidos pode levar a classificagoes
erroneas (Schwenker, 2000).

Na obtencao dessas hierarquias de classes de confusao, os autores consideraram duas

estratégias: geracao de matrizes de confusao e uso de técnicas de agrupamento.
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As matrizes de confusao oferecem medidas da efetividade de um classificador, por
meio da ilustragdo do nidmero de predigoes corretas e incorretas para cada classe (Ba-
ranauskas and Monard, 2000). Para um determinado conjunto de dados, suas linhas
representam os valores de classes verdadeiros e as colunas, as classes previstas por um
determinado classificador. Logo, cada elemento A(7,j) de uma matriz de confusdo A
representa o nimero de exemplos da classe i classificados como pertencentes a classe 7,
para i,7 = 1,...,C. Tem-se entao medidas quantitativas de quais classes o algoritmo de
aprendizado tem maior dificuldade em realizar uma diferenciacao.

A principal desvantagem no uso de uma matriz de confusao na obtencao das hierarquias
estd no fato de que algum outro algoritmo de aprendizado multiclasses deve ser empregado
na solucao de todo problema para sua geracao. A avaliacao das combinacoes de partigoes
dos dados a serem utilizadas também pode se tornar computacionalmente cara.

No uso de técnicas de agrupamento na obtencao das hierarquias, os dados sao primei-
ramente agrupados sem o conhecimento das classes a que pertencem. Em cada um dos
aglomerados formados pode-se entdo utilizar o conhecimento das classes anteriormente
ignorado para verificar a freqiiéncia relativa com que membros de uma classe ¢ aparecem
em um aglomerado com maioria de elementos da classe j.

Em analises experimentais sobre uma base de dados contendo imagens de digitos ma-
nuscritos, Schwenker (2000) comparou os resultados de RNs do tipo Multilayer Percep-
tron (MLP) e Radial Basis Function (RBF) (Haykin, 1999), do algoritmo k-NN (Mitchell,
1997) e de SVMs multiclasses geradas segundo as abordagens lct com fungoes de decisdo
continuas, tct com votacao por maioria e hierdarquica com classes de confusao obtidas por
agrupamento. De modo geral, a RN do tipo RBF e as SVMs se sobressairam. Entre
as estratégias para geracao de SVMs multiclasses os desempenhos foram similares, nao
havendo diferenca estatistica significativa entre suas taxas de erro.

Em (Godbole et al., 2002) também é apresentada uma abordagem para geracao de
SVMs multiclasses baseada em classes que apresentam semelhanga/confusao. Neste caso,
uma matriz de confusdo gerada por um classificador Naive-Bayes (Good, 1965) foi uti-
lizada na determinagao das classes a participarem das SVMs binarias. Como na decom-
posicao 1ct, foi gerada uma SVM para cada classe. Para a SVM correspondente a classe
7, os exemplos com classe 7 eram rotulados com +1. Porém, os exemplos rotulados com -1
correspondiam somente aqueles mais dificeis de serem diferenciados da classe i segundo
a matriz de confusao. Com este procedimento, reduz-se o nimero de elementos que
participam do treinamento de cada SVM bindria, acelerando o processo de obtencao do
classificador multiclasses. Integra-se também as vantagens da rapidez dos classificadores
Nuaive-Bayes as altas taxas de acuracia das SVMs. Na fase de teste, um novo padrao x

¢ primeiramente submetido ao classificador Bayesiano. Se este gera como previsao uma
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classe i, recorre-se a SVM correspondente a esta classe, que fornece entao uma previsao
final mais refinada.

Experimentalmente, a nova estratégia formulada, denominada GraphSVM, foi compa-
rada ao classificador Naive-Bayes isoladamente e a uma SVM 1ct com fungoes de decisao
continuas. A GraphSVM superou o classificador Bayesiano significativamente en termos
de acuracia. Em relagao a SVM l1ct, a GraphSVM obteve acuracias semelhantes. Seu
tempo de treinamento e custo de armazenagem ¢é, porém, significativamente menor.

Em outro trabalho com SVMs multiclasses, Tax and Duin (2002) enderegaram o pro-
blema das abordagens 1ct original (sem fronteiras continuas) e tct com votagdo por maioria
gerarem classificagoes com rétulo indeterminado. Esses autores formularam uma estraté-
gia para atribuicao de valores de confidéncia as previsoes de cada classificador binario
gerado. A classificacao final é entao dada pela saida com maior confidéncia.

Na avaliacao experimental do novo procedimento para combinagao das SVMs bina-
rias, Tax and Duin (2002) verificaram maiores ganhos no caso da decomposicao 1ct, com

a eliminagdo da ocorréncia de padroes nao classificados e a obtencdo de boa acurécia.

4.2 Solucionando o Problema Multiclasses em Um Passo

Diversos trabalhos foram devotados a solucionar o problema multiclasses com LMCs
em um Unico passo, sem a necessidade de criar multiplos preditores binarios.

Esta secao descreve alguns dos principais trabalhos que realizaram modificagoes nos
algoritmos originais das SVMs e do AB de forma a solucionar o problema multiclasses

diretamente.

4.2.1 Maquinas de Vetores Suporte

Na solucao de problemas multiclasses em um passo por SVMs tem-se reformulacoes no
algoritmo de treinamento destas, por meio da solugao de um tinico problema de otimizacao
(Bredensteiner and Bennet, 1999; Guermer, 2000; Weston and Watkins, 1998). Em geral,
este procedimento leva a necessidade de solucao de problemas de otimizacao considera-
velmente maiories, os quais sdo computacionalmente mais caros (Hsu and Lin, 2002).

O trabalho de Weston and Watkins (1998) apresentou uma das primeiras reformulagoes
das SVMs para solugdo multiclasses em um tnico passo de otimizacdo. A idéia é similar
a lct. Sao gerados O classificadores, cada um separando uma classe i das demais, porém

todos sao obtidos por meio de um tnico problema de otimizacao. Tem-se a seguinte
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formulagao:

C n .
wi-wi+ B33 e

j=1 i=1 iy |
Wy, @ (xi) + by, 2w (x) + 0 +2— g

e>0, i=1,...,n, j€{l,....C}\w

1

Minimizar:

(53)
Sob as restricoes: {

A funcao de decisao obtida pela solucao deste problema é representada na Equacao
54.

P60 =5 | = angmax (w41, (54

Esta equacao é equivalente a Expressao 38 do lct. Em (Weston and Watkins, 1998)
esta formulagao foi avaliada experimentalmente sobre conjuntos de dados pequenos, pois
o nimero de variaveis no problema de otimizacao obtido é muito grande.

Em (Bredensteiner and Bennet, 1999) e (Guermer, 2000) também sdo apresentadas
reformulacoes no processo de otimizagdo das SVMs. Porém, é observado em (Guermer,
2000) que as formas primais dos problemas de otimizacao sugeridos sdo equivalentes a de
Weston and Watkins (1998).

Em (Crammer and Singer, 2002) é descrita uma metodologia para geracao de c6digos
de correcao de erros que pode ser diretamente aplicada na obtencao de SVMs multiclasses.
Na analise realizada por estes autores, a geragao de um codigo discreto que represente
as (' classes de um problema e minimize o risco empirico obtido na solucao deste é NP-
completo. E proposta entao a utilizacio de cédigos assumindo valores continuos.

Hsu and Lin (2002) realizaram uma andlise experimental dos algoritmos de Crammer
and Singer (2002) e de Weston and Watkins (1998) e os compararam as abordagens
decomposicionais 1ct com fungoes de decisao continuas, tct com votacao por maioria e tct
com combinacao por DAGs. Antes, porém, foram realizadas generalizacoes no algoritmo
de Weston and Watkins (1998) de forma a torna-lo capaz de lidar com aplica¢oes com
grandes quantidades de dados.

Em termos de acurdcia, nenhuma técnica se mostrou estatisticamente melhor. Em
relacdo ao tempo de treinamento, as estratégias tct foram mais rapidas. As técnicas
multiclasses de um passo, por sua vez, foram lentas nesta fase. Com respeito ao tempo de
teste (ou seja, o tempo de geragao de previsoes), as técnicas de um passo foram melhores.
Entre as abordagens decomposicionais, o DAG foi o melhor nesta fase.

Além da complexidade maior dos problemas de otimizacdo gerados e dos grandes
tempos de treinamento, outra desvantagem identificada das técnicas de um passo para
SVMs foi sua dificuldade de implementacao em relacao as abordagens decomposicionais.

Como conclusdo, Hsu and Lin (2002) sugerem que as estratégias mais apropriadas para
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uso pratico na solugao de problemas multiclasses com SVMs sdo a tct com votacao por

maioria e o DAG.

4.2.2 Boosting

A primeira extensido do AB bésico (Algoritmo 1) para a solugao de problemas multiclas-
ses foi 0 AdaBoost.M1 (AB.M1) (Freund and Schapire, 1996), apresentado no Algoritmo
2.

Algoritmo 2 AdaBoost.M1 (Freund and Schapire, 1996)

1: Dado um conjunto de treinamento S = {(x1,41),. .., (Xn,yn)} com y; € {1,2,...,C}
2: Inicializar Dy(x;) < 1 e t — 1

3: repita

4:  Treinar o algoritmo base utilizando a distribuicao Dy

5:  Calcular o erro ¢ da hipdtese h; gerada

€ —Priup, [ (i) Zyil = > Di(xi)
ithe (%) AYi
6: see€ > % entao
7 T—t—1
8: Sair do loop
9: fim se

n
10:  Escolher B < %, v < In (é) e Zp — Z Dy (x;) exp (—yeyihe (x4))

=1
11:  Atualizar Dy:
, Di(x:) B se hy (x;) # yi
D1 (i) = =77 % { L oseh (%) =y
12: t=t+1
13: atét =T
14: Hipdtese Final:

H(x) = argmax Y. v
ye{l,..C} tihi (x)=y

O AB.M1 parte do principio que o algoritmo base deve ser capaz de realizar predigoes
multiclasses. Outra modificacao em relagdo ao AB basico se dd na obten¢ao da hipdtese
final, que produz como saida a classe y que maximiza a soma dos pesos das hipéteses hy
que predizem este rétulo. Além disso, se o erro ¢; de uma hipétese h; for maior que 1/2,
o AB.M1 para o processo de treinamento e utiliza somente as hipdteses ja computadas.
E argumentado que, para o caso bindrio, uma hipotese A com erro maior que 1/2 pode
ser substituida por 1 — h, que possui entao erro menor ou igual a este valor. Porém,
para C' > 2, uma hipdtese com erro maior que 1/2 se torna inttil para o algoritmo de
Boosting (Freund and Schapire, 1996). Logo, o AB.M1 ¢é adequado quando o classificador
base é capaz de realizar predicoes multiclasses e consegue apresentar taxas de acuracia

razoavelmente altas, mesmo nas distribuicoes rigidas criadas pelo algoritmo de Boosting.
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Na solucao desta questao, diversas outras técnicas foram desenvolvidas. Em geral,
estas técnicas reduzem o problema multiclasses a um problema bindrio maior (Schapire,
2002).

Um exemplo é apresentado em (Allwein et al., 2000). Estes autores desenvolveram
uma estratégia para inducao de uma unica hipétese capaz de implementar o problema
multiclasses por meio de cddigos. Para isto, sendo M uma matriz de cédigos para cada
classe como definida na Se¢ao 4.1.4, o algoritmo de aprendizado bindrio passa a receber
entradas na forma ((x;,7), M(y;, 7)), para todos exemplos x; e indices de coluna j em
que M(y;,7) # 0. Esta variante de um passo fundamentada em cédigos foi denominada
single-call e a original, baseada na geracao de multiplos indutores, multi-call.

A partir da variante single-call, Allwein et al. (2000) apresentaram um algoritmo que
incorpora a estratégia de cédigos segundo a distancia loss-based (Equagdo 47) ao AB.
O algoritmo equivale ao AdaBoost.MO (AB.MO) apresentado em (Schapire and Singer,
1999) e é ilustrado no Algoritmo 3.

Algoritmo 3 AdaBoost.MO (Allwein et al., 2000)

: Dado um conjunto de treinamento S = {(x1,91),..., (Xn,Yn)} com y; € {1,2,...,C}
: Inicializar Dy(x;,j) < ﬁ et«+—1
repita

Treinar o algoritmo base utilizando a distribuicao D,

Calcular o erro ¢; da hipétese h; gerada
€t < Prix, jyp, [M (Y35 J) # he (%3, 5)]

n 1
= X:l Zl Dt (Xiaj) I(M (yla]) 7é ht (X’M]))
i=1j=
em que I(q) =1 se ¢ é verdadeiro e I(g) = 0 caso contrério
Escolher ~; « %ln (17“) e Zy —2\/e (1 —¢) (Z; é um termo normalizador)

€t
Atualizar Dy:

ANl

Dyt (x4, 7) — 2elxed) exp(fvéiw (i) e (%i,))

8 t=t+1
9: atét=1T
10: Hipétese Final:

[ T
H(x) = argmin 3" exp (—M :3) 3 e <x,j>)
ye{l,...C}j=1 =1

Deve-se observar que neste algoritmo a distribuicao D, trabalha agora sobre pares
(x4,7), em que j representa indices de colunas de M. Generalizando os resultados de
Schapire et al. (1997), Allwein et al. (2000) também apresentam limites na generalizagio
deste algoritmo em termos das margens do classificador final. Demonstra-se que o AB.MO,
utilizado da forma apresentada no Algoritmo 3, tende a aumentar as margens dos dados
de treinamento rapidamente.

Existem ainda outras variantes do AB, como o AdaBoost.M2 (Freund and Schapire,
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1996) e o AdaBoost.MH (Schapire and Singer, 1998). Estes algoritmos requerem, porém,
esforgo adicional no desenvolvimento do algoritmo base (Schapire, 2002). Esta é uma
deficiéncia sobre a estratégia baseada em cédigos (AB.MO), que pode utilizar como base

qualquer algoritmo de aprendizado.

5 Experimentos: Avaliacao de Técnicas Decomposi-

cionais para SVMs

Esta Secao descreve experimentos conduzidos com o objetivo de avaliar o desempenho
de algumas das técnicas decomposicionais apresentadas na Secao 4.1 na geracao de SVMs
multiclasses. As estratégias testadas foram a lct com fungoes de decisao continuas (1ct), a
tct com integracao por meio de voto por maioria (tct-V) e por DAGs, e a ECOC utilizando
as medidas de distancia Hamming (Equacido 44) e a loss-based (Equagao 47 - LECOC).
No presente estudo, propos-se também a utilizacao de RNs do tipo Multilayer Perceptron
(MLP) (uma conceituacio a respeito dessas RNs pode ser consultada em (Haykin, 1999) e
(Braga et al., 2000)) na integragao dos classificadores gerados pela decomposicdo tct (tct-
RN). Neste contexto, a RN foi empregada como uma técnica para ponderar as previsoes
feitas por cada classificador.

Dadas as técnicas citadas, comparacoes foram realizadas considerando as taxas de
acuracia e de padroes desconhecidos dos preditores gerados, o tempo despendido na busca
por solugoes (tempo de treinamento) e a complexidade dos modelos gerados, medida por

meio do niimero médio de vetores suporte consultados em cada nova previsao.

5.1 Materiais e Métodos

Conjuntos de Dados. Os conjuntos de dados empregados neste estudo foram extraidos
do benchmark UCI (Blake and Merz, 1998). A Tabela 1 descreve esses conjuntos, ilus-
trando o ntimero de instancias, de atributos continuos e nominais, de classes, uma medida
do erro majoritdrio (que representa a proporgao de exemplos da classe com maior nimero
de padroes no conjunto de dados) e se ha atributos ausentes.

Instancias com atributos ausentes foram removidas dos conjuntos bridges e pos-ope-
rative. FEste procedimento mantece 70 e 87 instancias nos respectivos conjuntos. Para
o caso da base splice, instancias com atributos diferentes dos nucleotideos A, T, C e G
foram eliminados. Este conjunto ficou entao com 3175 exemplos.

A maioria dos conjuntos de dados foram pré-processados para que os dados tivessem

média 0 e variancia 1. As excessoes foram os conjuntos balance e splice. No conjunto
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Conjunto f Instancias | f Atributos | § Classes Erro Atributos

de dados (cont., nom.) Majoritario | Ausentes
Balance 625 4 (0, 4) 3 46.1% nao
Bridges 108 11 (0, 11) 6 32.9% sim
Glass 214 9(9,0) 6 35.5% nao
Tris 150 4 (4, 0) 3 33.3% nao
Pos-operative 90 8 (0, 8) 3 71.1% sim
Splice 3190 60 (0, 60) 3 50.0% nao
Vehicle 846 18 (18, 0) 4 25.8% nao
Wine 178 12 (12, 0) 3 48.0% nao
Zoo 90 17 (2, 15) 7 41.1% nao

Tabela 1: Descrigoes dos conjuntos de dados multiclasses

balance, varios atributos se tornaram nulos, entao este pré-processamento nao foi aplicado.
No caso do conjunto splice, como as SVMs lidam somente com atributos numéricos, os
dados utilizados tiveram de ser codificados para um formato numérico. Utilizou-se para tal
uma codificagdo candnica, sugerida no trabalho de Pedersen and Nielsen (1997). Segundo
esta codificagao, cada nucleotideo (atributo) das seqiiéncias é codificado com quatro bits,
da seguinte forma: A= (0001),C=(0010)eG=(0100eT=(1000). O

nimero de atributos utilizados no caso da base splice foi entao igual a 240.

Metodologia. Para obter melhores estimativas do desempenho dos métodos avaliados, os
conjuntos de dados descritos foram divididos segundo o método 10-fold cross-validation.

No caso das RNs, os conjuntos de treinamento obtidos foram ainda subdivididos em
subconjuntos de treinamento e validagido, em uma propor¢ao de 75% e 25%, respectiva-
mente. Enquanto o conjunto de treinamento foi empregado na determinacdo dos pesos
das conexoes da rede, o conjunto de validagao foi utilizado na avaliagao da capacidade de
generalizacao da RN sobre novos exemplos, durante seu treinamento. O treinamento da
RN foi interrompido quando o erro de validacao iniciava a aumentar, em uma estratégia
comumente referenciada como early-stopping (Haykin, 1999). Com este procedimento, o
efeito de overfitting pode ser reduzido. O conjunto de validagao foi também empregado
na determinacao da arquitetura da rede. Varias redes com diferentes arquiteturas foram
geradas para cada problema e aquela com menor erro de validacao foi escolhida como o
classificador neural final. Neste trabalho, as arquiteturas testadas foram de RNs com uma
camada intermediaria composta de 1, 5, 10, 15, 20, 25 e 30 neurénios. O algoritmo back-
propagation (Rumelhart et al., 1986) foi empregado no treinamento das redes, com taxa
de aprendizado de 0.2. Para geragao das RNs, utilizou-se o simulador SNNS (Sttutgart
Neural Network Simulator) (Zell et al., 1995).

O software aplicado na indugao das SVMs foi o simulador SVMToch II (Collobert
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Conjunto de dados 1ct tcet-V tct-RIN DAG ECOC LECOC
Balance 96.5+3.1 97.9£2.0 99.2+0.8 98.4+1.8 90.7+4.7 96.5+3.1
Bridges 58.6+19.6 | 60.0£17.6 | 58.6+12.5 | 62.94+16.8 | 58.6+20.7 | 61.4+19.2
Glass 64.9+14.2 | 67.3£10.3 | 68.2+9.7 | 68.7+11.9 | 65.3+14.5 | 65.84+14.6
Tris 95.8+4.5 | 96.0+4.7 | 96.0+4.7 | 96.0+4.7 | 94.7+£6.1 | 95.53+4.5
Pos op. 63.5+18.7 | 64.6+19.3 | 62.2+17.1 | 61.3£26.7 | 61.3+18.9 | 63.5+£18.7
Splice 96.8+£0.9 | 96.8+0.7 | 83.4+1.7 | 96.8+0.7 | 93.6+£1.7 | 96.8+0.9
Vehicle 85.4+4.5 85.5+4.0 84.4+5.3 85.8+4.0 81.94+4.7 85.5+£5.6
Wine 98.3+2.7 | 98.3+£2.7 | 97.2+5.9 | 98.3+2.7 | 97.244.1 | 98.3+2.7
Zoo 95.6+5.7 | 94.4£5.9 | 94.4£59 | 94.4+£59 | 95.6+5.7 | 95.6+5.7

Tabela 2: Taxas de acurdcia de diferentes estratégias multiclasses

and Bengio, 2001). Em todos experimentos realizados, utilizou-se um Kernel Gaussiano
com desvio padrao de 5. Outros parametros foram mantidos com os valores default do
simulador SVMTorch II. Embora melhores valores dos parametros das SVMs possam
diferir entre as diferentes estratégias multiclasses (e também entre os diferentes conjuntos
de dados), eles foram mantidos constantes visando facilitar uma comparagao entre as
técnicas consideradas.

Os codigos utilizados na decomposicao ECOC foram obtidos seguindo uma heuristica
proposta em (Dietterich and Bariki, 1995). Dado um problema com 3 < C' < 7 classes,
C' cédigos de tamanho 2! — 1 sdo gerados. O cédigo da primeira classe é composto
somente de uns. Para qualquer outra classe i, em que i > 1, ele é composto de 26~
carreiras alternadas de zeros e uns.

O treinamento, combinacoes e testes de cada estratégia multiclasses foram implemen-
tados na linguagem de programacao Perl, com realizacoes de chamadas ao SVMTorch I1

e ao SNNS.

5.2 Resultados e Discussoes

A Tabela 2 apresenta as taxas de acuracia das estratégias investigadas em cada con-
junto de dados. O primeiro e o segundo melhores resultados encontram-se indicados em
negrito e itdlico, respectivamente. A notacdo empregada indica a média das acuracias
observadas nas dez particoes de teste £ o desvio padrao dessas medidas em relacao a esta
média. A Tabela 3 apresenta a mesma informacgao para o caso da proporcao de exemplos
classificados como desconhecidos. Neste caso, os piores resultados sao destacados.

De acordo com a Tabela 2, as taxas de acuracia alcancadas pelas diferentes técnicas
multiclasses foram préximas. Aplicando o teste estatistico t para dados pareados (Achcar
and Rodrigues, 2000) ao primeiro e segundo melhores resultados de cada conjunto de da-

dos, nao se pode detectar qualquer significancia estatistica, a 95% de nivel de confidéncia.
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Conjunto de dados 1ct tct-V | tct-RN | DAG ECOC | LECOC
Balance 0.0£0.0 | 0.5£0.8 | 0.0£0.0 | 0.0£0.0 | 8.9£4.5 0.0£0.0
Bridges 0.0+£0.0 | 5.2+7.4 | 0.0+£0.0 | 0.0£0.0 | 7.1£+10.1 | 0.0+0.0
Glass 0.0+£0.0 | 4.2£4.0 | 0.0£0.0 | 0.0£0.0 | 5.7£5.4 | 0.0+0.0
Iris 0.0£0.0 | 0.0+0.0 | 0.0£0.0 | 0.0£0.0 | 2.0£3.2 | 0.0£0.0
Pos operative 0.0+£0.0 | 0.0+£0.0 | 0.0£0.0 | 0.0+0.0 | 4.44+7.8 | 0.0+0.0
Splice 0.0+£0.0 | 0.0+0.0 | 0.0+£0.0 | 0.0£0.0 | 4.7£2.0 | 0.0+0.0
Vehicle 0.0£0.0 | 0.8£0.8 | 0.0£0.0 | 0.0£0.0 | 6.5£2.8 0.0£0.0
Wine 0.0£0.0 | 0.0+£0.0 | 0.0+0.0 | 0.0£0.0 | 1.1+2.4 0.0+0.0
Zoo 0.0+£0.0 | 0.0+0.0 | 0.0+0.0 | 0.0+£0.0 | 0.0+0.0 0.0+0.0

Tabela 3: Taxas de padroes desconhecidos de diferentes estratégias multiclasses

Porém, os resultados sugerem que a estratégia mais bem sucedida é a DAG. Por outro
lado, a técnica ECOC apresenta, em geral, piores desempenhos. Deve-se observar que a
simples modificagao desta abordagem com o uso de uma medida de distancia baseada em
margens (LECOC) melhora os resultados substancialmente.

Em uma comparacao entre as técnicas de melhor e pior desempenho em cada conjunto
de dados, uma significancia estatistica de 95% pode ser verificada nos seguintes conjuntos:
balance, splice e vehicle.

Comparando as trés estratégias para combinagao tct, nao se pode verificar diferencas
estatisticamente significantes em um nivel de confidéncia de 95% em termos de acuricia.
A excessao ¢ o conjunto de dados splice, maior entre os utilizados, em que a integragao por
RNs se mostrou pior. Deve-se observar que a abordagem neural apresenta uma tendéncia
em diminuir o desvio padrao nas acuracias reportadas sobre alguns conjuntos de dados,
indicando um ganho de estabilidade.

Analisando a Tabela 3, pode-se verificar que o ECOC possui maiores taxas de padroes
considerados desconhecidos. Este fato ocorre quando dois ou mais codigos de diferentes
classes possuem mesma distancia de Hamming em relacao a uma determinada previsao.
Pode-se observar também que o uso de uma medida de distancia baseada em margens
(LECOC) reduz esta taxa a 0%.

O tct-V figura como outra técnica que leva alguns padroes a nao serem classificados.
Observa-se, tambhém neste caso, que o uso de diferentes estratégias de combina¢ao (RNs
e DAG) reduz as taxas de padroes desconhecidos a 0%.

Outras andlises mais refinadas das Tabelas 2 e 3 revelam uma tendéncia de melhor
desempenho do tct-V sobre conjuntos de dados com poucas classes. No caso da integracao
tct-RN, melhores desempenhos foram verificados em problemas com poucos atributos e
poucas classes (balance e iris). Para o DAG, que apresentou em geral maiores acuricias,
bons resultados foram observados sobre duas bases com um nimero maior de classes

(seis classes - bridges e glass) e trés aplicagoes com muitos atributos (splice, vehicle e
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Conjunto de dados 1ct tcet-V tct-RIN DAG ECOC | LECOC
Balance 5.74+1.1 4.241.1 33.74+1.0 4.2+1.1 4.84+0.5 4.84+0.5
Bridges 11.341.1 43.4+1.9 50.3410.8 43.4+1.9 64.3+3.4 64.3+3.4
Glass 10.240.8 38.7142.0 42.143.2 38.7142.0 72.542.0 72.542.0
Iris 1.74+1.2 1.941.0 11.7£7.0 1.941.0 1.8+1.2 1.8+1.2
Pos op. 3.6+0.8 4.440.7 7.3+1.2 4.440.7 3.740.7 3.760.7
Splice 476.7+£17.1 | 205.941.2 | 388.244.2 | 205.94+1.2 | 497.4441.5 | 497.4+41.5
Vehicle 21.940.9 17.44+1.1 96.74£1.3 17.441.1 45.241.3 45.241.3
Wine 4.9%0.6 4.740.7 13.5419.0 4.7+0.7 5.04:0.0 5.040.0
Z00 12.3+1.2 36.8+3.5 50.342.1 36.8+1.2 108.6+£1.9 | 108.6+1.9

Tabela 4: Tempo médio de treinamento de diferentes estratégias multiclasses (segundos)

wine). As técnicas lct e LECOC, por sua vez, obtiveram as mesmas acuracias sobre dois
conjuntos de dados, o wine e o zoo, que possuem um numero de atributos semelhante.
Estas observagoes fornecem indicativos iniciais de que técnica é mais apropriada para
tipos especificos de problemas. Porém, mais estudos, sobre outras bases de dados, sao
necessarios para confirmar estas tendéncias.

Similarmente as Tabelas 2 e 3, a Tabela 4 apresenta o tempo médio despendido no
treinamento dos diferentes modelos, em segundos. O primeiro e segundo menores tempos
sao destacados em negrito e italico, respectivamente. Todos experimentos foram condu-
zidos em um processador Pentium II dual com 330 MHz e 128 MB de meméria RAM.
Comparando os tempos reportados, em geral a técnica mais rdapida foi a lct. As técnicas
ECOC e LECOC, por sua vez, foram em geral as mais lentas nesta fase. O menor tempo
de treinamento alcancado pelo tct-V e DAG em alguns conjuntos de dados se deve ao
fato de que estes métodos treinam cada SVM em subconjuntos de dados menores, o que
acelera sua execucao. No caso da abordagem neural, o tempo de treinamento da RN
também deve ser levado em consideracao, o que fornece um tempo total maior que os do
tct-V e DAG.

Finalizando, a Tabela 5 apresenta o nimero médio de SVs dos modelos induzidos
consultados na classificacao dos padroes de teste. Como na Tabela 4, os dois melhores
resultados encontram-se em negrito e italico. Este valor esta relacionado ao tempo de
processamento requerido na classificacao de novos exemplos. Um niimero menor de SVs
leva a menores tempos de predigio (Mayoraz and Alpaydim, 1998).

Pela Tabela 5 pode-se observar que a integracao por DAG apresenta os menores nu-
meros de SVs consultados em todos casos. Isto significa que a estratégia DAG acelera
a fase de classificacdo de novos exemplos. O tct-V figura como a técnica com segundo
menor nimero médio de SVs. Novamente, a utilizacao de conjuntos de treinamento mais
simples na inducao dos classificadores bindrios pode ser a causa deste resultado. No caso

da abordagem neural, deve-se também considerar o tempo de predicao da RN. Este pode

42



Conjunto de dados 1ct tcet-V tct-RNA DAG ECOC LECOC
Balance 208.2+10.7 115.8+6.5 115.8+6.5 69.8+3.5 208.2+10.7 | 208.2+10.7
Bridges 129.6+.1 175.343.4 175.343.4 59.3+2.7 879.4429.7 | 879.4429.7
Glass 275.5+7.5 252.246.2 252.246.2 100.6+5.3 | 2160.4+67.9 | 2160.4+67.9
Iris 40.842.7 24.5+1.4 24.5+1.4 16.7+1.3 40.74+2.8 40.74+2.8

Pos op. 106.847.6 61.0+6.1 61.0+6.1 54.2+4.9 107.3£7.5 107.3+7.5
Splice 5043.0416.4 | 8625.2410.3 | 8625.2410.3 | 2577.1£9.0 | 5043.0+£16.4 | 5043.0+16.4
Vehicle 669.04+11.1 469.245.0 469.245.0 232.14+9.7 | 1339.5422.7 | 1339.54+22.7
Wine 75.241.5 54.8+3.4 54.8+3.4 35.3+3.2 75.241.5 75.24£1.5

Zoo 182.9.6+£4.5 191.246.8 191.246.8 62.0+4.8 1608.4465.8 | 1608.4465.8

Tabela 5: Nimero médio de SVs consultados na fase de teste por diferentes estratégias multic-
lasses

Balance | Bridges | Glass | Iris | Pos operative | Splice | Vehicle | Wine | Zoo
1 5 5 10 1 1 5 30 5

Tabela 6: Ntimero de neurdnios intermedidrios das arquiteturas de RNs no tct-RN

ser medido pelo tamanho das RNs geradas. Quanto maior a rede, mais lenta esta se
torna. A Tabela 6 apresenta, para cada conjunto de dados, o niimero de nodos da camada,
intermediaria das melhores RNs obtidas na combinacao tct-RN.

Como conclusao, tem-se que o desempenho geral das diversas técnicas testadas foram
similares. Quando requer-se velocidade de classificacao, mantendo uma boa precisao, os
resultados observados indicam que uma alternativa eficiente para a geracdo de SVMs

multiclasses é a técnica DAG.

6 Conclusao

Embora os LMCs SVM e AB sejam originalmente formulados para geragao de classi-
ficadores binarios, alguns artificios permitem que este sejam aplicados a problemas mul-
ticlasses, em que o nimero de classes é maior que dois.

Para tal, alguns trabalhos recorrem a reformulagoes nos algoritmos originais de forma a
permitir que um problema multiclasses seja solucionado em um tinico passo (Freund and
Schapire, 1996; Weston and Watkins, 1998; Bredensteiner and Bennet, 1999; Guermer,
2000; Crammer and Singer, 2002).

Seguindo outra abordagem, diversas técnicas decompoem o problema multiclasses em
multiplos subproblemas bindrios, os quais sao entao integrados na geragao do classificador
final (Vapnik, 1998; Krefel, 1999; Inoue and Abe, 2001; Abe and Inoue, 2002; Platt et al.,
2000; Kijsirikul and Ussivakul, 2002; Dietterich and Bariki, 1995; Allwein et al., 2000;
Schwenker, 2000; Godbole et al., 2002; Tax and Duin, 2002).
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Este capitulo apresentou uma revisao bibliografica de varias técnicas para geracao de
LMCs multiclasses.

Também apresentou-se experimentos preliminares comparando os resultados de dife-
rentes estratégias decomposicionais para geracao de SVMs multiclases. Como no estudo
de Hua and Sun (2001), a integracgdo tct por meio de DAGs se mostrou uma alternativa

eficiente.
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