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Resumo. A Bioinformatica, area de pesquisa que emprega técnicas computa-
cionais na analise e gerenciamento de dados bioldgicos, tem apresentado uma
forte expansao nos ultimos anos. Isto se deve em grande parte a necessidade de
analise do dos grandes volumes de dados gerados em laboratorios de Biologia
Molecular atualmente. Técnicas inteligentes pertencentes ao campo de Apren-
dizado de Maquina (AM) estao entre as mais empregadas nessas analises. Este
campo da Inteligéncia Computacional estuda o desenvolvimento de algoritmos
capazes de extrair descri¢oes de conceitos a partir de exemplos (Mitchell, 1997),
permitindo assim a extracao de descrigoes automaticas de conceitos biolégicos
a partir de amostras de dados. Este relatério apresenta um levantamento bib-
liografico sobre a utilizacdo de técnicas inteligentes em alguns dos principais

problemas tratados em Bioinformatica.
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1 Introducao

A Bioinformatica é uma area de pesquisa que vem despertando crescente interesse na
comunidade cientifica. Este novo campo interdisciplinar consiste na aplicagdo de técnicas
matematicas, estatisticas e computacionais para a resolucao de problemas provenientes da
Biologia (Setubal and Meidanis, 1997). Dentre as diversas areas da Biologia, aquela em
que a aplicagao de técnicas computacionais tem se mostrado mais frutifera é a Biologia
Molecular, principalmente sua parte relacionada a genética.

Os estudos em genética possibilitam ganhos em varias areas, entre elas Medicina, Far-
méacia e Agricultura. Pode-se, por exemplo, obter uma melhor compreensao da origem
de diversas doencas, o que permite a formulacdo de tratamentos médicos mais eficazes,
assim como o desenvolvimento de novas drogas. Como muitos alimentos atualmente
sao provenientes de organismos geneticamente modificados, as investigacoes em Bioin-
formatica também permitem um maior controle e melhoria no desenvolvimento de novos
organismos.

Atualmente, as pesquisas em Bioinformaética estdao se concentrando na andlise dos
grandes volumes de dados gerados em laboratérios, visando tratar problemas como, por
exemplo, a identificagao de genes' em seqiiéncias genomicas (Craven and Shavlik, 1994).

Com o objetivo de obter procedimentos automaticos para tal, recursos e técnicas com-
putacionais vém sendo largamente empregados na analise de dados biologicos. Técnicas
inteligentes pertencentes ao campo de Aprendizado de Méquina (AM) estdo entre as mais
utilizadas. Este campo da Inteligéncia Computacional estuda o desenvolvimento de algo-
ritmos capazes de extrair descri¢oes de conceitos a partir de exemplos (Mitchell, 1997),
permitindo assim a extracao de descri¢coes automaticas de conceitos biolégicos a partir de
amostras de dados.

Este relatério tem por objetivo apresentar um levantamento bibliografico sobre o uso
de técnicas inteligentes em problemas da area de Bioinformatica. Sao descritas diversas
técnicas empregadas, assim como aplicagoes destas reportadas na literatura.

Iniciando este relatério, na Secao 2 apresenta-se uma introducao a conceitos rela-
cionados a Biologia Molecular, necessarios a compreensao das aplicacoes investigadas em
Bioinformatica. Na Secdo 3 a Bioinformatica é descrita em maiores detalhes, sendo entao
apresentados os principais problemas desta area. A Secao 4 descreve o campo de Apren-
dizado de Maquina e as técnicas citadas neste trabalho. Na Secao 5 sao apresentadas
algumas aplicacoes de técnicas inteligentes em Bioinformdtica reportadas na literatura

cientifica. Finalizando, na Se¢do 6 as consideracoes finais deste trabalho sao destacadas.

1O gene é a estrutura fundamental determinante da hereditariedade, codificando as protefnas, com-
ponentes essenciais de todo ser vivo.



Como material complementar, no Apéndice A é apresentado um glossario dos principais

termos biologicos citados neste trabalho.

2 Conceitos de Biologia Molecular

Nesta Secao é apresentada uma breve introducao aos principais conceitos de Biologia
Molecular. Pretende-se apresentar apenas definicoes necessarias ao entendimento das
aplicacoes de técnicas computacionais neste campo e, portanto, esta caracterizacao é
realizada de forma simplificada.

A Biologia Molecular retrata o estudo das células e moléculas, blocos basicos utiliza-
dos na construgdo de todas as formas de vida (Casley, 1992). Em particular, estuda-se o
genoma dos organismos, definido como o conjunto de informacoes genéticas dos mesmos.

Esta secao encontra-se dividida em trés partes. Na Secao 2.1 é apresentada uma visao
geral de conceitos importantes para compreensao deste texto, abrangendo descricoes sobre
DNA, genes e protefnas. A seguir, o processo de expressao génica, um dos principais
processos celulares estudados em Biologia Molecular, é descrito na Secao 2.2. Na Secao
2.3 sao apresentadas duas das principais técnicas laboratoriais utilizadas na medida da
expressao de um gene. A andlise de dados gerados por este tipo de experimento tem sido
amplamente explorada, auxiliando tarefas como, por exemplo, o diagnostico de tumores
(Ben-Dor et al., 2000; Yeang et al., 2001).

2.1 DNA, Genes e Proteinas

Gregor Mendel, em seus experimentos realizados no século XVII, foi o primeiro a iden-
tificar fatores responséveis pela hereditariedade nos organismos vivos (Silva, 2001). A estes
fatores, que “codificam” a informacao genética, foi dada, posteriormente, a denominacao
de genes. Na busca pela localizacao dos genes foram identificados os cromossomos.
Estas estruturas possuem capacidade de replicagao (reprodugdo) e estdo presentes em to-
das células. Os estudos acerca dos cromossomos, por sua vez, levaram a descoberta de
que estes sao compostos por moléculas de Acido Desoxirribonucléico (DNA) e que os
genes sao seqiiéncias contiguas de DNA. A Figura 1 ilustra as estruturas citadas e suas
relagoes.

Uma molécula de DNA consiste de duas fitas entrelacadas em forma de dupla hélice,
conforme pode ser visualizado na Figura 2. Cada fita é composta por uma seqiiéncia de
nucleotideos, que podem ser de quatro tipos: Adenina (A), Guanina (G), Citosina (C)
e Timina (T). Cada nucleotideo de uma fita se liga a outro complementar da segunda,

conforme a regra: A se liga com T, e C com G.
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Figura 1: Célula, cromossomo, DNA, gene e suas relagoes
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Figura 2: Estrutura de uma molécula de DNA (Souto et al., 2003)

Um fragmento de DNA pode conter diversos genes. A propriedade mais importante
dos genes esta no fato de que estes codificam proteinas, componentes essenciais de todo
ser vivo. Ao processo de geracao de proteinas a partir da informacao contida nos genes
dé-se o nome de expressao génica.

As proteinas possuem diversas fungdes biologicas (Lewis, 2001). Elas podem ter papel
estrutural, como no caso do colageno presente nos tendoes, ou estar ligadas a atividades
regulatérias, como no caso das enzimas, que catalizam diversas reagoes quimicas nas
células.

Estas moléculas também sao seqiiéncias lineares, sendo compostas de conjuntos de
aminodcidos. Existe um total de 20 tipos de aminodcidos (listados na Tabela 1), que
se combinam em uma seqiiéncia caracteristica para cada proteina. A composicao desta
seqiiéncia é denominada estrutura primadria da proteina (Minatti, 2003).

Ac¢oes mutuas entre estes aminodcidos, por meio de interacoes moleculares, formam
outros dois tipos de estruturas: secundaria e terciaria.

A estrutura secundaria é definida pelos dngulos formados por ligacoes peptidicas
entre os aminoacidos da proteina. Quando estas ligacoes fazem a proteina assumir uma
forma helicoidal, tem-se uma estrutura denominada hélice alfa. Outras duas estruturas
secundarias sao as folhas beta, em que segmentos da cadeia de aminodcidos interagem

paralelamente, e as voltas, que revertem a cadeia peptidica (Vouet et al., 2002).



Dobras da cadeia proteica sobre ela mesma formam a estrutura terciaria da proteina
(Minatti, 2003). Esta corresponde a estrutura tridimensional da proteina, definindo sua
forma e, consequentemente, sua funcdo, expondo sitios de contato com outras cadeias
proteicas e genomicas. O que determina a estrutura terciaria sao as cadeias laterais dos
aminoacidos. Algumas destas sdo tao longas e hidrofébicas que perturbam a estrutura
secundéria, provocando dobras na proteina (Minatti, 2003).

Existe ainda uma quarta conformacao de proteinas. Algumas delas sdo compostas por
mais de uma unidade (cadeia) proteica. Um exemplo é a imunoglobulina, que é constituida
por 4 cadeias proteicas (Minatti, 2003). A conformacao espacial conjunta dessas cadeias
constitui a estrutura quaterndria da protefna (Vouet et al., 2002).

A Figura 3 ilustra as quatro conformacoes estruturais anteriormente descritas.

(a)
Estrutura
priméria

A\ (b)

folhas beta - hélice alfa Estrutura
secundiria

{c)
Estrutura
tercidria

(d)
Fstrutura
quaternairia

Figura 3: Conformagoes estruturais das proteinas; (a) estrutura primdria; (b) estrutura se-
cunddria; (c¢) estrutura tercidria; (d) estrutura quaterndria



2.2 Expressao Génica

A expressao génica constitui o processo pelo qual as seqiiéncias de nucleotideos
dos genes sao interpretados na producao de proteinas. Ela é composta por duas etapas,
conforme pode ser visualizado na Figura 4.

Na primeira, denominada transcrigao, a enzima RNA (Acido Ribonucléico) poli-
merase se liga a uma regiao do DNA denominada promotora e inicia a sintese de um
RNA mensageiro (mRNA). O mRNA ¢ bastante similar ao DNA, com excegio de duas
caracteristicas: é composto por apenas uma fita e possui o nucleotideo Uracila (U) no

lugar da Timina (T).

DNA
RNA Polimerase /

[ | TGCAGCTCCGGACTCCAT... |

/v =
Ppromotor @ Transcrigdo mRNA

‘ACGUCGAGGCCUGAGGUA...
Tradugdo
Ser. U i)

®@ o

proteina

el
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Figura 4: O processo de expressao génica

Na segunda etapa da expressao € realizada, a partir do mRNA, a sintese da molécula
de proteina. Este processo é denominado tradugao. Cada grupo de trés nucleotideos
do mRNA representa um aminodcido, constituinte de uma proteina. O cdédigo genético
consiste no mapeamento destes grupos, também referenciados por cédons, nos aminoa-
cidos correspondentes. Ha 64 possiveis combinacoes de triplas de nucleotideos, ou seja,
64 codons. Existem, porém, apenas 20 aminodcidos. Alguns aminodcidos sdo, portanto,
mapeados por mais de um cédon. Além disso, 3 cédons sao responsaveis por indicar o
final da traducao, e sdo denominados cédons de parada. As diferentes codificacoes podem
ser visualizadas na Tabela 1.

Existem algumas diferencas na forma como os procedimentos descritos anteriormente
sdo realizados em organismos eucariotos (seres vivos complexos, tais como os humanos),
que possuem o material genético em um nucleo delimitado por uma membrana, e pro-
cariotos (seres unicelulares, como por exemplo as bactérias), que possuem o material

genético difuso em suas células. Uma das mais importantes e que merece destaque é



U C A G
U | Phelinanina (Phe) | Serina (Ser) Tirosina (Tir) Cisteina (Cis) | U
Phe Ser Tir Cis C
Leucina (Leu) Ser Parada Parada A
Leu Ser Parada Tritophan (Tri) | G
C Leu Prolina (Pro) Histidina (His) Arginina (Arg) | U
Leu Pro His Arg C
Leu Pro Glutamina (Glu) Arg A
Leu Pro Glu Arg G
A | Isoleucina (Iso) | Treonina (Tre) Aspargina (Asp) Ser U
Iso Tre Asp Ser C
Iso Tre Lisina (Lis) Arg A
Metionina (Met) Tre Lis Arg G
G Valina (Val) Alanina (Ala) | Acido Aspértico (Aca) Glicina (Gli) | U
Val Ala Aca Gli C
Val Ala Ac. Glutaminico (Acg) Gli A
Val Ala Acg Gli G

Tabela 1: Cédigo Genético (Lewis, 2001). O primeiro, segundo e terceiro nucleotideos dos
codons sao representados, respectivamente, pela coluna mais a esquerda, pela primeira linha e

pela coluna mais a direita da Tabela.

a de que, em organismos eucariotos, algumas partes da molécula de mRNA nao sao
traduzidas em proteinas. O material genético dos organismos eucariotos possui, portanto,
seqiiéncias de nucleotideos que sao codificadas em proteinas, os exons, e seqiiéncias que
nao participam deste processo, os introns. As fronteiras entre estas seqiiéncias sao deno-

minadas sitios de splicing, nome decorrente do processo de splicing, em que os introns

sao removidos da molécula de mRNA (Figura 5).

DNA |
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Figura 5: Splicing em molécula de mRNA

Todo o codigo genético de um organismo ¢ frequentemente comparado a um projeto
ou planta de construcgao deste ser vivo. Isto porque cada gene contém um plano para cod-

ificacdo de proteinas, os principais blocos constituintes de todo organismo. Estes planos,




por sua vez, encontram-se organizados em seqiiéncias. O entendimento da formacao e
distribuicdo dessas seqiiéncias é uma grande fonte de conhecimento sobre os seres vivos.
Analises sobre esses dados, permitem, por exemplo, a compreensao de doencas determi-

nadas geneticamente, formando uma base para estudos médicos e farmacéuticos.

2.3 Técnicas para Medida de Expressao Génica

O nivel de expressao de um gene constitui uma medida da quantidade de proteinas
produzidas pelo mesmo em um determinado intervalo de tempo. Experimentos para
medida do nivel de expressao génica sao usualmente realizados visando monitorar um
conjunto de genes em diferentes condigoes (de pacientes com e sem tratamento por uma
nova droga, por exemplo) ou comparar a expressao de um gene em diferentes tipos de
tecidos (normal e canceroso, por exemplo) (Furey et al., 2000).

Com respeito a obtencao de dados de expressdo génica, duas técnicas laboratoriais
freqiientemente empregadas sdo os microarrays e o SAGE (Serial Analysis of Gene Ex-
pression) (D’haeseleer et al., 1999).

Os microarrays sio placas de vidro com pontos onde sdo fixados cDNAs (DNAs
complementares produzidos a partir de mRNA) ou oligonucleotideos (seqiiéncias de DNA
curtas) dos genes que se deseja investigar (Souto et al., 2003). A seguir, moléculas de
c¢DNA provenientes do tecido a ser analisado (canceroso, por exemplo) e de um tecido
de referéncia (normal, por exemplo), marcados com cores diferentes, sdo colocados sobre
a placa. Ocorre entao um processo denominado hibridizagao, em que as moléculas de
cDNA complementares da placa e dos tecidos analisados se ligam. Por meio de um exame
computacional do nivel de fluorescéncia em cada ponto da placa pode-se calcular a taxa
de expressao dos genes do tecido investigado em relagao a do tecido de referéncia.

Os microarrays sao largamente utilizados. Seu custo é, porém, em geral alto. Além
disso, experimentos com microarray sao sucetiveis a erros, que podem ocorrer em diversas
fases do experimento.

O SAGE usa uma abordagem diferente para medida do nivel de expressao (D’haeseleer
et al., 1999). Inicialmente, sdo criados milhares de ¢cDNAs dupla-hélice a partir das
moléculas de mRNA coletadas do tecido de interesse. De cada ¢cDNA é extraida uma
seqiiéncia de 10 a 14 pares de base (longas o suficiente para identificar unicamente cada
gene), denominada tag. Por meio de uma série de passos, essas tags sdo concatenadas e
podem ser entdo eficientemente amplificadas e seqiienciadas (Stanton, 2001). Um aplica-
tivo computacional é utilizado na contagem das tags, fornecendo assim o nivel de expressao
de cada gene.

As principais vantagens do SAGE sdo a nao necessidade de se conhecer as seqiiéncias



de mRNA a priori, o que possibilita a descoberta de novos genes, e a utilizacao da tec-
nologia de seqiienciamento, ja dominada por muitos laboratoérios. Este método, porém,
é complexo, exigindo uma grande quantidade de seqiienciamento, além de também ser

sucetivel a erros.

3 Algumas Aplicagcoes em Bioinformatica

A Bioinformatica pode ser considerada, na pratica, um novo ramo das areas de Biologia
e de Computagao. Seu principal objetivo é automatizar a obtencao, distribuicao e anélise
de dados genéticos (Baldi and Brunak, 1998).

Estes dados apresentam-se em grande parte na forma de seqiiéncias de nucleotideos
(ou aminoacidos, no caso de proteinas), as quais vém sendo armazenadas em bases de
dados, em geral ptblicas. Devido ao crescente nimero de trabalhos relacionados ao se-
qiienciamento do genoma de diferentes espécies, aliados a resultados de outros tipos de
experimentos, como medidas de expressao génica, estes repositérios vem acumulando uma
grande quantidade de dados com formatos semelhantes.

Atualmente, grande atencao tem se voltado a andlise desse grande volume de dados,
visando a obtencao, por exemplo, de evidéncias que relacionem as informagoes genéticas a
determinadas doencas. A realizacdo desse tipo de tarefa de forma manual, em laboratérios,
é em geral impraticavel e muito custosa. E no exame desses dados que o uso de técnicas
computacionais tem se mostrado mais promissor.

Alguns dos problemas da Biologia em que métodos computacionais vém sendo aplica-

dos com sucesso sao listados a seguir:

e Analise da forma de proteinas: as funcoes e propriedades de uma proteina sao
determinadas por sua estrutura tridimensional (Casley, 1992). Esta estrutura, por
sua vez, ¢ definida pela seqiiéncia de genes que codificam a proteina em questao.
Uma area de pesquisa que tem despertado grande interesse é a analise dos dados
genéticos seqiienciados com o fim de determinar a estrutura das proteinas codifi-

cadas.

e Alinhamento de seqiiéncias: o objetivo neste caso é alinhar seqiiéncias rela-
cionadas, dado uma funcdo de custo (Setubal and Meidanis, 1997). Com isto
permite-se explorar o grau de similaridade entre cadeias de DNA, mRNA ou pro-
tefnas. Um grau de similaridade elevado indica uma alta probabilidade das funcoes
executadas pelas moléculas comparadas serem semelhantes. Pode-se entao inferir,

por exemplo, fungoes de novas proteinas até entao desconhecidas, ou identificar pos-



siveis mutagoes genéticas. O alinhamento pode ser utilizado também para medir a

distancia evolutiva entre duas ou mais espécies (Shamir et al., 2001).

e Identificacao de genes em seqiiéncias de DN A: compreende o reconhecimento
e a localizacao de cada gene em seqiiéncias de DNA. Sao utilizadas duas abordagens
na realizagdo desta tarefa (Craven and Shavlik, 1994). A primeira envolve deter-
minar sinais que podem ser identificados nas seqiiéncias e que indicam situacoes
especialmente adequadas a localizacdo de genes, tais como posigoes (também de-
nominados sitios) de inicio de transcrigdo. O segundo método, entitulado busca por
conteudo, procura por padroes nas seqiiéncias que determinem regioes do DNA que

sao codificadas em proteinas.

e Localizagao de proteinas na célula: neste caso, o objetivo estd em, a partir da
seqiiéncia de aminoédcidos de uma proteina, prever sua localizagdo na célula (mem-
brana, niicleo, etc.) (Nakai, 2000).

e Analise de todo genoma: esta é uma area de atuacdo em crescimento. Um
exemplo de tarefa realizada neste caso esta na predigao de eventos que determinaram

a evolucao de dois genomas distintos a partir de um ancestral comum (Shamir et al.,
2001).

e Andlise de expressao génica: o objetivo neste caso é analisar o nivel de ex-
pressdo de diferentes genes (a “quantidade” de proteinas que este produz). Com
isto pode-se, por exemplo, comparar mudancas na expressao de alguns genes frente
a alguma doenca, possibilitando assim identificar alvos para futuros medicamentos

e/ou terapias génicas (Furey et al., 2000).

Na resolucao das tarefas citadas, diversas metodologias computacionais, matematicas
e estatisticas podem ser empregadas. Uma alternativa bastante utilizada em alinhamen-
to de seqiiéncias, por exemplo, ¢ a programacao dinamica, que procura particionar
um problema em vérios subproblemas menores, porém similares, e resolvé-los de forma
recursiva (Setubal and Meidanis, 1997).

Técnicas de Aprendizado de Maquina vém recebendo crescente atencao na resolucao
dos problemas identificados. Na proxima secao é apresentada uma breve conceituacao a
respeito dessa area da Inteligéncia Computacional, assim como descricoes de algoritmos

de AM atualmente empregados na solugao de algumas das tarefas citadas.



4 Aprendizado de Maquina

Aprendizado de Maquina (AM) é um campo de pesquisa da Inteligéncia Computa-
cional que estuda o desenvolvimento de técnicas capazes de extrair conceitos (conheci-
mento) a partir de amostras de dados (Mitchell, 1997).

Esta secao apresenta uma introducao ao AM, assim como as principais técnicas desta
area empregadas em Bioinformatica. Inicialmente, alguns conceitos préprios desta area
sao introduzidos na Secao 4.1. Na Secdo 4.2 sdao apresentadas algumas das principais téc-
nicas de AM, formando uma base para a compreensao de seu uso na solucao de problemas

em Bioinformdtica (Segao 5).

4.1 Conceitos Basicos

As diversas técnicas de AM podem ser divididas, de maneira geral, segundo o paradigma
empregado pelas mesmas na andlise dos dados. Pode-se dizer que o paradigma de
aprendizado determina a maneira como o algoritmo de AM se relaciona com seu meio
ambiente, ou seja, o modo como se dard o seu aprendizado por meio dos dados (Haykin,
1999). Os dois principais paradigmas de aprendizado existentes sdo o supervisionado e o
nao-supervisionado.

No paradigma de aprendizado supervisionado tem-se a figura de um “professor ex-
terno”, o qual representa o conhecimento do ambiente por conjuntos de exemplos na forma
(entrada, saida). O algoritmo de AM ¢é entdo treinado a partir de conjuntos de exemplos
rotulados visando aprender uma funcao desejada. Este é o tipo de paradigma focado neste
trabalho.

No paradigma de aprendizado nao-supervisionado nao hé a presenca de um profes-
sor, ou seja, nao existem instancias rotuladas da funcao a ser aprendida. O algoritmo de
AM aprende a representar (ou agrupar) as entradas submetidas segundo uma medida de
qualidade. Essas técnicas sao utilizadas principalmente quando o objetivo for encontrar
padrées ou tendéncias que auxiliem no entendimento dos dados (Souto et al., 2003).

No contexto de aprendizado supervisionado, dado um conjunto de exemplos rotulados,
deve-se produzir um classificador (modelo ou hipétese) capaz de predizer precisamente
a classe de novos padroes para os quais nao se conhece a classificacao. Este classificador
representa uma aproximacao da funcgao objetivo que descreve os dados. Esta é a funcao
que mapeia todos os dados do dominio em que esta ocorrendo o aprendizado, incluindo
os disponiveis para geracao do classificador, em seus respectivos réotulos. Os rétulos ou
classes representam o fenémeno de interesse sobre o qual se deseja fazer previsoes.

Cada exemplo (também referenciado por dado, padrao ou instancia) é tipicamente

representado por um vetor de caracteristicas. Cada caracteristica, também denominada
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atributo, expressa um determinado aspecto do exemplo. Normalmente, ha dois tipos
bésicos de atributos: nominal e continuo (Monard and Baranauskas, 2003). Um atributo
é definido como nominal (ou categdrico) quando néo existe uma ordem entre os valores
que este pode assumir (por exemplo, entre cores). No caso de atributos continuos, é
possivel definir uma ordem linear nos valores assumidos (por exemplo, entre pesos € R).

Visando avaliar a taxa de predigoes corretas ou incorretas (também denominadas taxa
de acuricia e taxa de erros, respectivamente) obtidas por um classificador sobre dados
nao apresentados em seu treinamento, o conjunto de exemplos ¢, em geral, dividido em
dois subconjuntos disjuntos: de treinamento e de teste. O subconjunto de treinamento é
utilizado no aprendizado do conceito e o subconjunto de teste é utilizado para medir o
grau de efetividade do conceito aprendido sobre novos dados.

Estimado o erro ou acurdcia de um classificador, a generalizagao deste é definida
como sua capacidade de prever corretamente a classe de novos padroes, sendo avaliada
por seu desempenho em conjuntos de teste. No caso em que o modelo se especializa nos
dados utilizados em seu treinamento, apresentando baixa acuracia quando confrontado
com novos dados, tem-se a ocorréncia de overfitting (super ajustamento). E também
possivel induzir hipéteses que apresentam baixa acuracia mesmo no conjunto de treina-
mento. Tem-se entao uma condicao de underfitting. Esta situacgao pode ocorrer, por
exemplo, quando os exemplos de treinamento disponiveis sao pouco representativos ou o
modelo obtido é muito simples (Monard and Baranauskas, 2003).

A seguir, algumas técnicas de AM sao apresentadas, com enfoque no paradigma de

aprendizado supervisionado.

4.2 Algumas Técnicas de AM

De forma geral, as técnicas de AM pertencentes ao paradigma supervisionado podem
ser subdivididas em duas classes gerais: baseadas em instancias e indutivas (Mitchell,
1997). Enquanto técnicas indutivas constréem uma descrigao geral (um modelo formal)
do conceito a ser aprendido a partir das amostras de treinamento, técnicas baseadas em
instancias simplesmente armazenam todos exemplos disponiveis para treinamento. A
classe de um novo padrao é entao dada de acordo com seu relacionamento com os dados
armazenados.

Como exemplos de técnicas baseadas em instancias, destacam-se o algoritmo k-vizinhos
mais proximos e os Sistemas de Raciocinio Baseado em Casos. Seguindo a abordagem
indutiva, tem-se as Arvores de Decisao, as Redes Neurais Artificiais e as Support Vector
Machines. Estas técnicas representam alguns dos algoritmos de AM supervisionado mais

utilizados em Bioinformética.
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Figura 6: Tlustracao do processamento realizado pelo algoritmo k-NN (Mitchell, 1997)

Os Algoritmos Genéticos, que seguem um paradigma de aprendizado referenciado como
evolutivo, também constituem um representante de AM empregado em diversas aplicagoes
da area de Bioinformatica. O paradigma de aprendizado evolutivo engloba algoritmos
cujos conceitos e principios se baseam na teoria da evolugao e genética.

A seguir, cada uma das técnicas listadas é descrita.

4.2.1 k-Vizinhos Mais Proximos

O algoritmo k-vizinhos mais préximos (k-Nearest Neighbor - k-NN) é o represen-
tante mais simples da classe de técnicas de AM supervisionado baseadas em instancias
(Mitchell, 1997).

Seu funcionamento reside em armazenar todas as instancias de treinamento e produzir
saidas baseadas em medidas de similaridade com parte destes padroes. A fracdo de exem-
plos consultados em cada nova previsao sao os k vizinhos mais préximos ao novo padrao
submetido. A classificacao retornada corresponde a classe mais comum entre os rétulos
desses k exemplos.

A Figura 6 ilustra a operacao do algoritmo k-NN em um conjunto de dados cujas
instancias sao pontos no espaco bidimensional. Este exemplo também ilustra o efeito
da variacao do valor do parametro k, cuja escolha é determinante no desempenho do
algoritmo k-NN. Neste exemplo, deseja-se classificar o padrao representado por x. Se k é
escolhido como 1 (em que tem-se o algoritmo 1-NN), x é classificado como pertencente a
classe “circulo”. Empregando um valor maior de k, por exemplo, 5 (5-NN), x é classificado
como “triangulo”.

Para determinacao dos vizinhos mais proximos, o k-NN utiliza uma medida para com-

putacao da distancia entre pares de dados. Em geral, a medida de distancia empregada é
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a Euclidiana, representada na Equacao 1.

m

d(x;,%x;) = (wig — Tjq)° (1)

em que X; e X; sao dois padroes pertencentes ao espaco i, e ;4 e ;4 correspondem aos
valores de suas coordenadas (atributos).

Um problema da medida Euclidiana estd em pressupor que os dados correspondem a
pontos no espago m-dimensional ("), ou seja, que seus atributos sdo numéricos (conti-
nuos).

Na computagao da distancia entre dados com atributos categéricos, normalmente
conta-se o nimero de posigoes em que os valores dos atributos diferem (Batista et al.,
2000). Porém, uma medida de distancia mais adequada é a VDM (Value Difference Me-
tric) (Stanfill and Waltz, 1986), apresentada nas Expressoes 2 e 3.

d(xi,%5) = | > (dvon (wig, 754))? (2)

¢ Na ZEiq Na Zqu b
el = 3| 08 - N @

Na Equacgao 3, C' é o numero de classes presentes no conjunto de dados, Ny(z;,) é
o numero de instancias da classe a com valor de atributo z;;, N(x;,) é o nimero total
de exemplos com atributo x;, e b é uma constante, frequentemente igual a 1 ou 2. Pela
interpretacao desta expressao, tem-se que o VDM considera dois valores de atributos
similares se eles ocorrem com freqiiéncia relativa aproximada em todas as classes.

Para o caso em que os dados possuem atributos categoéricos e continuos, pode-se utilizar
uma composicao das medidas de distancia Fuclidiana e VDM.

Por meio de seu processamento, o k-NN possui a habilidade de construir aproximacoes
locais da funcao objetivo, diferentes para cada nova instancia a ser classificada. Esta ca-
racteristica, compartilhada por todas técnicas baseadas em instancias, pode ser vantajosa
quando a funcao objetivo é muito complexa, mas ainda pode ser descrita por uma colecao
de aproximagoes locais de menor complexidade (Mitchell, 1997). Uma vantagem particu-
lar do k-NN é sua simplicidade.

Como desvantagem principal do k-NN, assim como de outras técnicas baseadas em

instancias, tem-se o custo de classificar novos padroes, que pode ser bastante elevado.
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Figura 7: Ciclo do RBC (Aamot and Plaza, 1994)

4.2.2 Raciocinio Baseado em Casos

O Raciocinio Baseado em Casos (RBC) se originou da constata¢ido de que es-
pecialistas humanos, quando confrontados com novos problemas, em geral utilizam o
mesmo raciocinio empregado em situacoes semelhantes solucionadas no passado. Neste
sentido, sistemas de RBC sao definidos como processos computacionais que solucionam
problemas novos por analogia com antigos, os quais encontram-se armazenados em uma
base usualmente denominada meméoria ou base de casos (Rich and Knight, 1994).

Os casos sao informagoes que representam as experiéncias passadas (Watson and
Marir, 1994). Eles sdo compostos tipicamente por trés partes basicas: uma descrigdo do
problema atacado, a solugao utilizada em sua resolugao e o resultado alcancado por sua
aplicacgao.

O processamento realizado em um sistema de RBC ao ser apresentado a um novo
problema encontra-se esquematizado na Figura 7 (Aamot and Plaza, 1994). Inicialmente,
hé a recuperacao de casos semelhantes armazenados na base. Em seguida, as solugoes dos
casos recuperados sdo reusadas ou revistas (adaptadas) para o problema consultado. Se
o caso solucionado for relevante e diferente dos demais casos armazenados, este pode ser
incluido na base de casos.

Uma preocupacao importante em sistemas de RBC diz respeito a como indexar os casos
de forma a facilitar sua recuperacao. Para realizar esta tarefa, outras técnicas inteligentes

podem ser empregadas. Uma Arvore de Decisao, por exemplo, pode ser utilizada para
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particionar os dados de acordo com o valor de seus atributos e indexd-los em uma estrutura
de arvore.

Como principal vantagem dos sistemas de RBC, tem-se a possibilidade de continua
atualizacao do conhecimento, por meio do procedimento de insercao de novos casos rele-
vantes na base de casos.

O modelo obtido, que na realidade constitui a base de casos, possui, porém, custo de

armazenagem geralmente superior ao das outras técnicas apresentadas.

4.2.3 Arvores de Decisao

As Arvores de Decisio (ADs) organizam as informagoes em uma estrutura com-
posta de nés e ramificagoes (Baranauskas, 2001). Cada né representa um atributo e esta
associado a um teste relevante para classificacdo dos dados, ou a uma classe, no caso do
n6 ser folha (pertencente a base da AD).

Os ramos representam cada um dos possiveis resultados do teste aplicado. A classifi-
cacao de uma instancia se da seguindo os nés e as ramificacoes formados até que uma folha
seja alcancada. Um exemplo simplificado de uma AD para o diagnéstico de pacientes é
ilustrado na Figura 8 (Baranauskas and Monard, 2000).

[ O paciente se sente bem?

V e
A
[ O paciente sente dor? I

Nio Sim

i

l Temperatura do paciente I Doente I

f/ =37
.

Saudavel I Doente I

Figura 8: AD simplificada para o diagnéstico de pacientes (Baranauskas and Monard, 2000)

As ADs também podem ser representadas por um conjunto de regras de decisao?

disjuntas. A representacao da AD da Figura 8 por meio de regras de decisao é apresentada

2Regras de Decisao sao formulagoes do tipo: Se (teste = verdadeiro) entdo (classe < z) sendo
(<nova regra> ou classe «+ y), em que o sendo é opcional.
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« Se paciente se sente bem entéio classe = Saudavel

« Se paciente ndo se sente bem e paciente nio tem dor e
temperatura do paciente < 37 entéo classe = Saudavel

«+ Se paciente ndo se sente bem e paciente ndo tem dor e
temperatura do paciente > 37 entfo classe = Doente

 Se paciente nfo se sente bem e paciente tem dor entéo
classe = Doente

Figura 9: Representacdo da AD da Figura 8 por meio de regras de decisao (Baranauskas and
Monard, 2000)

na Figura 9.

Ha diversos algoritmos para a indugao de ADs. Entre os mais utilizados estao o ID3
(Quinlan, 1986) (cujas versoes mais recentes denominam-se C4.5 (Quilan, 1988) e C5.0
(Rulequest-Research, 2000)) e o CART (Breiman et al., 1984). O Algoritmo 1 apresenta
um pseudo-codigo do ID3. De maneira simplificada, o ID3 seleciona para teste em cada
noé um atributo capaz de separar os dados de diferentes classes de acordo com um critério,
como maior ganho de informagao. Ele é aplicado recursivamente até que todos dados do

conjunto de treinamento sejam corretamente classificados (separados).

Algoritmo 1 Algoritmo ID3 (Mitchell, 1997)

1: Selecionar atributo dos dados de treinamento que gere maior ganho de informacao
2: se primeira vez que o algoritmo é chamado entao

3 Utilizar atributo selecionado como né raiz

4: fim se

5: se todos os exemplos pertencem a mesma classe entao

6 Rotular o né com a classe dos exemplos

7:  Encerrar execucao dessa chamada

8

9

: senao
para todo valor que o atributo pode assumir faga
10: Criar um ramo saindo da né atual para um novo né
11: Aplicar o algoritmo ID3 ao novo né sobre os exemplos por ele cobertos
12:  fim para
13: fim se

Devido a AD ser gerada de forma a classificar corretamente todos dados de treina-
mento, ela pode ser sujeita a overfitting (Mitchell, 1997). Para evitar este efeito, uma
etapa de poda é geralmente aplicada a arvore treinada. A poda elimina ramos da arvore

que sao considerados pouco representativos. Os algoritmos C4.5 e C5.0, sucessores do
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Figura 10: Exemplo de estrutura de uma RN

ID3, implementam este procedimento.

Uma das vantagens das ADs estd na compreensibilidade das regras de classificacao
geradas. Em aplicacoes médicas, por exemplo, é necessario nao somente predizer uma
doenga, mas também especificar quais sintomas determinaram seu diagndstico.

As ADs sao, porém, pouco robustas a exemplos de grandes dimensées (com muitos
atributos), como dados de expressao génica. O desempenho obtido neste caso mostra-se,
em geral, inferior ao de outras técnicas de AM, como as Redes Neurais Artificiais e as

Support Vector Machines.

4.2.4 Redes Neurais Artificiais

As Redes Neurais Artificiais (RNs) sdo sistemas computacionais inspirados na
estrutura, método de processamento e habilidade de aprendizado de um “cérebro biol6gico”
(Cybenko, 1996).

Estas estruturas sao compostas de varios elementos de processamento simples, si-
mulando os neuronios biolégicos. Estes elementos sao os neuronios artificiais, também
denominados nodos de uma RN, e encontram-se organizados em uma ou mais camadas
(Haykin, 1999). Cada elemento de processamento ¢ conectado a um ou vérios outros
por ligacoes ponderadas, que procuram simular as sinapses biolégicas. Um exemplo es-
quematico de uma RN ¢ ilustrado na Figura 10.

O conhecimento é adquirido e armazenado em uma RN por meio de ajustes nos pesos
das conexoOes, em um processo denominado treinamento. Existem diversos algoritmos
para treinamento de RNs. Seu funcionamento, em geral, consiste em ajustar os pesos da

rede de forma a aproximar os valores de saida produzidos pela RN dos valores de saidas
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desejados para os padroes do conjunto de treinamento.

Um dos primeiros modelos de RNs foi a rede Perceptron (Rosemblatt, 1962). Esta
rede possui apenas um nodo. Este encontra-se conectado as entradas por meio de pesos
ajustados pela minimizagao dos erros cometidos no processo de aproximacao da funcao
objetivo. Uma limitacao das redes Perceptron estd em sua incapacidade em lidar com
problemas ndo linearmente separdveis (Minsky and Paper, 1969), ou seja, com conjuntos
de dados cujas classes nao podem ser separadas por fronteiras lineares.

Para solugao de problemas nao linearmente separaveis, uma ou mais camadas de nodos
intermedidrios (entre as camadas de entrada e saida) sdo necessdrias. Entre as RNs
multicamadas, destacam-se as redes Multilayer Perceptron (MLP).

As redes MLP possuem uma ou mais camadas de nodos intermediarios que computam
funcoes nao lineares a partir de entradas ponderadas pelos valores dos pesos das conexoes
associadas as mesmas. Seu treinamento é geralmente realizado por intermédio do algo-
ritmo back-propagation (Rumelhart et al., 1986). Como no caso das redes Perceptron, o
algoritmo back-propagation utiliza os dados de treinamento para ajustar os pesos da rede
por um mecanismo de correcao de erros. O back-propagation consiste na iteracdo de duas
etapas: forward e backward. Na fase forward, um exemplo de treinamento é apresentado
a rede, que produz uma saida. Na fase backward, que percorre a RN da camada de saida
em direcao a camada de entrada, os pesos das conexoes da rede sdo modificados a partir
do erro calculado entre a saida desejada e a produzida pela RN. O Algoritmo 2 apresenta

um pseudo-cédigo do back-propagation.

Algoritmo 2 Algoritmo back-propagation (Haykin, 1999)

1: Inicializar pesos da rede com pequenos valores aleatdérios
2: repita

3 erro_total = 0

4 para cada padrao de treinamento faga

5: Apresentar padrao a rede

6: Calcular saida_produzida pela rede

7 erro = saida_produzida - saida_desejada

8 erro_total = erro_total 4 erro

9 para todo camada ¢ da rede, 1 =n,n —1,...,1 faga

10: para cada nodo n;; da i-ésima camada faga
11: Ajustar pesos associados ao nodo

12: fim para

13: fim para

14: fim para
15: até erro_total < limiar

De forma geral, entre as vantagens no uso de RNs estao sua robustez a ruidos e capaci-

dade de representar fungoes lineares e nao-lineares de formas e complexidades variadas.
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Figura 11: Operadores genéticos de cruzamento (a) e mutacao (b)

Como principal desvantagem, tem-se a necessidade do ajuste de diversos parametros
pelo usuario, os quais influenciam diretamente no desempenho do classificador obtido. Ha
também problemas quanto a dificuldade de compreensao dos conceitos aprendidos pela

rede, os quais encontram-se codificados em seus pesos.

4.2.5 Algoritmos Genéticos

Os Algoritmos Genéticos (AGs) sao técnicas inteligentes baseadas nos mecanismos
do processo de evolucao biolégica e da genética (Michaelewicz, 1996). Segundo a teoria da
evolugao, os organismos que se adaptam melhor a seu ambiente possuem maiores chances
de terem suas caracteristicas reproduzidas em uma nova geragao.

A utilizacao desses conceitos em uma forma computacional se dd da seguinte maneira:
¢ gerada inicialmente uma populagao de possiveis solucoes ao problema, e busca-se atin-
gir a solucao global a partir de constantes evolugoes dos melhores individuos de acordo
com uma fungao de aptidao, que mede a qualidade dos mesmos. Para a definicao
de cada nova populacao a partir dos individuos escolhidos, trés operadores genéticos
sdo geralmente aplicados: elitismo (cépias simples dos melhores individuos), cruzamento
(combinagdo de estruturas de pares de individuos) e mutacao (altera a estrutura de alguns
individuos, visando manter uma variabilidade dentro da nova populagao). Os dois tltimos
operadores citados sao ilustrados na Figura 11.

Um aspecto importante em relacdo aos AGs é a forma de representacao do problema
a ser solucionado. Freqiientemente, os individuos, que constituem possiveis solucgoes
do problema investigado, sao representados por vetores binarios. Nestes vetores cada
elemento, denominado gene, representa a presenca (valor 1) ou auséncia (valor 0) de
alguma caracteristica (Michaelewicz, 1996). Esta é a codificagao ilustrada na Figura 11.

Embora diferentes implementacoes de AGs variem em alguns aspectos, seu funciona-

mento basico consiste na alternancia de varios ciclos de: geracao de populacao, avaliacao
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de seus individuos e aplicacao dos operadores genéticos sobre aqueles considerados mais

aptos. O Algoritmo 3 ilustra um exemplo de AG.

Algoritmo 3 Algoritmo Genético (Goldberg, 1989)
1: Gerar populacao inicial de individuos
2: repita
3 Avaliar cada membro da populagao
4:  Selecionar individuos que participarao da proxima geracao
5
6

Aplicar operadores genéticos aos individuos selecionados
: até que critério de parada seja atingido

No Algoritmo 3, para obtencao da populagao inicial, geralmente utiliza-se o procedi-
mento de atribuir aos individuos valores de genes aleatérios (inicializd-los como cadeias
de bits aleatérios). A avaliagdo de cada membro de uma populagao é realizada segundo
a funcao de aptidao, que mede a efetividade de cada individuo na solucao do problema
investigado. Uma préxima populacao é entao gerada selecionando-se probabilisticamente
os individuos mais aptos. Individuos com maior indice de aptidao tém maiores chances
de sobreviver para a préxima geracao. Com isto, sao produzidos individuos cada vez mais
aptos, enquanto individuos menos adequados tendem a desaparecer (Souto et al., 2003). A
aplicacao dos operadores genéticos sobre os individuos selecionados representa o processo
de geragao de sucessores em um AG. Os procedimentos de avaliagdo-selecao-aplicacao
de operadores genéticos sao iterados até que um critério de parada seja atingido. Este
critério pode ser apds um ntmero fixo de geragoes, quando a aptidao do melhor individuo
exceder um limiar pré-estabelecido, ou quando os individuos da populacao forem muito
semelhantes (Michaelewicz, 1996).

Algumas das vantagens dos AGs residem no fato destes realizarem buscas simultaneas
em varias regioes do espago de solugoes (Michaelewicz, 1996). Isto permite que se encontre
diversas solugoes e os torna métodos de busca global. Por este motivo os AGs também sao
definidos como técnicas de otimizagao global. Além disso, os AGs sao capazes de realizar
buscas em espagos de hipdteses (solugoes) contendo varias partes complexas, em que o
impacto de cada parte na solucao do problema pode ser dificil de modelar por meio de
técnicas convencionais (Mitchell, 1997).

Por outro lado, uma das principais desvantagens dos AGs é seu custo computacional.
Dependendo da complexidade da aplicacao investigada, seu uso pode ser computacional-
mente caro. Contudo, os AGs sdo facilmente paralelizdveis, podendo tirar proveito do

crescente uso de tecnologias distribuidas.
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4.2.6 Support Vector Machines

As Méquinas de Vetores Suporte (SVMs - do inglés Support Vector Machines) cons-
tituem uma técnica de aprendizado que vem recebendo grande atencao nos tltimos anos
(Hearst et al., 1998). Entre as principais caracteristicas que tornam seu uso atrativo em
Bioinformatica estao sua boa capacidade de generalizacao e robustez diante de dados de
grande dimensao, como os presentes em grande parte das aplicagoes envolvendo o reco-
nhecimento de genes e a analise de dados de expressao.

Esses resultados sao alcancados pelo emprego dos conceitos da Teoria de Aprendizado
Estatistico (Vapnik, 1995), que apresenta diversos limites na capacidade de generalizagio
de um classificador linear. Para tal, dado um conjunto de treinamento S com n pares
(x4,9i), em que x; € R™ e y; € {—1,+1}, as SVMs buscam o classificador linear g(x) =
sgn(w -x + b) capaz de separar os dados pertencentes a S com erro minimo e que também

maximize a margem p de separagio entre as classes presentes em S (Figura 12).

promotor
A
A A K
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g o
79’\'. nfo promotor

Figura 12: Exemplo simplificado de classificagao de promotores por uma SVM linear

Dada uma funcao linear f(x) = w - x + b, a margem p(X;,y;) com o qual um padrao
x; € classificado é fornecida por y;f(x;). Ela mede a distancia do padrao x; em relagao
ao hiperplano separador. A margem p do classificador linear f é entao definida como a
margem minima observada em todo conjunto de treinamento.

Maximizar p equivale a minimizar a norma de ||w|| (Hearst et al., 1998). Logo, pode-se
manter p fixo e buscar um hiperplano com ||w|| pequeno tal que nao haja exemplos de
treinamento com margem menor que p (Smola and Schélkopf, 2002). Fixando p em 1,

tem-se o seguinte problema de otimizacao:
Minimizar: ||w]|?
Sob as restrigoes: y;(w-x; +b) —1>0,parai=1,...,n

O hiperplano obtido na resolucao deste problema é capaz de realizar a classificacao

de conjuntos linearmente separaveis®. Para generalizd-lo a conjuntos mais gerais, pode-se

3Um conjunto é linearmente separdvel se é possivel separar os padrdes de classes diferentes contidos
no mesmo por pelo menos um hiperplano (Mitchell, 1997).
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utilizar o artificio de permitir que alguns padroes tenham margem menor que p. Isto

[©N

obtido com o relaxamento das restricoes do problema de otimizacao apresentado, que

reformulado da seguinte maneira:

n
Minimizar: |w|”>+ B3 ¢
=1

8120

Sob as restrigoes:
yi(W-x;+0) >1—¢

em que B é uma constante que impoe um peso diferente para o treinamento em relagao a
generalizacao e € representa a varidvel responsavel pela imposicao do relaxamento.

Este é um problema classico em otimizagao denominado programacao quadratica,
para o qual hd uma ampla e estabelecida teoria existente (Hearst et al., 1998). Por meio
da resolucao do mesmo, obtém-se o classificador representado na Equacao 4, em que os «;
correspondem a varidveis determinadas no processo de otimizacao. Pode-se verificar que a
determinacao do classificador final se da unicamente em funcao de padroes denominados
vetores suporte (SVs - do inglés Support Vectors). Esses padrdes correspondem aos
exemplos de treinamento mais préoximos ao hiperplano separador e sao considerados os

dados mais informativos do conjunto de treinamento.

+1se > oyixi-x+b>0

- = LY X — x; € SV
Q(X) a Sgn(f (X)) N Sgn( Z QYiXi + X - b) —lse > oayx;-x+b<0 (4>
X; € SV Sy
em que
1
b=—-| max (ayX;)+ min (oYX 5
2 Liyi—l}< iYi z) {ilyi—t+1} ( iYi z) ( )

O classificador apresentado na Equagao 4 ainda tem, porém, utilizacao limitada. Ha
muitos casos em que nao € possivel dividir satisfatoriamente os dados de treinamento por
um hiperplano e uma fronteira nao linear é mais adequada.

Para generalizar as SVMs para lidar com essas situagoes mapea-se cada padrao do con-
junto de treinamento S para um novo espaco, denominado espago de caracteristicas.
Uma caracteristica singular desse espacgo é que a escolha de uma funcao de mapeamento
® apropriada torna o conjunto de treinamento mapeado linearmente separavel. A Figura
13 ilustra este processo. SVMs lineares podem entao ser utilizadas sobre o conjunto de
treinamento mapeado no espaco de caracteristicas (Cristianini and Shawe-Taylor, 2000).
Para isto, basta aplicar a funcdo de mapeamento ® a cada padrao nas equacoes listadas
para o caso linear.

Por meio desse procedimento, percebe-se que a unica informacgao necessdria sobre o

mapeamento é uma defini¢ao de como o produto interno ®(x;)- ®(x;) pode ser realizado.
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Figura 13: Transformacao do conjunto de dados no espaco de entrada (a) para o espago de
caracteristicas (b)

Isto é obtido com a introducao do conceito de Kernels, fun¢oes que recebem dois pontos
x; € X; do espaco de entradas e computam o produto escalar ®(x;) - ®(x;) no espago de
caracteristicas (Haykin, 1999). De maneira geral, a fungao Kernel é mais simples que a
do mapeamento ®. Por este motivo, é comum defini-la sem conhecer-se explicitamente o
mapeamento ®. Alguns dos Kernels mais utilizados sdo os Polinomiais, os Gaussianos ou
RBF (Radial-Basis Function) e os Sigmoidais.

Como ja apontado, além de sua boa capacidade de generalizacao, as SVMs também
se destacam por sua robustez em relacao a padroes de grandes dimensoes.

Suas principais deficiéncias, semelhante ao caso das RNs, encontram-se em sua sensi-
bilidade a escolhas de parametros pelo usuédrio (embora em geral o niimero de parametros
das SVMs seja menor que o das RNs) e na dificuldade de interpreta¢do do modelo gerado
por esta técnica.

Deve-se destacar também que as SVMs realizam originalmente classificagoes binérias.
Diversas aplicacoes em Bioinformatica, porém, envolvem mais de duas classes. Existem
diversos métodos para generalizar as SVMs a problemas desse tipo. Duas abordagens
usuais para tal sdo a decomposicao “um-contra-todos” (1ct) e “todos-contra-todos” (tct)
Smola and Schoélkopf (2002). Sendo C' o ntiimero de classes, no primeiro caso produz-se C'
classificadores, cada um separando uma classe i das C' — 1 restantes. A classe de um novo
padrao é dada pelo indice da SVM que produz a maior saida. No caso da decomposicao
tet, sao produzidos C'(C' — 1)/2 classificadores para separagao de cada classe ¢ de outra
j,emquei,j=1,... keis# 7. A saida de um padrao é entao usualmente dada por um
voto de maioria entre as SVMs.

Um estudo mais detalhado a respeito das SVMs pode também ser consultado em
(Lorena and Carvalho, 2003).
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5 Aplicagcoes de AM em Bioinformatica

O uso de sistemas computacionais no armazenamento e andlise do grande volume de
dados gerado pelo Projeto Genoma e outros experimentos laboratoriais em Biologia é
cada vez mais intenso. Técnicas computacionais convencionais, tais como algoritmos de
programagao dinamica, tém sido uteis na realizagao de um grande ntimero de tarefas de
Bioinformatica, como, por exemplo, no alinhamento de seqiiéncias e na montagem de
fragmentos de DNA (Setubal and Meidanis, 1997).

Porém, a complexidade dos sistemas biol6gicos, assim como o conhecimento incompleto
sobre a Biologia em nivel Molecular, restrigem a utilidade de tais métodos em diversas
analises. O uso de técnicas de AM mostra-se uma alternativa promissora, ja que estas
sao capazes de lidar com grandes quantidades de dados, mesmo na presenca de ruidos
(muito comuns nas bases de dados de Biologia Molecular) e na auséncia de teorias gerais
(Baldi and Brunak, 1998). Esta Se¢do tem por objetivo apresentar alguns trabalhos da
literatura cientifica em Bioinformatica que utilizaram os algoritmos de AM descritos na

Secao 4.2 em suas solugoes.

5.1 k-Vizinhos Mais Préoximos

Diversos trabalhos em Bioinformatica reportam resultados do uso do algoritmo k-NN
em comparacao com aqueles obtidos por outras técnicas de AM. O enfoque neste caso nao
estd no uso particular do k-NN, mas na avaliacdo do desempenho de diferentes técnicas
de AM na solucdo de um mesmo problema. Este tipo de estratégia foi aplicada, por
exemplo, em (Lapedes et al., 1989), (Noordewier et al., 1991) e (Michie et al., 1994), na
classificacao de sitios de splicing. Nos trés trabalhos listados, o algoritmo k-NN apresentou
desempenho (em termos de acurdcia) inferior ao de outras técnicas de AM, como ADs e
RNs. Em (Towell et al., 1990), o algoritmo k-NN, com medida de distancia que consiste
em contar o niimero de nucleotideos que diferem entre pares de seqiiéncias, também foi
inferior as ADs e RNs no dominio de reconhecimento de promotores em seqiiéncias de
DNA.

Em (Horton and Nakai, 1997), o algoritmo k-NN se mostrou eficaz na tarefa de locali-
zacao de proteinas no ambiente celular. Cada proteina era representada por um conjunto
de atributos fisico-quimicos derivados de sua seqiiéncia de aminoacidos. Para o calculo
da distancia entre padroes, utilizou-se a medida Fuclidiana. Os resultados obtidos com o
k-NN foram comparados ao de ADs e de um classificador Naive Bayes (descrigoes sobre
esta técnica podem ser consultadas em (Good, 1965)). O k-NN se mostrou superior as
outras técnicas investigadas, excedendo acuracias previamente reportadas na localizacao

de proteinas em leveduras e em bactérias E. coli.
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5.2 Raciocinio Baseado em Casos

Shavlik (1990, 1991) empregaram sistemas de RBC para o reconhecimento de genes.
Os casos neste contexto sdo as seqiiéncias de nucleotideos de um gene, ou de aminodcidos
codificados pelos mesmos. No reconhecimento de uma nova seqiiéncia, esta é submetida
ao sistema de RBC, que busca cadeias semelhantes em sua memoéria. Um alto grau de
similaridade entre a cadeia apresentada e uma presente na memoéria indica a predicao de
uma regido codificadora na primeira seqiiéncia, ou seja, de um gene.

A mesma metodologia pode ser empregada no problema de alinhamento de seqiiéncias,
e com isto permitir a descoberta e classificacdo de novos genes e/ou proteinas. Harris
et al. (1993) desenvolveram uma ferramenta de RBC, denominada ClassX, que permite a

classificacdo de novas seqiiéncias de aminodcidos em dominios de proteinas®.

5.3 Arvores de Decisao

Assim como o algoritmo k-NN, as ADs foram aplicadas na solucao de diversos proble-
mas em Bioinformatica com o intuito de realizar estudos comparativos com outras técnicas
de AM (ex.: (Lapedes et al., 1989; Towell et al., 1990; Noordewier et al., 1991; Michie
et al., 1994; Craven et al., 1995)). Como as aplica¢oes em Bioinformdatica em geral se
caracterizam por possuir um numero elevado de atributos, os resultados das ADs geral-
mente se mostram inferiores aos de RNs e SVMs, técnicas mais robustas para padroes de
grandes dimensoes.

Em (Lapedes et al., 1989), por exemplo, ADs, RNs e o algoritmo k-NN foram aplica-
dos na identificacao de sitios de splicing. Uma terminologia comumente utilizada neste
dominio referencia as bordas entre exons e introns como “doadoras” e as bordas in-
trons/exons como “receptoras”. Na identificacio de doadores e receptores, comumente
sao utilizadas algumas evidéncias reportadas em estudos da Biologia. Uma delas é a de
que ambas as regioes caracterizam-se por possuir um par de nucleotideos que se conserva
no intron da juncao, sendo GT para doadores e AG para receptores. Isto nao significa,
porém, que estes mesmos pares nao estao presentes nos exons, o que dificulta sua utiliza-
cao para a classificacao dessas regioes. Técnicas de AM sdo entdo tteis na obtencao de
descricoes gerais capazes de diferenciar esses sitios.

Lapedes et al. (1989) geraram classificadores diferentes para o reconhecimento de
regioes doadoras e receptoras, respectivamente. Observou-se que as RNs produziram
os melhores resultados. Entretanto, foi destacado pelos autores que as ADs apresentam
a vantagem de organizarem o conhecimento adquirido de forma mais facilmente inter-

pretavel. As regras obtidas se mostraram relativamente pequenas e interpretaveis biologi-

4Dominios sdo seqiiéncias de aminodcidos que agem como componentes modulares das protefnas.
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camente. Uma ilustragao simplificada de uma AD para a identificagao de regices doadoras

pode ser visualizada na Figura 14.

Entrada: Cadeia de micleotideos

////A' /c G\\ T\““\\

[ Posigio 3 =7 ]‘ Positivo ” Negativo ” Posigiio 9 =2 ]

A C 6 T AN C G T

‘ Negativo | ‘ Negativo | ‘ Positivo | ‘ Negativo | ‘ Positivo | ‘ Negativo | ‘ Negativo |

Figura 14: Tlustracao de uma AD para a identificacao de regioes doadoras (Craven and Shavlik,
1994)

Huss et al. (2001) estudaram a aplicacao de ADs no reconhecimento de proteinas
especificas do cérebro. O estudo da especificidade de proteinas em relacdo a um deter-
minado tecido é um problema ainda nao satisfatoriamente resolvido. A importancia do
reconhecimento da especificidade a partir da seqiiéncia da proteina esta no fato que com
isto permite-se o desenvolvimento de drogas mais eficazes para problemas relacionados a
um determinado tecido. Diversas técnicas para geragao de ADs e combinagdes (comités®)
de ADs foram investigadas, entre as quais o Bagging e o Adaboost. Embora o Adaboost
tenha demonstrado um melhor desempenho, em geral os resultados alcancados pelos di-
versos algoritmos foram semelhantes.

Para o treinamento desses algoritmos, Huss et al. (2001) nao utilizaram as seqiién-
cias das proteinas diretamente. Essas seqiiéncias foram antes submetidas a uma série
de analises, por meio da utilizacdo de programas e servidores disponiveis na Web. Os
resultados desses exames foram entao fornecidos as técnicas de aprendizado investigadas.
Com isto, os autores pretenderam fazer uso da vasta gama de informacoes disponiveis

atualmente, e obtiveram ganhos em termos de acuracia.

5.4 Redes Neurais Artificiais

Uma das primeiras aplicacoes de AM em Bioinformatica se deu com o emprego de
RNs no reconhecimento de sitios de inicio de traducao (SITs) em seqiiéncias de DNA de

bactérias E. coli.

®Um comité consiste de um conjunto de classificadores cujas saidas sdo combinadas na previsdo da
classe de novas instancias (Baranauskas and Monard, 2000). Seu estudo é motivado pelo fato de que a
combinagao da saida de diversos preditores pode melhorar o desempenho obtido por um unico preditor.
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Figura 15: Parte de RN Perceptron utilizada no reconhecimento de sitios de inicio de traducao
no DNA de bactérias E. coli (Craven and Shavlik, 1994)

Estes locais iniciam-se geralmente pelo cédon AUG, que codifica o aminoacido Metion-
ina. Porém, nem todo AUG é um SIT.

Em procariotos, outra informacado que pode ser utilizada na identificacao de SITs é
a presenca de uma seqiiéncia denominada Shine-Dalgarno (Stormo, 2000). Esta cadeia
precede o codon inicial e é complementar a parte do ribossomo que se liga ao mRNA
durante a traducao. Sua localizacao é dificultada pelo fato dessas regioes apresentarem
grandes variagoes na composicao de seus nucleotideos.

Para verificar se a identificacao da seqiiéncia Shine-Dalgarno em conjunto com o cédon
iniciador (geralmente um AUG) podem ser considerados suficientes na identificagdo dos
SITs de bactérias E. coli, Stormo et al. (1982) utilizaram uma rede do tipo Perceptron
nessa aplicacdo. A rede foi empregada na determinacao dos pesos de uma MPP, ou seja,
na geracao de um modelo para a identificacao dos SI'Ts. Os pesos da matriz correspondem
entao aos pesos da rede, que foi treinada de forma a determinar uma MPP e um limiar
capaz de distinguir seqiiéncias com e sem um SIT.

Uma ilustracao de parte da rede gerada para esse problema é apresentada na Figura
15. A entrada da RN utilizada é composta de quatro nodos por nucleotideo na seqiiéncia
lida, representando os quatro possiveis valores (A, T, G, C) que este pode assumir (rep-
resentagao também referenciada como candnica). Os valores das ativagoes da camada de
entrada da rede refletem o trecho da seqiiéncia coberto em um dado instante. A saida da
rede indica se a seqiiéncia possui ou nao um SIT em seu centro. Os autores utilizaram
como entrada seqiiéncias de 51, 71 e 101 nucleotideos. O melhor desempenho foi verificado
no ultimo caso.

Segundo Stormo et al. (1982), a RN obtida foi mais precisa que diversos métodos
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existentes na época para identificagao de SI'Ts. Porém, como destacado na Secao 4.2.4, as
redes Perceptron possuem uma grande deficiéncia pelo fato de sé conseguirem classificar
padroes linearmente separdveis (Haykin, 1999). Posteriormente ao trabalho de Stormo
et al. (1982), houve o advento de diversas técnicas para o treinamento e uso de redes
multicamadas, capazes de classificar dados nao linearmente separaveis. A partir de entao,
tais redes vém sendo aplicadas ao problema descrito, como pode ser visto em (Futschik
et al., 1999).

As RNs foram aplicadas a diversos outros problemas da Bioinformatica. Elas cons-
tituem uma das técnicas de AM mais empregadas neste dominio. Merecem destaque na
drea de reconhecimento de genes o uso do sistema KBANN (Knowledge-Based Artificial
Neural Network) (Towell et al., 1990), que combina a abordagem neural e regras de decisao
nos problemas de se encontrar regioes promotoras e sitios de splicing em seqiiéncias de
DNA, os trabalhos de Farber et al. (1992) e o servidor de andlise de seqiiéncias GRAIL
(Uberbacher et al., 1993), que identificam genes em seqiiéncias de DNA. Outras aplicagoes
de RNs incluem a predigao de estruturas de proteinas (Riis, 1995; Polyac et al., 1992; Guan
et al., 1994; Ding and Dubchak, 2001; Chung et al., 2003), a classificacio de proteinas
(Wu et al., 1997; Blekas et al., 2003) e a andlise de dados de expressao génica (Azuaje,
2000; Khan et al., 2001; Toure and Basu, 2001).

5.5 Algoritmos Genéticos

Uma das aplicagoes na qual os AGs sao amplamente empregados em Bioinformatica
é a predi¢do da estrutura tridimensional de proteinas (Alander, 1995; Krasnogor et al.,
1999; Unger and Moult, 1993; Yap and Cosic, 1999). Este problema é bastante complexo,
sendo considerado um dos maiores desafios da Biologia MolecularEste problema ¢é bastante
complexo e é considerado um dos maiores desafios da Biologia Molecular, pois métodos
tradicionais de laboratério desenvolvidos para realizagao desta tarefa (como, por exemplo,
a cristalografia) sdo custosos e consomem muito tempo para encontrar uma solugao.

No problema de alinhamento de seqiiéncias também é reportado o uso desta técnica,
como em (Zhang and Wong, 1997). Neste artigo os autores relatam a utilizagdo de AGs
em associagdo a programacao dinamica para realizar buscas por miultiplas seqiiéncias
similares. Este problema envolve, além de identificar seqiiéncias similares, apontar suas
diferencas, que podem ser de trés tipos: insercdo, remocao e substituicdo. Estes con-
ceitos podem ser melhor compreendidos por meio da observacao do conjunto de seqiiéncias
ilustrado na Figura 16.

Na Figura 16, as colunas 1, 2, 5 e 7 sao iguais, e ¢ dito que seus valores “combinam”.

A coluna 3 possui uma situacao de substituicdo na primeira seqiiéncia, a coluna 4 de que
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G ACGTAG C
G A AT I C
G AACTTG C

Figura 16: Conjunto de seqiiéncias similares

uma unidade foi “inserida” na primeira seqiiéncia, e na coluna 6 se verifica o caso em
que uma unidade foi “removida” da segunda seqiiéncia. A representacdo da presenca de
insercao ou remocao ¢ indicada pelo caractere ().

No sistema proposto por Zhang and Wong (1997), o AG é utilizado na descoberta de
blocos que sao iguais, e o algoritmo de programacao dinamica lida com a diferenca entre as
cadeias de nucleotideos dos blocos identificados. Foi utilizada uma abordagem hibrida pelo
fato dos AGs serem eficientes em encontrar blocos iguais de nucleotideos, porém possuirem
dificuldades em apontar as diferencas entre as seqiiéncias. Ja o algoritmo dinamico produz
bons resultados na tarefa geral de alinhamento, mas é ineficiente quando confrontado com
seqiiéncias multiplas grandes, que por sua vez sao bastante comuns no dominio de Biologia

Molecular.

5.6 Support Vector Machines

Em um trabalho pioneiro envolvendo o uso de SVMs na identificagdo de sinais em
seqiiéncias genomicas, Zien et al. (2000) aplicaram esta técnica no reconhecimento de
sitios de inicio de traducdo (SITs) de organismos vertebrados. O desempenho das SVMs
foi comparado ao de RNs, obtidas por Pedersen and Nielsen (1997), e ao de um método
probabilistico Markoviano de Salzberg (1997). Os melhores resultados foram observados
com a aplicagdo das primeiras. Foram utilizadas nos experimentos seqiiéncias de mRNA
com 200 nucleotideos.

Como as RNs e as SVMs requerem que os dados estejam em formato numérico, aplicou-
se uma codificacao canonica de cinco bits a cada nucleotideo que compoe as seqiiéncias.
A posicao dos bits indica se o nucleotideo é A, C, G ou T ou N, quando seu valor for
desconhecido.

Outro estudo conduzido neste mesmo trabalho envolveu a incorporacao de informagoes
especificas do dominio biolégico (conhecimento a priori) as fungdes Kernel. A modificagio
consistiu em privilegiar correlacoes locais entre nucleotideos, enquanto dependéncias en-
tre nucleotideos de posigoes distantes foram consideradas de pouca importancia ou inexis-
tentes. A realizacao dessas simples modificacoes melhorou consideravelmente os resultados

alcancados pelas SVMs.
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Motivado pelos bons resultados obtidos pela técnica probabilistica de Salzberg (1997),
que se mostrou melhor que as RNs para o reconhecimento de SITs, Zien et al. (2000)
também investigaram uma reformulacao da funcao Kernel das SVMs considerando as in-
formagoes providas por esta técnica. Essa alteracao levou aos melhores resultados obtidos
até entao na aplicacao considerada.

Outro trabalho em Bioinformatica envolvendo o emprego de SVMs é apresentado por
Ding and Dubchak (2001). A aplicagao considerada foi o reconhecimento de tipos de
dobras de proteinas. Os autores compararam os resultados de SVMs aos de RNs na
solugao desse problema. As RNs também foram utilizadas como classificadores binérios,
a exemplo das SVMs. E reportado que as SVMs obtiveram os melhores resultados.

Bons resultados também sao apresentados no uso de SVMs na andlise de dados prove-
nientes de experimentos de microarray. FEsses dados caracterizam-se por possuir uma
grande dimensionalidade (possuem medidas de milhares de genes), o que dificulta sua
analise.

Furey et al. (2000) aplicaram SVMs sobre esse tipo de dados para a classificacdo
de tecidos cancerosos. Nos estudos realizados, os autores também buscaram determinar
exemplos do conjunto de treinamento que pudessem conter erros em sua classificacao, que
¢ usualmente feita a priori por um Bidlogo. Os resultados observados se mostraram com-
pardveis aos de versoes modificadas de RNs do tipo Perceptron (Helmbold and Warmuth,
1995; Freund and Schapire, 1998; Grove et al., 1997).

Existem diversos outros trabalhos em que SVMs foram aplicadas na classificacao de
tumores por meio da andlise de dados de expressio génica. Alguns exemplos sdo: (Golub
et al., 1999), (Yeang et al., 2001), (Ramaswamy et al., 2001) e (Rifkin et al., 2003).

Brown et al. (1999), por sua vez, utilizaram as SVMs sobre dados de microarray para
classificacdo de genes. Neste caso, o conjunto de dados é caracterizado por possuir um
grande nimero de exemplos (representados pelos genes) e um nimero menor de atributos
(as amostras de tecidos). Experimentos sobre esses dados sugerem que genes com funcao
similar possuem padrao de expressao semelhante. Nos estudos conduzidos, as SVMs se
mostraram superiores as ADs, a janelas de Parzen (Bishop, 1995) e ao Kernel Fisher
Discriminant® (Mika et al., 1999).

Hua and Sun (2001) aplicaram SVMs na localizacao de proteinas no meio celular. Seus
resultados foram comparados aos de uma RN, a uma técnica discriminante estatistica e
a uma abordagem Markoviana. Tanto no dominio de procariotos quanto de eucariotos as
SVMs exibiram acuracias superiores as das outras técnicas avaliadas.

Outro trabalho em que SVMs foram utilizadas com bons resultados no campo da

80 Kernel Fisher Discriminant é uma técnica baseada na teoria Estatistica Fisher Discriminant e no
uso de fungdes Kernel, similar ao realizado em relacdo as SVMs (Mika et al., 1999).
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Biologia Molecular é reportado em (Karchin et al., 2002). Neste caso, as SVMs foram
aplicadas ao problema de reconhecimento de subfamilias de proteinas do tipo “receptor
agrupado de proteinas G” (RAPG). As RAPGs sé@o responsaveis por diversos processos
fisiologicos das células, entre eles o metabolismo celular, secrecao, e a geracao de respostas

do sistema imunoldgico e de visao (Hebert and Bouvier, 1998).

5.7 Outras Técnicas

Além das metodologias citadas, técnicas estatisticas como redes Bayesianas (Friedman
et al., 2000) e Modelos Markovianos Escondidos (Hidden Markov Models) (Grundy et al.,
1997; Eddy, 1998; Krogh, 1998) vém sendo aplicados com éxito em Bioinformatica.

Em muitos trabalhos também se verifica a utilizacao de abordagens hibridas, que com-
binam diferentes técnicas de AM na solugao de um ou mais problemas. Exemplos incluem
o sistema KBANN (Towell et al., 1990), que integra aprendizado simbdlico (regras de de-
cisdo) e conexionista (RNs) para encontrar seqiiéncias promotoras no DNA de bactérias
E. coli e sitios de splicing no DNA de primatas, e o trabalho de Guan et al. (1994),
que integra RNs, AGs, busca k-NN e regras heuristicas na predicdo de estruturas 3D de

proteinas a partir de sua cadeia de aminoacidos.

6 Conclusao

Estudos sobre a estrutura genética representam um grande ganho cientifico, ja que
pouco se conhece sobre este campo da Biologia Molecular. Como conseqiiéncia permitem,
por exemplo, a identificacao de doencas determinadas geneticamente, formando uma base
para estudos médicos e farmacéuticos.

No momento, os genomas de varios organismos ja foram mapeados, e o seqiienciamento
do genoma humano se encontra em fase final. Isto representa a aquisicao de um grande
volume de dados a serem analisados. F nessa etapa que o uso de técnicas computacionais
se mostra mais promissor, sendo hoje o foco principal de um campo de pesquisa denomi-
nado Bioinformatica, que agrega conhecimentos biolégicos, computacionais, mateméaticos
e estatisticos.

Muitas das técnicas utilizadas sao inteligentes, pertencentes a um campo de estudo em
Inteligéncia Computacional denominado Aprendizado de Méaquina (AM). Este relatério
destacou alguns trabalhos de Bioinformédtica em que varios algoritmos de AM foram em-
pregados com sucesso.

Deve-se ressaltar, porém, que ainda hd muitos resultados a serem obtidos e métodos

a serem investigados, o que faz o uso de AM em Bioinformatica um campo de pesquisa
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promissor.
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A Glossario

Este Glossario apresenta um resumo dos principais conceitos definidos na Secao 2.
As informagoes presentes sdo baseadas nas definigoes fornecidas em (Lewis, 2001; Casley,
1992; Vouet et al., 2002).

Adenina (A): nucleotideo componente das moléculas de DNA e RNA.
Aminoacido: moléculas que sao combinadas na formagcao de proteinas.
Citosina (C): um dos tipos de nucleotideos constituintes das moléculas de DNA e RNA.

Cédigo Genético: seqiiéncia de triplas de nucleotideos (c6dons) contidos no RNAm, que

determina a seqiiéncia de aminoacidos que forma uma proteina durante a sua codificacao.

Cromossomo: estruturas que “guardam”o material genético, sendo constituidos por
moléculas de DNA.

DNA (Acido Desoxirribonucléico): molécula que armazena as informagoes genéticas
de um organismo. E constituida por uma seqiiéncia de nucleotideos, que podem ser de
quatro tipos: Adenina (A), Citosina (C), Guanina (G) e Timina (T). Esta molécula possui
a forma de uma hélice dupla. Os nucleotideos de cada fita constituinte desta estrutura

sao complementares, segundo a regra: A-T e C-G.

E. coli: bactéria estudada intensivamente por possuir um genoma de pequeno tamanho

e ser de facil reproducao em laboratoério.

Expressao Génica: processo pelo qual um gene é codificado em uma proteina. E

composto por duas etapas: transcricao e traducao.
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Eucarionte: organismo cujas células possuem o material genético em um nicleo, delim-

itado por uma membrana.
Ezxons: regioes codificadoras de proteinas em seqiiéncias de DNA/RNAm.

Gene: unidade fundamental da hereditariedade. Encontram-se nos cromossomos, codifi-

cados nas moléculas de DNA.

Genética: estudo dos padroes de heranca de caracteristicas em seres vivos.
Genoma: o genoma de uma espécie constitui todo o material genético da mesma.
Guanina (G): nucleotideo constituinte das moléculas de DNA e RNA.

Introns: seqiiéncias de DNA/RNAm dos organismos eucariontes que nao codificam pro-

teinas.
Mutagao: qualquer mudanca brusca e nao esperada na seqiiéncia de um DNA.
Niicleo: estrutura que armazena o material genético dos organismos eucariontes.

Nucleotideo: unidade componente das moléculas de DNA e RNA. Podem ser de cinco

tipos: Adenina, Guanina, Citosina, Timina e Uracila.
Procariontes: organismos que possuem o material genético disperso em suas células.

Projeto Genoma: conjunto de pesquisas relacionadas ao seqiienciamento e analise do

genoma humano e de espécies selecionadas.

Proteina: molécula composta por aminoacidos. Regulam a estrutura e fungao das células,

tecidos e 6rgaos de todo ser vivo.

RNA (Acido Ribonucléico): molécula que possui um papel importante na sintese de
proteinas e outras atividades quimicas das células. Ha diferentes classes de RNA, entre
eles 0 RNA mensageiro, cada uma com uma fungao distinta. O RNA possui uma estrutura

de uma tunica fita, composta de nucleotideos. Os nucleotideos presentes nesta molécula

sao: Adenina (A), Citosina (C), Guanina (G) e Uracila (U).
RNA Mensageiro (RNAm): molécula de RNA utilizada como molde na codifica¢do

de uma proteina.
Timina (T): nucleotideo componente das moléculas de DNA.

Transcrigao: sintese de um RNAm a partir de um molde de DNA. Ea primeira fase do

processo de Expressao Génica.

Tradugao: Processo pelo qual as informacoes contidas nos nucleotideos de um RNAm

sao codificadas em proteinas.

Uracila (U): nucleotideo componente das moléculas de RNA.
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