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Resumo

Diversas medidas disponiveis para avaliacao de regras sao derivadas da matriz
de contingéncia. Porém, para problemas de regressao o calculo dessa matriz
nao ¢ trivial. Neste relatério técnico sao apresentadas estratégias para calcu-
lar essa matriz e analisar o erro cometido pelas regras de regressao utilizando
diferentes medidas. Além disso, neste relatorio é feita uma comparagao das
mesmas com uma medida geralmente utilizada para regressao. Resultados
experimentais mostram que o erro baseado na matriz de contingéncia utili-
zando uma das estratégias propostas tem comportamento semelhante ao erro
calculado sem utilizar a matriz. Com isso, todas as medidas para avaliagao de
conhecimento baseadas na matriz de contingéncia podem ser usadas em regras
de regressao.

Palavras-Chave: Mineracao de Dados, Pdés-Processamento, Matriz de Con-
tingéncia, Regras de Regressao.
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1 Introducao

O processo de Mineracao de Dados inicia-se com a escolha das fontes de dados a
serem utilizadas e a definicao dos objetivos. Uma parcela desses dados é selecionada, pré-
processada e submetida aos métodos e ferramentas adequados com o objetivo de encontrar
padroes e/ou modelos que representem o conhecimento obtido. Depois de extraidos, os
padroes sao pos-processados e o conhecimento adquirido é avaliado quanto a sua qualidade
e/ou utilidade para determinar a viabilidade de sua utilizagao no apoio a algum processo
de tomada de decisao.

Quando o conhecimento é obtido de uma Base de Dados, o usuario pode querer saber:
se o conhecimento representa o que ele sabe; se nao representa, qual a parte do seu
conhecimento anterior estd ou nao correta ou é interessante; ou ainda, de que maneira
esse novo conhecimento difere de seu conhecimento anterior (Liu & Hsu 1996; Liu, Hsu, &
Chen 1997). Anteriormente, pesquisas assumiam que era de responsabilidade do usuério
analisar o conhecimento. Entretanto, quando o nimero de regras é grande, é muito dificil
para este analisa-las manualmente.

A fim de verificar se o conhecimento possui as caracteristicas desejadas, apés adqui-
rido, um pés-processamento deve ser realizado para avaliar o desempenho e a qualidade
do mesmo. Essa avaliacao procura investigar a precisao e a representacao do modelo,
a complexidade e a dificuldade de entendimento do conhecimento extraido. Além disso,
0 pos-processamento também tem como objetivo a filtragem do que foi aprendido, eli-
minando o conhecimento esptrio, sem valor ou de situagoes ébvias guiadas pelo senso
comum.

A avaliacao de conhecimento leva em consideracao algumas particularidades dos di-
ferentes tipos de problema. Regras de regressao, apesar de serem semelhantes as regras
de classificacao, nao predizem um valor categorico definido e sim, um valor numérico,
envolvendo um grau de incerteza quanto a classe predita (Cheng 1998).

Assim, por ser o atributo meta continuo, o calculo da cobertura da regra, ou seja,
a verificagdo da classe estar correta ou nao em problemas de regressao se torna mais
complicada do que em classificagao. Essa verificacao é imprescindivel para o calculo dos
valores da matriz de contingéncia das regras. Varias medidas, tanto de precisao quanto
de qualidade do conhecimento obtido, sao calculadas a partir dos valores da matriz de
contingéncia, como o framework descrito em (Lavrac, Flach, & Zupan 1999). Com o
calculo da matriz de contingéncia para regras de regressao incrementa-se o nimero de
medidas disponiveis para analise das regras.

O foco deste relatorio técnico € a utilizagao de trés diferentes estratégias para calcular
a matriz de contingéncia para regras de regressao. As estratégias sdo: (i) ajustamento,
que visa encontrar um limiar entre o valor real e o valor predito, sendo essa estratégia por
nés definida; (ii) pseudo-classe, que divide o intervalo de variacao da varidvel meta em
pseudo-classes e verifica se o valor predito e o real estao ou nao na mesma pseudo-classe;
e (iii) discretizagdo baseada em entropia, que também constréi intervalos para a variavel
meta e verifica se o valor predito e o real se encontram no mesmo intervalo.

Para tanto, é feita uma avaliacao experimental comparando os diferentes resultados



da precisao obtidos utilizando a matriz de contingéncia, calculada por meio dessas tres
estratégias, com a precisao utilizando a medida de erro MAD (Mean Absolute Deviation
ou Média da Diferenca Absoluta) normalmente usada em avaliagao de regras de regressao.

2 Regras de Regressao

No mundo real, problemas de classificacao sao mais encontrados do que problemas de
regressao, o que explica a maior atencao dada a classificacao do que a regressao. Porém,
muitos problemas importantes sao de regressao. Além do fato de que problemas de re-
gressao sao importantes por si proprios, outra razao da necessidade em focar em regressao
é que métodos de regressao podem ser usados para resolver problemas de classificacao.
Por exemplo, redes neurais sdo muitas vezes aplicadas a problemas de classificacao (Weiss
& Indurkhya 1995)).

Em regressao, a cada exemplo é atribuido um valor numérico ao invés de um conjunto
finito de rotulos simbdlicos. Ou seja, dada uma amostra de um conjunto de varidveis de
entrada x1, ..., x, junto com a variavel meta y, tenta-se aproximar a funcao, mostrada na

Equagao [1}

y:f(xla"wxn) (1)

Um problema de regressao é, as vezes, descrito como um problema de sinal e ruido. As-
sim, o modelo é estendido para incluir um componente estocastico ou limiar e (Equagao [2)).
Nesse caso, a funcao real nao pode produzir uma distancia de erro zero. Ao contrario da
classificagao, na qual os rotulos sao assumidos corretos, para regressao os valores preditos
de y podem ser explicados por alguns fatores incluindo um componente de ruido aleatorio,
€, no sinal, y.

y=f(z1,....,x,) L€ (2)

Como este trabalho esta relacionado com a avaliagao do conhecimento de regras de
regressao, considere uma regra, que é geralmente representada da seguinte forma:

1f < condicao >then < classe = C; >
ﬁ—/ N\ ~
B—Body H—Head

sendo < condicao > uma disjun¢ao de conjuncgoes para os atributos e C; um valor numérico
ou uma equagcao.

Para as medidas de avaliagao aqui relatadas, sera adotada a representagao mais genérica
(B — H) a fim de que possa abranger uma maior variedade de regras.

A matriz de contingéncia pode ser construida, para qualquer regra, a partir do conjunto
de dados. Na Tabela , B denota o conjunto de exemplos para o qual o corpo (Body) da
regra é verdadeiro, e B denota o seu complemento (o conjunto de exemplos para o qual o
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corpo da regra ¢ falso); e de forma similar H e H. Assim, HB denota H N B, HB denota
H N B, e assim por diante. Utilizou-se o n(X) para denotar a cardinalidade do conjunto
X, por exemplo, n(H B) é o nimero de exemplos para o qual H é falso e B é verdadeiro

(ou seja, o numero de exemplos erroneamente cobertos pela regra). A freqiiéncia relativa

nX)

~ associada a X é denotada por p(X).

Tabela 1: Matriz de Contingéncia para a Regra B — H.

| B B
H | n(HB) n(HB) | n( (H)
ﬁ‘n(ﬁB nﬁ‘

| —

Dessa maneira, em problemas de regressao, o calculo do valor do niimero de exemplos
falsos e verdadeiros quanto ao atributo meta (ou seja, a cobertura da regra) se torna mais
complicado por ser continuo, diferentemente da classificacao, na qual o atributo meta é
discreto e a verificacao da classe ser correta ou nao é direta. Ou seja, o célculo dos valores
relacionados & H e H nao sdo triviais, sendo um problema que se encontra ainda em
aberto na comunidade da &rea.

Levando-se em consideragao também que varias medidas de avaliagao de conhecimen-
to utilizam em suas féormulas algum dos valores pertencentes a matriz de contingéncia,
ressalta-se que o cdlculo dessa matriz é muito importante (Mitchell 1997 |Lavrac, Flach,
& Zupan 1999).

Outras medidas, utilizadas em problemas de regressao, nao levam em consideracao
os valores da matriz de contingéncia, como algumas medidas para calcular o erro: MAD
(Mean Absolute Deviation ou Média da Diferenca Absoluta), MSE (Mean Squared Errorou
Média dos Erros ao Quadrado) e RMSE (Relative Mean Squared Error ou MSE Relativa)
(Torgo 1995; Merz 1998; [Torgo 1999)).

Neste trabalho foram utilizadas trés estratégias para o calculo dos valores da matriz
de contingéncia para problemas de regressao. Com isso, as medidas baseadas na matriz
de contingéncia também podem ser aplicadas para avaliar regras de regressao.

3 Estratégias para Determinar Matriz de Contingéncia
para Regras de Regressao

Visando o célculo dos valores da matriz de contingéncia foram propostas a utilizagao
de trés estratégias. Uma das estratégias, que visa um ajustamento entre o valor real e
o predito, foi por nés proposta e implementada. Ja as outras duas efetuam uma dis-
cretizacao, gerando intervalos de valores para o atributo meta, de forma a verificar se o
resultado encontrado esta correto ou nao. Dessa maneira, foram utilizados dois critérios
para encontrar as classes: pseudo-classe e discretizacao baseada em entropia. Essas trés
estratégias serao detalhadas a seguir.



3.1 Ajustamento

Como o algoritmo de regressao retorna como classe ou cabega (Head) da regra um
valor numérico real ou uma equacao matematica baseada em seus atributos, que gera como
resultado final para cada exemplo um valor real, utilizou-se um limiar para a construcao
da matriz de contingéncia. Esse limiar (¢) é apresentado na Equacao 2l Com a utilizagao
do limiar € é possivel calcular o nimero de exemplos para o qual a cabega da regra é
verdadeira ou falsa, ou seja, se o valor referente a classe do exemplo pertence ao intervalo
definido por esse limiar.

O ponto critico nesta estratégia é a definicao do valor do limiar. O limiar utilizado na
estratégia, por nos definida e implementada, utiliza o calculo do desvio padrao do erro da
regra encontrado no conjunto de dados.

Com o objetivo de analisar como diferentes limiares utilizando desvio padrao influ-
enciam nos valores da matriz de contingéncia trés variacoes foram consideradas: somente
o valor do desvio padrao, o desvio padrao mais a média do erro e o desvio padrao mais a
mediana do erro. Com isso é possivel analisar o comportamento de diferentes tamanhos
de limiar, dado que utilizando somente o desvio padrao tem-se um limiar mais restrito.

Para cada regra sao calculados o desvio padrao, a média e a mediana, que leva em
consideracao tanto os exemplos cobertos por essa regra, quanto os nao cobertos. Ou
seja, para cada regra tem-se dois desvios padrao, duas médias e duas medianas, que sao
utilizadas de acordo com a cobertura do exemplo.

Como exemplo, considere a seguinte regra, na sintaxe padrao (Pugliesi, Dosualdo, &
Rezende 2003), na qual rings é o atributo a ser predito:

[RO001] IF shell_weight <= 0.25
THEN rings = 5 +21.4 shell_weight +1.7 diameter

Suponha que o conjunto de exemplos possui 12 exemplos coberto por essa regra e 12
exemplos nao cobertos por essa regra, como sdao apresentados nas Tabelas [2] e [3 respec-
tivamente.

Para cada um dos exemplos, foi calculado o valor predito pela regra, bem como o erro
encontrado, ou seja, a diferenga absoluta entre o valor predito e o real. Por fim, foram
calculadas as medidas relacionadas a regra, sendo o desvio padrao igual a 1,86; a média
igual a 1,36 e a mediana igual a 0,75.

Além disso, para cada um dos exemplos nao cobertos pela regra, também foi calculado
o valor predito, bem como o erro encontrado. E foram calculadas as medidas relacionadas
a essa regra, sendo o desvio padrao igual a 2,36; a média igual a 2,89 e a mediana igual
a 2,60.

Como esperado, os valores relacionados aos exemplos nao cobertos pela regra apresen-
taram maiores valores de erro.



Tabela 2: Exemplos cobertos pela regra.

Atributos
sex | length | diameter | height | whole | shucked | viscera | shell | rings | Valor | Erro
weight | weight | weight | weight Predito
M 0,46 0,37 0,10 0,51 0,22 0,10 0,15 15 8,83 6,17
M 0,35 0,27 0,09 0,23 0,10 0,05 0,07 7 6,95 0,05
F 0,53 0,42 0,14 0,68 0,26 0,14 0,21 9 10,20 1,20
M 0,44 0,37 0,13 0,52 0,22 0,11 0,16 10 8,94 1,06
1 0,33 0,26 0,08 0,21 0,09 0,04 0,06 7 6,61 0,39
I 0,43 0,30 0,10 0,35 0,14 0,08 0,12 8 8,08 0,08
M 0,48 0,37 0,13 0,51 0,22 0,11 0,17 9 9,16 0,16
F 0,53 0,38 0,14 0,61 0,19 0,15 0,21 14 10,10 3,90
M 0,43 0,35 0,11 0,41 0,17 0,08 0,14 10 8,48 1,52
M 0,49 0,38 0,14 0,54 0,22 0,10 0,19 11 9,71 1,29
F 0,54 0,41 0,15 0,68 0,27 0,17 0,21 10 10,10 0,10
F 0,47 0,36 0,10 0,48 0,17 0,08 0,19 10 9,56 0,44
Tabela 3: Exemplos nao cobertos pela regra.
Atributos
sex | length | diameter | height | whole | shucked | viscera | shell | rings | Valor | Erro
weight | weight | weight | weight Predito
F 0,53 0,42 0,15 0,78 0,24 0,14 0,33 20 12,80 7,20
F 0,55 0,43 0,13 0,77 0,29 0,15 0,26 16 11,30 4,70
F 0,55 0,44 0,15 0,89 0,31 0,15 0,32 19 12,60 6,40
F 0,57 0,44 0,16 0,94 0,43 0,21 0,27 12 11,50 0,50
F 0,62 0,48 0,17 1,16 0,51 0,30 0,31 10 12,30 2,30
F 0,56 0,44 0,14 0,93 0,38 0,19 0,30 11 12,20 1,20
F 0,58 0,45 0,19 1,00 0,39 0,27 0,29 11 11,90 0,90
M 0,59 0,45 0,14 0,93 0,36 0,23 0,28 12 11,70 0,30
M 0,61 0,48 0,18 0,94 0,39 0,22 0,30 15 12,10 2,90
M 0,58 0,47 0,17 1,00 0,39 0,24 0,33 10 12,90 2,90
F 0,68 0,56 0,17 1,64 0,61 0,28 0,46 15 15,80 0,80
M 0,67 0,53 0,17 1,34 0,55 0,36 0,35 18 13,40 4,60

Considerando os calculos apresentados, os limiares € para essa regra podem ser visua-
lizados na Tabela[d] Assim, o exemplo é considerado corretamente predito pela regra caso
o valor predito esteja entre o valor real £ o limiar utilizado.

3.2 Pseudo-Classe

Um conjunto de “pseudo-classes” é gerado utilizando o algoritmo P-Class em um pro-
cesso de discretizagao descrito em (Weiss & Indurkhya 1995). O objetivo desse algoritmo
¢ associar os valores do atributo-meta y as pseudo-classes de modo a minimizar a distancia
entre cada y; e a média de sua pseudo-classe.

O P-Class descreve como associar um conjunto de valores {y;} a k classes da seguinte
maneira:



Tabela 4: Limiares € para a Regra [R0001].

] ‘ Desvio Padrao ‘ Desvio Padrao e Média ‘ Desvio Padrao e Mediana ‘

B 1,86 3,22 2,61
(shell_weight <= 0.25)
] B \ 2,36 \ 5,25 \ 4,96 |

a. ordena os valores de {y};

b. associa aproximadamente um nimero igual de valores de {y;} vizinhos para cada
pseudo-classe;

¢. move um valor y; para uma pseudo-classe vizinha quando isso reduz a distancia de
y; para a média de sua pseudo-classe;

d. concatena pseudo-classes com médias iguais.

Fornecido o valor de k, o algoritmo P-Class associa de maneira relativamente rdapida os
y valores de modo que as distancias totais sejam minimizadas. No entanto, uma questao-
chave é como determinar k, ou seja, o numero de pseudo-classes a serem geradas. Em
(Weiss & Indurkhya 1995)) sao realizados alguns experimentos para determinar o melhor
nimero de pseudo-classes. Na Figura [I| ¢ apresentado um grafico do erro relativo versus
o numero de pseudo-classes. Como pode ser visualizado nesse grafico, a medida que o
nimero de pseudo-classes aumenta, os resultados melhoram, até alcancar o valor 6, sendo
que logo em seguida os resultados comecam a piorar.

0,65
0,6
0,55
0,5
0,45

Erro Relativo

0,4
0,35 1
0,3

2 3 4 5 6 7 8 9 10

Numero de Pseudo-Classes

Figura 1: Desempenho de acordo com o nimero de pseudo-classes (Weiss & Indurkhya
1995)

Esse algoritmo P-Class foi desenvolvido com o intuito de transformar um problema de
regressao em um problema de classificacao. Para isso, os valores numéricos do atributo-
meta passam por um processo de discretizagao, em que sao geradas as pseudo-classes.
Realizada a discretizagao dos valores (geradas as pseudo-classes), um algoritmo de indugao
de regras de decisao como o C4.5 (Quinlan 1993) ou o CN2 (Clark & Niblett 1989)), pode



ser utilizado para gerar as regras. Com as regras induzidas, no processo proposto em
(Weiss & Indurkhya 1995) sao aplicados entao procedimentos de poda e otimizacao para
produzir um conjunto otimizado de regras.

Na estratégia de pseudo-classes, a especificacao das classes nao utiliza informacao
nenhuma além da ordem de y (mostrado na Equacao [I). Nenhuma suposi¢ao sobre a
verdadeira natureza da fungao base é feita. O objetivo, com essa estratégia, é fazer
com que a distancia entre cada y e a média de sua pseudo-classe seja minimizada. Essa
abordagem é relatada em (Weiss & Indurkhya 1995)), que a utiliza para transformar o
problema de regressao em classificacao. Porém, neste artigo utiliza-se essa abordagem
com o propésito de calcular os valores da matriz de contingéncia, verificando se o valor
predito e o real pertencem ou nao a mesma pseudo-classe, sendo a implementagao da
mesma realizada por (Dosualdo 2003).

Para a realizacao dos experimentos aqui apresentados utilizou-se 3 e 6 pseudo-classes.
O nimero 6 foi escolhido, pois (Weiss & Indurkhya 1995) mostra que com esse ntimero
de classes foram encontrados os melhores resultados nos testes empiricos realizados. Ja o
numero 3 foi escolhido devido ao fato de estarmos utilizando, inicialmente, conjuntos de
dados nao muito grandes para a realizagao dos experimentos.

3.3 Discretizagcao Baseada em Entropia

A estratégia de discretizacao baseada em entropia também utiliza apenas informacoes
da ordem de y. A discretizacao considera apenas o conjunto de dados original para
construir os intervalos.

Essa estratégia requer que seja selecionado um atributo discreto. Os limites de cada
intervalo sao escolhidos de modo que a distribuicao de atributos com faixas diferentes
sejam a mais diferente possivel. Essa abordagem continua criando limites que separem as
faixas até que nenhum intervalo adicional seja considerado significante.

A ferramenta utilizada para verificar essa estratégia foi a versao 2.6 do MineSet? ™ da
Silicon Graphics (Rathjens 1996). Essa ferramenta incorpora técnicas de Mineracao de
Dados que auxiliam o analista/especialista na exploracao dos dados, e possibilita também
discretizacao baseada em peso e escala uniforme. Para a discretizacao realizada com
essa ferramenta foram utilizados os mesmos numeros de intervalos da estratégia ante-
rior, ou seja, 3 e 6 intervalos. Além disso, também foram feitos experimentos com o
MineSet”™ gerando automaticamente a quantidade e os limites dos intervalos.

Na proxima secao serao mostrados os testes realizados para verificar a eficiéncia e
eficacia dessas estratégias, bem como uma comparacao entre elas e a medida MAD que
nao leva em consideracao os valores da matriz de contingéncia.



4 Avaliacao Experimental

Para avaliar os resultados das trés estratégias propostas foram utilizadas 2 medidas.
Uma dessas medidas é a precisao, que é uma medida derivada da matriz de contingéncia
(Equac;éo. Essa medida é utilizada para validar os resultados das trés estratégias usadas
para calcular a matriz de contingéncia.

Precisao = p(H|B) = p]géf ) _ “éf; ) (3)

J& a outra medida, que nao considera a matriz de contingéncia, é a MAD, que quanti-
fica o erro do modelo pela média dos desvios absolutos de suas predigoes, isto é, a MAD
consiste na média da diferenca (em mddulo) entre os valores reais e preditos para um
atributo-meta, como é mostrado na Equagao [4]

N

MAD(R) = > i — ()

=1

Nessa equacao, y é o valor real do atributo-meta do exemplo, N é o niimero de exem-
plos, e ¢ é o valor predito pelo algoritmo.

Para validar as trés estratégias utilizando experimentacao empirica, uma questao prin-
cipal precisa ser respondida:

Quais erros baseados na matriz de contingéncia, utilizando as diferentes estratégias,
possuem valores semelhantes aos encontrados utilizando a medida MAD?

A tarefa de qualquer algoritmo de regressao é tentar estimar o valor da variavel meta
de um novo exemplo em funcao das demais varidveis. O algoritmo de regressao utilizado
nestes experimentos iniciais foi o Cubist (Rulequest-Research 2000). O Cubist é uma
ferramenta utilizada para a geracao de modelos preditivos numéricos baseados em regras
a partir de um conjunto de dados fornecido. Esses modelos sao utilizados na predicao de
valores numéricos, ou seja, para problemas de regressao. Cada caso fornecido ao Cubist
possui uma variavel meta e as variaveis preditoras que sao utilizadas para predizer o valor
dessa variavel meta. O Cubist gera regras nao ordenadas. Essas regras estao dispostas em
ordem crescente do valor médio dos exemplos preditos. Ele constréi um modelo contendo
uma ou mais regras, na qual cada regra é uma conjuncao de condigoes associadas com
uma expressao linear. Portanto, os modelos gerados pelo Cubist sao modelos lineares
piecewise. Porém, o Cubist pode também construir modelos multiplos e pode combinar
modelos baseados em regras com modelos baseados em exemplos.

Para a realizacao dos experimentos foi utilizada o algoritmo de regressao Cubist para
encontrar os padroes. Além disso, se utilizou as Bases de Dados Abalone, Auto-Mpg
e Housing. Por terem sido retiradas do Repositorio da UCI, nao foi necessario realizar
limpeza nos dados antes de iniciar o processo de extracao de padroes.



Os experimentos foram realizados utilizando 10-fold cross-validation e os resultados
de todas as regras geradas foram coletados. Para avaliar as regras foi calculada a precisao
a partir da matriz de contingéncia utilizando as trés estratégias propostas, além das
variacoes dentro de cada estratégia, ou seja, a estratégia ajustamento (somente o valor do
desvio padrao, o desvio padrao mais a média do erro e o desvio padrao mais a mediana
do erro); a pseudo-classe (3 e 6 pseudo-classes) e a discretizagao baseada em entropia (3
e 6 intervalos e automadtico). Para todas as regras também foi calculada a MAD como
parametro chave de comparagao.

Para que a comparacgao entre as medidas pudesse ser realizada, normalizou-se a medida
MAD para que seus valores ficassem somente entre 0 e 1, como todas as medidas baseadas
na matriz de contingéncia. Houve a necessidade também de padronizar as medidas de
maneira que todas elas retratassem o erro cometido pela regra, uma vez que algumas
medidas fornecem como resultado o valor da precisao e nao do erro. Vale ressaltar que
todas as medidas baseadas na matriz de contingéncia sao comparadas com a MAD, para
que se possa verificar quais medidas possuem resultados semelhantes a MAD, de modo a
verificar qual das estratégias gerou bons resultados para a matriz.

Para uma avaliacdo comparativa confiavel, utilizou-se em todos os experimentos o
Teste t-Student com intervalo de confianga de 95% para a anélise estatistica dos resultados.
O Teste t-Student é um teste estatistico cujo objetivo é testar a igualdade entre duas
médias. O teste supoe independéncia e normalidade das observacoes. As variancias dos
dois grupos podem ser iguais ou diferentes, havendo alternativas de teste para as duas
situacoes.

As andlises estatisticas foram feitas a fim de observar a nao existéncia de uma diferenca
significativa das medidas encontradas para as regras de regressao. Quando um resultado
é estatisticamente significante quer dizer que as diferencas encontradas sao grandes o
suficiente para nao serem atribuidas ao acaso.

Para essa verificacao foram realizados testes de hipdteses, através do qual expressa-
se determinado parametro da populagao e procura-se evidéncia para rejeitar ou nao a
hipétese nula (a da nao diferenca entre duas varidveis). Para tanto, foram utilizadas as
seguintes hipdteses:

Hy: Nao existe diferenca significativa entre as medidas de erro das regras.
H;: Existe diferenca significativa entre as medidas de erro das regras.

A hip6tese nula (Hy) é colocada a prova no teste de hipétese. Em geral indica uma
igualdade a ser contestada. A hipétese alternativa é a hipdtese que serd considerada como
aceitavel, caso a hipétese nula seja rejeitada (Allen 1990; Magalhaes & de Lima 2002]).

Para a execucao dos testes t-Student e geracao de graficos para melhor visualizacao
dos resultados, utilizou-se o software estatistico MINITABTME. Foram gerados gréficos de
todas as medidas versus a medida MAD, de modo a verificar quais nao possuem diferenca
significativa com a MAD.

Os testes foram realizados comparando a MAD com as trés estratégias, considerando

Thttp://www.minitab.com



também todas as variagoes em cada estratégia.

4.1 Experimentos com a Base de Dados Abalone

Uma das bases utilizadas nos experimentos foi a Base de Dados Abalone que é utilizada
para obter um modelo para predizer a idade de um abalone (tipo de molusco) a partir
de medidas fisicas. A idade do abalone é determinada cortando a ostra através do cone,
colorindo-a e contando o nimero de anéis por meio de um microscopio — uma tarefa
tediosa e demorada. Outras medidas, as quais sao faceis de serem obtidas, sao utilizadas
para predizer o niimero de anéis que determinam a idade. Essa Base de Dados encontra-se
no repositério da UCI (Blake & Merz 1998)), e possui 4177 exemplos e 8 atributos, sendo
1 nominal e 7 continuos.

Na Tabela |5 sao mostrados alguns dos resultados obtidos para as regras geradas pela
ferramenta Cubist. Esses resultados estao relacionados a primeira particao da Base de
Dados Abalone. Como jé esperado, para cada regra gerada os erros calculados consi-
derando as variagoes em cada estratégia proposta sao diferentes. Cada linha da tabela
representa os resultados obtidos para uma regra de regressao.

Tabela 5: Valores para as diferentes medidas de erro para regras da Base de Dados
Abalone.

[ [ [ Ajustamento [ Pseudo-Classe [ Discretizagao Baseada em Entropia ]
Namero | MAD | Desvio DP e DP e 3 pseudo- | 6 pseudo- | 3 intervalos | 6 intervalos Mineset
Regra Padrao | Média | Mediana classes classes Mineset Mineset automético
R0001 0,00 0,34 0,10 0,13 0,22 0,47 0,32 0,56 0,35
R0002 0,34 0,45 0,14 0,18 0,38 0,66 0,42 0,64 0,44
R0003 0,56 0,31 0,12 0,16 0,25 0,55 0,08 0,26 0,44
R0004 1,00 0,44 0,15 0,18 0,34 0,61 0,13 0,30 0,58
R0005 0,81 0,45 0,13 0,19 0,24 0,55 0,05 0,19 0,52

Na Figura [2] é mostrado um grafico de quatro medidas: a MAD e uma para cada
estratégia (desvio padrao, 6 pseudo-classes e 6 intervalos do MineSet™). De cada estratégia,
foi escolhida a variagao que apresentou o melhor resultado. Cada ponto no grafico é o
valor da medida em questao para uma dada regra. No grafico sao apresentadas algumas

das 111 regras de regressao obtidas, sendo as 5 primeiras regras as mesmas apresentadas
na Tabela [0l

Porém, pode-se perceber que somente a partir da andlise visual do grafico nao se
consegue chegar a uma conclusao confiavel sobre os resultados, devido, em parte, a grande
quantidade de informagcao nele representada.

Com isso, na Figura [5| sao apresentados todos os graficos boxplot da diferenca entre a
medida MAD e as estratégias para a Bases de Dados Abalone. Pode-se ver que a hipdtese
H nao foi rejeitada somente quando se utiliza a estratégia de desvio padrao, pois Hy esta
dentro do intervalo de confianca.
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Figura 2: Grafico de quatro medidas para as regras da Base de Dados Abalone.

4.2 Experimentos com a Base de Dados Auto-Mpg

A Base de Dados Auto-Mpg esté relacionada com o consumo de combustivel na cidade
em mpg (milhas por galdao), baseado, entre outros, nos atributos cilindros, poder do
motor, peso, aceleracao e ano de fabricacao. Esta Base de Dados também foi obtida no
repositério da UCI, e possui 398 exemplos e 8 atributos, sendo 3 nominais e 5 continuos.
Originalmente, a base possuia 9 atributos, porém um dos atributos, o modelo do carro, é
unico para todos os exemplos e foi removido.

A Tabela [6] e o grafico na Figura [3] apresentam os resultados, como os ji explicados
anteriormente, para a Base de Dados Auto-Mpg. Nesse caso, na Tabela [6] também sao
apresentadas somente as regras obtidas a partir da primeira particao da Base de Dados
Auto-Mpg. Além disso, os resultados das primeiras das 93 regras sao apresentados na
Figura |3| para as mesmas quatro medidas: MAD, desvio padrao, 6 pseudo-classes e 6
intervalos do Mineset.

Tabela 6: Valores para as diferentes medidas de erro para regras da Base de Dados Auto-
Mpg.

[ [ [ Ajustamento [ Pseudo-Classe [ Discretizagao Baseada em Entropia ]
Namero | MAD | Desvio DP e DP e 3 pseudo- | 6 pseudo- | 3 intervalos | 6 intervalos Mineset
Regra Padrao | Média | Mediana classes classes Mineset Mineset automético
R0001 0,17 0,51 0,14 0,16 0,06 0,35 0,00 0,09 0,32
R0002 0,00 0,58 0,25 0,25 0,08 0,25 0,00 0,17 0,25
R0003 0,18 0,19 0,00 0,05 0,38 0,43 0,00 0,29 0,33
R0004 0,32 0,43 0,14 0,18 0,14 0,39 0,04 0,14 0,43
R0005 0,31 0,50 0,13 0,13 0,06 0,41 0,22 0,22 0,50
R0006 0,56 0,50 0,14 0,14 0,32 0,32 0,27 0,27 0,50
R0007 0,10 0,59 0,13 0,16 0,19 0,22 0,03 0,03 0,31
R0008 0,08 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,75
R0009 0,53 0,63 0,16 0,18 0,03 0,16 0,24 0,26 0,63
R0O010 1,00 0,60 0,13 0,13 0,00 0,00 0,40 0,67 0,87

Ja na Figura[6] sao apresentados todos os gréficos bozplot da diferenga entre a medida
MAD e todas as estratégias para Bases de Dados Auto-Mpg. Nesses casos, observa-se que
a hipdtese Hy nao foi rejeitada, ou seja, nao existe diferenca significativa entre as medidas
para as estratégias que utiliza o somente o desvio padrao e o mineset automatico. Isso
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pode ser visto, uma vez que Hj esta contido no intervalo de confianga.
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Figura 3: Grafico de quatro medidas para as regras da Base de Dados Auto-Mpg.

4.3 Experimentos com a Base de Dados Housing

O valor de moradias em subtirbios de Boston pode ser predito com a Base de Dados
Housing. Cada exemplo dessa base descreve uma area com caracteristicas como taxa de
crime, concentracao de 6xido nitrico, acesso a rodovias, nimero médio de quartos por
moradia, etc. A Base de Dados Housing esta contida no repositério da UCI, e possui 506
exemplos, 12 atributos continuos, 1 nominal e a classe numérica, representando o valor
das moradias.

A Tabela [7] e o grafico na Figura {| apresentam os resultados para a Base de Dados
Housing. Nesse caso, na Tabela [7] também sao apresentadas somente as regras obtidas a
partir da primeira particao da Base de Dados Housing.

Além disso, os resultados das primeiras das 45 regras sao apresentados na Figura

para as medidas MAD, desvio padrao, 6 pseudo-classes e 6 intervalos do Mineset.

Tabela 7: Valores para as diferentes medidas de erro para regras da Base de Dados
Housing.

[ [ [ Ajustamento [ Pseudo-Classe [ Discretizagao Baseada em Entropia ]
Namero | MAD | Desvio DP e DP e 3 pseudo- | 6 pseudo- | 3 intervalos | 6 intervalos Mineset
Regra Padrao | Média | Mediana classes classes Mineset Mineset automético
R0001 0,18 0,01 0,00 0,00 0,05 0,28 0,30 0,48 0,50
R0002 0,00 0,51 0,13 0,17 0,05 0,21 0,19 0,36 0,49
R0003 1,00 0,60 0,20 0,20 0,20 0,40 0,20 0,60 0,60
R0004 0,57 0,28 0,02 0,05 0,10 0,28 0,01 0,06 0,68

Ja na Figura [7| os graficos boxplot representam a diferenca entre a medida MAD e
todas as estratégia utilizadas para a Base de Dados Housing. Para essa base, nada pode
ser concluido, pois a hipotese H foi rejeitada para todas as estratégias, ou seja, existe
diferenca significativa entre as medidas. Nos graficos isso é mostrado pelo fato de Hy nao
estar contido no intervalo de confianca.
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Figura 4: Grafico de quatro medidas para as regras da Base de Dados Housing.
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5 Consideracoes Finais

Entre os topicos de Mineragao de Dados que tém recebido grande atencao por diversos
pesquisadores estao a avaliacao tanto do desempenho quanto da qualidade do conheci-
mento obtido.

Se for qualificada como conhecimento, a saida de um algoritmo de aprendizado deve
ser precisa, estavel e compreensivel. Uma das formas de se obter diversas medidas para
avaliagao de conhecimento ¢é através da matriz de contingéncia. Porém, para problemas
de regressao, a construcao dessa matriz nao é trivial por ser o atributo meta continuo.
Visando solucionar o problema da matriz de contingéncia para regressao, neste relatério
técnico foram experimentadas trés estratégias para construgao dessa matriz. Em cada
estratégia também foram consideradas algumas variacoes.

Apos a execucao de todos os experimentos para as trés Bases de Dados, pode-se
verificar que, comparando-se com a medida MAD, a tnica medida que nao rejeitou a
hipétese Hy, ou seja, nao houve diferenca significativa entre elas em duas das trés Bases
de Dados foi a que utilizou a estratégia de ajustamento considerando somente o desvio
padrao.

Assim, a matriz de contingéncia calculada usando a estratégia de ajustamento aqui
proposta leva a um comportamento semelhante ao de uma medida consagrada para avaliar
o erro de regras de regressao, que ¢ a medida MAD. Ressalta-se a necessidade de realizar
mais experimentos para melhor validacao dos resultados.

Com isso, ha um aumento no nimero de medidas que podem ser usadas para avaliar re-
gras de regressao, uma vez que todas as ja definidas e derivadas da matriz de contingeéncia
podem entao ser utilizadas.
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