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Resumo

Mineracao de dados refere-se ao processo responsavel por identificar padrées em
grandes conjuntos de dados com o objetivo de extrair um novo conhecimento. De-
pois de extraidos os padroes, a etapa de pds-processamento tem como objetivo
avaliar alguns aspectos desses padroes. Um dos problemas da mineracao de da-
dos preditiva conhecido como regressao tenta predizer o valor de um atributo-meta
continuo baseado em um conjunto de atributos de entrada.

Por outro lado, o DISCOVER é um projeto que esta sendo desenvolvido no Labora-
torio de Inteligéncia Computacional. Ele tem como objetivo fornecer um ambiente
integrado para apoiar as etapas do processo de descoberta de conhecimento, ofere-
cendo funcionalidades voltadas para aprendizado de maquina e mineracao de dados
e textos.

Neste relatorio técnico é apresentado o ambiente computacional DISCOVER POST-
PROCESSING ENVIRONMENT OF REGRESSION — DIPER, que tem como objetivo
auxiliar na avaliacao de um modelo de regressao simbdlico. Esse ambiente, integrado
ao DISCOVER, é composto por uma biblioteca de classes e oferece uma série de
métodos para serem utilizados na etapa de pds-processamento do processo de mi-
neracao de dados.

Palavras-Chave: Mineracao de Dados, Pds-Processamento, Regras de Regressao,
DiscoveRr, DIPER.
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1 Introducao

A grande quantidade de dados que pode ser armazenada nos dias de hoje a um custo
relativamente baixo, a necessidade das empresas de extrair conhecimento a partir de suas
bases de dados para conhecer melhor seus clientes, a popularizacao da Internet, o apa-
recimento de novas solugoes tecnoldgicas, como a tecnologia de Data Warehouse (Inmon
1997)) e os avangos cientificos em diversas dreas, por exemplo nas éreas de aprendizado
de méaquina e estatistica, impulsionaram o processo de mineracao de dados, responsa-
vel por extrair padroes ou modelos embutidos em grandes conjuntos de dados (Fayyad,
Piatetsky-Shapiro, Smyth, & Uthurusamy 1996).

Mineracao de dados refere-se ao processo de andlise e aplicacao de algoritmos que, medi-
ante limitagoes de eficiencia computacional aceitaveis, sao capazes de produzir uma relagao
particular de padrdes a partir de grandes massas de dados (Fayyad, Piatetsky-Shapiro,
Smyth, & Uthurusamy 1996)). Trata-se de um processo iterativo e interativo constituido
de varias etapas, no qual sao utilizadas técnicas e métodos que auxiliam na identificacao
de padroes a partir dos dados, com o objetivo de extrair novo conhecimento.

O processo de mineracao de dados inclui duas grandes atividades: a predigao e a descri-
¢ao. A atividade de predi¢ao, ou mineracao de dados preditiva, utiliza-se de inferéncia
indutiva para examinar exemplos que possuam algum rétulo e obter uma generalizacao
que permita prever os rotulos de novos exemplos. A predicao apresenta dois tipos de
problemas, de acordo com os valores que os rétulos assumem: se os rotulos assumem
valores nominais (discretos ou categéricos), o problema é denominado classificagao, e se
eles assumem valores continuos, entao o problema é chamado de regressao.

Os métodos de regressao ja sao estudados pela comunidade estatistica ha bastante tempo.
Porém, nas areas de aprendizado de maquina e mineracao de dados, a maioria das pes-
quisas ¢é voltada para os problemas de classificacao, que sao mais comumente encontrados
na vida real do que problemas de regressao (Weiss & Indurkhya 1995)). Recentemente, as
pesquisas tém se voltado também para problemas de regressao, ja que muitos problemas
sao desse tipo, como problemas relacionados com habilidades esportivas e controle dina-
mico de robos (Uysal & Giivenir 1999). Portanto, a regressao em mineragdo de dados
preditiva é uma questao pouco explorada dentro do processo de extracao de conhecimento
de bases de dados, sendo de grande relevancia o estudo de métodos para a exploragao de
tarefas desse tipo.

Os métodos de regressao simbolicos geralmente induzem hipoteses no formato de regras e
arvores de regressao. As regras sao diferentes das arvores, e mesmo as arvores geradas por
diferentes algoritmos sao distintas umas das outras. Desse modo, ao submeter um conjunto
de dados a vérios algoritmos de regressao, diferentes tipos de regressores sao obtidos. Com
isso, torna-se dificil avaliar o conhecimento extraido por diferentes algoritmos porque a
avaliacao precisa ser feita de maneira diferente para cada algoritmo, uma vez que cada
modelo é representado de uma forma diferenciada. Essa avaliacao dos modelos faz parte
da etapa de pds-processamento do processo de mineracao de dados. O primeiro ponto que
deve ser avaliado na etapa de pds-processamento é o desempenho da predi¢ao (ou precisao)
do modelo frente a novos exemplos. Porém, quando o problema é de regressao, nao é facil
medir o desempenho de predicao do modelo, pois como o rétulo a ser predito assume
valores numéricos, nao se pode afirmar se o valor predito esta correto ou nao. Além da
precisao, existem ainda outros fatores que devem ser avaliados, como a compreensibilidade,
que caracteriza o quao compreensivel esse modelo é ao usuario, e a interessabilidade, que
consiste em verificar se o conhecimento obtido por esse modelo é novo ou ndao. Além disso,
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no caso de se tratar de um novo conhecimento, deve-se verificar se ele é interessante e 1til
para os usuarios do processo de mineracao de dados.

Por outro lado, em nosso laboratério de pesquisa — LABIq] (Laboratério de Inteligéncia
Computacional) sempre foram implementados diversos tipos de programas por parte dos
pesquisadores nas areas de aprendizado de maquina e mineracao de dados e textos, de
acordo com as necessidades de cada um. Porém, por causa de varios fatores, como a falta
de documentacao desses programas, essas implementagoes nao eram reaproveitadas, fa-
zendo com que, muitas vezes, um mesmo programa fosse implementado diversas vezes por
diferentes pessoas. Isso impulsionou a criagao de um projeto que envolvesse os membros
do laboratoério, projeto esse que recebeu o nome de DISCOVER. O objetivo do DISCOVER ¢é
fornecer um ambiente integrado para apoiar as etapas do processo de descoberta do conhe-
cimento, oferecendo funcionalidades voltadas para aprendizado de maquina, mineracao de
dados e de textos. No DISCOVER, os programas sao implementados como bibliotecas de
classes e essas classes sao empacotadas como componentes, com a composi¢ao deles sendo
feita por meio de uma interface grafica.

Assim sendo, este relatorio técnico tem como objetivo apresentar o ambiente computa-
cional DISCOVER POST-PROCESSING ENVIRONMENT OF REGRESSION — DIPER, que
auxilia na avaliacao de um modelo de regressao simbélico. O DIPER é composto por
uma biblioteca de classes, implementada de acordo com as especificagoes do DISCOVER,
que oferece uma série de métodos para serem utilizados na etapa de pds-processamento
do processo de mineracao de dados.

Este relatorio técnico estd organizado da seguinte maneira: na Secao [2| é apresentado o
projeto DISCOVER, um projeto que esta sendo desenvolvido no LABIC integrando diver-
sos trabalhos nas areas de aprendizado de méaquina e mineracao de dados e textos. Na
Secao [3| sao apresentados os sistemas e algoritmos de regressao utilizados neste trabalho.
Na Secao {4| é detalhado o ambiente DIPER, um dos projetos integrado ao DISCOVER,
cujo objetivo ¢é auxiliar na avaliagao de um modelo de regressao simbdlico. Para isso, se-
rao detalhadas as classes do ambiente DIPER, relatando seus métodos, funcionalidades,
arquivos de entrada e saida e modulos utilizados na implementacao de cada classe. Por
fim, na Secao |5| sao feitas as consideragoes finais deste relatério técnico.

2 O Projeto Discover

Em nosso laboratério de pesquisa — LABIC — sempre foram implementados diversos tipos
de programas por parte dos pesquisadores nas areas de aprendizado de maquina e mine-
racao de dados e textos, conforme as necessidades de cada um. Porém, devido a alguns
fatores, como a falta de documentacao dos programas ja implementados, ou porque seus
autores se desligavam do laboratoério, normalmente essas implementagoes nao eram reapro-
veitadas. Dessa maneira, muitas vezes, um mesmo programa era implementado diversas
vezes por diferentes pessoas. Isso impulsionou a criacao de um projeto que envolvesse
varios membros do laboratério. Esse projeto, que recebeu o nome de DISCOVER, deveria
fornecer um ambiente para apoiar as etapas do processo de descoberta do conhecimento,
oferecendo funcionalidades voltadas para aprendizado de maquina, mineracao de dados e
de textos, como apresentado na Figura [I}

"http://labic.icmc.usp.br/
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Figura 1: Funcionalidades do DISCOVER

Em principio, o projeto DISCOVER consistiria apenas de um repositério de scm'ptsﬂ, que
seriam implementados na linguagem PERL — Practical Extraction and Report
Language — e posteriormente reutilizados de modo a facilitar a execucao de experimen-
tos. Ou seja, o DISCOVER consistiria de um conjunto de ferramentas independentes que
poderiam ser compostas conforme as necessidades dos usudrios, e reunidas em um repo-
sitério compartilhado entre esses usuarios. Assim, os usudrios poderiam combinar essas
ferramentas para executar experimentos mais complexos.

Posteriormente, surgiu a proposta de se criar um ambiente integrado, em que os scripts
foram substituidos por bibliotecas de classes e essas classes empacotadas como componen-
tes, com a composicao deles sendo feita por meio de uma interface grafica. Dessa maneira,
os programas desenvolvidos pelos pesquisadores sao os componentes e o DISCOVER pos-
sibilita a construgao de experimentos por meio da composicao desses componentes.

De um modo geral, o DISCOVER pode ser entendido como um conjunto de métodos aplica-
dos sobre os dados ou sobre o conhecimento extraido a partir dos dados. Dessa maneira,
é muito importante que o DISCOVER ofereca uma base sélida para manipular dados e
conhecimento. Essa base é composta por sintaxes padroes utilizadas para representar
dados e conhecimento, e por bibliotecas que oferecem um conjunto de funcionalidades
basicas de manipulacao de dados e conhecimento. A sintaxe padrao para representa-
¢ao de dados é denominada DSX (Discover Dataset Sintaz) e ¢ apresentada em (Batista
. Com relacao as sintaxes padroes para representacao de conhecimento, destacam-se
a sintaxe padrao para regras de decisao (Prati, Baranauskas, & Monard 2001), regras de
regressao (Pugliesi, Dosualdo, & Rezende 2003), regras de associagao (Melanda 2002) e

agrupamentos (Martins 2001)).

2Scripts sdo pequenos programas que realizam tarefas atémicas.
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3 Sistemas e Algoritmos de Regressao

Nesta secao € apresentada uma descrigao dos sistemas e algoritmos de regressao utilizados
neste trabalho. Os sistemas RT e WEKA sao freeware, enquanto que o LABIC possui uma
versao do Cubist. Uma descricao mais detalhada dos sistemas e algoritmos de regressao
apresentados nesta segao pode ser encontrada em (Dosualdo & Rezende 2003).

3.1 RT

O RT (Regression Trees) foi desenvolvido por Luis Fernando Rainho Alves Torgo, do
Departamento de Ciéncias de Computadores da Faculdade de Ciéncias da Universidade
do Porto (Torgo 2001)). Esse algoritmo permite obter modelos de regressao em diferentes
tipos de representacao baseados em um conjunto de exemplos fornecido. Alguns tipos de
modelos que podem ser obtidos sao:

e modelo baseado em arvores de regressao, em que os nés-folhas sao rotulados com a
média dos valores neles mapeados;

e modelo paramétrico global;

e modelo local, por intermédio do algoritmo K-Nearest Neighbor.
O RT permite ainda, emular os algoritmos de regressao RETIS e CART, descritos a seguir.

RETIS O RETIS (Regression Tree Induction System) é um sistema utilizado para induzir
arvores de regressao desenvolvido por Aram Karalic. As arvores de regressao sao
utilizadas para modelar uma relagao linear piecewise entre atributos nominais ou
continuos e um atributo-meta continuo (Karalic 1995). Portanto, esse algoritmo
gera uma Model Tree.

CART O algoritmo CART (Classification And Regression Trees) foi desenvolvido por
Breiman, Friedman, Olshen e Stone (Breiman, Friedman, Stone, & Olshen 1984)).

O algoritmo CART permite a construgao de arvores de decisao e arvores de regressao
(Regression Trees) realizando um particionando recursivo bindrio do conjunto de
dados e associando a cada no-folha da arvore uma classe, no caso das arvores de
decisao, ou um valor continuo, no caso das arvores de regressao.

3.2 WEKA

O ambiente WEKA (Waikato Environment for Knowledge Analysis) disponibiliza varios
algoritmos de aprendizado de maquina implementados na linguagem Java, desenvolvido
na Universidade de Waikato na Nova ZelandiaPl

No WEKA, cada implementacao de um algoritmo de aprendizado é representada por uma
classe. A linguagem Java permite que as classes sejam organizadas em pacotes, que sao
simplesmente diretérios contendo uma colegao de classes relacionadas. Isso é bastante ttil

3http://www.waikato.ac.nz/
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porque certos algoritmos compartilham muitas funcionalidades, e dessa maneira, varias
classes em um pacote podem ser utilizadas por mais de um algoritmo (Witten & Frank
1999)).

O pacote weka.classifiers contém implementacoes dos algoritmos de classificacao e pre-
dicao numérica do WEKA. A classe weka.classifiers.m5 ¢é a classe que implementa o
M5, um algoritmo que trabalha com atributos e classes continuas descrito em (Quinlan
1992)). O algoritmo M5 possui uma fase de particionamento, que divide o conjunto de
dados; uma fase de poda, para reduzir o nimero de nés da arvore obtida; e uma fase
adicional denominada smoothing, que tem como objetivo reduzir a grande diferenca dos
valores preditos entre os nés-folhas (Wang & Witten 1997). O M5 permite obter como
modelos de saida tanto uma Model Tree quanto uma Regression Tree. Neste trabalho sera
utilizado o termo M5 Model quando o algoritmo gera uma Model Tree e M5 Regression
quando ele gera uma Regression Tree.

3.3 Cubist

O Cubist é uma ferramenta utilizada para a geracdo de modelos preditivos numéricos
baseados em regras a partir de um conjunto de dados fornecido. Ele constréi um modelo
contendo uma ou mais regras, na qual cada regra é uma conjuncao de condigoes associ-
adas com uma expressao linear. Portanto, os modelos gerados pelo Cubist sao modelos
lineares piecewise. Porém, o Cubist permite também construir outros tipos de modelos,
como os compostos, que permitem melhorar a precisao da predicao de um modelo base-
ado em regras combinando-o com um modelo baseado em exemplos (Nearest Neighbor)
(Rulequest-Research 2001).

Além dos diferentes tipos de modelos que podem ser gerados, o Cubist disponibiliza ainda
vérias outras funcionalidades, como a utiliza¢gdo de um parametro de extrapolagao (que
controla quais predigoes feitas pelos modelos lineares do Cubist podem estar fora do
intervalo de valores do conjunto de treinamento) e da técnica de cross-validation.

4 O Ambiente DiPER

A etapa de pos-processamento do processo de mineragao de dados tem como objetivo
avaliar o modelo resultante da extracao de padroes. Neste trabalho, os modelos obtidos
sao regras e arvores de regressao. Dessa maneira, ¢ muito importante avaliar esses modelos
com relacao a alguns fatores, como precisao, compreensibilidade e interessabilidade. A
precisao diz respeito a eficiéncia com que o modelo prediz o valor do atributo-meta de
novos exemplos. A compreensibilidade nao é facil de ser medida, e envolve alguns fatores,
como a capacidade de abstracao do usuario. Ja a interessabilidade é responsavel por
verificar se o conhecimento obtido por esse modelo é novo ou nao, e no caso de se tratar
de um novo conhecimento, constatar se ele é interessante e 1til para os usuarios do processo
de mineracao de dados. Além disso, existem outras operacoes que sao realizadas depois
da extragao de um modelo, por exemplo, comparar modelos resultantes da indugao de
diferentes algoritmos.

O ambiente DIPER (D1SCOVER POST-PROCESSING ENVIRONMENT OF REGRESSION)
¢ composto por uma biblioteca de classes e tem como objetivo auxiliar na avaliagao de
um modelo de regressao simbodlico. Para isso, ele fornece uma série de métodos a serem
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utilizados na etapa de pos-processamento. Esses métodos disponibilizam uma série de fun-
cionalidades: conversao dos regressores gerados pelos algoritmos Cubist, RT, RETIS/RT,
CART/RT, M5 Model e M5 Regression para um formato padrao de regras de regressao
definido para o DISCOVER; aplicacao de um tratamento semantico ao conjunto de regras
de regressao no formato padrao; calculo de medidas de precisao e compreensibilidade para
regras de regressao; construcao de uma tabela de contingéncia para regras de regressao
e calculo de uma série de medidas derivadas dessa tabela; e por fim, realizacao de um
teste de hipdteses para comparar os regressores induzidos por diferentes algoritmos de
regressao sobre um mesmo conjunto de dados. Na Figura [2| podem ser visualizadas as
funcionalidades disponibilizadas pelo ambiente DIPER.

Medidas
Compreensibilidade
Medidas
Precisio

Média
Desvio-Padrio

Conjunto
Teste

Regras de Regressio na
Sintaxe Padrio

Arvore M5 Regression

] [R0O001] IF ... THEN ... [ROOOT] IF .. THEN
TESTE
[if . theny-h v | [R0002] IF ... THEN ... [Re01) IF . TE...
Regras Cubist [R0003] IF ... THEN ... » | [RO003] IF .. THEN ..
95% confianga

Déﬁj [ROOON] IF ... THEN ...

Arvore RT [ROOON] IF ... THEN ... Tabela de

é Contingéncia

Arvore CART

n,

Arvore RETIS

| TRATAMENTO
~| SEMANTICO

Y

Medidas
Derivadas

CONVERSORES PSEUDO CLASSES

Figura 2: Funcionalidades do ambiente DIPER

4.1 Classe RegConvert — Conversao dos Regressores

Os métodos de regressao simbdlicos geram como saida hipoteses no formato de regras e
arvores. As regras sao diferente das arvores, e mesmo as arvores geradas por diferentes
algoritmos sao distintas umas das outras: elas diferem no modo como é particionado o
conjunto de dados, na escolha dos atributos e valores utilizados nos noés internos da arvore,
no modo como predizem o valor do atributo-meta em seus nés-folha, nos mecanismos de
poda e no formato em que a arvore pode ser visualizada.

Os algoritmos de regressao simbdlicos utilizados neste trabalho, juntamente com a forma
como representam suas hipéteses, sao apresentados na Tabela [I}

’ Algoritmo ‘ Forma de Representacao ‘
Cubist Conjunto de regras de regressao
M5/WEKA Model Tree ou Regression Tree
RT Regression Tree com desvios-padroes
RETIS/RT Model Tree
CART/RT | Regression Tree com desvios-padroes

Tabela 1: Formas de representacao de hipdtese dos algoritmos de regressao utilizados
neste trabalho
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Devido aos diferentes formatos de representacao das hipoteses geradas por esses algorit-
mos, qualquer medida ou estatistica que precisasse ser calculada sobre as hipoteses teria
de ser implementada varias vezes, uma para cada formato de hipdtese. Dessa maneira,
foi definida entao uma sintaxe padrao de regras de regressao para o ambiente DISCOVER.
A gramatica dessa sintaxe é descrita detalhadamente em (Pugliesi, Dosualdo, & Rezende
2003). Baseado nessa sintaxe, padroniza-se os regressores convertendo-os para um formato
unico. Além de facilitar a implementacao de medidas e cédlculos a serem efetuados sobre
as hipoteses, isso permite comparar os regressores gerados pelos diferentes algoritmos.

O processo de conversao dos regressores funciona da seguinte maneira: primeiramente, o
conjunto de dados é submetido a algum dos possiveis algoritmos de regressao, e a saida
por eles gerada ¢é salva com a extensao .out. Em seguida, utiliza-se a classe RegConvert
do ambiente DIPER, que contém os métodos que convertem a saida de cada algoritmo
para o formato padrao de regras de regressao, para gerar entao um arquivo com a extensao
.rules, que contém o regressor no formato padrao definido para o ambiente DISCOVER
(Dosualdo 2003). Independentemente do algoritmo de regressao utilizado para induzir a
hipdtese, o conjunto de regras padronizado obtido a partir dessa hipdtese, apresenta o
formato mostrado na Figura [3]

Standard Regression Rules Conversor Copyright (c) Daniel Gomes Dosualdo
Inducer: <name of inducer> Input File: <dataset>.out
Date: <date> Output File: <dataset>.rules

[RO001] IF <condition_11>
AND <condition_12>
THEN <conclusion_1>

[RO002] IF <condition_21>
AND <condition_22>
AND <condition_23>
THEN <conclusion_2>

[RO003] IF <condition_3>
THEN <conclusion_3>

[RO004] IF <condition_41>
AND <condition_42>
AND <condition_43>
AND <condition_44>
THEN <conclusion_4>

Figura 3: Conjunto de regras padronizadas

Na Tabela [2| é apresentada uma descricao da classe RegConvert, com seus métodos e
funcionalidades, arquivos de entrada, arquivo de saida e os médulos do CPAN utiliza-
dos na implementagio dessa classe. O CPAN[| (Comprehensive Perl Archive Network)
¢ um excelente repositério de coddigo reusavel na linguagem Perl. Para adicionar novos
algoritmos de regressao ao ambiente DIPER, e conseqiientemente ao DISCOVER, basta
adicionar um novo método a classe RegConvert, que receba como entrada o regressor
no formato do novo algoritmo, e converta esse regressor para o formato padrao de regras
de regressao.

“http://www.cpan.org/
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Classe RegConvert

Métodos main, cubistToStdRegRule, rtToStdRegRule, wekaToStdRegRule,
printHeader, printRule

Arquivos entrada .out, .names (Cubist), .domain e .data.pruned (RT), .data.arff (WEKA)

Arquivo saida .rules

Médulos CPAN Array::Compare, List::Compare

Método Funcionalidade

main método principal (gerencia os demais métodos da classe)

cubistToStdRegRule | converte as regras geradas pelo Cubist para o formato padrao de
regras de regressao

rtToStdRegRule converte as arvores geradas pelo RT (algoritmos RT, CART e RETIS)
para o formato padrao de regras de regressao

wekaToStdRegRule | converte as drvores geradas pelo algoritmo M5 (Model e Regression)
do WEKA para o formato padrao de regras de regressao

printHeader imprime cabegalho no arquivo de saida

printRule imprime regra de regressao (no formato padrao) no arquivo de saida

Tabela 2: Descricao da classe RegConvert

4.2 Classe RegSemantic — Tratamento Semantico

Muitas vezes, depois que os regressores sao convertidos para o formato padrao de regras de
regressao, as regras que constituem esse regressor podem possuir condi¢oes desnecessarias,
principalmente quando o conjunto de regras ¢ derivado de uma arvore. Isso acontece
porque em muitos casos um mesmo atributo é utilizado para particionar o conjunto de
dados em diferentes niveis de uma arvore assumindo diferentes valores, o que faz com que
uma condicao sobreponha a outra, tanto no caso de atributos numéricos quanto nominais.

O problema com os atributos numéricos acontece quando existem varias condigoes em
uma regra sobre um mesmo atributo numérico com diferentes valores sobre um mesmo
operador (<, <=,>,>=), fazendo com que tais condigoes se sobreponham. A solugao
nesse caso consiste em encontrar o intervalo correto para esse atributo numérico. Ja com
os atributos nominais, o problema ocorre quando existe mais de uma condicao sobre um
mesmo atributo nominal em uma determinada regra. A solugao aqui consiste em encontrar
a interseccao dos valores nominais entre todas as condigoes que aparecem naquela regra
para o atributo nominal em questao.

Nesse sentido, aplica-se entao um tratamento semantico ao arquivo .rules, que contém
as regras no formato padrao com o objetivo de excluir as condigoes desnecessarias de cada
regra. O tratamento semantico apresenta duas vantagens: melhora a compreensibilidade
da regra, visto que quanto maior o ntimero de condigoes, mais dificil o entendimento da
regra; e aumenta o desempenho dos programas que utilizam essas regras como entrada,
ja& que muitos testes desnecessarios sao evitados. Isso é bastante importante quando o
arquivo de regras é extenso e o nimero de exemplos de teste é grande (Dosualdo 2003).

Para realizar o tratamento semantico, utiliza-se a classe RegSemantic do ambiente D1-
PER para gerar um arquivo com a extensao .Srules, contendo as regras semanticamente
tratadas. Na Tabela |3| é apresentada uma descricao da classe RegSemantic.
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Classe RegSemantic

Métodos main, semantic, searchInducer, openNamesFile, printHeader, printRule

Arquivos entrada | .rules, .names (Cubist), .domain (RT), .data.arff (WEKA)

Arquivo saida .Srules

Médulo CPAN List::Compare

Método Funcionalidade

main método principal (gerencia os demais métodos da classe)

semantic aplica tratamento semantico ao conjunto de regras de regressao no formato padrao
searchInducer procura e retorna o nome do algoritmo

openNamesFile abre arquivo .names, .domain ou .data.arff (de acordo com algoritmo)
printHeader imprime cabecalho no arquivo de saida

printRule imprime regra de regressao semanticamente tratada no arquivo de saida

Tabela 3: Descricao da classe RegSemantic

4.3 Classe RegMeasures — Calculo de Medidas de Regressao

As regras de regressao, apesar de serem semelhantes as regras de classificacao, predizem
um valor numérico ao invés de um valor nominal, envolvendo um grau de incerteza quanto
a classe predita (Cheng 1998). As medidas mais utilizadas para avaliar a precisao das
hipéteses induzidas em problemas de regressao sao: MAD (Mean Absolute Deviation) e
MSE (Mean Squared Error) (Merz 1998; Torgo 1995)). Essas duas medidas sdo baseadas
na diferenca entre o valor real do atributo-meta e o valor predito pelo algoritmo.

A medida MAD consiste na média da diferenga (em médulo) entre os valores reais e
preditos para um atributo-meta. Seja h; a hipdtese construida pelo algoritmo na i-ésima
particao. O valor da MAD calculado em cada uma das ¢ particoes é obtido por meio da
Equagao [1}

1 Nteste

> 1wl 1

MAD(h;) =

Nieste

na qual n.se corresponde ao nimero de exemplos do arquivo de teste; y;- corresponde ao
valor predito pelo algoritmo no j-ésimo exemplo de teste; e y; é o valor real do atributo-
meta desse mesmo exemplo.

A medida MSE consiste na média da diferenca ao quadrado entre os valores reais e pre-
ditos para um atributo-meta. Novamente, considerando h; como sendo a hipdtese gerada
na i-ésima particao, o valor da MSE calculado em cada partigao é obtido por meio da
Equagao 2

1 Nteste
S - )’ (2)
Nteste j=1

MSE(h;) =

Outro fator, além da precisao, que deve ser avaliado, é a compreensibilidade de uma hipé-
tese induzida. No entanto, tanto para um problema de regressao quanto de classificagao,
nao ¢é facil medir a compreensibilidade, pois ela é dependente de varios fatores, como a
capacidade de abstracao do usudrio; a forma de representacao da hipdtese induzida e o
tamanho e a variagao dos valores do conjunto de dados. Por exemplo, quanto maior o
nimero de exemplos e maior a variagao dos valores de seus atributos, maior tende a ser a
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arvore induzida, e portanto, mais dificil tende a ser sua compreensao.

Para regras de regressao, um fator de compreensibilidade pode ser o nimero de condi¢oes
da regra, visto que quanto maior o nimero de condigoes, mais dificil seu entendimento
por parte do usudrio. Além disso, o numero de termos existentes na equacao linear que
prediz o valor do atributo-meta (para as regras que utilizam uma equagao para fazer a
predicao) também estd relacionado com a compreensibilidade da regra, uma vez que um
nimero muito grande de termos compromete a compreensao da conclusao da regra. Ja
para as regras que predizem o valor do atributo-meta por meio de um valor constante,
esse fator nao pode ser aplicado.

Dessa maneira, a classe do ambiente DIPER denominada RegMeasures permite calcular
as medidas de precisao MAD e MSE e possibilita que o usuario saiba qual o niimero de
condigoes de cada regra de regressao e o nimero de termos da equacao linear (Dosualdo
2003). Na Tabela (4] é apresentada uma descrigao da classe RegMeasures, com seus
métodos e funcionalidades, arquivos de entrada, arquivo de saida e os médulos do CPAN
utilizados na implementacao dessa classe.

Classe RegMeasures

Métodos main, calculateMeasures, searchInducer, printHeader, printRule, printEvaluation
Arquivos entrada | .Srules (ou .rules)

Arquivo saida .measures

Médulos CPAN Math::FixedPrecision, Math::Libm ’:all’

Método Funcionalidade

main método principal (gerencia os demais métodos da classe)
calculateMeasures | calcula medidas de precisao e compreensibilidade
searchInducer procura e retorna o nome do algoritmo

printHeader imprime cabecalho no arquivo de saida

printRule imprime cada regra de regressao com suas respectivas medidas
printEvaluation imprime avaliacao global do modelo

Tabela 4: Descrigao da classe RegMeasures

4.4 Classe RegTableMeasures — Tabela de Contingéncia

Diferentemente de outros problemas, como os de classificacao, existem poucas medidas que
podem ser utilizadas em problemas de regressao. Em (Dosualdo 2003)) foi definindo um
procedimento, descrito a seguir, que permite construir uma tabela de contingéncia para
uma regra de regressao. Apods construida essa tabela, torna-se possivel calcular varias
medidas, que normalmente nao poderiam ser aplicadas aos problemas de regressao.

Para isso, primeiramente sera definida uma tabela de contingéncia, como ela é calculada,
e quais sao as medidas derivadas a partir dela. Em seguida, é apresentado o algoritmo
P-Class, utilizado na definicao dessa tabela. Por fim, é detalhado o processo de geracao
da tabela de contingéncia para regras de regressao.

4.4.1 Tabela de Contingéncia e Medidas Derivadas

Considere uma regra de decisao B — H, em que H é a classe associada. Diz-se que
um exemplo é coberto por uma regra B — H quando todas as condigoes da regra sao
satisfeitas.
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Dessa maneira, calcula-se a tabela de contingéncia para uma regra conforme a Tabela [5
Nessa tabela, n(B) denota o nimero de exemplos para os quais todas as condigoes da regra
sao verdadeiras e n(B) denota seu complemento (nimero de exemplos para os quais pelo
menos uma das condigoes é falsa). Analogamente, n(H) denota o nimero de exemplos
para os quais a conclusdo da regra é verdadeira (ou seja, a classe é predita corretamente)
e n(H) seu complemento. Conseqiientemente, n(HB) denota o nimero de exemplos em
que B e H sdo verdadeiros, n(H B) denota o niimero de exemplos em que B é verdadeiro e
H é falso, e assim por diante. Finalmente, N denota o ntiimero total de exemplos (Lavrac,

Flach, & Zupan 1999).

B B
H | n(HB) | n(HB) | n(H)
n(B) n(B) N

Tabela 5: Tabela de contingéncia para a regra B — H

A partir da tabela de contingéncia apresentada sao definidas entao uma série de medi-
das sobre regras calculadas em termos de estimativas de probabilidade (Lavrac, Flach,
& Zupan 1999)): Precisdao, Erro, Confiabilidade Negativa, Sensitividade, Especificidade,
Cobertura, Suporte, Novidade e Satisfacao.

No entanto, nao ¢é trivial construir uma tabela de contingéncia para uma regra de re-
gressao, pois como o atributo-meta a ser predito é um valor numérico, diferentemente
da classificagdo, nao se pode dizer se a conclusao da regra esta correta ou nao. Dessa
maneira, também nao é possivel calcular as medidas descritas.

Como existem poucas medidas para avaliar o conhecimento extraido de problemas de
regressao, surgiu entao a idéia de se definir uma tabela de contingéncia para regras de
regressao. Uma vez que a tabela fosse construida, tornar-se-ia possivel calcular as medidas
dela derivadas. A seguir é apresentado o algoritmo P-Class, utilizado para definir uma
estratégia que permite calcular tabela de contingéncia para regras de regressao.

4.4.2 Algoritmo P-Class

O algoritmo P-Class (Algoritmo |1]) é utilizado para gerar um conjunto de “pseudo-classes”
em um processo de discretizagao descrito em (Weiss & Indurkhya 1995). O objetivo desse
algoritmo ¢ associar os valores do atributo-meta y as pseudo-classes de modo a minimizar
a distancia entre cada y; e a média de sua pseudo-classe.

O P-Class descreve como associar um conjunto de valores {y;} a k classes da seguinte
maneira: ordena os valores de {y}; associa aproximadamente um nimero igual de valores
de {y;} vizinhos para cada pseudo-classe; move um valor y; para uma pseudo-classe vizinha
quando isso reduz a distancia de y; para a média de sua pseudo-classe; e por fim, concatena
pseudo-classes com médias iguais.

Fornecido o valor de k, o algoritmo P-Class associa de maneira relativamente rapida os y
valores de modo que as distancias totais sejam minimizadas. No entanto, uma questao-
chave é como determinar k, ou seja, o numero de pseudo-classes a serem geradas. Em
(Weiss & Indurkhya 1995)) sao realizados alguns experimentos para determinar o melhor
nimero de pseudo-classes. Na Figura [4] é apresentado um grafico do erro relativo versus



4 O AMBIENTE DIPER 12

o numero de pseudo-classes. Como pode ser visualizado nesse gréafico, a medida que o
nimero de pseudo-classes aumenta, os resultados melhoram, até alcancar o valor 6.

0,65
0,6
0,55
0,5
0,45

Erro Relativo

0,4
0,35 1
0,3

2 3 4 5 6 7 8 9 10

Numero de Pseudo-Classes

Figura 4: Desempenho de acordo com ntimero de pseudo-classes (Weiss & Indurkhya
1995)

Algoritmo 1 Algoritmo P-Class (Weiss & Indurkhya 1995])
Require: {y;} a set of output values

1: Initialize n:=number of cases, k:=number of classes

2: for i :=1to k do

3:  Class;:=next n/k cases from list of sorted y values

4: end for

5: Compute Err,eq,

6: repeat

7 Errgg = Errpes

8:  for each Case; do

9: When it is in Class;

10: if Dist[Case;, Mean(Class;_1)] < Dist[Case;, Mean(Class;)| then
11: Move Case; to Class;_;

12: end if

13: if Dist[Case;, Mean(Class;;+1)] < Dist[Case;, Mean(Class;)] then
14: Move Case; to Class;iy

15: end if

16: end for

17:  Compute Errey

18: until Err,.,, is not less than Err,y

19: for each Class; do

20:  if Mean(Class;) = Mean(Class;) then

21: Join Class; and Class;
22:  end if
23: end for

O algoritmo P-Class foi desenvolvido com o intuito de transformar um problema de regres-
sao em um problema de classificacao. Para isso, os valores numéricos do atributo-meta
passam por um processo de discretizacao, em que sao geradas as pseudo-classes. Reali-
zada a discretizacao dos valores (geradas as pseudo-classes), um algoritmo de indugao de
regras de decisdao como o C4.5 (Quinlan 1993) ou o CN2 (Clark & Niblett 1989)), pode ser
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utilizado para gerar as regras. Com as regras induzidas, no processo proposto em (Weiss
& Indurkhya 1995)) sao aplicados entao procedimentos de poda e otimizacao para produzir
um conjunto otimizado de regras.

4.4.3 Processo de Geracao da Tabela de Contingéncia para
Regras de Regressao

Como citado, o algoritmo P-Class apresentado foi desenvolvido para transformar um pro-
blema de regressao em um problema de classificacao, gerando um conjunto de pseudo-
classes por meio da discretizacao dos valores do atributo-meta. No entanto, em
(Dosualdo 2003) o P-Class foi utilizado com um propdsito diferente, para definir uma
tabela de contingéncia para regras de regressao. Os valores do atributo-meta do conjunto
de treinamento sao, primeiramente, ordenados, e em seguida, fornecidos ao algoritmo
P-Class. Depois de geradas as pseudo-classes, sao entao armazenados o menor e o maior
valor do atributo-meta de cada uma dessas pseudo-classes. Esses valores constituem entao
os “pseudo-intervalos”, que sao utilizados posteriormente para construir a tabela de con-
tingéncia de cada regra. O nuimero de pseudo-intervalos a serem gerados é definido pelo
usuério, sendo o padrao 6 adotado se nenhum valor for especificado. Conforme descrito
anteriormente, o valor 6 obteve empiricamente a menor taxa de erro.

Gerados os pseudo-intervalos, comeca entao o processo de construcao da tabela de con-
tingéncia para cada regra de regressao. Primeiramente, verifica se a regra realiza suas
predigoes por intermédio de um valor constante ou por meio de uma equacao linear: se
for por intermédio de uma constante, calcula-se o pseudo-intervalo a que pertence aquela
regra, pois se o valor é constante, ele serd o mesmo para todos os exemplos de teste. Em
seguida, para cada exemplo de teste, aplica-se o seguinte procedimento (Dosualdo 2003)):

1. se a regra prediz valores por meio de uma equacao linear, substitui os atributos
presentes na equacao linear pelos seus respectivos valores do exemplo de teste em
questao, e entao, calcula-se o pseudo-intervalo a que pertence a regra para aquele
exemplo de teste;

2. se todas as condicoes da regra forem verdadeiras, o valor de B na tabela de contin-
géncia é incrementado, e caso contrario, incrementa-se o valor de seu complemento
B;

3. calcula a qual pseudo-intervalo pertence o exemplo de teste (verificando a qual
pseudo-intervalo pertence o valor do atributo-meta daquele exemplo de teste);

4. se o valor calculado para a regra (valor predito) e o valor real do atributo-meta
pertencem ao mesmo pseudo-intervalo, entao incrementa-se o valor de H na tabela
de contingéncia, senao, o valor de H ¢ incrementado;

5. baseado nos valores de B, B, H e H, calcula-se entao os demais valores da tabela
de contingéncia para aquela regra (HB, HB, HB e HB).

Construidas as tabelas de contingéncia para cada regra de regressao, torna-se entao pos-
sivel calcular as medidas derivadas. Para construir as tabelas de contingéncia e efetuar
os calculos das medidas derivadas utiliza-se a classe RegTableMeasures do ambiente
DIPER, que gera um arquivo contendo o menor e o maior valor de cada pseudo-intervalo,
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além da tabela de contingéncia e das medidas derivadas para cada regra de regressao
(Dosualdo 2003]).

Na Tabela [6] ¢ apresentada uma descri¢ao da classe RegTableMeasures, com seus mé-
todos e funcionalidades, arquivos de entrada, arquivo de saida e os médulos do CPAN
utilizados na implementacao dessa classe.

Classe

RegTableMeasures

Métodos

main, contingencyTable, searchInducer, printHeader, printRule,
calculateValues, table, createlntervals, join, calculatelnterval

Arquivos entrada

.Srules (ou .rules)

Arquivo saida

.table

Moédulos CPAN

Array::Reform, Math::FixedPrecision, Math::Libm ’:all’

Método Funcionalidade

main método principal (gerencia os demais métodos da classe)

contingencyTable | calcula as tabelas de contingéncia e as medidas derivadas

searchInducer procura e retorna o nome do algoritmo

printHeader imprime cabegalho no arquivo de saida

printRule imprime cada regra de regressao com sua tabela de contingéncia e suas medidas
calculateValues calcula os valores da tabela de contingéncia

table gera os pseudo-intervalos a partir do arquivo de dados

createlntervals agrupa os valores do atributo-meta e os retorna com suas respectivas médias
join concatena pseudo-classes com médias iguais

calculateInterval | retorna o intervalo correto de uma regra ou de um exemplo de teste

Tabela 6: Descricao da classe RegTableMeasures

4.5 Classe RegHypothesis — Teste de Hipoteses

Baseando-se apenas em medidas de erro, como as medidas MAD e MSE, no caso da
regressao, nao é facil perceber se um algoritmo é melhor que outro. Dessa maneira, a
classe do ambiente DIPER denominada RegHypothesis permite realizar um teste de
hipoteses que compara os algoritmos dois a dois, baseando-se em cross-validation.

Considere A um algoritmo e erro(h;) equivalente a medida MAD calculada sobre a hi-
potese induzida h; na i-ésima particao. A média da medida MAD calculada sobre os
regressores obtidos com o algoritmo A é dada pela Equagao [3]

media(A) = % Z erro(h;) (3)

em que k corresponde ao nimero de particoes do conjunto de dados, nesse caso k = 10.

Em seguida, baseado no valor da média, calcula-se a variancia da medida MAD de cada
regressor gerado pelo algoritmo por meio da Equacao [4]

k

var(A) = [—— Z(ew‘o(hi) — media(A))?] (4)

Por fim, calcula-se o desvio-padrao da medida MAD obtido sobre cada algoritmo baseado
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na variancia, como mostra a Equacao

dp(A) = \/var(A) (5)
Para decidir qual algoritmo ¢ melhor que outro com um grau de confianca de 95% ¢
assumido o caso geral para determinar se a diferenca entre dois algoritmos — Ag e Ap
— ¢é significante ou nao, assumindo uma distribuicdo normal. Em geral, a comparacao
é feita de modo que Ap é o algoritmo proposto e Ag é o algoritmo padrao. Para isso,
a média e desvio padrao combinados sao calculados de acordo com as Equagoes [0] e [7]

respectivamente. Entao, a diferenca absoluta, em desvios padroes, é calculada por meio
da Equagao [§

media(Ag — Ap) = media(As) — media(Ap) (6)

dp(As)? + dp(Ap)?
s (7)

dp(As — Ap) = \/

media(As — Ap)

wdlds = Ar) = A5 — Ap)

(8)

Dessa maneira, se ad(As — Ap) > 0 entdo Ap supera Ag. Porém, se ad(As — Ap) > 2
desvios padroes, entao Ap supera Ag com grau de confianca de 95%. Por outro lado, se
ad(As — Ap) <0, entdo Ag supera Ap e se ad(Ags — Ap) < —2 desvios padrdes, entao Ag
supera Ap com grau de confianca de 95% (Monard & Baranauskas 2003)).

A realizagao desse teste por meio da classe RegHypothesis fornece um arquivo de saida
contendo os resultados da comparagao efetuada entre os algoritmos de regressao escolhidos
pelo usudrio, relatando quais algoritmos superam os outros e se existe algum algoritmo
que supera todos os demais (Dosualdo 2003)). Na Tabela [7| é apresentada uma descrigao
da classe RegHypothesis.

Classe
Métodos

RegHypothesis

main, convertFromDSX, runlnducer, convertToStdRegRule, calculateMean,
hypothesisTest, printHeader, printResults

.Srules (ou .rules)

.hypothesis

Math::FixedPrecision, Math::Libm ’:all’, Math::NumberCruncher

Arquivos entrada
Arquivo saida
Moédulos CPAN

Método Funcionalidade
main método principal (gerencia os demais métodos da classe)
convertFromDSX converte conjunto de dados do formato padrao DSX para o
formato dos dados de entrada dos sistemas RT, WEKA e Cubist
runlnducer executa algoritmo com conjunto de dados especificado
convertToStdRegRule | converte regressores para o formato padrao de regras de regressao
calculateMean calcula média, variancia e desvio-padrao
hypothesisTest compara precisao dos algoritmos de regressao de acordo
com as medidas MAD e MSE
printHeader imprime cabegalho no arquivo de saida
printResults imprime resultados do teste de hipdteses no arquivo de saida

Tabela 7: Descricao da classe RegHypothesis
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4.6 Classe RegRoutines — Rotinas Auxiliares

Nesta secao é apresentada a classe do ambiente DIPER RegRoutines, que fornece varios
métodos utilizados pelas demais classes do ambiente. O método pushAttributes, por exem-
plo, é utilizado por métodos das classes RegMeasures ¢ RegTableMeasures. Na
Tabela [§| é apresentada uma descricao da classe RegRoutines.

Classe RegRoutines

Métodos pushAttributes, equationOrConstant, openTestFile, checkConditions
Médulo CPAN Math::Libm ’:all’

Método Funcionalidade

pushAttributes empilha os atributos do conjunto de dados

equationOrConstant | verifica se a conclusao da regra é uma constante ou uma equacgao linear
openTestFile abre arquivo de teste

checkConditions verifica se todas as condigoes de uma regra sao satisfeitas

Tabela 8: Descri¢ao da classe RegRoutines

4.7 Interface com Usuario

Para interagir com o ambiente DIPER, e conseqiientemente utilizar as funcionalidades
disponiveis no ambiente, o usudrio precisa invocar os métodos implementados nas classes
que compoem o ambiente. Os métodos podem ser invocados de duas maneiras. A primeira
maneira ¢ o usuario invoca-los dentro de seu préprio programa. Nesse caso, o usudario
precisa invocar primeiramente o construtor da classe (por meio do método new) e em
seguida invocar os métodos que desejar. A segunda maneira de utilizar o ambiente DIPER
ocorre por meio de um script (denominado regression.pl) que atua como uma interface
entre o ambiente e o usuario. Esse script, executado por linha de comando do sistema
operacional, oculta do usuario detalhes da implementacao do ambiente DIPER. Essa
linha de comando é executada da seguinte maneira:

>regression.pl <conjunto de dados> -<opgao> <parametros adicionais>

O primeiro parametro utilizado na execugao é sempre o nome do conjunto de dados (sem
qualquer extensao de arquivo) e o segundo parametro é a op¢ao do usudrio (conversao
de um regressor para o formato padrao, tratamento semantico, calculo de medidas de
precisao e compreensibilidade, construcao de uma tabela de contingéncia e calculo das
medidas derivadas dessa tabela e teste de hipdteses). Dependendo da opcgao, podem
ser utilizados alguns parametros adicionais, sendo que alguns sao obrigatérios e outros
opcionais. As possiveis opgoes utilizadas para executar o script regression.pl, juntamente
com suas respectivas linhas de comando sao descritas a seguir:

-convert: converte os regressores gerados pelos algoritmos Cubist, RT, RETIS/RT,
CART/RT, M5 Model e M5 Regression para o formato padrao de regras de regressao
definido para o DISCOVER. A linha de comando dessa op¢ao recebe como parametro
adicional o nome do algoritmo a partir do qual o regressor foi gerado.

>regression.pl <conjunto de dados> -convert <algoritmo>

-semantic: aplica um tratamento semantico ao conjunto de regras de regressao no
formato padrao. Essa opcao nao utiliza nenhum parametro adicional.

>regression.pl <conjunto de dados> -semantic
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-measures: calcula o valor das medidas de precisao MAD e MSE e de algumas medidas

de compreensibilidade para cada regra de regressao do arquivo de regras. Essa opcao
aceita como parametro opcional o nome do conjunto de teste: se nenhum parametro
for especificado, o script procura pelo arquivo <conjunto de dados>.test.

>regression.pl <conjunto de dados> -measures [<arquivo de teste>]

-table: constréi uma tabela de contingéncia para cada regra de regressao do arquivo

de regras e calcula as medidas derivadas dessa tabela para cada regra. Essa opc¢ao
aceita como parametro adicional dois parametros opcionais: o primeiro, k, especifica
o numero de pseudo-intervalos a serem gerados; se nenhum valor for especificado é
adotado o valor padrao 6. O segundo parametro opcional é o nome do conjunto de
teste, sendo utilizado o arquivo <conjunto de dados>.test se nenhum nome de
arquivo for especificado.

>regression.pl <conjunto de dados> -table [<k>] [<arquivo de teste>]

-evaluation: avalia a precisao global de um regressor, ou seja, a média das medidas

MAD e MSE calculadas por meio de cross-validation. Essa opc¢ao aceita dois para-
metros adicionais, sendo um obrigatorio e um opcional. O parametro obrigatorio é
o nome do algoritmo de regressao, e o parametro opcional, n, corresponde ao nu-
mero de particoes utilizadas no cross-validation. Se o nimero de particdes nao for
especificado, é adotado o valor padrao 10.

>regression.pl <conjunto de dados> -evaluation <algoritmo> [<n>>]

-hypothesis: realiza um teste de hipdteses para comparar a precisao dos regressores

induzidos pelos diferentes algoritmos de regressao sobre um mesmo conjunto de
dados. Essa opcao aceita dois parametros adicionais, sendo um obrigatério e um
opcional. O parametro obrigatorio é uma lista de valores contendo os nomes dos
algoritmos de regressao a serem comparados, que devem estar separados por virgulas.
Ja o parametro opcional, n, corresponde ao nimero de particoes utilizadas no cross-
validation. Novamente, se o nimero de partigoes nao for especificado, é adotado o
valor padrao 10.

>regression.pl <conjunto de dados> -hypothesis <algoritmol,algoritmo2,...> [<n>]

Na Tabela [9] sdo apresentadas as opgoes que podem ser utilizadas na execugao do script
regression.pl e seus respectivos parametros adicionais.

Opcao Parametros Obrigatérios Parametros Opcionais

-convert <algoritmo> —

-semantic — —

-measures — <arquivo de teste>

-table — <numero de pseudo-intervalos> <arquivo de teste>
-evaluation <algoritmo> <numero de partigoes>

-hypothesis | <algoritmol,algoritmo2,...> <numero de partigoes>

Tabela 9: Opcoes para

executar o script regression.pl
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5 Consideracoes Finais

A extracao dos padroes em mineragao de dados nao € a etapa final desse processo. A etapa
de pds-processamento visa avaliar esses padroes segundo alguns aspectos, como precisao,
compreensibilidade e interessabilidade. O ambiente computacional DIPER apresentado
neste relatério técnico tem como objetivo auxiliar na avaliacao de um modelo de regres-
sao simbdlico, oferecendo, para isso, uma série de métodos a serem utilizados na etapa de
pés-processamento do processo de mineracao de dados. O DIPER é composto por uma
biblioteca de classes e foi implementado de acordo com as especificagoes do DISCOVER, um
projeto que esté sendo desenvolvido em nosso laboratério de pesquisa (LABIC) com o ob-
jetivo de fornecer um ambiente integrado para apoiar as etapas do processo de descoberta
do conhecimento. As classes do ambiente DIPER sao apresentadas na Figura [f
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Figura 5: Classes do ambiente DIPER

Os modelos de regressao simbodlicos, sejam eles regras ou arvores, gerados por diferentes
algoritmos de regressao, sao representados de diferentes formas. Assim, qualquer avaliacao
que precise ser efetuada sobre uma hipétese (calculo de medidas, estatisticas, entre outras)
deve ser feita diversas vezes, uma para cada algoritmo. Nesse sentido, baseada na sintaxe
padrao de regras de regressdo do DISCOVER (Pugliesi, Dosualdo, & Rezende 2003), a
classe RegConvert converte a saida dos algoritmos de regressao RT, CART, RETIS,
Cubist e M5 para esse formato padrao de regras de regressao.

Mesmo com as regras padronizadas em um tnico formato, podem ocorrer ainda sobrepo-
sicoes de condigoes em uma determinada regra, diminuindo a compreensibilidade dessa
regra e acarretando em uma queda no desempenho nos calculos efetuados sobre o arquivo
de regras. A classe RegSemantic realiza um tratamento seméantico sobre o conjunto de
regras com o objetivo de diminuir o niimero de condigoes das regras, sempre que possivel.

Depois de gerado um modelo simbdlico de regras, ele precisa ser avaliado para verificar
alguns fatores, por exemplo, sua precisao na predi¢ao do valor do atributo-meta de novos
exemplos e sua compreensibilidade. A classe RegMeasures calcula algumas medidas
de precisao (baseadas na diferenga entre o valor real do atributo e o valor predito pelo
algoritmo) e algumas medidas de compreensibilidade para cada regra do modelo, além de
calcular a precisao do modelo como um todo.

Porém, existem poucas medidas que podem ser calculadas para os problemas de regressao.
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Nesse sentido, foi apresentado neste relatério técnico o procedimento definido em (Dosu-
aldo 2003)), que possibilita construir uma tabela de contingéncia para regras de regressao.
A tabela de contingéncia é tipicamente calculada para regras de decisao, e a partir dela,
sao definidas uma série de medidas. Assim, por intermédio da classe RegTableMeasures
é possivel construir uma tabela de contingéncia para uma regra de regressao e calcular as
medidas dela derivadas.

No entanto, nao se pode afirmar que um algoritmo é melhor que outro levando-se em
consideragao apenas medidas de erro, como as medidas MAD e MSE. Nesse sentido, a
classe RegHypothesis apresentada neste relatorio implementa um teste de hipéteses para
comparar algoritmos dois a dois baseando-se em cross-validation, o que permite afirmar
se um algoritmo é melhor que outro com um grau de confianca de 95%.

A ultima classe do ambiente DIPER descrita neste relatério técnico foi a classe RegRou-
tines, que fornece varios métodos utilizados pelas outras classes do ambiente.

Para interagir com o ambiente DIPER, o usuario pode invocar os métodos implemen-
tados nas classes do ambiente a partir de seus proprios programas, ou utilizar o script
regression.pl, que atua como uma interface entre o ambiente DIPER e o usuario.
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