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Resumo
A regressao no processo de mineracao de dados tem como objetivo predizer o
valor de um atributo-meta numérico baseado em um conjunto de atributos de
entrada. A predicao do atributo-meta pode ser realizada por meio de varios
métodos. Este relatério técnico tem como objetivo analisar a precisao de predi-
¢ao de alguns dos principais métodos de regressao. Primeiramente sao descritos
esses métodos, apresentando algumas caracteristicas, vantagens e desvantagens
de cada um deles. Em seguida sao apresentados alguns experimentos realizados
para calcular a precisao dos métodos descritos, possibilitando assim, comparar

seus desempenhos de predicao.
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1 1 Introducao

1 Introducao

A grande quantidade de dados que pode ser armazenada a um custo relativamente baixo
nos dias de hoje, a necessidade das empresas de extrair conhecimento a partir de suas
bases de dados, a popularizagao da Internet, o aparecimento de novas solucoes tecnolégicas
(como a tecnologia de Data Warehouse) e os avangos cientificos em diversas reas (por
exemplo, nas areas de aprendizado de méquina e estatistica), impulsionaram o processo
de mineragao de dados, responsavel por extrair padroes ou modelos embutidos em grandes
conjuntos de dados (Fayyad et al. 1996).

Mineracao de dados refere-se ao processo de andlise e aplicagao de algoritmos que, me-
diante limitagoes de eficiéncia computacional aceitaveis, sao capazes de produzir uma
relagdo particular de padrdes a partir de grandes massas de dados (Fayyad et al. 1996).
Trata-se de um processo iterativo e interativo constituido de varias etapas, no qual sao
utilizadas técnicas e métodos que auxiliam na identificacao de padroes a partir dos dados,

com o objetivo de extrair um novo conhecimento.

O processo de mineracao de dados possui duas grandes atividades: a predicao e a descri-
¢ao. A atividade de predicao, ou mineracao de dados preditiva, utiliza-se de inferéncia
indutiva para examinar exemplos que possuam algum rétulo e obter uma generalizacao
que permita prever os rétulos de novos exemplos. A predicao apresenta dois tipos de
problemas, de acordo com os valores que os rétulos assumem: se os rotulos assumem
valores nominais (discretos ou categéricos), o problema é denominado classificagao, e se
eles assumem valores continuos, entao o problema é chamado de regressao. Os modelos
gerados no processo de mineragao de dados (tanto de classificacdo quanto de regressao)

sao conhecidos como hipoteses.

Ja na atividade de descricao, ou mineracao de dados descritiva, os exemplos fornecidos nao
possuem nenhum rétulo associado. O objetivo é identificar algum tipo de comportamento
que esteja embutido nos dados. Regras de associacao, agrupamentos e sumarizagao sao

exemplos de atividades descritivas (Weiss & Indurkhya 1998).

A tarefa de regressao consiste em obter um modelo baseado em um conjunto de exemplos
que descrevem uma funcao nao-conhecida. Esse modelo é entao utilizado para predizer
o valor do atributo-meta de novos exemplos. O objetivo da regressao é encontrar uma
relagdo entre um conjunto de atributos de entrada (varidveis de entrada ou varidveis
preditoras) e um atributo-meta continuo. Sejam X = {x1, ..., z4} os atributos de entrada

e y o atributo-meta, o objetivo é encontrar uma mapeamento da seguinte maneira (Apte

& Weiss 1997)):

y = f(z1, 22, ..., 2q)



A regressao é também conhecida por predicao funcional, predi¢ao de valor real, fungao de

aproximacao, ou ainda, aprendizado de classes continuas (Uysal & Giivenir 1999).

Os métodos de regressao ja sao estudados pela comunidade estatistica ha bastante tempo.
Porém, nas areas de aprendizado de maquina e mineracao de dados, a maioria das pesqui-
sas sao voltadas para os problemas de classificacao, que sao mais comumente encontrados
na vida real do que problemas de regressao (Weiss & Indurkhya 1995). Recentemente, as
pesquisas tém se voltado também para problemas de regressao, ja que muitos problemas
sao desse tipo, como problemas relacionados com habilidades esportivas e controle dina-
mico de robos (Uysal & Giivenir 1999). Portanto, a regressao em mineragao de dados
preditiva é uma questao pouco explorada dentro do processo de extracao de conhecimento
de bases de dados, sendo de grande relevancia o estudo de métodos para a exploragao de

tarefas desse tipo.

Os métodos de regressao geram modeloﬂ em diferentes formatos de representacao. Como
esses modelos expressam o conhecimento obtido durante o processo de mineragao de dados,
entao cada método pode expressar o conhecimento de uma forma diferenciada. Depois de
gerados, esses modelos devem ser avaliados segundo alguns fatores, como precisao, com-
preensibilidade e interessabilidade. A precisao tem como objetivo avaliar o desempenho
do regressor na predi¢ao do valor do atributo-meta de novos exemplos. Porém, quando
o problema é de regressao, nao € facil medir o desempenho de predicao do modelo, pois
como o atributo-meta a ser predito assume valores numéricos, nao se pode afirmar se o
valor predito esta correto ou nao. Por isso, a maioria das medidas de precisao utilizadas
em problemas de regressao sao baseadas na diferenga entre o valor predito pelo algoritmo

e o valor real do atributo-meta.

Sendo assim, este relatério técnico tem como objetivo descrever alguns dos principais mé-
todos de regressao e apresentar experimentos que foram realizados para calcular a precisao
desses métodos, possibilitando assim, decidir qual deles apresenta melhor desempenho de

predicao em um determinado conjunto de dados.

Este relatério esta organizado da seguinte maneira: na Secao [2| sao descritos os métodos
de regressao, apresentando algumas caracteristicas, vantagens e desvantagens de cada um
deles. Na Secao [3 é feita uma descri¢ao dos sistemas e algoritmos de regressao utilizados
neste relatério. Na Segao [] é descrita a preparagao dos experimentos realizados para
avaliar a precisao dos métodos de regressao descritos. Para isso, sera descrito o conjunto
de dados housing, a maneira como os experimentos foram realizados e a preparacao dos
dados para a execucao dos métodos de regressao. Na Secao 5| é apresentada a saida obtida
na execucao de cada método de regressao, com excecao dos métodos que nao fornecem

um modelo de saida. Na Se¢ao [6]sdo apresentadas as medidas de precisao utilizadas neste

fOs modelos de regressdo sdo também conhecidos como regressores.
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relatorio e o valor dessas medidas calculadas pelos métodos de regressao, além de um teste
de hipdteses efetuado para comparar a precisao desses métodos. Na Secao [7] sao feitas
algumas andlises a respeito dos resultados obtidos, e por fim, na Segao [§, sao feitas as

consideragoes finais deste relatério técnico.

2 Métodos de Regressao

Os métodos de regressao podem ser divididos de diferentes maneiras. Os critérios uti-
lizados na divisao dos métodos sao baseados no tipo de modelo gerado. Alguns desses

critérios levam em consideracao se os modelos obtidos:

e sao paramétricos ou nao-paramétricos;

e realizam um particionamento dos dados ou nao;
e sao gerados global ou localmente;

e 530 baseados em regressao linear ou nao;

e sao aditivos ou nao;

e sao0 estatisticos ou nao.

A seguir sao apresentados alguns dos principais métodos de regressao.

2.1 Modelo Paramétrico Global

A abordagem paramétrica global é um dos métodos mais utilizados pela comunidade
estatistica para resolver problemas de regressao. Uma abordagem desse tipo tenta adaptar
todos os dados de treinamento fornecidos a uma tnica fungao paramétrica global (Uysal
& Giivenir 1999).

Utilizar uma abordagem desse tipo implica em fazer uma forte suposicao a respeito da
forma da funcao de regressao nao conhecida, podendo levar a uma baixa precisao de-
pendendo do caso. Apesar disso, a abordagem paramétrica global tem sido amplamente
utilizada e tem fornecido bons resultados de predi¢ao quando a funcao real existente nos
dados pode ser representada corretamente por uma fungao paramétrica global. Além
disso, esses modelos sao facilmente interpretados e possuem solucoes computacionais ra-
pidas (Torgo 1999)).



Um exemplo cléssico desse tipo de abordagem e também um dos mais utilizados é o modelo
paramétrico global utilizando o critério de erro dos minimos quadrados. Esse critério
tenta encontrar um vetor de parametros  que minimize a soma dos erros quadrados,

como mostrado na Equagao [1}

n

Z(yi — (Bo + b1 + ... + Baza))? (1)

=1

Esse modelo de regressao linear utilizando o critério dos minimos quadrados tem se mos-
trado eficiente para muitas aplicagdes do mundo real (Weiss & Indurkhya 1995). Na
Figura [I| ¢ mostrado um exemplo em que os dados se adaptam muito bem ao modelo de
regressao linear gerado. Esse exemplo utiliza um atributo de entrada x para predizer o

valor do atributo-meta y.

y

A

» X

Figura 1: Exemplo de regressao linear global

2.2 Modelos Locais

A modelagem local caracteriza-se por fazer predigoes baseadas nos exemplos do conjunto
de treinamento mais semelhantes a um determinado exemplo fornecido. Os métodos
de modelagem local utilizam alguma medida de similaridade para identificar os exemplos
mais similares do conjunto de treinamento, como apresentado na Figura[2] e entao utilizam

esses exemplos para predizer o valor do atributo-meta.

Esses métodos possuem um custo computacional de treinamento minimo, pois apenas

armazenam os dados na memoria. Porém, a fase de predi¢ao apresenta um custo maior
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Figura 2: Exemplos mais similares do conjunto de treinamento

porque para cada novo exemplo fornecido é necessario encontrar os exemplos de treina-

mento mais similares.

2.2.1 Meétodo: Aprendizado Baseado em Exemplos

Os métodos de aprendizado baseado em exemplos (IBL — Instance Based-Learning) foram
desenvolvidos pela comunidade de aprendizado de maquina e sao também conhecidos como

abordagens baseadas na memoéria, ou ainda, métodos de aprendizado lazy.

De uma maneira geral, o aprendizado baseado em exemplos é composto de trés compo-

nentes basicos:

1. um conjunto de exemplos de treinamento armazenados na meméria;

2. determinacao de uma métrica para realizar comparacoes entre um exemplo fornecido

e 0s mais proximos a ele; e

3. determinacao de um numero k£ de exemplos mais préximos ou similares que serao

utilizados para predizer o valor do atributo-meta de um novo exemplo.

O aprendizado baseado em exemplos simplesmente armazena todos os exemplos de trei-
namento na memdria (por isso é também chamado de abordagem baseada na memoria)
sem fazer qualquer tipo de generalizacao dos dados fornecidos. Portanto, nao existe uma
fase de treinamento, sendo que todo o trabalho do algoritmo é feito durante a predicao.
Depois de armazenar os exemplos na memoria, utiliza-se alguma métrica para encontrar

os exemplos mais similares.



Pelo fato desses algoritmos fazerem suas predigoes baseadas apenas nos exemplos arma-
zenados na memoria, a qualidade da predi¢ao pode ser comprometida devido a ruidos nos
dados. Para melhorar o desempenho de predicao desses algoritmos, o conjunto de dados
deve ser selecionado e preparado adequadamente, podendo ser removidos exemplos ou
até mesmo atributos do conjunto de treinamento, desde que isso nao afete o desempenho

preditivo do algoritmo.

A grande desvantagem do aprendizado baseado em exemplos é que ele nao produz abs-
tragoes ou modelos que permitam a interpretagao do conhecimento contido no conjunto
de dados.

O algoritmo do vizinho mais préximo (Nearest Neighbor - NN) é um dos mais simples e
mais utilizados algoritmos de aprendizado baseado em exemplos. Encontrados os exem-
plos mais semelhantes, esse algoritmo prediz o valor do atributo-meta de um novo caso
calculando a média dos valores dos atributos-meta dos exemplos do conjunto de treina-
mento mais similares. O NN compara um novo exemplo x; com um outro xy previamente
armazenado na memoria baseado na distancia euclidiana. A distancia euclidiana, descrita

na Equagao [2] é limitada pelo fato de classificar somente atributos numéricos.

A(I‘l,l’g) == \/(:Ehl —T2,1 )2 + (xlaQ —x2,2 )2 + + (:L'bd —$27d)2 (2)

em que z; ; ¢ o valor do j-ésimo atributo do i-ésimo exemplo e d é o nimero de atributos.

O algoritmo do vizinho mais préximo puro classifica um caso baseado em um tnico exem-
plo similar, o que pode acarretar em erros prematuros. O K-Nearest Neighbor (K-NN)
¢ uma versao mais elaborada do NN que classifica um novo exemplo calculando a média

entre os K exemplos mais proximos a ele.

O algoritmo K-NN assume que todos os exemplos mais similares encontrados sao equi-
valentemente relevantes. Por esse motivo, a precisao da predicao do modelo pode ser
deteriorada. Uma solucao para esse problema, descrita na préxima sub-secao, é fazer com
que, entre os exemplos mais similares encontrados, os que estiverem mais proximos do

novo exemplo possuam pesos maiores no modelo (Uysal & Giivenir 1999).

2.2.2 Método: Locally Weighted Regression

O método Locally Weighted Regression (LWR), que também faz parte dos métodos de
aprendizado lazy, é bastante similar a abordagem Nearest Neighbor, principalmente em
trés aspectos (Uysal & Giivenir 1999):
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1. a fase de treinamento desses algoritmos consiste apenas em armazenar os exemplos
de treinamento na memdéria, sendo todo o trabalho realizado durante a predicao de

novos exemplos;

2. os novos exemplos preditos sao fortemente influenciados pelos exemplos mais simi-

lares previamente armazenados; e

3. os exemplos sao representados como pontos reais em um espago p-dimensional.

A principal diferenca entre os dois métodos esta no modo como eles predizem o valor de
um novo exemplo fornecido. Enquanto o K-NN prediz o valor de novos exemplos ape-
nas fazendo a média dos exemplos mais proximos do conjunto de treinamento, o LWR
constréi modelos locais adaptando um plano aos exemplos mais préximos do conjunto de
treinamento (Atkeson, Moore, & Schaal 1997)). Para construir esses modelos, que geral-
mente sao funcoes paramétricas lineares ou nao-lineares, o LWR utiliza uma abordagem
denominada distance weighted regression, em que os exemplos mais proximos possuem
um peso maior no modelo, enquanto que os mais distantes possuem um peso menor. O
LWR depende bastante da funcao de distancia utilizada para calcular os exemplos mais

proximos.

Como os modelos construidos sao locais, depois que um exemplo tem seu valor predi-
to, o modelo utilizado é apagado, e para cada exemplo apresentado, um novo modelo é
construido (Uysal & Giivenir 1999)).

2.3 Modelos Baseados em Aprendizado Simbdlico

A compreensibilidade dos modelos gerados é considerada muito importante quando se
realiza uma tarefa de regressao ou classificacao. A necessidade de modelos capazes de
fornecerem solucoes interpretaveis levou a comunidade de aprendizado de maquina a de-
senvolver os métodos de aprendizado simbdlico. Esses métodos variam de acordo com
a linguagem escolhida para representar as hipoteses. A légica proposicional é uma lin-
guagem de representacao de hipoteses bastante utilizada pelos métodos de aprendizado

simbdlico.

Os métodos de aprendizado simbdlico proposicionais sao aqueles que utilizam a légica
proposicional para representar suas hipéteses. A légica proposicional permite determinar
a validade de proposicoes compostas por meio de conectivos a partir da validade de fatos
simples e da interpretacao desses conectivos. Esse tipo de logica aceita como resposta
somente os valores verdadeiro e falso. Os conectivos utilizados para compor as proposigoes

podem ser do tipo AND, OR, NOT, etc. Se o conectivo utilizado é o operador OR, a



notagao proposicional é denominada Forma Normal Disjuntiva (FND) e se o conectivo
¢ o AND, entao a notacdo é chamada de Forma Normal Conjuntiva (FNC). Dentre os
modelos que fornecem solugoes na FNC, destacam-se as regras e arvores de decisao, no

caso da classificacao, e as regras e arvores de regressao, no caso da regressao.

As regras e as arvores sao bastante semelhantes, diferenciando-se, entre outros, pelo fato
de que as arvores sao mutuamente exclusivas, e as regras nem sempre. Portanto, para

cada exemplo, uma ou mais regras podem ser satisfeitas, ao contrario das arvores.

2.3.1 Método: Inducao de Regras de Regressao

Uma regra de regressao na Forma Normal Conjuntiva é composta de duas partes:

e a parte condicional das regras, que consiste de uma conjuncao de testes realizados

nos atributos de entrada, e

e a parte conclusiva, que contém uma funcao para predizer o valor do atributo-meta.

Uma regra na FNC possui a seguinte forma:

if <condigao> then <y = f(x;)>

em que f(x;) é uma fungdo que possui como parametro uma lista de atributos
x; = {x1,29,...,;} e <condicdo> sdo as condi¢oes da regra que assumem a forma
x; op valor, sendo que, x; é um atributo, op e{=,#, <, <,>, >} e valor é um valor cons-

tante valido para o atributo em questao.

A diferenca entre uma regra de decisao e uma de regressao estd na parte conclusiva. Em
uma regra de decisao, o atributo-meta a ser predito é discreto, enquanto que em uma

regra de regressao ele é continuo.

Quando se trata de uma regra de regressao, a predigao pode ser feita por meio da média
dos valores do atributo-meta, de uma equacao linear, da utilizacao do método K-Nearest

Neighbor, entre outros.

Como exemplo de um algoritmo de inducao de regras de regressao destaca-se o Cubist

(Rulequest-Research 2001)), descrito na préxima segao.
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2.3.2 Método: Inducao Top-Down de Arvores de Regressao

As arvores sao compostas por dois tipos de nés:

e 0s nés internos da arvore: cada um desses nds corresponde a um teste feito em um

dos atributos de entrada do conjunto de exemplos, e

e 0s noés-folha, nos quais sao feitas as predigoes do atributo-meta.

As arvores de regressao diferem das arvores de decisao quanto ao conteido dos nés-folha.
Os nés-folha de uma arvore de regressao possuem uma fungao matemadtica (que no caso
mais simples pode ser a simples média dos valores que caem em cada né-folha) para
predizer o atributo-meta, enquanto que os nés-folha de uma arvore de decisao possuem

valores nominais.

As arvores que predizem o valor de um atributo-meta continuo sao conhecidas como
Regression Tree ou Model Tree, dependendo de como os nés-folha calculam o valor desse
atributo-meta. Quando os nés-folha da arvore apenas calculam a média de todos os
exemplos de treinamento que caem naquele no, entao a arvore é conhecida como Regression
Tree. Por outro lado, se os nés-folha possuem algum modelo de regressao linear para
predizer o valor do atributo-meta, entao a arvore é conhecida como Model Tree. Um
exemplo de uma Model Tree é mostrado na Figura[3] Essa drvore foi construida utilizando

dois atributos de entrada (z; e x3) do conjunto de dados.

< =10 >10

Y =22.16+2.4X,-538X,

<=3 >3

Y=18.02+3.02X,-0.06X, | | Y=32.04+1.07X,-11X,

Figura 3: Exemplo de uma Model Tree

Um dos pontos mais importantes a serem levados em consideracao quando uma arvore

de regressao (ou de classifica¢@o) estd sendo construida é a selegdo do atributo que sera
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utilizado para fazer o particionamento dos dados em cada né da arvore. Além de selecionar
o atributo, é muito importante escolher um valor adequado para esse atributo de modo a

particionar os dados da melhor maneira possivel.

As principais vantagens apresentadas pelos modelos de arvores de regressao sao: (i) selegdo
dinamica de atributos: os métodos de inducao de arvores sao extremamente efetivos em
encontrar os atributos-chave (os mais importantes) em aplicagoes de alta dimensao, e
(ii) sua capacidade exploratéria, porém, a medida que a arvore cresce de tamanho, sua
interpretabilidade diminui. Quanto ao desempenho, as arvores de regressao se equiparam

aos demais métodos de regressao (Weiss & Indurkhya 1995)).

Os algoritmos de inducao de arvores constroem modelos fazendo um particionamento
recursivo do conjunto de treinamento da seguinte maneira: o noé-raiz da arvore contém
um atributo que divide o conjunto de treinamento em sub-regides distintas (geralmente
duas sub-regides). Os filhos do né-raiz podem ser nds-folhas, ou entdo, sdo selecionados
novos atributos com seus respectivos valores, dividindo assim, o conjunto de treinamento
em novas sub-divisdes. O nimero de nds de uma &arvore e a profundidade da mesma
variam de acordo com o tamanho do conceito representado nos dados e com o mecanismo
de inferéncia utilizado pelo algoritmo responsavel pela construcao da arvore. Uma arvore
muito grande provavelmente causa um owverfitting dos dados, enquanto que uma arvore
muito pequena geralmente nao oferece bons resultados (Hastie, Tibshirani, & Friedman
2001).

Em geral, os algoritmos de inducao de arvores apresentam as seguintes caracteristicas em
comum: (i) particionam o conjunto de treinamento em regioes disjuntas recursivamente,
na qual a partigao final é determinada pelos nés-folha da arvore, e (ii) utilizam estratégias

de poda para evitar o overfitting (Torgo 1999).

Os diversos algoritmos de inducao de arvores de regressao diferenciam-se pelas estratégias
de poda utilizadas, pela maneira como selecionam os atributos que particionarao os dados,
e principalmente, pelo tipo de funcao que utilizam para predizer o valor do atributo-meta
(Torgo 1997). Alguns exemplos de algoritmos desse tipo sao o RETIS (Regression Tree
Induction System), o M5 e o CART (Classification And Regression Trees), descritos na

proxima secao.

2.4 Modelo Baseado em Redes Neurais Artificiais

Redes Neurais Artificiais (RNAs) sdo modelos computacionais inspirados no cérebro hu-
mano. Elas sdo compostas por vérias unidades de processamento (neurénios), interligadas

por um grande nimero de conexoes (sinapses).
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Graficamente, uma RNA pode ser vista como um conjunto de nés (unidades de proces-

samento) e arcos, representando respectivamente, os neurdnios e as conexoes entre os

mesmos (Braga, Carvalho, & Ludermir 2000). Uma estrutura genérica de rede neural

artificial é composta por uma camada de entrada, uma ou mais camadas intermediarias
(escondidas) e uma camada de saida. Cada uma dessas camadas é composta por um nui-
mero variado de neuronios, dependendo da aplicagao. Os nés da camada de entrada estao
relacionados com os atributos de entrada e contém os valores dos exemplos fornecidos a
RNA. Os nés das camadas intermediarias recebem um conjunto de entradas provenientes
de outros nés, computam uma funcdo (conhecida como fungao de ativagdo) sobre essas
entradas e entao enviam o resultado para outro conjunto de nés. Cada arco que conecta
dois ndés possui um peso associado. A camada de saida da RNA representa os valores
de saida da rede, que sao calculados por intermédio dos atributos de entrada e dos pesos

associados as conexoes.

O aprendizado em uma rede neural artificial consiste em encontrar os valores dos pesos
de modo a fornecer a saida correta. A Rede comeca com um vetor de pesos randomico,
e entao, a medida que lhe sao fornecidos exemplos de treinamento, os pesos vao sendo
modificados até que as predicoes se tornem satisfatorias. Um exemplo genérico de uma

rede neural artificial é mostrado na Figura [

Figura 4: Exemplo de uma rede neural artificial

Quando se trata de regressao, a rede neural é utilizada para predizer o valor de atributos
continuos (as saidas fornecidas pela RNA sao valores continuos). Alguns exemplos em

que as RNAs tem sido utilizadas para fazer regressao sao: previsao de séries temporais,

aproximacao de fungoes e fusdo de sensores (Braga, Carvalho, & Ludermir 2000)).
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A grande vantagem das RNAs sobre os outros métodos é que elas nao sao restritas a
um tunico atributo de saida, como acontece na maioria dos casos. Portanto, podem ser
realizadas varias regressoes em uma RNA. Além disso, as RNAs sao conhecidas pela alta

precisao na predi¢ao dos valores e sao robustas diante de dados com ruido.

Porém, as RNAs também apresentam algumas desvantagens. A primeira é que, depen-
dendo do modelo de rede e do algoritmo de aprendizado, as redes neurais podem apresentar
lenta convergéncia para uma solucao. Isso porque a rede pode precisar ser treinada até
que os pesos estejam corretos de modo a fornecer a saida esperada. Outra desvantagem é
que as solucoes por ela fornecidas nao sao facilmente interpretadas pelos usuarios, pois o

conhecimento estd embutido nos pesos e conexoes da rede.

2.5 Modelos Aditivos

Um método aditivo é aquele que se aproveita do fato de que uma funcao de regressao
complexa pode ser decomposta em partes, sendo que cada uma dessas partes representa
uma funcao simples. Portanto, um modelo com uma alta dimensa(ﬂ pode ser visto como a
soma de outras fungoes de dimensoes menores (Torgo 1999). Adaptive Regression Splines

¢ um exemplo de método aditivo.

Adaptive Regression Splines pode ser visto como uma generalizacao das arvores de re-
gressao, apresentadas anteriormente, e foram desenvolvidos para superar algumas de suas
limitagoes. Algumas dessas limitagoes sao: (i) a lacuna de continuidade apresentada pelas
arvores de regressao, que afeta a capacidade preditiva do modelo, e (ii) a incapacidade
das arvores de regressao de fornecerem boas aproximacoes para algumas fungoes (Uysal
& Giivenir 1999). A lacuna de continuidade corresponde ao fato de que os valores de um

no-folha nao sao continuos em relagao aos valores dos outros nés-folha.

Uma adaptagao paramétrica piecewise aproxima uma funcao por meio de varias fungoes
paramétricas simples (geralmente polindmios de ordens menores), cada uma definida sobre
diferentes sub-regides do conjunto de treinamento. Esses polindmios precisam ser conti-
nuos em cada ponto, isto é, cada funcao definida sobre uma sub-regiao do conjunto de
treinamento deve ser continua com relagao a fungao definida sobre a préxima sub-regiao

deste conjunto.

O mais popular entre os procedimentos de adaptacao paramétrica piecewise sao aqueles
baseados em splines, em que as fungoes paramétricas globais sao polinomios de grau ¢q. O
procedimento é implementado por intermédio da construgao de um conjunto de funcoes-

base definidas globalmente.

fUm modelo com alta dimensdo é um modelo com muitos atributos.
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O algoritmo MARS (Multivariate Adaptive Regression Splines), desenvolvido no inicio
dos anos 90 por Jerry Friedman, é um algoritmo de particionamento recursivo que possui
algumas modificagoes para resolver os problemas discutidos nesta segao, principalmente
no que diz respeito a descontinuidade. A metodologia MARS é detalhada em (Friedman
1991}, Hastie, Tibshirani, & Friedman 2001]).

2.6 Modelo Baseado em Support Vector Machines

A teoria Support Vector Machines (SVMs), ou Maquinas de Suporte Vetoriais, foi proposta
no final da década de 60 por V. Vapnik e A. Chervonenkis. Uma descrigao detalhada desse

método pode ser encontrada em (Vapnik 1998)).

O principio das SVMs consiste em encontrar um hiperplano 6timo que separe membros
e nao-membros de uma classe em um espaco abstrato, denominado feature space. Nesse
espago, as classes presentes no conjunto de treinamento se tornam linearmente separaveis,
e o hiperplano 6timo é definido como aquele para o qual a margem de separacao entre as

mesmas ¢ maximizada.

Uma propriedade importante das SVMs estd na utilizacao de kernels. Os kernels sao
produtos internos das coordenadas de dois vetores, e sao utilizados para construcao do
hiperplano 6timo no feature space sem a necessidade de considerar a forma explicita desse,
geralmente bastante complexa (Haykin 1999). Alguns exemplos de kernel utilizados sao:

o polinomial, o radial e o sigmoidal.

Algumas vantagens apresentadas pelas SVMs sao:

e trabalham bem quando o conjunto de dados possui uma alta dimensao;
e costumam apresentar uma alta precisao na predicao de valores;

e nao existe o risco de encontrarem minimos locais, um problema que ocorre bastante

quando se trabalha com redes neurais artificiais.

Uma desvantagem apresentada pelas SVMs é que os modelos fornecidos nao sao facilmente

compreensiveis ao ser humano.

As SVMs tem despertado grande interesse devido a obtencao de resultados que superam os
obtidos por outras abordagens de aprendizado de maquina na solucao de alguns problemas,

como por exemplo, na categorizacao de textos e na deteccao de faces.
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3 Descricao dos Sistemas e Algoritmos Utilizados

Para analisar a precisao dos métodos de regressao apresentados na secao anterior foram
utilizados alguns sistemas e algoritmos que possibilitam executar esses métodos. Com
excegao do Cubist, todos os demais sao freeware. Na Tabela[l]sao apresentados os métodos
de regressdo descritos neste relatério técnico e os algoritmos/sistemas utilizados para

executar cada método.

] Método \ Algoritmo/Sistema |
Regressao Linear dos Minimos Quadrados RT, WEKA
Aprendizado Baseado em Exemplos K-NN/RT
Locally Weighted Regression WEKA
Indugao de Regras de Regressao Cubist
Indugdo Top-Down de Arvores de Regressdo | M5/WEKA, RT, CART/RT, RETIS/RT
Redes Neurais Artificiais SNNS
Adaptive Regression Splines MARS/R
Support Vector Machines mySVM

Tabela 1: Métodos de regressao e algoritmos/sistemas utilizados em suas execugoes

3.1 RT

O RT (Regression Trees) foi desenvolvido por Luis Fernando Rainho Alves Torgo, do
Departamento de Ciéncias de Computadores da Faculdade de Ciéncias da Universidade
do Porto (Torgo 2001). Esse algoritmo permite obter modelos de regressao em diferentes
tipos de representacao baseados em um conjunto de exemplos fornecido. Alguns tipos de

modelos que podem ser obtidos sao:

e modelo baseado em arvores de regressao, em que os nds-folhas sao rotulados com a

média dos valores neles mapeados;
e modelo paramétrico global;

e modelo local, por intermédio do algoritmo K-Nearest Neighbor.

Uma vez que todos os arquivos necesséarios foram declarados corretamente, o RT ¢é execu-

tado por meio da seguinte linha de comando:
> rt4.1 <radical> [opg¢oes]

O RT permite ainda, emular os algoritmos de regressao RETIS e CART, descritos a seguir.

RETIS O RETIS (Regression Tree Induction System) é um sistema utilizado para induzir

arvores de regressao desenvolvido por Aram Karalic. As drvores de regressao sao
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utilizadas para modelar uma relacao linear piecewise entre atributos nominais ou
continuos e um atributo-meta continuo (Karalic 1995)). Portanto, esse algoritmo
gera uma Model Tree. O algoritmo RETIS foi emulado adicionando a opcao “-retis”

na execucgao do sistema RT.

CART O algoritmo CART (Classification And Regression Trees) foi desenvolvido por

Breiman, Friedman, Olshen e Stone (Breiman, Friedman, Stone, & Olshen 1984)).

O algoritmo CART permite a construgao de arvores de decisao e arvores de regressao
(Regression Trees) realizando um particionando recursivo bindrio do conjunto de
dados e associando a cada no-folha da arvore uma classe, no caso das arvores de
decisdo, ou um valor continuo, no caso das arvores de regressao. O CART foi

emulado adicionando a opcao “-cart” na execugao do sistema RT.

3.2 WEKA

O ambiente WEKA (Waikato Environment for Knowledge Analysis) disponibiliza varios
algoritmos de aprendizado de maquina implementados na linguagem Java, desenvolvido
na Universidade de Waikato na Nova Zelandialfl

No WEKA, cada implementacao de um algoritmo de aprendizado é representada por uma
classe. A linguagem Java permite que as classes sejam organizadas em pacotes, que sao
simplesmente diretérios contendo uma colecao de classes relacionadas. Isso é bastante ttil
porque certos algoritmos compartilham muitas funcionalidades, e dessa maneira, varias
classes em um pacote podem ser utilizadas por mais de um algoritmo (Witten & Frank
1999).

O pacote weka.classifiers contém implementagoes dos algoritmos de classificagao e predi-

¢ao numérica do WEKA. Esse pacote é executado por meio da seguinte linha de comando:
>java weka.classifiers.<classe> [opg¢oes] -t <arquivo treinamento> -T <arquivo teste>

A classe weka.classifiers.mb5 ¢ a classe que implementa o M5, um algoritmo que trabalha
com atributos e classes continuas descrito em (Quinlan 1992). O algoritmo M5 possui uma
fase de particionamento, que divide o conjunto de dados; uma fase de poda, para reduzir
o numero de nds da arvore obtida; e uma fase adicional denominada smoothing, que tem
como objetivo reduzir a grande diferenca dos valores preditos entre os nés-folhas (Wang &
Witten 1997)). O M5 permite obter como modelos de saida tanto uma Model Tree quanto
uma Regression Tree. Sera utilizado o termo M5 Model quando o algoritmo gera uma

Model Tree e M5 Regression quando ele gera uma Regression Tree.

Shttp://www.waikato.ac.nz/
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A segunda classe do WEKA utilizada neste trabalho foi a classe weka.classifiers. LWR,

que implementa o método de regressao Locally Weighted Regression.

A terceira classe utilizada foi a classe weka.classifiers.LinearRegression, que constréi
um modelo de regressao linear simples, ou seja, adapta todos os dados fornecidos a uma

unica fungao.

3.3 Cubist

O Cubist é uma ferramenta utilizada para a geracao de modelos preditivos numéricos
baseados em regras a partir de um conjunto de dados fornecido. Ele constréi um modelo
contendo uma ou mais regras, na qual cada regra ¢ uma conjuncao de condicoes associa-
das com uma expressao linear. Portanto, os modelos gerados pelo Cubist sao modelos
lineares piecewise. Porém, o Cubist permite também construir outros tipos de modelos,
como os compostos, que permitem melhorar a precisao da predicao de um modelo base-
ado em regras combinando-o com um modelo baseado em exemplos (Nearest Neighbor)
(Rulequest-Research 2001)).

Além dos diferentes tipos de modelos que podem ser gerados, o Cubist disponibiliza ainda
vérias outras funcionalidades, como a utilizacdo de um parametro de extrapolagao (que
controla quais predigoes feitas pelos modelos lineares do Cubist podem estar fora do

intervalo de valores do conjunto de treinamento) e da técnica de cross-validation.

Uma vez que todos os arquivos do Cubist foram declarados corretamente, ele pode ser

executado por meio da seguinte linha de comando:

> cubist -f <radical> [opgles]

34 R

O software R ¢é utilizado para manipulacao de dados, cédlculos e visualizagao grafica
(Venables & Smith 2002)). As funcionalidades do R sao divididas em pacotes, que as-
sim como o software, encontra-se disponivel em (The R Development Core 2002). Esse
sistema foi utilizado neste trabalho para executar o algoritmo MARS ( Multivariate Adap-

tive Regression Splines), que foi desenvolvido no inicio dos anos 90 por Jerry Friedman.
A metodologia MARS é detalhada em (Friedman 1991)).

O pacote mda do R possibilita a geracao de um modelo MARS, e posteriormente, testar

esse modelo em um conjunto de teste. Primeiramente, foi utilizada a funcao mars, que
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gera um modelo MARS por meio do seguinte comando:
> <modelo> — mars(<arquivo treinamento>)

Em seguida, utilizou-se a funcao predict.mars, que recebe como entrada um objeto
gerado a partir da fungdo mars (um modelo MARS) e um conjunto de teste e avalia a

precisao do objeto nesse conjunto por meio da seguinte linha de comando:

> predict(<modelo>, <arquivo teste>)

3.5 mySVM

O mySVM é uma implementacao das support vector machines baseada no algoritmo apre-
sentado em (Joachims 1999)). Ele suporta a realizacdo de regressao e reconhecimento de
padroes, entre outras funcionalidades. Uma das grandes vantagens do mySVM é que
ele aceita multiplos formatos de entrada para os dados, eliminando a necessidade de
conversao dos exemplos para um formato especifico (Riiping 2000). O mySVM utiliza
dois tipos de arquivos, um contendo a definicao dos parametros e do kernel utilizado, e
o outro contendo os dados de entrada. Uma vez que esses arquivos foram corretamente

declarados, o mySVM pode ser executado por meio do seguinte comando:

> mysvm <arquivo de parametros> <arquivo de dados>

3.6 SNNS

Para o treinamento da rede neural artificial foi utilizado o simulador SNNS (Stuttgart
Neural Network Simulator) (SNNS Simulator 1995). O SNNS é um software de uso com-
partilhado criado na Universidade de Stuttgart utilizado para manutencao e treinamento
de RNAs, possibilitando a visualizagao de seus desempenhos na aprendizagem, validagao

e teste.

4 Preparacao dos Experimentos

Nesta secao é descrito, primeiramente, o conjunto de dados utilizado para realizar os
experimentos. Em seguida, é apresentado um esquema de como os experimentos foram
realizados. Por fim, sao descritos os procedimentos efetuados para adaptar o conjunto de

dados ao formato de entrada dos diferentes sistemas.
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4.1 Descricao do Conjunto de Dados Utilizado

O conjunto de dados utilizado para realizar os experimentos, denominado housing (ou
Boston Housing) foi retirado do Repositério de Dados da UCI ( University of California,
Irvine) (Blake & Merz 1998)).

O conjunto de dados housing é formado por fatores sécio-economicos que determinam a
compra de imoveis no subtrbio da cidade de Boston, nos Estados Unidos. Baseado nesses
fatores, o objetivo é tentar predizer o valor de um imével na cidade de Boston. Esse
conjunto foi utilizado em um trabalho descrito em (Quinlan 1993) sobre a combinagao de
aprendizados baseados em regras e exemplos para melhorar a precisao das regras. Ele é
formado por 506 exemplos e 14 atributos, todos eles continuos. Na Tabela [2] é feita uma
descricao detalhada de todos os atributos do conjunto de dados housing, utilizados para

predizer o valor do atributo-meta MedHouse Val.

’ Atributo \ Descricao \ Minimo Maximo \ Média + DP ‘
CRIM taxa de crime por regiao 0,00632 88,9762 3,61 + 8,60
ZN indice de ocupacao por area 0,0 100,0 11,36 £ 23,32
INDUS indice de comércio por drea 0,46 27,74 11,14 + 6,86
CHAS atributo simulado Charles River 0 1 —

NOX concentracao de 6xidos nitricos 0,385 0,871 0,55 £ 0,12

RM nimero de comodos por habitacao 3,061 8,78 6,28 £ 0,70

AGE proporcao de unidades ocupadas 2,9 100,0 68,57 + 28,15

pelo dono antes de 1940

DIS distancia para 5 grandes 1,1296 12,1265 3,79 + 2,10
centros de trabalho

RAD indice de acessibilidade 1,0 24.0 9,55 + 8,71
as rodovias radiais

TAX taxa sobre o valor do imével 187,0 711,0 408,24 + 168,54

PTRATIO taxa professor-aluno por regiao 12,6 22,0 18,45 + 2,16

B proporcao de negros por cidade 0,32 396,9 356,67 £ 91,29

LSTAT porcentagem de populagao pobre 1,73 37,97 12,65 + 7,14

MedHouseVal valor do imovel 5,0 50,0 22,53 + 9,20

Tabela 2: Descricao detalhada do conjunto de dados housing

4.2 Descricao dos Experimentos

Um esquema de como foram realizados os experimentos utilizando o conjunto de dados

housing ¢é apresentado na Figura [5]

Primeiramente, o conjunto de dados passa por uma etapa de preparacao, em que esse
conjunto é adaptado para os formatos de entrada dos diferentes sistemas utilizados. Em
seguida, os dados ja preparados sao submetidos aos sistemas descritos, como RT e WEKA.

Nesse ponto, duas situagoes podem ocorrer:
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Dados

Dados

Regra 1: if ... then ...

Regra 2: if ... then ...

TESTE
> HIPOTESES

Dados Dados
Formato UCI Formato RT

[orga s ] ——

/ LWR . Média
> ' WEKA| \ " | Desvio-Padrio
Dados —_— Média
Formato WEKA Desvio-Padrio

Figura 5: Esquema dos experimentos realizados com o conjunto de dados housing

1. Os métodos classificados como locais (Aprendizado Baseado em Exemplos e LWR,
executados, respectivamente, pelo K-NN/RT e WEKA) nao geram um modelo de
saida, pois eles apenas predizem o valor do atributo-meta de novos exemplos ba-
seados nos exemplos mais similares do conjunto de treinamento. Nesse caso, na
execucao desses métodos, os exemplos de teste sao fornecidos juntamente com os

exemplos de treinamento para que seja efetuado o calculo das medidas de precisao;

2. Os demais métodos utilizam os exemplos de treinamento para construir um modelo
que represente os padroes extraidos. Nesse caso, os exemplos de teste sao apresen-

tados posteriormente ao modelo obtido para o calculo das medidas de precisao.

Depois de calculadas as medidas de precisao, realiza-se um teste de hipoteses que permite
comparar o desempenho de predicao dos diferentes métodos de regressao, afirmando se
um método executado por meio de um determinado algoritmo/sistema supera o outro, e

se essa superacao ¢ comprovada com grau de confianca de 95%.

4.3 Preparacao dos Dados

Primeiramente, é importante ressaltar que o conjunto de dados housing nao precisou
passar por nenhum processo de limpeza (como tratamento de valores ausentes), uma vez
que esse conjunto é proveniente do repositorio de dados da UCI. Nesse caso, a preparacao
dos dados consiste em adaptar o conjunto de dados housing para o formato dos dados de
entrada de cada sistema utilizado. A seguir sao descritas as adaptacoes feitas para cada

sistema:
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e Cubist: nao foi necessario nenhum tipo de modificacao, ja que o formato dos dados

de entrada do Cubist é idéntico ao formato dos dados da UCI;

e RT: a extensao do arquivo .names com a declaracao dos tipos dos atributos do

conjunto de dados precisou ser alterada para .domain;

e WEKA: o arquivo contendo as declaracoes dos atributos e o arquivo de dados
sofreram o acréscimo das tags relation, attribute e data e se tornaram um tnico

arquivo com a extensao .ARFF;

e mySVM: o arquivo contendo os dados nao precisou passar por nenhuma transfor-
macao. Porém, foi necesséria a declaracao de um outro arquivo, contendo a defini¢ao

dos parametros e do kernel utilizados durante a execug¢ao do mySVM;

e Software R: os arquivos contendo os exemplos de treinamento e teste também nao
precisaram sofrer nenhum tipo de transformacao. Esses arquivos foram carregados

por meio da opgao “read.table” do software;

e Simulador SNNS: primeiramente, os dados tiveram de ser normalizados (foram
convertidos para o intervalo entre 0 e 1). Vale ressaltar que o simulador aceita
apenas valores numéricos como entrada. Apds a fase de normalizagao, o conjunto
de dados passou por algumas transformagoes (os atributos de entrada e o atributo-
meta de cada exemplo precisaram ser colocados em linhas separadas) que o tornaram

adequados ao formato de entrada do SNNS.

5 Execucao dos Métodos

Para a execucao dos métodos de regressao utilizou-se 10-fold cross-validation com o ob-
jetivo de avaliar a precisao dos métodos com exemplos que nao foram utilizados durante
o treinamento. A técnica de 10-fold cross-validation consiste em dividir aleatoriamente
o conjunto de exemplos em 10 particoes mutuamente exclusivas de tamanhos aproxima-
damente iguais. O processo ¢é realizado 10 vezes, sendo que em cada vez 9 particoes
sao utilizadas para treinamento, e a particao restante é utilizada para testar a hipétese
induzida. O erro em cross-validation consiste na média dos erros calculados para cada
um dos 10 folds. No caso do conjunto de dados housing, composto de 506 exemplos, em
cada execucgao o conjunto de treinamento era formado por 455 exemplos, sendo que os 51
exemplos restantes formavam o conjunto de teste. A seguir é descrito como cada um dos
métodos de regressao descritos anteriormente foram executados, e na préxima secao, sao
apresentados os valores das medidas de precisao calculadas na execugao de cada método.

Todos os exemplos de modelos gerados pelos diversos métodos de regressao apresentados
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nesta secao sao resultados da execucao dos métodos utilizando a primeira particao do

conjunto de dados housing.

Uma vez que alguns métodos de regressao foram executados mais de uma vez, por exem-
plo, o método de regressao linear dos minimos quadrados foi executado uma vez por
meio do sistema RT e outra por meio do WEKA, na Tabela [3| sao apresentados os mé-

todos de regressao e suas respectivas notacoes utilizadas na execucao de um determinado

algoritmo /sistema.

’ Método \ Algoritmo/Sistema \ Notagao ‘
Regressao Linear Minimos Quadrados RT Linear RT
Regressao Linear Minimos Quadrados WEKA Linear WEKA

Aprendizado Baseado em Exemplos K-NN/RT K-NN
Locally Weighted Regression WEKA LWR
Inducao de Regras de Regressao Cubist Cubist
Inducao Top-Down de Arvores de Regressao M5 Model/ WEKA M5 Model
Indugdo Top-Down de Arvores de Regressdo | M5 Regression/ WEKA M5 Reg
Inducao Top-Down de Arvores de Regressao RT Arvore RT
Inducao Top-Down de Arvores de Regressao CART/RT CART
Inducao Top-Down de Arvores de Regressao RETIS/RT RETIS
Redes Neurais Artificiais SNNS RNA
Adaptive Regression Splines MARS/R MARS
Support Vector Machines mySVM mySVM

Tabela 3: Notacoes utilizadas para representar os método de regressao executados

5.1 Regressao Linear dos Minimos Quadrados

O método de regressao linear dos minimos quadrados foi executado duas vezes, uma
utilizando o RT, e a outra por meio da classe weka.classifiers.LinearRegression do
WEKA. Nas Figuras [0] e[/ sdo apresentadas, respectivamente, as funcoes obtidas pelo RT
e pelo WEKA.

MedHouseVal = 38.3 - 0.0806*CRIM + 0.0448%ZN + 0.0241*%INDUS + 2.5%xCHAS
- 17.9%N0X + 0.00917%B + 0.00181*AGE - 1.01xPTRATIO
+ 0.313%*RAD - 0.0135%TAX - 1.45%DIS + 3.73*RM - 0.52xLSTAT
Figura 6: Funcao de regressao linear gerada pelo RT
MedHouseVal = 38.1055 - 0.0814*CRIM + 0.044*ZN + 2.5316*CHAS
- 17.3591*%N0OX + 3.7329%RM - 1.472xDIS + 0.3051*RAD
- 0.0128*TAX - 1.0041%xPTRATIO + 0.0092%B - 0.5163*LSTAT

Figura 7: Fungao de regressao linear gerada pelo WEKA

Com relagao as fungoes de regressao linear obtidas pelo RT e WEKA verifica-se que a

funcao gerada pelo RT utiliza todos os atributos do conjunto de dados housing, enquanto
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que a funcdo gerada pelo WEKA nao utiliza os atributos INDUS e AGE. Na Tabela [4]

observa-se que os valores das constantes associadas aos atributos nas fungoes de regressao

linear geradas pelo RT e WEKA sao bastante préximos.

’ Atributo \ RT \ WEKA \
— +38,3 +38,1055
CRIM -0,0806 -0,0814
ZN 40,0448 40,044
INDUS 40,0241 —
CHAS +2,5 +2,5316
NOX -17,9 -17,3591
B +0,00917 | +0,0092
AGE +0,00181 —
PTRATIO -1,01 -1,0041
RAD 40,313 40,3051
TAX -0,0135 -0,0128
DIS -1,45 -1,472
RM +3,73 43,7329
LSTAT -0,52 -0,5163

Tabela 4: Constantes associadas aos atributos nas func¢oes de regressao linear geradas

pelos sistemas RT e WEKA

5.2 Aprendizado Baseado em Exemplos

Para o método de aprendizado baseado em exemplos foi executado o algoritmo K-NN

utilizando o sistema RT. O valor adotado para K foi 11, ou seja, para cada exemplo

de teste fornecido, o valor do atributo-meta desse exemplo foi calculado baseado nos

11 exemplos mais similares do conjunto de treinamento. Esse valor foi escolhido apods

testes realizados com diversos valores para K, tendo o valor 11 apresentado os melhores

resultados. Como descrito anteriormente, esse método nao fornece um modelo de saida

que represente os padroes extraidos.

5.3 Locally Weighted Regression

O método LWR foi executado no sistema WEKA por meio da classe weka.classifiers. LWR.

Assim como o aprendizado baseado em exemplos, esse método também nao fornece modelo

de saida.

5.4 Inducao de Regras de Regressao

Para a obtencao de um modelo de regras de regressao simbdlico foi executado o Cubist,

sendo que o numero de regras geradas em cada uma das 10 execugoes variou entre 6 e 10.
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Algumas regras geradas pelo Cubist sdo apresentadas na Figura [§

Rule 1: [60 cases, mean 11.61, range 5 to 20, est err 1.88]

if
CRIM > 5.824
NOX > 0.668
then
MedHouseVal = 18.02 + 3.02 DIS - 0.29 LSTAT - 6 NOX + 0.006 B
- 0.002 TAX + 0.03 RAD - 0.03 CRIM - 0.1 PTRATIO

Rule 2: [22 cases, mean 17.19, range 10.2 to 27.9, est err 4.10]

if
CRIM > 5.824
NOX <= 0.668
LSTAT > 9.71
then

MedHouseVal = 32.02 - 0.19 LSTAT - 11 NOX - 0.05 CRIM - 0.19 DIS
+ 0.04 RAD - 0.002 TAX - 0.15 PTRATIO

Figura 8: Algumas regras geradas pelo Cubist

5.5 Inducao Top-Down de Arvores de Regressao

Para a geracao de arvores de regressao foram utilizados cinco diferentes algoritmos. Desses
algoritmos, o RT, o CART/RT e o M5 Regression geram como saida uma Regression Tree,
que associa a cada né-folha um valor numérico correspondente a média do atributo-meta
de todos os exemplos mapeados naquele né-folha. Na Figura [J] pode ser visualizada a
Regression Tree em formato textual gerada pelo algoritmo M5 Regression por meio do
WEKA, e na Figura [10] é apresentada a Regression Tree em formato grafico gerada pelo
algoritmo CART/RT. Os algoritmos utilizados que geram uma Model Tree (arvore de
regressao com uma fungao linear associada a cada né-folha) foram o RETIS/RT e o M5
Model. A Model Tree em formato textual gerada pelo M5 Model por meio do WEKA

pode ser visualizada na Figura |11}

5.6 Redes Neurais Artificiais

Para treinar a rede neural artificial foi utilizado o simulador SNNS. A rede treinada apre-
senta a seguinte arquitetura: 13 unidades de entrada (o conjunto de dados housing possui
13 atributos de entrada), 3 unidades na camada intermedidria e 1 unidade na camada de
saida (correspondente ao atributo-meta). A func¢ao de aprendizado utilizada foi a fungao
backpropagation com momentum, com os valores 0.2, 0.2, 0.1, 0.2 para os parametros. Os

pesos foram inicializados randomicamente entre -0.5 e 0.5. Foram utilizados 1750 ciclos
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LSTAT <= 9.55 :

RM <= 7.13 :
DIS <= 3.35 :
| DIS <= 1.94 :

I | DIS <= 1.49 : 50

| | DIS > 1.49 : 29.1
| DIS > 1.94 :

| |  TAX <= 267 : 32.8
I | TAX > 267 : 23.6
DIS > 3.35 :

| BRM <= 6.54 :

I | RM <= 6.06 : 20.6
| | RBRM > 6.06 : 23.7
| RM > 6.54 :

I | LSTAT <= 5.26 : 31.3
I | LSTAT > 5.26 : 26.6
RM > 7.13 :

| RM <= 7.44 : 34.6

| RM > 7.44 : 45.3

LSTAT > 9.55 :

LSTAT <= 15 :

|  PTRATIO <= 17.9 :

| |  TAX <= 283 : 26.9

| | TAX > 283 : 21.3

|  PTRATIO > 17.9 : 20.2
LSTAT > 15 :

| CRIM <= 5.77 :

I | CRIM <= 0.654 :

| | | DIS <= 1.96 : 14.9
|

|

|

| | DIS > 1.96 : 19.7
| CRIM > 0.654 : 15.5
CRIM > 5.77 : 12

Figura 9: Regression Tree gerada pelo algoritmo M5 no ambiente WEKA

de treinamento para cada uma das 10 redes treinadas. Na Figura [12| é apresentada uma

das saidas gerada pelo simulador SNNS.

5.7 Adaptive Regression Splines

Para a obtencao de um modelo aditivo baseado no método Adaptive Regression Splines foi
utilizado o pacote mda do software R, que implementa o algoritmo MARS. Os coeficientes

calculados pela fun¢ao mars do R em uma das parti¢oes é apresentado na Figura [13]

5.8 Support Vector Machines

Para obter um modelo baseado em support vector machines foi utilizado o mySVM. Foram

realizados diversos testes com o mySVM, sendo que os resultados mais precisos foram
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RM <= 694
fnl)
MedHonseVal= 2258
N=456,MSE=84.228

/J.E

RM <= 654
n3)
MedHouseVal = 2327
N=23 MSE=24.284

LSTAT == 1440
5

n2
MedHouseVal = 19.93
N=386MSE=18914

RM <= 744
(nl15)
MedHonseVal = 37.17
N=T0,MSE=81.324

false

MedHougeVal = 14 96+/- 0.702
fubd)
N=155MSE=18991
Range: 5000.27.500

Med House Val = 32 16+ 21000
G
N=43,MSE=41 994
Range: 10.402..50.000

MedHouseVal = 45,144/ 2.494
tnl3l)
N=17 MSE=40 444
Range:; 21.900..52.000

MedHouseVal = 21924 0.627
(nd)
N=179 MSE=17.501
Range: 11.900..50,000

MedHouseVal = 2791+ L2857
(47
N=52,MSE=21.128
Range: 21,300..50.000

Figura 10: Regression Tree gerada pelo algoritmo CART no sistema RT

obtidos utilizando o kernel radial com o parametro v = 0,8. Uma das saidas geradas por
meio do mySVM é apresentada na Figura [14]

6 Calculo da Precisao e Teste de Hipo6teses

Nesta se¢ao, primeiramente, sao apresentadas as medidas MAD e MSE utilizadas neste
relatorio para calcular a precisao dos métodos de regressao. Em seguida, sao relatados os
valores dessas medidas calculadas por cada um desses métodos. Por fim, é descrito um
teste de hipoteses realizado para comparar a precisao dos diversos métodos de regressao

com um grau de confianca de 95%.

6.1 Medidas de Precisao

Para comparar a precisao dos métodos de regressao descritos neste relatério técnico fo-
ram calculadas algumas medidas sobre os exemplos pertencentes aos conjuntos de teste

utilizados em cada execucao.

A medida MAD (Mean Absolute Deviation) consiste na média da diferenga (em modulo)
entre os valores reais e preditos para um atributo-meta. Seja h; a hipdtese construida pelo

algoritmo na i-ésima particao. O valor da MAD calculado em cada uma das ¢ particoes é
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LM1

LM1

L
|
|
|
|
|
|
|
|
|
|
LSTAT > 9.55 :
|
|
|
|
|
|
|
|
|
|
|
|
|
|

LM1:
LM2:
LM3:
LM4:
LM5:
LM6:
LM7:
LM8:

LM9:

STAT <= 9.55 :

RM <= 7.13 :

| DIS <= 3.35 :
| DIS > 3.35 :

RM > 7.13 :

RM <= 7.44 :
| INDUS <= 5.58 : LM3 (14/17%)

RM > 7.44 :

|
|
| | INDUS >
|
|

Pruned training model tree:

LM1 (28/77.4%)
LM2 (109/31.3%)

5.58 : LM4 (5/5.5%)

|  PTRATIO <= 17.6 : LM5 (22/53.3%)
| |  PTRATIO > 17.6 : LM6 (6/52.9%)

LSTAT <= 15 :

PTRATIO <= 17.9 : LM7 (34/27.2%)
17.9 :
7

PTRATIO >
| B <= 37

| | CRIM > 4.43 : LM9 (6/43.7%)

| B> 37
LSTAT > 15 :
CRIM <= 5.7

|

|

| |  CRIM >
| CRIM > 5.7
| |  NOX <=
| | NOX >

MedHouseVal

LM10: MedHouseVal

1: MedHouseVal

2: MedHouseVal

LM13: MedHouseVal

LM14: MedHouseVal

7

|
|
|
| | | CRIM <= 4.43 : LM8 (14/29.6%)
|
|

LM10 (70/23.6%)

7
|  CRIM <= 0.654 : LM11 (42/34.7%)

0.654 : LM12 (33/31.7%)

7 :

0

Models at the leaves:
Smoothed (complex):

MedHouseVal =
MedHouseVal =
MedHouseVal =
MedHouseVal =
MedHouseVal =
MedHouseVal =
MedHouseVal =

MedHouseVal =

.67 : LM13 (17/58.1%)
0.

67 : LM14 (55/28.1%)

41.3 + 1.22CRIM + 0.016ZN + 0.198CHAS - 6.28NOX + 4.63RM - 5.22DIS + 1.14RAD

- 0.0495TAX - 0.171PTRATIO - 0.03B - 0.472LSTAT

-0.382 + 0.709CRIM + 0.0244ZN + 0.198CHAS - 3NOX + 7.16RM - 0.0327AGE - 0.617DIS

+ 0.052RAD - 0.015TAX - 0.171PTRATIO - 0.00991B - 0.545LSTAT

61.5 - 0.827CRIM + 0.00311ZN + 0.204INDUS + 0.198CHAS - 1.27NOX - 0.584RM - 0.0299AGE
- 0.679DIS - 0.163RAD - 0.00857TAX - 0.666PTRATIO + 7.52e-4B - 0.701LSTAT

52.3 - 1.42CRIM + 0.00311ZN + 0.204INDUS + 0.198CHAS - 1.27NOX + 0.666RM - 0.0299AGE
- 0.679DIS - 0.163RAD - 0.00857TAX - 0.666PTRATIO + 7.52e-4B - 0.701LSTAT

30.1 - 2.39CRIM + 0.00311ZN + 0.366INDUS + 0.198CHAS - 1.27NOX + 4.72RM - 0.0237AGE
- 0.56DIS - 0.125RAD - 0.00857TAX - 0.939PTRATIO + 7.52e-4B - 0.631LSTAT

27.8 - 3.88CRIM + 0.00311ZN + 0.328INDUS + 0.198CHAS - 1.27NOX + 5.5RM - 0.0237AGE

- 0.56DIS - 0.125RAD - 0.00857TAX - 1.2PTRATIO + 7.52e-4B - 0.631LSTAT

24.4 - 0.0885CRIM + 0.00216ZN + 0.138CHAS - 5.64NOX + 3.46RM - 0.428DIS + 0.122RAD

- 0.0223TAX - 0.297PTRATIO - 0.015B - 0.0651LSTAT

28 - 0.0986CRIM + 0.00216ZN + 0.138CHAS - 3.96NOX + 0.379RM - 0.0157AGE - 0.549DIS

+ 0.0761RAD - 0.00286TAX - 0.207PTRATIO + 0.0011B - 0.0651LSTAT

27.3 - 0.0986CRIM + 0.00216ZN + 0.138CHAS - 3.96NOX + 0.379RM - 0.0157AGE - 0.549DIS
+ 0.0761RAD - 0.00286TAX - 0.207PTRATIO + 0.00633B - 0.0651LSTAT

25.8 - 0.167CRIM + 0.00216ZN + 0.138CHAS - 3.96NOX + 1.45RM - 0.0491AGE - 0.957DIS
+ 0.0761RAD - 0.00286TAX - 0.207PTRATIO + 0.0011B - 0.0651LSTAT

9.33 - 0.286CRIM + 0.00216ZN + 2.31CHAS - 2.56NOX + 3.37RM - 0.0707AGE - 0.156DIS

+ 0.0742RAD - 0.00152TAX - 0.117PTRATIO + 0.00314B - 0.0881LSTAT

18.9 - 0.333CRIM + 0.00216ZN + 0.614CHAS - 2.36N0OX + 0.634RM - 0.0209AGE - 0.156DIS
+ 0.137RAD - 0.00152TAX - 0.117PTRATIO + 0.00354B - 0.0881LSTAT
25.1 - 0.066CRIM + 0.00216ZN + 0.138CHAS - 13.2NOX + 0.198RM + 0.0416AGE - 0.156DIS

+ 0.0191RAD - 0.00152TAX - 0.117PTRATIO + 0.00102B - 0.163LSTAT
19 - 0.0774CRIM + 0.00216ZN + 0.138CHAS - 8.07NOX + 0.198RM + 0.019AGE + 1.93DIS
+ 0.0191RAD - 0.00152TAX - 0.117PTRATIO + 0.0044B - 0.233LSTAT

Figura 11: Model Tree gerada pelo algoritmo M5 no ambiente WEKA

obtido por meio da equagao [3

1 Nteste

> 1wl 8

MAD(h;) =

Nieste
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SNNS network definition file V1.4-3D
generated at Mon Apr 08 01:13:37 2002

network name : redel3-3-2
source files :

no. of units : 17

no. of connections : 42
no. of unit types : O

no. of site types : O

learning function : BackpropMomentum
update function : Topological_Order

unit default section :

act | bias | st | subnet | layer | act func | out func
| [-——-1 | | |
0.00000 | 0.00000 | h | 0| 1 | Act_Logistic | Out_Identity
| | |

unit definition section :

no. | typeName | unitName | act | bias | st | position | act func | out func | sites
-1 | | | |-=--1 | | |
1] | | 0.00000 | 0.00000 | i | 2, 2,-5700 |I]|
2 | | | 0.00000 | 0.00000 | i | 2, 3,-5700 |l
3| | | 0.00000 | 0.00000 | i | 2, 4,-5700 |||
4 | | | 0.00000 | 0.00000 | i | 2, 5,-5700 |l
5 | | | 0.00000 | 0.00000 | i | 2, 6,-5700 |l
6 | | | 0.00000 | 0.00000 | i | 2, 7,-5700 |l
7 | | | 0.00000 | 0.00000 | i | 2, 8,-5700 |l
8 | | | 0.00000 | 0.00000 | i | 2, 9,-5700 |I|
9 | | | 0.00000 | 0.00000 | i | 2,10,-5700 |||
10 | | | 0.00000 | 0.00000 | i | 2,11,-5700 |||
11 | | | 0.00000 | 0.00000 | i | 2,12,-5700 |||
12 | | | 0.00000 | 0.00000 | i | 2,13,-5700 |||
13 | | | 0.00000 | 0.00000 | i | 2,14,-5700 |||
14 | | | 0.00000 | 0.00000 | h | 5, 2,-5700 |||
15 | | | 0.00000 | 0.00000 | h | 5, 3,-5700 |||
16 | | | 0.00000 | 0.00000 | h | 5, 4,-5700 |1
17 | | | 0.00000 | 0.00000 | o | 8, 2,-5700 |||
| | | | |

Figura 12: Saida gerada pelo simulador SNNS

em que Nyesee corresponde ao nimero de exemplos do arquivo de teste; y; corresponde ao
valor predito pelo algoritmo no j-ésimo exemplo de teste; e y; é o valor real do atributo-

meta desse mesmo exemplo.

A medida MSE (Mean Squared Error) consiste na média da diferenca ao quadrado entre
os valores reais e preditos para um atributo-meta (Torgo 1995). Novamente, considerando
h; como sendo a hipdtese gerada na i-ésima particao, o valor da MSE calculado em cada

particao é obtido por meio da equagao [4

1 Nteste

-y (4)

MSE(h;) =

Nieste

Considere A um algoritmo e erro(h;) equivalente as medidas MAD e MSE calculadas sobre
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$coefficients
[,1]
[1,] 28.655441875
[2,] -0.565938275
[3,] 2.417479509
[4,] 6.560906604
[6,] -0.704069729
[6,] 1.878919035
[7,] -26.097746929
[8,]1 -0.761990879
[9,] 4.681379591
[10,] -0.540831782
[11,] 0.033773040
[12,] -0.135806866
[13,] -0.006420629
[14,] 0.727715715

[15,] 0.448313260
[16,] 0.198408122
[17,] 1.773792925

Figura 13: Coeficientes calculados pela fun¢ao mars no sistema R

a i-ésima particao do conjunto de dados. A média das medidas MAD e MSE calculadas

sobre o algoritmo A é dada pela equacao

media(A) = % Z erro(h;) (5)

em que k corresponde ao nimero de partigoes do conjunto de dados (ou seja, k = 10).

Em seguida, baseado no valor da média, calcula-se a variancia das medidas MAD e MSE

de cada algoritmo, utilizando a equagao [0}

var(A) = ﬁ 2(67”7"0(}%) — media(A))? (6)

Por fim, é calculado o desvio padrao das medidas MAD e MSE obtido sobre cada algoritmo

baseado na variancia, como mostra a equagao [7}

dp(A) = /var(A) (7)
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*xx mySVM version 2.1 %
Reading param.dat
Reading housing.data
read 455 examples, format xy, dimension = 13.
Reading housing.test
read 51 examples, format xy, dimension = 13.
RSVM generated
Training started with C = 1.
**k*x*x*kx Checking convergence for all variables
**x* Convergence
Done training: 1313 iterations.
Target function: -102.66736
The results are valid with an epsilon of 0.0009317063 on the KKT conditions.
Average loss : 1.302971 (loo-estim: 3.7808308)
Avg. loss pos : 0.85923661 (233 occurences)
Avg. loss neg : 1.7686922 (222 occurences)
Mean absolute error : 1.302971
Mean squared error : 8.4460781
Support Vectors : 455
Bounded SVs : 299
min SV: -1
max SV: 1
lwl = 8.7845637
max x| =1
VCdim <= 78.168559
Time for learning:

init : Os
optimizer : Os
convergence : Os
update ws : Os
calc ws : Os
all : 1s

Saving trained SVM to housing.data.svm

Starting tests

Testing examples from file housing.test

Average loss : 2.2630271

Avg. loss pos : 2.3924244 (28 occurences)
Avg. loss neg : 2.1055 (23 occurences)

Mean absolute error : 2.2630271

Mean squared error : 13.49548

mysvm ended successfully.

Figura 14: Saida gerada por meio do mySVM

6.2 Calculo das Medidas de Precisao

Para calcular a precisao dos métodos classificados como locais (Aprendizado Baseado em
Exemplos e Locally Weighted Regression), o conjunto de teste foi fornecido juntamente
com o conjunto de treinamento, ja que esses dois métodos nao fornecem nenhum modelo
de saida. Para os outros métodos, o conjunto de teste foi fornecido apds a construcao dos

modelos, sendo entao medidas as precisoes de cada um deles. Na Tabela [5| é apresentado
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um resumo das medidas MAD e MSE com seus respectivos desvios padroes calculados
sobre cada método executado por meio de um algoritmo/sistema. Os valores das medidas
calculados para a rede neural artificial por meio do simulador SNNS foram colocados

por ultimo, visto que os dados da rede foram normalizados, e dessa maneira, as medidas

calculadas para a rede possuem uma ordem diferente das demais.

] Método \ MAD + Desvio padrao \ MSE + Desvio padrao ‘
MARS 1,780019 £ 0,277193 14,88365 £ 6,373759
Cubist 2,770000 + 0,491688 12,74135 4+ 11,49187

M5 Model 2,372650 £ 0,198515 11,85571 + 3,306632
SVM 2,374830 + 0,360868 16,38337 £+ 7,887513
LWR 2,547140 + 0,372651 13,35521 + 5,650965

M5 Reg 2,824000 + 0,178404 16,94432 + 4,435478
RETIS 2,866421 + 0,353570 17,62673 £+ 6,571896

Arvore RT 2,892222 + 0,452539 18,72341 £ 7,666218

K-NN 3,328964 + 0,352417 22,57809 + 5,867417
Linear WEKA 3,365980 £ 0,408450 23,41267 £ 6,838154

Linear RT 3,383552 £ 0,424801 23,58778 £ 6,948995
CART 3,589523 £ 0,477208 27,07027 £+ 7,350229

] *SNNS \ 0,131665 £ 0,013580 \ 0,021381 £ 0,011117 ‘

Tabela 5: Medidas MAD e MSE calculadas na execugao de cada método de regressao

Na Figura[l5|é apresentado um grafico da medida MAD e o desvio padrao calculados para
cada método de regressao sobre o conjunto de teste. Por intermédio dessa figura, observa-
se que o método Adaptive Regression Splines executado por meio do algoritmo MARS no
software R obteve o valor mais baixo da medida MAD, enquanto que o método Inducao
Top-Down de Arvores de Regressao executado por meio do algoritmo CART obteve o
mais alto valor. Na Figura é apresentado um resumo da medida MSE e o desvio
padrao obtidos para cada método de regressao sobre os exemplos de teste. Observa-se
nessa figura que o método que induz arvores de regressao executado por meio do algoritmo
M5 Model obteve o valor mais baixo da medida MSE, enquanto que o algoritmo CART,
novamente, obteve o mais alto valor. Ressalta-se que os valores das medidas calculados
para a rede neural artificial nao foram levados em consideracao na comparacao dos valores

das medidas MAD e MSE, e nem na realizacao do teste de hipdteses descrito a seguir.

6.3 Teste de Hipdteses

Apesar de terem sido calculadas algumas medidas de precisao para cada um dos mé-
todos de regressao, nao é facil perceber se um método executado em um determinado
algoritmo /sistema é melhor que outro observando apenas esses valores. Para decidir qual
deles é melhor que o outro com um grau de confianca de 95% ¢é assumido o caso geral
para determinar se a diferenca entre dois algoritmos — Ag e Ap — é significante ou nao,
assumindo uma distribuicao normal. Em geral, a comparacao é feita de maneira que Ap

é o algoritmo proposto e Ag é o algoritmo padrao. Para isso, a média e desvio padrao
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N o
N U w o A

MAD +/- DP

Figura 15: Resumo da medida MAD e seu desvio padrao calculados pelos métodos de
regressao executados

Figura 16: Resumo da medida MSE e seu desvio padrao calculados pelos métodos de
regressao executados

combinados sao calculados de acordo com as equagoes [§ e [9] respectivamente. Entao, a

diferenca absoluta, em desvios padroes, é calculada por meio da equagao [10]

media(As — Ap) = media(Ag) — media(Ap) (8)
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dp(As — Ap) = \/ R (9)

media(Ags — Ap)
dp(As — Ap)

ad(Ag — Ap) = (10)

Dessa maneira, se ad(Ag — Ap) > 0 entdo Ap supera Ag. Porém, se ad(As — Ap) > 2
desvios padroes, entao Ap supera Ag com grau de confianca de 95%. Por outro lado, se
ad(As — Ap) <0, entdo Ag supera Ap e se ad(As — Ap) < —2 desvios padroes, entao Ag
supera Ap com grau de confianca de 95% (Monard & Baranauskas 2003)).

Depois de calculadas as medidas de precisao em cada uma das 10 particoes do conjunto
de dados e calculada a média de cada método executado em um certo algoritmo/sitema,
foi realizado esse teste de hipdteses para comparar a precisao dos métodos de regressao e
decidir qual deles apresenta melhor desempenho sobre o conjunto de dados housing. Na
Tabela [6] sao apresentados os resultados desse teste. A tltima coluna da tabela indica se

a superagao é comprovada com grau de confianga de 95% (S) ou nao (N).

Por meio da Tabela [6] verifica-se que o método Adaptive Regression Splines executado por
meio do algoritmo MARS com o software R (representado simplesmente por MARS nessa

tabela) sobre o conjunto de dados housing foi melhor que todos os demais com um grau

de confianca de 95%, baseado na medida MAD.

7 Analise dos Resultados

Alguns pontos devem ser destacados com relacao as medidas de precisao calculadas para

o conjunto de dados housing:

e Os resultados obtidos por meio da fungao linear global gerada pelo RT e pelo WEKA
foram praticamente iguais, apesar do RT ter utilizado os 13 atributos do conjunto
de dados para construir a funcao, enquanto que o WEKA utilizou apenas 11 atribu-
tos. Dessa maneira, pode-se dizer que os atributos INDUS e AGE, que nao foram
utilizados pelo WEKA, nao sao considerados importantes para predizer o valor de

novos exemplos;

e O método LWR apresentou um desempenho de predicao superior ao método de
Aprendizado Baseado em Exemplos (executado por meio do algoritmo K-NN/RT),

tanto na calculo da MAD quanto da MSE. Isso se explica pelo fato de que o método
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7 Analise dos Resultados
[ As Ap | media(Ag — Ap) | dp(As — Ap) [ ad(As — Ap) | Melhor [ 95% |

MARS Cubist 20,496981 0,399119 1,245193 MARS S
MARS M5 Model -0,592631 0,241085 -2,458181 MARS S
MARS SVM -0,594811 0,321762 -1,848605 MARS S
MARS LWR -0,767121 0,328408 -2,335872 MARS S
MARS M5 Reg -1,043981 0,233092 -4,478833 MARS S
MARS RETIS -1,086402 0,317685 -3,419744 MARS S
MARS Arvore RT -1,112203 0,375251 -2,963887 MARS S
MARS K-NN -1,548945 0,317044 -4,885586 MARS S
MARS Linear WEKA -1,585961 0,349047 -4,543692 MARS S
MARS Linear RT -1,603532 0,358672 -4,470744 MARS S
MARS CART -1,809504 0,390233 -4,636985 MARS S
Cubist M5 Model -0,095650 0,374943 -0,255105 Cubist N
Cubist SVM -0,097830 0,431267 -0,226843 Cubist N
Cubist LWR -0,270140 0,436248 -0,619233 Cubist N
Cubist M5 Reg -0,547000 0,369855 -1,478959 Cubist S
Cubist RETIS -0,589420 0,428234 -1,376398 Cubist S
Cubist Arvore RT -0,615222 0,472519 -1,302004 Cubist S
Cubist K-NN -1,051964 0,427758 -2,459248 Cubist S
Cubist Linear WEKA -1,088980 0,451989 -2,409305 Cubist S
Cubist Linear RT -1,106551 0,459463 -2,408356 Cubist S
Cubist CART -1,312523 0,484502 -2,709014 Cubist S
M5 Model SVM -0,002180 0,291233 -0,007485 M5 Model N
M5 Model LWR 20,174490 0,208560 20,584437 M5 Model N
M5 Model M5 Reg -0,451350 0,188727 -2,391542 M5 Model S
M5 Model RETIS -0,493770 0,286722 -1,722118 M5 Model S
M5 Model Arvore RT -0,519572 0,349427 -1,486922 M5 Model S
M5 Model K-NN -0,956314 0,286012 -3,343614 M5 Model S
M5 Model Linear WEKA -0,993330 0,321122 -3,093303 M5 Model S
M5 Model Linear RT -1,010901 0,331560 -3,048924 M5 Model S
M5 Model CART -1,216873 0,365469 -3,329617 M5 Model S
SVM LWR -0,172310 0,366807 -0,469757 SVM N
SVM M5 Reg 20,449170 0,284652 1,577960 SVM S
SVM RETIS 20,491590 0,357237 1,376088 SVM S
SVM Arvore RT -0,517392 0,409278 -1,264157 SVM S
SVM K-NN -0,954134 0,356667 -2,675136 SVM S
SVM Linear WEKA -0,991150 0,385394 -2,571783 SVM S
SVM Linear RT -1,008721 0,394133 -2,559343 SVM S
SVM CART -1,214693 0,423056 -2,871223 SVM S
LWR M5 Reg -0,276860 0,292144 -0,947682 LWR S
LWR RETIS -0,319280 0,363235 -0,878989 LWR S
LWR Arvore RT -0,345082 0,414524 -0,832478 LWR S
LWR K-NN 20,781284 0,362675 2,155715 LWR S
LWR Linear WEKA -0,818840 0,390690 -2,094431 LWR S
LWR Linear RT -0,836411 0,399577 -2,093238 LWR S
LWR CART -1,042383 0,428133 -2,434716 LWR S
M5 Reg RETIS -0,042420 0,280035 -0,151482 M5 Reg N
M5 Reg Arvore RT -0,068222 0,343962 -0,198342 M5 Reg N
M5 Reg K-NN -0,504964 0,279307 -1,807913 M5 Reg S
M5 Reg Linear WEKA -0,541980 0,315166 -1,719664 M5 Reg S
M5 Reg Linear RT -0,559551 0,325794 -1,717499 M5 Reg S
M5 Reg CART 20,765523 0,360246 22,124996 M5 Reg S
RETIS Arvore RT -0,025801 0,406081 -0,063537 RETIS N
RETIS K-NN -0,462543 0,352993 -1,310344 RETIS S
RETIS Linear WEKA -0,499559 0,381996 -1,307757 RETIS S
RETIS Linear RT -0,517131 0,390811 -1,323222 RETIS S
RETIS CART -0,723102 0,419963 -1,721821 RETIS S
Arvore RT K-NN -0,436742 0,405579 -1,076835 Arvore RT S
Arvore RT Linear WEKA -0,473758 0,431058 -1,099057 Arvore RT S
Krvore RT Linear RT 20,491329 0,438889 1,119484 Krvore RT S
Arvore RT CART -0,697301 0,465037 -1,499452 Arvore RT S
K-NN Linear WEKA 20,037015 0,381463 -0,097035 K-NN N
K-NN Linear RT 20,054587 0,390290 20,139862 K-NN N
K-NN CART 20,260558 0,410478 20,621148 K-NN N
Linear WEKA Linear RT -0,017571 0,416705 -0,042167 Linear WEKA N
Linear WEKA CART -0,223543 0,444161 -0,503292 Linear WEKA N
Linear RT CART -0,205971 0,451765 -0,455926 Linear RT N

Tabela 6: Resultado do teste de hipdteses realizado com o conjunto de dados housing
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LWR associa pesos maiores aos exemplos do conjunto de treinamento mais préximos
do exemplo de teste fornecido, enquanto que o segundo apenas calcula a média dentre

todos os exemplos mais similares;

e Em geral, os algoritmos de arvores que geram uma Model Tree apresentaram uma
precisao melhor do que aqueles que constroem uma Regression Tree. Isso se explica
pelo fato de que uma Model Tree possui fungoes lineares nos nés-folhas, permitindo
predizer valores mais proximos do real do que fazendo apenas a média de todos os

exemplos que caem num determinado né-folha;

e O método Adaptive Regression Splines executado por meio do algoritmo MARS/R
obteve o valor mais baixo da medida MAD, levando-se em consideragao apenas o
valor dessa medida. O teste de hipdteses realizado confirmou o melhor desempenho
de predicao desse método segundo a medida MAD, uma vez que ele superou todos
os demais com grau de confianca de 95%. No entanto, o método de Inducao de
Regras de Regressao executado por meio do Cubist, que obteve apenas o quinto
menor valor para a medida MAD, superou todos os demais métodos, com excegao
do MARS. Dessa maneira, fica comprovado que nao se pode levar em consideracao
apenas o valor de uma medida para afirmar se um algoritmo (ou nesse caso, um

método executado por meio de um algoritmo/sistema) é melhor que outro.

8 Consideracoes Finais

Neste relatorio técnico foram descritos alguns dos principais métodos de regressao. Os
diversos métodos existentes geram modelos em diferentes formatos de representacao, com

excecao dos métodos classificados como locais, que nao geram um modelo de saida.

Os modelos paramétricos globais sao bastante utilizados pela comunidade estatistica. Eles

sao facilmente interpretados e apresentam solugoes computacionais rapidas.

Os modelos locais utilizam apenas os exemplos de treinamento mais similares para fazerem
suas predigoes. Esses modelos apresentam um custo de treinamento minimo, possuindo
um custo mais elevado na fase de predicao. Dentre os algoritmos desse tipo, destaca-se o
K-Nearest Neighbour.

Os modelos baseados em aprendizado simbdlico possuem como principal caracteristica a
compreensibilidade, isto é, fornecem soluc¢oes mais facilmente interpretaveis. As regras e
arvores sao modelos desse tipo e sao as abordagens mais utilizadas pela comunidade de

aprendizado de maquina.

Os modelos baseados em redes neurais artificiais permitem a predicao de varios atributos-
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meta e normalmente apresentam uma alta precisao em suas predicoes. Ja os modelos

aditivos decompoem uma funcao de regressao complexa em varias fungoes simples.

Por fim, os modelos baseados em support vector machines apresentam como principal van-

tagem o fato de trabalharem bem quando o conjunto de dados possui uma alta dimensao.

Com o objetivo de verificar a precisao dos diversos métodos de regressao apresentados,
foram realizados alguns experimentos para calcular a precisao desses métodos na predigao
do valor de novos exemplos do conjunto de dados housing. Os métodos de regressao foram
aplicados ao conjunto de dados housing da seguinte maneira: primeiramente, passando
por uma etapa de adaptacao dos dados ao formato de entrada dos sistemas utilizados
(quando necessério), em seguida sendo executados, e por fim, foram calculadas algumas

medidas de precisao que permitem calcular o desempenho de predi¢ao desses métodos.

Por meio dos experimentos realizados, constatou-se que o método Adaptive Regression
Splines executado por meio do algoritmo MARS sobre o conjunto de dados housing utili-
zando o sistema R foi melhor nesse conjunto de dados que todos os demais com um grau

de confianga de 95%, baseado na medida MAD e assumindo uma distribuigdo normal.

Por fim, é importante destacar que os experimentos nao levaram em consideragao outros
fatores além da precisao, como por exemplo, a compreensibilidade e a interessabilidade
dos métodos de regressao. Dessa maneira, apesar do método Adaptive Regression Splines
ter se demonstrado mais preciso que todos os demais com um grau de confianca de 95%,
o modelo fornecido por esse algoritmo nao é facilmente compreendido, ao contrario dos
modelos gerados por intermédio de outros métodos, como os métodos de aprendizado

simbdélico.
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