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Resumo

O processo de Mineragao de Dados inicia-se com a escolha das fontes de dados
a serem utilizadas e a definicao dos objetivos. Uma parcela desses dados é
selecionada, pré-processada e submetida aos métodos e ferramentas adequa-
dos com o objetivo de encontrar padrdes e/ou modelos que representem o
conhecimento obtido. Depois de extraidos, os padroes sao pds-processados e
o conhecimento adquirido é avaliado quanto a sua qualidade e/ou utilidade
para determinar a viabilidade de sua utilizagao no apoio a algum processo de
tomada de decisao.

Neste relatério técnico é apresentada a sintaxe padrao utilizada para converter
os modelos gerados por algoritmos de regressao em um formato tinico, baseado
nessa sintaxe. Essa conversao auxilia a avaliacao de regras provenientes de
diferentes algoritmos, além de permitir comparar os modelos por eles gerados.
Além disso, sao apresentadas duas classes que foram implementadas: uma que
converte os regressores Cubist, RT e WEKA para o formato padrao de regras
de regressao e a outra que realiza um tratamento semantico dessa regras.

Palavras-Chave: Mineragao de Dados, Poés-Processamento, Regras de Re-
gressao, Sintaxe Padrao, DISCOVER.
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1 Introducao

A extracao de padroes e modelos de grandes Bases de Dados geralmente é feita uti-
lizando metodologias, técnicas e algoritmos de Aprendizado de Maquina. Além disso,
outros aspectos devem ser considerados, como o estudo de métodos para avaliacao da pre-
cisao, qualidade e compreensibilidade do conhecimento obtido de uma ou mais amostras
submetidas a algoritmos de aprendizado.

O processo de Mineragao de Dados é composto por uma série de etapas, sendo que
as etapas de pré e pds-processamento consomem a maior parte do esforgo despendido ao
longo do processo (Rezende, Pugliesi, Melanda, & Paula 2003).

Na fase de pré-processamento, uma série de atividades sao necessarias, como ade-
quacoes de formato, tratamento de valores ausentes e transformagoes. Em especial, a
falta de um formato tnico para os conjuntos de exemplos utilizados causa um grande
transtorno as comunidades de Mineracao de Dados e Aprendizado de Maquina. Por
exemplo, com relagao aos métodos de regressao e classificagao simbdlicos, cada algoritmo
utilizado para induzir uma hipdtese possui um formato diferente para seus dados de en-
trada. Dessa forma, cada vez que é preciso executar algum desses algoritmos, é necessario
converter o conjunto de dados para o formato de entrada do algoritmo, além de efetuar
outras operacoes, como limpeza nos dados, tratamento de valores desconhecidos e outras
inconsisténcias.

Ja na fase de pés-processamento (ou avaliagdo do conhecimento), o panorama nao é
muito diferente. Ainda com relacao ao aprendizado simbélico, sao distintas as hipoteses
induzidas pelos algoritmos. Em conseqiiéncia, qualquer operacao que necessite ser feita so-
bre a hipdtese induzida (como célculo de medidas e construgao de tabela de contingéncia)
precisa ser implementada diversas vezes, uma para cada formato de hipétese diferente.

No mundo real, problemas de classificagao sao mais encontrados do que problemas de
regressao, o que explica a maior atencao dada a classificagao. Porém, muitos problemas
importantes sao de regressao. Além do fato de que problemas de regressao sao relevantes
por si préprios, outra razao da necessidade em focar em regressao deve-se ao fato de que
métodos de regressao podem ser usados para resolver problemas de classificagao. Por

exemplo, redes neurais sdo muitas vezes aplicadas a problemas de classificacao (Weiss &
Indurkhya 1995).

A avaliacao do conhecimento leva em consideragao algumas particularidades dos di-
ferentes tipos de problema. Regras de regressao, apesar de serem semelhantes as regras
de classificacao, nao predizem um valor categorico definido e sim, um valor numérico,
envolvendo um grau de incerteza quanto a classe predita (Cheng 1998).

Em regressao, a cada exemplo ¢ atribuido um valor numérico ao invés de um conjunto
finito de valores discretos. Fornecendo um conjunto de atributos de entrada x1, ..., x, € 0
atributo-meta y, tenta-se fazer uma aproximacao da funcao mostrada na Equacao 1.

y:f('l'la-'-?mn) (1)



O objetivo deste relatério técnico é apresentar uma sintaxe padrao para representar
regras de regressao em um ambiente que estd sendo desenvolvido em nosso laboratério,
denominado DISCOVER, bem como algumas classes que convertem a saida dos algoritmos
de regressao Cubist, WEKA e RT para um formato baseado nessa sintaxe.

2 O Projeto Discover

Em nosso laboratério de pesquisa — LABIC (Laboratério de Inteligéncia Computacio-
nal)! — sempre foram realizadas implementagoes nas areas de Aprendizado de Méquina e
Mineracao de Dados por parte de professores e alunos, conforme as necessidades de cada
um. Porém, devido a falta de documentacao dos programas ja implementados, ou ainda
porque seus autores se desligavam do laboratério, normalmente esses implementacoes nao
eram reaproveitadas. Dessa forma, um mesmo programa era implementado diversas vezes
por diferentes pessoas.

Esses fatores impulsionaram entao pesquisadores do LABIC a criarem um projeto que
envolvesse membros do laboratério. Esse projeto, que recebeu o nome de DISCOVER,
deveria fornecer um ambiente para apoiar as etapas do processo de descoberta do conhe-
cimento, oferecendo funcionalidades voltadas para Aprendizado de Maquina, Mineragao
de Dados e Textos, como apresentado na Figura 1.
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Algoritmos de Extracdo de Padrées ou Modelos

Figura 1: Funcionalidades do Projeto DISCOVER

Em principio, o projeto DISCOVER consistiria apenas de um repositério de scripts?, que
seriam implementados na linguagem PERL (Till 1996) — Practical Extraction and Report
Language — e posteriormente reutilizados de forma a facilitar a execugao de experimentos.

Thttp://labic.icme.usp.br/
2Scripts sdo pequenos programas que realizam tarefas atomicas.



Portanto, a priori, o projeto DISCOVER consistiria de um conjunto de scripts indepen-
dentes que poderiam ser combinados conforme as necessidades dos usuarios, e reunidos em
um repositorio compartilhado entre esses usuarios. Assim, os usuarios poderiam combinar
esses scripts para executar experimentos mais complexos.

Posteriormente, surgiu a proposta de se criar um ambiente integrado, em que os scripts
seriam substituidos por bibliotecas de classes e essas classes empacotadas como compo-
nentes, com a composicao deles sendo feita por meio de uma interface grafica. Dessa
forma, os programas desenvolvidos pelos diversos pesquisadores sao os componentes e
o DISCOVER um ambiente computacional que possibilita a construcao de experimentos
através da composicao desses componentes.

Essa nova abordagem facilitou a utilizacao do ambiente e permitiu obter um melhor
desempenho do mesmo. Isso porque nao é possivel compartilhar memoria através da
utilizagao de scripts, causando uma sobrecarga com operagoes de leitura e escrita. No
entanto, para tornar o DISCOVER um ambiente integrado, sua implementagao tornou-se
bem mais complexa. Surgiu a necessidade de uma maior comunicacao entre os parti-
cipantes e de interacao entre os diferentes componentes. Com relagao a arquitetura do
ambiente, em (Prati 2003) é proposto um framework para a integragdo dos componentes
do ambiente DISCOVER baseado em software patterns, no qual os componentes sao in-
tegrados por meio de uma linguagem baseada em XML. Além disso, a interface grafica
responsavel pela composicao dos componentes esta sendo implementada de acordo com a
arquitetura proposta para o ambiente. Essa interface é apresentada em (Geromini 2002).

De maneira geral, o DISCOVER pode ser entendido como um conjunto de métodos apli-
cados sobre os dados ou sobre o conhecimento extraido a partir dos dados. Dessa forma,
¢ muito importante que o DISCOVER ofereca uma base solida para manipular dados e co-
nhecimento. Essa base é composta por sintaxes padroes utilizadas para representar dados
e conhecimento, e por bibliotecas que oferecem um conjunto de funcionalidades béasicas
de manipulacao de dados e conhecimento. O pré-processamento e a sintaxe padrao para
representagao de dados DSX (Discover Dataset Sintar) sdo apresentados em (Batista
2003). Com relagao a forma de representacdo do conhecimento, destacam-se trabalhos
com regras de decisdo (Prati, Baranauskas, & Monard 2001b; Prati, Baranauskas, &
Monard 2001a), regras de regressao (Pugliesi 2001; Dosualdo 2002), regras de associagao
(Melanda 2000) e agrupamentos (Martins 2001).

3 Gramatica da Sintaxe Padrao

Os métodos de regressao simbélicos geralmente induzem hipdteses no formato de regras
e arvores. As regras sao diferente das arvores, e mesmo as arvores geradas por diferentes
algoritmos sao distintas umas das outras: elas diferem no modo como é particionado o
conjunto de dados, na escolha dos atributos e valores utilizados nos nés internos da arvore,
no modo como predizem o valor do atributo-meta em seus nés-folha (por exemplo, uma
Regression Tree calcula a média dos exemplos e uma Model Tree possui uma equagao
linear), nos mecanismos de poda e no formato em que a arvore pode ser visualizada, fator
esse que nos interessa.



Devido aos diferentes formatos de representacao das hipoteses geradas por esses algo-
ritmos, qualquer medida ou estatistica que precise ser calculada sobre as hipdteses tem
de ser implementada varias vezes, uma para cada formato de hipdtese. Dessa forma, é
definida neste relatério técnico uma sintaxe padrao para representacao de regras de re-
gressao para o ambiente DISCOVER. Baseado nessa sintaxe, padroniza-se os regressores
convertendo-os para um formato tnico em que as regras sao nao ordenadas. Além de
facilitar a implementacao de medidas e calculos a serem efetuados sobre as hipdteses, isso
permite comparar os regressores gerados pelos diferentes algoritmos.

Para possibilitar a integracao e avaliacao de conhecimentos extraidos por diferentes
algoritmos houve a necessidade de se definir uma sintaxe padrao para regras de regressao,
e para tanto foi especificada a gramatica a ser utilizada na conversao das regras geradas
pelos algoritmos de regressao para essa sintaxe. A definicao de tal gramaética levou em
consideragao a padronizagao definida pelo grupo do LABIC que trabalha com Extracao
de Conhecimento de Dados para o ambiente Discover.

A gramatica, que define a sintaxe padrao para regras de regressao, ¢ definida como
uma quadrupla G = (V,,, Vi, P, S):

S: <regra regressao>

Vi { <regra regressao>, <nro regra>, <regrar>, <condigdes>, <atrib_meta>,
<regressao>, <fator>, <termo>, <comparacao>, <expressao>, <atributo>,
<operador relacional>, <valor numérico>, <valor categérico>, <conjunto>,
<identificador>, <soma>, <constante>, <sinal>, <equacao linear>, <digitos>,
<digito>, <letra> }

Vi: { IF, THEN, OR, AND, IN, {, }, <=, >=, =, <, >, <>, +, [, ], +, - 5 0, 1,2, 3,
4,5,6,7,8,9,a,b,c,d, e, f g hiij kL 7n,o,p,q,r,s,t,u,v,W,X,y,Z,A,B,C,
DEF,GH ILJ KL MNOP QR,S T, UV WX Y Z_}

P: ¢ descrito usando a notacao EBNF' e representado na Figura 2.
[a] = alA
{a} = repetigao da cadeia « zero ou mais vezes
alf = a ou B devem ser escolhidos
Nao terminais aparecem entre < e >, e terminais aparecem em negrito.

Por exemplo, a regra apresentada na Figura 3 foi gerada pelo algoritmo de regressao
Cubist e armazenada, juntamente com as demais, em um arquivo-texto.

As regras geradas sao convertidas para a sintaxe padrao de regras de regressao utili-
zando a gramatica de conversao apresentada anteriormente. Um exemplo da regra apre-
sentada na Figura 3 convertida para essa sintaxe pode ser visto na Figura 4. Todas as
regras convertidas também sao armazenadas em um outro arquivo-texto.



<regra regressdo> ::= <nro regra> <regra_r>

<regra_r> ::= [ IF <condigdes> THEN ] <atrib_meta> = <regressdo>
<condigdes> ::= <fator> | <fator> OR <condigdes>

<termo> | <termo> AND <fator>

<fator>

<termo> <comparagdo> | <expressio>
<comparagdo> ::= <atributo> <operador relacional> <valor numérico>
| <atributo> <operador relacional> <valor categérico>
| <atributo> IN { <conjunto> }
<atributo> ::= <identificador>
<expressdo> ::= <soma> <operador relacional> <valor numérico>
<soma> ::= <constante> <atributo numérico> |
<constante> <atributo numérico> <sinal> <soma>
<operador relacional> ::= <= | >=| =| < | > | <>
<regressdo> ::= <equagdo linear> | <valor numérico> |
<valor numérico> - <valor numérico>

<equagdo linear> ::= <constante> <sinal> <soma>
<conjunto> ::= <valor categdérico> | <valor categérico> , <conjunto>
<nro regra> ::= [ R <digito> <digito> <digito> <digito> ]
<sinal> ::= + | -
<constante> ::= <valor numérico>
<valor numérico> ::= [ <sinal> ] <digitos> [ . <digitos> ]

| [ <sinal> ] <digitos> [ . <digitos> ] e <sinal> <digitos>
<digitos> ::= <digito> { <digito> }
<digito> ::=0 | 1 [ 213|456 71]18129
<valor categérico> ::= <identificador>
<identificador> ::= <letra> | <digito> { <letra> | <digito> }
|
I
|
|

<letra> ::=a | b |l c | dl lglhl il jlk|l1lmlnlo
lvIiwlxlylzI|AIBI|ICID
K1 LIMINIOIPIQIRIS

| Z |

.

.

o

=
- & o
< G g Hh

Figura 2: Producoes da Gramatica para Regras de Regressao

Observe que as informagoes fornecidas pela regra original (por exemplo: [898 cases
mean 7.8, range 1 to 21, est err 1.2]) ndo sao armazenadas na sintaxe padrao, uma vez
que essas medidas normalmente sao distintas para cada algoritmo de regressao. As in-



Rule 1: [898 cases, mean 7.8, range 1 to 21, est err 1.2]
if
sex = 1
then
rings = 2.7 + 15.3 shell_weight - 7.1 shucked_weight + 8.8 diameter
+ 15 height + 0.2 whole_weight

Figura 3: Regra de Regressao Gerada pelo Algoritmo Cubist

[RO001] IF sex IN {I}
THEN rings = 2.7 +15.3 shell_weight -7.1 shucked_weight
+8.8 diameter +15 height +0.2 whole_weight

Figura 4: Regra de Regressao da Figura 3 na Sintaxe Padrao

formacoes necessarias a avaliagao de regras sao calculadas de forma padronizada e inde-
pende do algoritmo que as geraram.

4 Padronizacao dos Regressores

O processo de padronizagao dos regressores funciona da seguinte forma: primeira-
mente, o conjunto de dados ¢ submetido a algum dos possiveis algoritmos de regressao,
e a saida por eles gerada é salva com a extensao .out, ou seja, <dataset>.out. Em
seguida, utiliza-se a classe, por nés implementada, denominada RegConvert (cujo cédigo
é apresentado no Apéndice A), que contém os métodos que convertem a saida de cada
algoritmo para o formato padrao de regras de regressao, para gerar entao um arquivo
com a extensao .rules, que contém o regressor no formato padrao de regras de regressao
definido para o ambiente DISCOVER.

Independentemente do algoritmo de regressao utilizado para induzir a hipotese, o con-
junto de regras padronizado obtido a partir dessa hipotese possui o formato apresentado
na Figura 5.

Muitas vezes, depois que os regressores sao convertidos para o formato padrao de
regras de regressao, as regras que formam esse regressor podem apresentar condigoes
desnecessarias, principalmente quando o conjunto de regras é convertido a partir de uma
arvore. Isso acontece porque em muitos casos um mesmo atributo (numérico ou nominal)
¢ utilizado para particionar o conjunto de dados em diferentes niveis de uma arvore
assumindo diferentes valores, o que faz com que uma condigao sobreponha a outra, tanto
no caso de atributos numéricos quanto nominais. Nesse sentido, foi desenvolvido um
programa para realizar um tratamento semantico ao arquivo .rules, que contém as regras
no formato padrao com o objetivo de excluir as condigoes desnecessarias de cada regra.
Esse tratamento apresenta duas vantagens:



[R0O001] IF <condition_11>
AND <condition_12>
THEN <conclusion_1>

[R0O002] IF <condition_21>
AND <condition_22>
AND <condition_23>
THEN <conclusion_2>

[RO003] IF <condition_3>
THEN <conclusion_3>

[RO004] IF <condition_41>
AND <condition_42>
AND <condition_43>
AND <condition_44>
THEN <conclusion_4>

Figura 5: Exemplo de um Conjunto de Regras Padronizadas

1. melhora a compreensibilidade da regra, visto que quanto maior o nimero de con-
digoes, mais dificil o entendimento da regra. E importante ressaltar que a com-
preensibilidade é um fator muito importante quando se trabalha com aprendizado
simbdlico;

2. aumenta o desempenho dos programas que utilizam essas regras como entrada, ja
que muitos testes desnecessarios sao evitados. Isso é extremamente importante
quando o arquivo de regras é extenso e o nimero de exemplos de teste é grande.

Para realizar o tratamento semantico utiliza-se a classe RegSemantic (c6digo apresen-
tado no Apéndice B) para gerar um arquivo com a extensao .Srules (<dataset>.Srules),
contendo as regras semanticamente tratadas.

O problema com os atributos numéricos acontece quando existem vérias condigoes em
uma regra sobre um mesmo atributo numérico com diferentes valores sobre um mesmo
operador (<,<=,>,>=), fazendo com que tais condigoes se sobreponham. A solugao
nesse caso consiste em encontrar o intervalo correto para o atributo numérico na regra em
que ele aparece em varias condicoes desse tipo.

Por exemplo, seja um conjunto de dados com x1,zs e x3 atributos numéricos, e uma
regra de regressao como apresentada na Figura 6.

Logo, percebe-se que as duas primeiras condi¢oes da regra nao sao necessarias, uma
vez que a terceira condi¢ao (z; <= 0,08) sobrepoe as duas primeiras. Dessa forma, apds
a aplicacao do tratamento semantico, obtém-se a regra de regressao da Figura 7.

Com os atributos nominais, o problema ocorre quando existe mais de uma condi¢ao
sobre um mesmo atributo nominal em uma determinada regra. A solucao aqui consiste
em encontrar a interseccao dos valores nominais entre todas as condigoes que aparecem
naquela regra para o atributo nominal em questao.

7



IF 21 <= 0,17
AND z7 <= 0,10
AND z; <= 0,08
AND z; > 0,03
AND z, > 3,84
THEN y = 5,02 + 0, 421 + 1, 1923

Figura 6: Regra de Regressao com Condicoes Desnecessarias sobre Atributos Numéricos

IF 21 <= 0,08
AND z; > 0,03
AND 5 > 3,84
THEN y = 5,02 + 0, 421 + 1, 1923

Figura 7: Regra de Regressao com Tratamento Semantico sobre Atributo Numérico

Seja um conjunto de dados sobre automoéveis com x; e xo atributos numeéricos, e 3
um atributo nominal assumindo os valores gm, ford, fiat, wolksvagem, toyota, peugeot,
audi e renaux. Agora considere a regra de regressao apresentada na Figura 8.

IF 2, < 8,75
AND z3 IN {gm, ford, fiat, wolksvagem, toyota, peugeot, renauz}
AND z3 IN {toyota, peugeot, renauz}
AND z3 IN {peugeot, renauz}

THEN y = 11,2 — 1,57z1 + 0, 449

Figura 8: Regra de Regressao com Condigoes Desnecessarias sobre Atributo Nominal

Analisando a regra, nota-se que para um exemplo de teste ser coberto por essa regra,
o atributo nominal 3 deve assumir os valores toyota ou peugeot. Assim sendo, aplicando
o tratamento semantico, obtém-se a regra da Figura 9. Nota-se claramente a maior
compreensibilidade da regra apresentada nessa tabela, comparando-se com a regra antes
da aplicacao do tratamento semantico.

IF 1 < 8,75
AND z3 IN {peugeot, renauz}
THEN y = 11,2 — 1, 5721 + 0, 445

Figura 9: Regra de Regressao com Tratamento Semantico sobre Atributo Nominal

5 Conversao dos Regressores para o Formato Padrao

Para a conversao das regras e arvores de regressao para a sintaxe padrao de regras
de regressao foram implementados conversores na linguagem PERL, sendo que tanto as
regras de regressao quanto arvores de regressao, independente do formato original, sao
convertidas para a mesma sintaxe de regras de regressao.

Os algoritmos de regressao simbodlicos utilizados no DISCOVER, juntamente com a
forma como representam suas hipoteses, sao apresentados na Tabela 1.



Algoritmo Forma de Representacao

Cubist Conjunto de regras de regressao
M5 WEKA Model Tree ou Regression Tree
RT Regression Tree com desvios-padroes
RETIS RT Model Tree
CART RT | Regression Tree com desvios-padrdes

Tabela 1: Algoritmos de Regressao Utilizados Neste Trabalho

Um esquema sobre os conversores de dados de algoritmos de regressao pode ser visua-
lizado na Figura 10.

Arvore M35 Model
WEKA Regras de Regressio na

Sintaxe Padrio

Arvore M5 Regressmn [R0001] IF THEN

: [R0002] IF ... THEN ...
Cubist ||— [ if . theny=h() |——— [R0003] IF ... THEN ...

. Regras Cubist

E@j /
—
RT s [ROOON] IF ... THEN ...
— Arvore RT /
rl:

<5,

CART
RT |-
__ .
Arvore CART
RETIS ||| —»
RT L
— Arvore RETIS

Figura 10: Mdédulo para Conversao das Saidas dos Algoritmos de Regressao Utilizados no
DISCOVER

Nesta secao é apresentada uma descricao dos sistemas e algoritmos de regressao uti-
lizados neste relatorio, para os quais foram implementados conversores, bem como exem-
plos de regras de regressao antes e depois de serem convertidas para a sintaxe padrao. Os
sistemas RT e WEKA sao freeware, e com relacao ao Cubist, o LABIC possui uma versao
do mesmo.

5.1 Cubist

O Cubist (Rulequest-Research 2000) é uma ferramenta utilizada para a geracao de mo-
delos preditivos numéricos baseados em regras a partir de um conjunto de dados fornecido.
Esses modelos sao utilizados na predicao de valores numéricos, ou seja, para problemas de
regressao. Cada caso fornecido ao Cubist possui um atributo-meta e os demais atributos



utilizados para predizer o valor desse atributo-meta. O Cubist gera regras nao ordenadas,
dispostas em ordem crescente do valor médio dos exemplos preditos.

A tarefa do Cubist é tentar estimar o valor do atributo-meta de um novo exemplo em
funcao dos outros atributos. Para isso, ele constréi um modelo contendo uma ou mais
regras, na qual cada regra é uma conjuncao de condicoes associadas com uma expressao
linear. Portanto, os modelos gerados pelo Cubist sao modelos lineares piecewise. Porém,
o Cubist pode também construir modelos multiplos e pode combinar modelos baseados
em regras com modelos baseados em exemplos.

Depois de executados os algoritmos de regressao, converte-se os diferentes modelos
gerados para a sintaxe padrao de regras de regressao. Na Figura 11 sao apresentadas
algumas regras geradas pelo algoritmo Cubist e na Figura 12 pode-se visualizar essas
mesmas regras convertidas para o formato padrao de regras de regressao.

5.2 RT

O RT (Regression Trees) foi desenvolvido por Luis Fernando Rainho Alves Torgo, do
Departamento de Ciéncias de Computadores da Faculdade de Ciéncias da Universidade
do Porto (Torgo 2001). Esse algoritmo permite obter modelos de regressao em diferentes
tipos de representacao baseados em um conjunto de exemplos fornecido. Alguns tipos de
modelos que podem ser obtidos sao:

e modelo baseado em arvores de regressao, em que os nés-folhas sao rotulados com a
média dos valores neles mapeados;

e modelo paramétrico global;

e modelo local, através do algoritmo K-Nearest Neighbour.

O RT permite ainda, emular os algoritmos de regressao RETIS e CART, descritos a
seguir.

RETIS O RETIS (Regression Tree Induction System) é um sistema utilizado para induzir
arvores de regressao desenvolvido por Aram Karalic. As arvores de regressao sao
utilizadas para modelar uma relagao linear piecewise entre atributos nominais ou
continuos e um atributo-meta continuo (Karalic 1995). Portanto, esse algoritmo
gera uma Model Tree.

CART O algoritmo CART (Classification And Regression Trees) foi desenvolvido por
Breiman, Friedman, Olshen e Stone (Breiman, Friedman, Olshen, & Stone 1984).

O algoritmo CART permite a construgao de arvores de decisao e arvores de regressao
(Regression Trees) realizando um particionando recursivo bindrio do conjunto de
dados e associando a cada no-folha da arvore uma classe, no caso das arvores de
decisao, ou um valor continuo, no caso das arvores de regressao.
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Cubist [Release 1.10] Mon Mar 31 16:29:56 2003

Options:
Application ‘abalone’

Target attribute ‘rings’
Read 3762 cases (9 attributes) from abalone.data
Model:
Rule 1: [42 cases, mean 5.7, range 3 to 10, est err 1.0]
if
sex in {M, F}
diameter <= 0.23
then
rings = 3.8 + 67.5 shell_weight + 34.2 diameter - 25.8 length
- 13.2 shucked_weight + 5.1 whole_weight - 4.6 viscera_weight

+ 4 height

Rule 2: [809 cases, mean 6.9, range 1 to 16, est err 1.0]

if
sex = I
shell_weight <= 0.1535
then
rings = 2.7 + 15.3 shell_weight - 6.5 shucked_weight + 8.8 diameter

+ 14 height
Rule 3: [111 cases, mean 7.6, range 5 to 10, est err 0.8]

if
shucked_weight > 0.233
shell_weight <= 0.1535
then
rings = 6.6 - 7.4 shucked_weight + 2.1 whole_weight + 6.2 shell_weight
+ 2.9 diameter

Rule 4: [277 cases, mean 9.2, range 5 to 18, est err 1.5]

if
sex in {M, F}
diameter > 0.23
shucked_weight <= 0.233
shell_weight <= 0.1535
then
rings = 6.9 + 31.6 whole_weight - 53.3 shucked_weight
- 25 viscera_weight + 3.2 shell_weight + 1.7 diameter

Figura 11: Algumas Regras Geradas pelo Cubist Utilizando o Conjunto de Dados Abalone
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Standard Regression Rules Conversor Copyright (c) Daniel Gomes Dosualdo
Inducer: cubist Input File: abalone.tmp.rules
Date: Mon Mar 31 16:29:59 2003 Output File: abalone.tmp.Rules

[RO001] IF diameter <= 0.23
AND sex IN {M, F}
THEN rings = 3.8 +67.5 shell_weight +34.2 diameter -25.8 length
-13.2 shucked_weight +5.1 whole_weight
-4.6 viscera_weight +4 height

[RO002] IF shell_weight <= 0.1535
AND sex IN {I}
THEN rings = 2.7 +15.3 shell_weight -6.5 shucked_weight
+8.8 diameter +14 height

[R0003] IF shucked_weight > 0.233
AND shell_weight <= 0.1535
THEN rings = 6.6 -7.4 shucked_weight +2.1 whole_weight
+6.2 shell_weight +2.9 diameter

[RO004] IF shucked_weight <= 0.233
AND shell_weight <= 0.1535
AND diameter > 0.23
AND sex IN {M, F}
THEN rings = 6.9 +31.6 whole_weight -53.3 shucked_weight
-25 viscera_weight +3.2 shell_weight +1.7 diameter

Figura 12: Regras da Figura 11 Convertidas para o Formato Padrao de Regras de Re-
gressao

Na Figura 13 é apresentada a arvore de regressao gerada pelo RT, e as regras geradas
na sintaxe padrao de regras de regressao a partir dessa arvore podem ser visualizadas na
Figura 14.

5.3 WEKA

O ambiente WEKA (Waikato Environment for Knowledge Analysis) disponibiliza
varios algoritmos de aprendizado de maquina implementados na linguagem Java, de-
senvolvido na Universidade de Waikato na Nova Zelandia?.

No WEKA, cada implementacao de um algoritmo de aprendizado é representada por
uma classe. A linguagem Java permite que as classes sejam organizadas em pacotes, que
sao simplesmente diretérios contendo uma colegao de classes relacionadas. Isso é bastante
util porque certos algoritmos compartilham muitas funcionalidades, e dessa forma, varias
classes em um pacote podem ser utilizadas por mais de um algoritmo (Witten & Frank

1999).

3http://www.waikato.ac.nz/
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(c) Copyright Luis Torgo, All Rights Reserved.

05-Jul-01
Problem with 8 attributes.
360 examples were loaded.

SAVING THE UNPRUNED TREE ON FILE mpg.data.tree

PRUNING THE TREE...DONE.
SAVING THE PRUNED TREE ON FILE mpg.data.pruned

RESULTING TREE :

cylinders In { 8 6 3} (mpg = 22.80)
True (181 of 360)
displacement <= 284.50 (mpg = 16.85)

True (84 of 181)

LEAF :: mpg = 19.47 +/- 0.634 [15.00..32.70]
False (97 of 181)
LEAF :: mpg = 14.58 +/- 0.472 [9.00..23.00]
False (179 of 360)
horsepower <= 70.50 (mpg = 28.82)
True (66 of 179)
LEAF :: mpg = 33.13 +/- 1.304 [23.00..46.60]

False (113 of 179)
model In { 70 71 72 73 74 75 76 77 78 } (mpg = 26.30)

True (83 of 113)

LEAF :: mpg = 24.81 +/- 0.705 [18.00..33.50]
False (30 of 113)

LEAF :: mpg = 30.44 +/- 1.533 [22.30..41.50]

NUMBER OF NODES 9 [5 are leaves]

Figura 13: Conjunto de Regras Geradas pelo RT Utilizando o Conjunto de Dados mpg

O pacote weka.classifiers contém implementacoes dos algoritmos de classificacao e
predi¢ao numérica do WEKA. A classe weka.classifiers.mb5 ¢é a classe que implementa
o algoritmo M5 . O M5 é um algoritmo desenvolvido por Quinlan (Quinlan 1992) para
tratar atributos e classes continuas. Estruturalmente, M5 pertence a familia TDIDT
(Top Down Induction Decision Trees), mas com fungoes de regressao linear nos nds-
folhas, ao invés de um valor categorico predizendo a classe. O algoritmo M5 foi baseado
no trabalho inicial de Breiman com o algoritmo CART. M5 possui algumas vantagens
frente a outras técnicas que manipulam atributos continuos, por exemplo, a Regressao
Linear cléssica que impoe uma relacao estritamente linear entre os dados. O algoritmo
M5 possui uma fase de particionamento, que divide o conjunto de dados; uma fase de
poda, para reduzir o nimero de nds da arvore obtida; e uma fase adicional denominada
smoothing, que tem como objetivo reduzir a grande diferenga dos valores preditos entre
os nos-folhas (Wang & Witten 1997).
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Standard Regression Rules Conversor Copyright (c) Daniel Gomes Dosualdo
Inducer: rt Input File: mpg.out
Date: Mon Mar 31 22:31:12 2003 Output File: mpg.rules

[RO001] IF cylinders IN {8, 6, 3}
AND displacement <= 284.50
THEN mpg = 19.47 +/- 0.634

[R0O002] IF cylinders IN {8, 6, 3}
AND displacement > 284.50
THEN mpg = 14.58 +/- 0.472

[RO003] IF cylinders IN {4, 5}
AND horsepower <= 70.50
THEN mpg = 33.13 +/- 1.304

[RO004] IF cylinders IN {4, 5}
AND horsepower > 70.50
AND model IN {70, 71, 72, 73, 74, 75, 76, 77, 78}
THEN mpg = 24.81 +/- 0.705

[RO005] IF cylinders IN {4, 5}
AND horsepower > 70.50
AND model IN {79, 80, 81, 82}
THEN mpg = 30.44 +/- 1.533

Figura 14: Conjunto de Regras da Figura 13 Convertidas para o Formato Padrao de
Regras de Regressao

Da biblioteca WEKA foi utilizado um algoritmo modificado do M5, o M5Prime
(Witten & Frank 1999). Além de utilizar M5Prime para gerar Model Trees, pode-se
utiliza-lo para gerar Regression Trees, isto é, arvores de decisao que possuem nos nos
folhas valores reais preditos a partir das fungoes lineares da Model Tree gerada.

Na Figura 15 é apresentada a Model Tree gerada pelo algoritmo M5 do WEKA. Na
Figura 16 pode-se visualizar algumas regras que foram convertidas a partir dessa arvore
para o formato padrao de regras de regressao. Ja na Figura 17 sao mostradas as regras
com tratamento semantico. Observe que as regras [R0005], [R0006], [R0O009] e [R0010]
dessa figura sao mais compreensiveis que as correspondentes na Figura 16 em funcao do
tratamento semantico realizado.
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Pruned training model tree:

RM <= 6.68 :
| DIS <= 1.98 :
I |  LSTAT <= 14.6 : LM1 (15/81.1%)
| | LSTAT > 14.6 : LM2 (57/33.6%)
| DIS > 1.98 : LM3 (275/34.8%)
RM > 6.68 :
| RM <= 7.44 :
I |  INDUS <= 7.82 :
I I |  RM <= 7.12 :
| | | |  LSTAT <= 5.2 : LM4 (20/32.6%)
| | | | LSTAT > 5.2 : LM5 (20/45.9%)
I I |  RM > 7.12 : LM6 (22/25.9%)
I | INDUS > 7.82 :
I I | NOX <= 0.589 : LM7 (8/18%)
I I | NOX > 0.589 :
I I I | NOX <= 0.651 : LM8 (4/14.7%)
I I I | NOX > 0.651 : LM9 (4/34.3%)
| RM > 7.44 : LM10 (30/49.7%)
Models at the leaves:

Smoothed (complex):

LM1: MedHouseVal = 75.7 - 0.129CRIM + 0.00632ZN + 0.441CHAS - 2.99NOX
+ 0.184RM - 22.4DIS + 0.0711RAD - 0.00231TAX
- 0.118PTRATIO - 0.997LSTAT
LM2: MedHouseVal = 36.4 - 0.148CRIM + 0.00632ZN + 0.441CHAS - 2.99NOX
+ 0.184RM - 3.96DIS + 0.0711RAD - 0.00926TAX
- 0.118PTRATIO - 0.354LSTAT
LM3: MedHouseVal = 20.2 - 0.0182CRIM + 0.0032ZN + 0.198CHAS - 1.32NOX
+ 3.81RM - 0.0448AGE - 0.707DIS + 0.225RAD - 0.0124TAX
0.554PTRATIO - 0.205LSTAT
.633 - 0.0204CRIM + 0.00546ZN - 0.285INDUS + 0.278CHAS
5.39N0OX + 6.16RM - 0.00522AGE - 0.552DIS + 0.0432RAD
0.00146TAX - 0.355PTRATIO - O0.61LSTAT
LM5: MedHouseVal = 22.7 - 0.0204CRIM + 0.00546ZN - 0.285INDUS + 0.278CHAS
+ 5.39NOX + 2.89RM - 0.0289AGE - 0.552DIS + 0.0432RAD
- 0.00146TAX - 0.355PTRATIO - 0.61LSTAT
LM6: MedHouseVal = 46 - 0.0204CRIM + 0.00546ZN - 0.146INDUS + 0.278CHAS
+ 6.98N0OX - 0.322RM - 0.0162AGE - 0.41DIS + 0.0432RAD
- 0.00146TAX - 0.355PTRATIO - 0.662LSTAT
LM7: MedHouseVal = 37.9 - 0.0204CRIM + 0.00546ZN + 0.278CHAS + 1.79NOX
+ 1.5RM - 0.271DIS + 0.0432RAD - 0.00146TAX
- 0.514PTRATIO - 1.28LSTAT
LM8: MedHouseVal = 39 - 0.0204CRIM + 0.00546ZN + 0.278CHAS + 7.87NOX
+ 1.5RM - 0.711DIS + 0.0432RAD - 0.00146TAX
- 0.514PTRATIO - 1.52LSTAT
LM9: MedHouseVal = 37.4 - 0.0204CRIM + 0.00546ZN + 0.278CHAS + 7.87NOX
+ 1.5RM - 0.271DIS + 0.0432RAD - 0.00146TAX
- 0.514PTRATIO - 1.52LSTAT
LM10: MedHouseVal = 24.8 - 6.19CRIM + 0.00546ZN + 0.649INDUS + 0.278CHAS
- 1.76NOX + 5.82RM - 0.379DIS + 0.0432RAD - 0.00146TAX
- 1.5PTRATIO - 0.492LSTAT

LM4: MedHouseVal =

+ O

Figura 15: Model Tree Gerada pelo M5 Utilizando o Conjunto de Dados Housing
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Standard Regression Rules Conversor Copyright (c) Daniel Gomes Dosualdo
Inducer: mb Input File: housing.out
Date: Mon Mar 31 17:13:32 2003 Output File: housing.rules

[RO001] IF RM <= 6.68
AND DIS <= 1.98
AND LSTAT <= 14.6
THEN MedHouseVal = 75.7 - 0.129CRIM + 0.00632ZN + 0.441CHAS - 2.99NOX
+ 0.184RM - 22.4DIS + 0.0711RAD - 0.00231TAX - 0.118PTRATIO - 0.997LSTAT

[RO002] IF RM <= 6.68
AND DIS <= 1.98
AND LSTAT > 14.6
THEN MedHouseVal = 36.4 - 0.148CRIM + 0.00632ZN + 0.441CHAS - 2.99NOX
+ 0.184RM - 3.96DIS + 0.0711RAD - 0.00926TAX - 0.118PTRATIO - 0.354LSTAT

[RO0O05] IF RM > 6.68

AND RM <= 7.44

AND INDUS <= 7.82

AND RM <= 7.12

AND LSTAT > 5.2

THEN MedHouseVal = 22.7 - 0.0204CRIM + 0.00546ZN - 0.285INDUS + 0.278CHAS

+ 5.39N0X + 2.89RM - 0.0289AGE - 0.552DIS + 0.0432RAD
- 0.00146TAX - 0.355PTRATIO - 0.61LSTAT

[RO0O06] IF RM > 6.68
AND RM <= 7.44
AND INDUS <= 7.82
AND RM > 7.12
THEN MedHouseVal = 46 - 0.0204CRIM + 0.00546ZN - 0.146INDUS + 0.278CHAS
+ 6.98NOX - 0.322RM - 0.0162AGE - 0.41DIS + 0.0432RAD
- 0.00146TAX - 0.355PTRATIO - 0.662LSTAT

[RO0O09] IF RM > 6.68
AND RM <= 7.44
AND INDUS > 7.82
AND NOX > 0.589
AND NOX > 0.651
THEN MedHouseVal = 37.4 - 0.0204CRIM + 0.00546ZN + 0.278CHAS + 7.87NOX
+ 1.5RM - 0.271DIS + 0.0432RAD - 0.00146TAX - 0.514PTRATIO - 1.52LSTAT

[RO010] IF RM > 6.68
AND RM > 7.44
THEN MedHouseVal = 24.8 - 6.19CRIM + 0.00546ZN + 0.649INDUS + 0.278CHAS
- 1.76NOX + 5.82RM - 0.379DIS + 0.0432RAD
- 0.00146TAX - 1.5PTRATIO - 0.492LSTAT

Figura 16: Algumas Regras da Figura 15 Convertidas para o Formato Padrao de Regras

de Regressao
16



Semantic Threatment of Regression Rules Copyright (c) Daniel Gomes Dosualdo
Inducer: mb Input File: housing.rules
Date: Mon Mar 31 17:13:32 2003 Output File: housing.Rules

[RO001] IF DIS <= 1.98
AND RM <= 6.68
AND LSTAT <= 14.6
THEN MedHouseVal = 75.7 - 0.129CRIM + 0.00632ZN + 0.441CHAS - 2.99NOX
+ 0.184RM - 22.4DIS + 0.0711RAD - 0.00231TAX - 0.118PTRATIO - 0.997LSTAT

[RO002] TIF DIS <= 1.98
AND RM <= 6.68
AND LSTAT > 14.6
THEN MedHouseVal = 36.4 - 0.148CRIM + 0.00632ZN + 0.441CHAS - 2.99NOX
+ 0.184RM - 3.96DIS + 0.0711RAD - 0.00926TAX - 0.118PTRATIO - 0.354LSTAT

[RO005] TIF INDUS <= 7.82

AND RM <= 7.12
AND RM > 6.68
AND LSTAT > 5.2

THEN MedHouseVal = 22.7 - 0.0204CRIM + 0.00546ZN - 0.285INDUS + 0.278CHAS
+ 5.39N0X + 2.89RM - 0.0289AGE - 0.552DIS + 0.0432RAD
- 0.00146TAX - 0.355PTRATIO - 0.61LSTAT

[RO006] IF INDUS <= 7.82
AND RM <=

AND RM >

THEN MedHouseVal

.44

.12

46 - 0.0204CRIM + 0.00546ZN - 0.146INDUS + 0.278CHAS
+ 6.98NOX - 0.322RM - 0.0162AGE - 0.41DIS + 0.0432RAD
- 0.00146TAX - 0.355PTRATIO - 0.662LSTAT

N~

[RO009] IF INDUS > 7.82
AND RM <= 7.44
AND RM > 6.68
AND NOX > 0.651
THEN MedHouseVal = 37.4 - 0.0204CRIM + 0.00546ZN + 0.278CHAS + 7.87NOX
+ 1.5RM - 0.271DIS + 0.0432RAD - 0.00146TAX - 0.514PTRATIO - 1.52LSTAT

[RO010] IF RM > 7.44
THEN MedHouseVal = 24.8 - 6.19CRIM + 0.00546ZN + 0.649INDUS + 0.278CHAS
- 1.76NOX + 5.82RM - 0.379DIS + 0.0432RAD
- 0.00146TAX - 1.5PTRATIO - 0.492LSTAT

Figura 17: Regras da Figura 16 Convertidas para o Formato Padrao de Regras de Re-
gressao com Tratamento Semantico
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6 Consideracoes Finais

A regressao é uma tarefa pouco explorada dentro da area de Aprendizado de Maquina
e Mineracgao de Dados, visto que a maioria trata de problemas de classificagao. Da mesma
maneira, no DISCOVER, o panorama nao ¢ muito diferente.

Nesse sentido, este relatério técnico apresenta a definicao de uma sintaxe padrao para
representar regras de regressao no DISCOVER, e a implementacao de uma classe para
converter as saidas dos algoritmos de regressao Cubist, RT e WEKA para essa sintaxe.
Além disso, relata a implementacao de outra classe que realiza um tratamento semantico
das regras de regressao.

Essa sintaxe para representar regras de regressao ¢ importante pois permite a imple-
mentacao de conversores de diferentes algoritmos para um formato tinico. Essa unificacao
permite implementar diversas medidas de pds-processamento uma unica vez e utilizé-las
para os tipos de saida gerada pelos diferentes algoritmos.

Por fim, essa sintaxe objetiva incrementar a potencialidade do ambiente DISCOVER
para trabalhar problemas de regressao, uma vez que nesse ambiente a maioria das imple-
mentacoes estao voltadas para problemas de classificacao.
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A Cdbdigo Fonte da Classe de Conversao para a Sin-
taxe Padrao de Regras de Regressao

Neste apéndice é apresentado o cédigo da classe RegConvert implementada para con-
verter as hipdteses geradas pelo Cubist, RT e WEKA para a sintaxe padrao de regras de
regressao definida para o DISCOVER.

package RegConvert;
use Array :: Compare;

L

# Constructor Method

/A

sub new
my $class = shift;
my $self = {};
bless $self |, $class;
return $self;

}

I

A

# Convert from Cubist to Standard Regression Rule Format
AL

sub cubist_to_stdRegRule

my( $self ,$dataset , $inducer) = Q_;
my( $rr_number , @nominal , @numeric, $rule , $where_is , @stack , $count , $braces , $input_file ,
$output_file);

$input_file = ”$dataset.out”;
$output_file= ”$dataset.rules”;

open(IN, Sinput_file) || die ”Could.not_open_the.input.file\n”;
open (OUT, ">$output_file”);

print OUT ”Standard_Regression_Rules_Conversor\t_Copyright.(c)_-Daniel_Gomes_Dosualdo\n”;
print OUT ”Inducer:_$inducer\t\t\t\t_-Input_File:__S$input_file\n”;
print OUT ”Date:.” .gmtime(time ()).”\t\t_Output_File:.$output_file\n\n\n”;

$names_file = ”$dataset .names” ;

open (NAMES, $names_file) || die ”Could_not_open._the_names_file\n”;
$count = 0;

$rr_number = 1;

$where_is = ”begin”;

$braces = "close”;

while(<NAMES>)

{

if ((1/°\]/) && (/:/))4

if (!/continuous/)

/(4D

push(@nominal ,$1); # Push nominal attributes in @nominal

elsif (/continuous/)

/4D

push(@numeric,$1); # Push numeric attributes in @numeric
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}
}
}

close NAMES; # Close the mnames file

while(<IN>)

{

chop; #\n at end
s/"\s+//; # white spaces at begin
s/\s+8//; # white spaces at end

if (($where_is ne ”end”) && (/["\s]/))
if (/" Model/)
{
$where_is = ”"rules”; # Beginning of Cubist rules

elsif (/" Evaluation/) # End of Cubist rules; print the last rule
{

$rule = join(”” ,@stack);

$rule =" s/— /—/g;

Srule =7 s/\+ /\+/g;

foreach (@numeric)

$tmp = $_;

$rule =" s/$tmp\+/$tmp \+/g;

$rule =" s/$tmp\—/$tmp \—/g;
}
print OUT ” $rule\n\n";
$where_is = ”end”;

elsif (3where_is eq "rules”) # Cubist rules
if (/" Rule/)
{
if ($rr_number != 1) # FEzcept the first rule

$rule = join(”” ,@stack);
$rule =" s/— /—/g;
Srule =7 s/\+ /\+/g;

foreach (@numeric)

$tmp = $_;
$rule =" s/$tmp\+/$tmp \+/g;
$rule =" s/$tmp\—/$tmp \—/g;

print OUT ” $rule\n\n”; # Print the conclusion of regression rule
$count = 0;
@stack = undef();

}
}
elsif (/" if)/)

# Print the first part of regression rule
printf OUT ” [R%04d]\ t.IF.” ,$rr_number++;

elsif (/" then/)
{
$rule = join (”\n\t\t_AND.” ,@stack);
$rule =7 s/in {/IN {/g;
print OUT ” $rule\n\t_-THEN.” ; # Print the conditions of regression rule

$count = 0;
@stack = undef();
}
else

if (/{/) # Values of nominal attributes

$braces = "open”;
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if ($braces eq ”close”)

$tmp = $_;
foreach (@nominal)

i (sump =7 /8- = )

Stmp =" s/= /IN {/;

$tmp .= "},
}
$stack [$count++] = $tmp;
}
else
$stack [$count] .= $_;
;f (/}/)
$count—++;
$braces = ”close”;

}
}
}

}
} # End of statement ’'if (($where_is ne "end”) && (/[\s]/))’
} # End of statement ’while (<IN>)’

close IN; # Close input file
close OUT; # Close output file

}
# End of sub cubist_to_stdRegRule

AL

# Convert from RT to Standard Regression Rule Format

A

sub rt_to_stdRegRule

{
my( $self ,$dataset , $inducer) = Q_;
my($rr_number,%nominal ,$tmp, $rule , $attr ,$tree , $input_file ,$output_file);
my( @stackl, @stack2, @split_var ,@valid_values , @all_values , Qresult );

$input_file = ”$dataset.out”;
$output_file= ”$dataset . rules”;

open(IN, S$input_file) || die ”Could.not_open.the.input.file —tchan\n”";
open (OUT, ">$output_file”);

print OUT ”Standard _Regression_Rules_Conversor\t_Copyright.(c)_-Daniel_Gomes_Dosualdo\n”;
print OUT ”Inducer:_$inducer\t\t\t\t_-Input_File:_._S$input_file\n”;
print OUT ”Date:.” .gmtime(time ()).”\t\t_Output_File:.$output_file\n\n\n”;

$domain_file = ” $dataset.domain”;
open(DOMAIN, $domain_file) || die ”Could_not_open._the_domain_.file\n”;

$rr_number = 1;
$tree = " false”;
while (<DOMAIN>)
if (('/°\./) && (/:/) && (!/continuous/))
{
s/ //g; S
/T (NP ] +) [\ [\ ] /5
$nominal{”$1”} = $2; # Set %nominal with nominal attributes and their values
}

}
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close DOMAIN; # Close domain file

while(<IN>)

{
chop; #\n at end

s/"\s+//; # white spaces at begin

last if (/"NUMBER OF NODES/); # End of tree

if (/" RESULTING TREE/) # Beginning of tree
$tree = "true”;

}
elsif ((S$tree eq "true”) && (/[ \s]/))

{
if (/" True/)

push(@stack2, ”True”);

}

elsif (/" False/)
$stack2[$#stack2] = ”False”;

}
elsif (/"LEAF/) # Leaves

{
/s (AN
$tmp = $1;
$rule = join(”\n\t\tAND.” ,@stackl);
$rule =~ s/In/IN/g;
Srule =" s/{ /{/g;
Srule =~ s/ }/}/¢;
if (($tmp =~ /\*/) && ($tmp =~ /\(R.*\)/)) # RETIS Linear Equation

$tmp =" s/\x/ /g;

Stmp =" s/—[\s]x/—/g;
$tmp =" s/\+[\s]x/\+/¢g;
$tmp =" s/\(R.*\)//;

}
$tmp =" s/[\s]+/ /g;

if ($#stackl == —1)
{
print OUT ”$tmp\n\n”;
}
else

# Print regression rules
printf OUT ” [R%04d]|\ t -IF .$rule\n\t _THEN_$tmp\n\n” ,$rr_number++;

}
while ((3stack2[$#stack2]) eq ”False”)

{
pop(@stackl);
pop(@stack2);

}
if ($#stackl >= 0) #1

# Look for the operator and changes it for its opposite
if ($stackl[$#stackl] |7 s/<=/>/) #2

if ($stackl[$#stackl] |7 s/>=/</) #3
if ($stackl[$#stackl] |7 s/</>=/) #4
{ if ($stackl[$#stackl] |7 s/>/<=/) #5
if ($stackl[$#stackl] |7 s/=/<>/) #6
{ if ($stackl[$#stackl] |7 s/<>/=/) #7
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if ($stackl[$#stackl] =7 /In/) #8

$tmp = $stackl[$#stackl];

@split_var = split(/ In /,$tmp);

# $attr variable keeps the mame of the variable

$attr = $split_var [0];

$tmp =" /\{(["\}+)\}/;

# @Qualid_-values keeps the values assumed for the $attr wvariable
# in that rule

# 81 receives the wvalues of the wvariable whitout the braces
@valid_values = split(/, /,$1);

while (($var, $value) = each(%nominal))

{

if ($attr eq $var)

@all_values = split(/,/,$value);

foreach (@valid_values)

{
s/ //g;
}

@Qresult = undef();

foreach $tmp (@all_values)

{
if (!grep($tmp eq $., @Qvalid_values))
# Qresult keeps the wvalues of the domain file that the
# wvaritable didn’t assume in that rule
push(@result ,$tmp);
}
}
$stackl [$#stackl] = 7 Sattr .JIN_{";
foreach (@result)
$stackl[$#stackl] .= 78_,.7;
$stackl [$#stackl] .= 7}7;
$stackl[$#stackl] =~ s/IN {, /IN {/;
$stackl[$#stackl] =~ s/ ,[\s]*x}/}/;
} #8
} #7
b #6
b #5
P
b #3
b #2
}#1

} # End of statement elsif (/LEAF/)

else # Conditions of the rule

{
SN
$tmp = $1;
if ($tmp =~ /In/)
$tmp =" s/ /, /sg;
push(@stackl ,$tmp); # Push the conditions in @stackl

} # End of statement ’else’
} # End of statement ‘while <IN>’

close IN; # Close input file
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close OUT; # Close output file

}

End of sub rt_-to_stdRegRule

# Convert from Weka to Standard Regression Rule Format

#
sub weka_to_stdRegRule
{
my( $self , $dataset ,$inducer) = Q_;
my($rr_number , $count , $tree_level ,$node_level ,$rule ,$tmp, $where_is , $key );
my($number_nominal , $equation , $keep_equation );
my(%nominal , Qattributes , @stack ,@node, Qresult , $keep_equation );
my($keep_conditions ,@valid_values , @all_values , $set_equation ,$comp);
my(@nominal_valuesl ,@nominal_values2 , $input_file , $output_file);

$input_file = ”$dataset.out”;
$output_file= ”$dataset.rules”;

open(IN, $input_file) || die ”Could_not_open_the_input.file\n”;
open (OUT, ">S$output_file”);

print OUT ”Standard_.Regression_.Rules_.Conversor\t.Copyright.(c).Daniel_Gomes_.Dosualdo\n” ;
print OUT ”"Inducer:.$inducer\t\t\t\t_Input_File:_._$input_file\n”;
print OUT ”Date:.” .gmtime(time ()).”\t\t_Output_File:_.$output_file\n\n\n”;

$arff_file = ”"$dataset.data.arff”;
open(ARFF, $arff_file) || die ”Could.not._open_the_arff_file\n”;

$comp = Array :: Compare—>new (Sep => ’,’);

$rr_number = 1;

$tree_level = $count = $number_nominal = $equation = 0;
$where_is = ”begin”;

$key = 7 false”;

while(<ARFF>)

if (/\ @Qattribute/)

chop;

s/\ @attribute //;

[ 1+) /s

push(@attributes ,$1); # Push all kind of attributes in @attributes

;f (/- =\{-*\}/)
/7 T+H) NN AN/

$nominal{”$1”} = $2; # Set %nominal with nominal attributes and their wvalues

}
}
}

close ARFF; # Close the arff file
while(<IN>)

{

chop; #\n at end
s/ "\s+//; # white spaces at begin
s/\s+8//; # white spaces at end
if (($where_is ne 7end”) && (/["\s]/))
{

if (/Pruned/) # Beginning of tree

$where_is = "tree”;

elsif (/Unsmoothed/) # M5 Regression, with constant values at leaves
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$where_is = ”constants”;
}
elsif (/Smoothed/)
$where_is = ”equations”; # M5 Model, with linear equations at leaves

}
elsif (/Number of Rules/) # End of tree

/([P\Nd+]+)(\d+) /5
if ($2 == 1)

{
}

else

{

$one_rule = ”true”;

$one_rule = ”false”;
if ($where_is eq ”constants”)

$where_is = 7end”; # End of the constant values
else # $where_is eq ”equations”

$where_is = ”last_equation”; # Last equation of the model

}

elsif (Swhere_is eq "tree”)

{

$node_level = s/\|//g; # count number of | (tree level)
@node = split /:/; # $node [0] is node, $node[1] is leaf
if ($node_level < $tree_level) # go up on tree

for (;8%tree_level > $node_level; $tree_level ——)

{

pop(@stack); # go back tree_level — node_level levels on tree

$tree_level++;
$node[0] =~ s/"\s+//;

foreach $attr (keys %nominal) # Look for nominal attributes
if (/3attr/)

$key = "true”;
}
}

if (3key eq ”true”)
f{f (/<=/)
$node[0] =" /(["=]+)=([" ]+) /;
$tmp = $2;
@valid_values = split(/,/,$tmp);
while (($var, $value) = each(%nominal))

if (31 eq $var)

$value =" s/ //g;
@all_values = split(/,/,$value);

}
}

@other = ();

foreach $tmp (@all_values)

{
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if (!grep($tmp eq $_., @valid_values))

$tmp = 77’77;
push(@other ,$tmp);
}
}
if ($#other >= 0)
{
$tmp = $1 . 7 IN_{”;
foreach (@other)
$. ="s/ //g;
$tmp .= "$§_7;
}
$tmp = ’7}77;
$tmp =" s/,}/}/;
$tmp =" s/,/, /g;
}
else
{
$tmp — 7777;
}
}
elsif (/>/)
{
$node[0] =7 /([">]4+)>/;
$tmp = $1;
$tmp =" s/,/, /8g;
Stmp =~ s/=/ IN {/;
$tmp 97}77;
}

else # key eq false

$tmp = $node [0];
}

$key = 7 false”;

$tmp =" s/ }/}/;
push(@stack ,$tmp);

;f ($node[1] =~ /\S+/)

$rule = join (”\n\t\tAND.” ,@stack);
push(@result , $rule );

} # End of statement ’elsif ($where_is eq "tree”)’
elsif (Swhere_is eq ”"constants”) # Tree with constant values at leaves

{

@node = split /:/;

$node[1] =7 s/ "\s+//;

if (3#result >=0)

{
# Print regression rules with constant values in the conclusion
printf OUT ” [R%04d]\ t .IF_.$result [$count]\n\t _ THEN_.$node[1]\n\n” ,$rr_number++;
$count++;

else # Just one rule
print OUT ”$node[1]\n”;
}
}

# Tree with linear equations at leaves
elsif ((Swhere_is eq "equations” ) || ($where_is eq ”last_equation”))

if ($where_is eq ”last_equation”)

$where_.is = 7end”; # End of tree, print the last equation of the model

}
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if (($where_is eq “equations”) && (/LM1:/)) # First linear equation of the model
{

$equation = $_;
$equation =~ s/LMl:\s+//;

}
elsif (((Swhere_is eq "equations”) && (/IM[0 —9]+:/)) || ($where_is eq ”end”)) # I
{

$number_nominal = 0;
@list_attr = ();
foreach (keys %nominal)

{

if ($equation =~ /$_/) # Look for nominal attributes in linear equations

$number_nominal++;
push(@list_attr ,$_);

if ($number_nominal == 0) # Tree without nominal attributes in linear equations

if (Sone_rule eq ”true”)

{

print OUT ” $equation\n”;

}

else

# Print regression rules without nominal attributes in conclusion
printf OUT ” [R%04d]\ t .IF_8$result [$count]\n\t_THEN_$equation\n\n” ,$rr_number++;
$count++;

}

else # $number_nominal > 0; Tree with nominal attributes in linear equations
(#2

$equation =" s/— /—/g;

$equation =" s/\+ /\+/g;

foreach (@attributes)

if ($equation =7 /\d=*.?\d+$-/)
$equation =" s/$_./ $_/g;

}
}

$keep_equation = $equation;
$keep_conditions = $result [$count |;
$set_equation = ”false”;

for $i (0 .. $# result)
{

#print "result eh Sresult[$i/\n”;

foreach S$attr (@list_attr)

{#3
if ($result[$count] =7 /$attr/)
{ #4
$result [$count] =7 /($attr IN \{["\}]+)\}/;
$tmp = $1;

$tmp =7 s/$attr IN {//;

$tmp =" s/ //g;
@nominal_valuesl = split(/,/,$tmp);

$equation =" /(S$attr=\S+)/;

$tmp = $1;

$tmp =" s/%attr=//;
@nominal_values2 = split(/,/,$tmp);

# The nominal values in conditions (1) and nominal values in

# conclusion (2) are the same
if ($comp—>perm(\@nominal_valuesl, \ @nominal_values2))
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$equation =" s/ $attr=\S+//g;

$keep_equation =" s/ $attr=\S+//g;
else # Add the nominal values from conclusion in the conditions
{
$set_equation = ”true”;
@conditions = $keep_equation =~ /$attr=\S+/g;
$keep_-equation =~ s/ $attr=\S+//g;
foreach (@conditions)
{
s/=/IN {/;
s/./, /8;
$7 L= 77}77;

if (length($keep_conditions) > 0)
{

$keep_conditions .= "\n\t\tAND_.$_";
}

else

$keep_conditions = $_;

}
}

$equation =" s/ [+—]\d*.?\d+ $attr=\S+//g;
}

}# 4

else # this nominal attribute is not in the conditions of the rule

{

$set_equation = "true”;
@conditions = $keep_equation =~ /$attr=\S+/g;
$keep_equation =" s/ Sattr=\S+//g;
foreach (@conditions)
{
s/=/IN {/;
s/./, /g;
$7 L= 77}77;
if (length(Skeep_conditions) > 0)
$keep_conditions .= ”\n\t\tAND_$_";
}
else
$keep_conditions = $_;
}

}

$equation =" s/ [+—]\d=*.?\d+ $attr=\S+//g;

}

if (length($result[$count]) > 0)

# Print regression rule without extra constants
printf OUT ” [R%04d ]|\ t .IF_.$result [$count]|\n\t . THEN.$equation\n\n” ,$rr_number++;
}

if ($set_equation eq ”true”)
# Print regression rule with extra constants

printf OUT ” [R%04d]\ t .IF _$keep_conditions\n\t_THEN_$keep_equation\n\n”,
$rr_number—++;
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$count4+;

P # 2
if ($where_is ne ”end”)

$equation = $_;
$equation =" s/ILM[0—9]+:\s+//;
}
}# 1
else # Other lines
{

of the equations

$equation

’7$77_
—=9P-

} # End of statement
} # End of statement

“elsif (($where_is eq ”equations”)||($Swhere_is eq "last_equation”))’
"if (($where_is ne "end”) && (/["s]/))’
} # End of statement ‘while (<IN>)’

close IN;

# Close input file
close OUT; # Close output file
}
# End of sub weka_to_stdRegRule
1;

# End of package
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B C(Cddigo Fonte da Classe de Tratamento Semantico
para Regras de Regressao

Neste apéndice é apresentado o codigo da classe RegSemantic implementada para
realizar um tratamento semantico nas regras convertidas para o formato padrao de regras
de regressao definido neste relatorio técnico.

package RegSemantic;
use List :: Compare;

AL

# Constructor Method

L

sub new

my $class = shift;
my $self = {};
bless $self | $class;
return $self;

—

AL

# Semantic Threatment of Regression Rules
AL

sub semantic

{
my( $self , $dataset) = Q_;
my($input_file , $output_file, $names_file, $tmp, $tmp2, $braces);
my($count , $conclusion , $found, $attribute, $value, $values, $type, $rule);
my($rr_number , $count_conditions , $unique_rule, $lc);
my(%attr, %nominal, %occurrence , @numeric, @conditions, @stack, @Qintersection)
my(@new_values , $skip);

$input_file = ”$dataset.rules”;

$output_file = ”$dataset.Rules”;

open(IN, S$input_file) || die ”Could.not_open_the_rules_file\n”;
open (OUT, ”">$output_file”);

$rr_number = 1;

$count_conditions = —1;

%attr = ("MIN” => "MIN”,
"MAX? => "MAX
”MIN_SIGN” => ”MIN_SIGN” ,
"MAXSIGN” => "MAXSIGN” ) ;

4L

# Search for inducer (cubist, m5, rt, cart, retis)
«©£

while (<IN>)

last if (/Inducer/);

unless (/Inducer/)

die ”"Incorret.rules_file\n”;

}
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S 1+):\s*x(["\s]+)/; # $2 take the correct inducer

Header

NN

print OUT ” Semantic_.Threatment_of_Regression_Rules\t_.Copyright.(c)_.Daniel .Gomes.Dosualdo\n”;
print OUT ”Inducer:_.$2\t\t\t\t_Input_File:._8input_file\n”;
print OUT ”Date:.” .gmtime(time ()).”\t\t_Output_File:_.$output_file\n\n\n”;

#
# Open the names, domain or arff file according the inducer

#

if (%2 eq ”cubist”)

$names_file = ”$dataset .names” ;

open (NAMES, $names_file) || die ”Could_not_open._the_names_.file\n”;
$braces = "close”;

while (<NAMES>)

{

s/ "\s+//; # white spaces at begin
if ((1/°\|/) && (!/ignore/) && (!/label/)){
{if ((!/ continuous/) && (!/:=/))

;f (/:/)
AT N s O\ N AR +H) [N N AR /5
$tmp = $1;
$nominal{"$tmp”} = $2; # Push nominal attributes in @nominal
$nominal{"$tmp”} =" s/\s+3$//;
;f (/-\8/)
$braces = “open”;
}
elsif ($braces eq "open”)
{
[ 1+) /s
$nominal{”$tmp” }.= 7 _$17;
;f (/-\$/)
$braces = "close”;
$nominal{”$tmp”} =" s/\s+$//;
}

}
}
elsif ((/:/) && (/continuous/))

[ +) /s

push(@numeric,$1); # Push numeric attributes in @numeric

}
elsif (/:=/)

J([P\seim] )\ s i/
push (@numeric, $1);
}

}
}

close NAMES; # Close names file

elsif (($2 eq "rt”) || (%2 eq "cart”) || ($2 eq "retis”))
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$names_file = ”"$dataset.domain”;
open (NAMES, $names_file) || die ”Could.not_open.the_domain.file\n”;
while(<NAMES>)

{
;f ((1/°N) && (/:/))
if (!/continuous/)

/(CNs )\ s ([N ["\n]+)[\.[\n]/;

$nominal{”$1”} = $2; # Set %nominal with nominal attributes and their values

elsif (/continuous/)

[(["\s=*:]+)\s*: /5
push(@numeric, $1);

}
}
}

close NAMES; # Close domain file

elsif ($2 eq "m5”)
{

$names_file = ”"$dataset.data.arff”;
open (NAMES, $names_file) || die ”Could_not_open_the_arff_file\n”;

while (<NAMES>)
{ilf (('/)"%/) && (/\ Qattribute/))
s/\ @Qattribute //;
s/\s+8//;
;f ((/-\{#\}/) && (1/reals /)
/7 T+) MO NH )N/

$nominal{”$1”} = $2; # Set %nominal with nominal attributes and their wvalues

}
elsif (/real$/)

[ 1+) /s
push(@numeric,$1); # Push numeric attributes in @numeric
}
}
}
close NAMES; # Close arff file
}
else

die ”$2:_Unknown.Inducer\n”;

}

AL
#

# Semantic threatment of the rules

#

while(<IN>) #1
s/"\s+//; # white spaces at begin

;f (/["\s]/) #2

$unique_rule = $_;
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;f ((/N[R\d+\]/) || (/" AND/))

$count_conditions++;
s/\[R\d+\]\s+IF //;

s/ AND //;

/L 14) (17 1+) (["\n]+)\n/;
@{$conditions [$count_conditions]}[0]
@{$conditions [$count_conditions]}[1]
@{$conditions [$count_conditions]}[2]

$1; # Name of wvariable
$2; # Operator
$3; # Value of that wvariable

}
{elsif (/THEN/) #3

@stack = undef();

%occurrence = ();

$count = 0;

s/THEN //;

$conclusion = $_;

$skip = " false”;

for $i (0 .. $count_conditions)

{

$found = " false”;
foreach (keys (%occurrence))

if (@{$conditions[$i]}[0] eq $.)

$found = "true”;
$occurrence{” $_" }++;
}
if ($found ne ”true”)
$tmp = @{$conditions [$i]}[0];
$occurrence{”$tmp” } = 1;
}
}
while ((S$attribute, $value) = each(%occurrence))
{
if ($value == 1)
for $i (0 .. $count_conditions)

if (@{$conditions[$i]}[0] eq $attribute)
$tmp = @{$conditions[$i]}[0].”.” .@Q{$conditions[$i]}[1]
7.7 .@{$conditions [$i]}[2];

$stack [$count++] = $tmp;

}
}

else # wvalue > 1

$type = "none”;
foreach (@numeric)

if ($attribute eq $.)

$type = "numeric”;

}
if ($type eq ”numeric”)
for $i (0 .. $count_conditions)
if (@{S$conditions[$i]}[0] eq $attribute)

if (((@{$conditions[$i]}[1] eq "<”) || (@{$conditions[$i]}[1] eq "<="))
&& (($attr{"MAX’} eq "MAX’) || (@Q{S$conditions[$i]}[2] < Sattr{"MAX’})))
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{
$attr {"MAX”} = @{$conditions[$i]}[2];
$attr {"MAXSIGN” } = @{$conditions[$i]}[1];
$tmp = @{$conditions[$i]}[0].”." . Sattr {"MAXSIGN” }.”_" . $attr {"MAX” };

}
elsif (((@{S$conditions[$i]}[1] eq ">") || (@Q{$conditions[$i]}[1] eq ">="))
&& (($attr{"MIN”} eq "MIN” ) || (@{$conditions[$i]}[2] > Sattr{"MIN” })))

$attr {"MIN” } = @{$conditions[$i]}[2];
$attr {"MIN_SIGN” } = @{$conditions[$i]}[1];
$tmp2 = @{$conditions [$i]}[0].”.".Sattr {"MINSIGN” }.”_” . $attr {"MIN” };
}
}

}

if ($attr{"MAX’} ne "MAX”)
$stack [$count++] = $tmp;

}

if ($attr{"MIN’} ne "MIN")

$stack [$count++] = $tmp2;

}

Zattr = ("MIN? => "MIN”
"MAX? => "MAX”
”MIN_SIGN” => ”MIN_SIGN” ,
"MAXSIGN” => "MAXSIGN” ) ;

}

else # type ne "numeric”

{

@new_values = @intersection = ();
$found = 7 false”;

for $i (0 ..8$count_conditions)
if (@{$conditions[$i]}[0] eq $attribute)

$tmp = @{$conditions [$i]}[2];
$tmp =" s/{//;
$tmp =" s/}//;
$tmp =" s/ //g;
@new_values = split(/,/,$tmp);

if ($found eq ”true”)

$lc = List :: Compare—>new (\ @new_values, \ @Qintersection );
@intersection = $lc—>get_intersection;

}

else
foreach (@new_values)

push(@intersection ,$_);

}
}

$found = "true”;
}
}

if (3#intersection >= 0)

$rule = join(” ,.” ,Qintersection );
$tmp = Sattribute.” _IN_{”.8$rule.”}”;
$stack [$count++] = $tmp;

}

else

{
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$skip = "true”;

}

} # End of statement else (value > 1)
} # End of statemet while...

if ($skip eq ”false”)

$rule = join (”\n\t\tAND.” ,@stack);
printf OUT ” [R%04d]\ t .IF .$rule\n\t_THEN_$conclusion\n\n” ,$rr_number+-+;
}

$count_conditions = —1;
P #3
P o#2
b o#1
if ($rr_number == 1)

print OUT ” $unique_rule\n\n”;

}

close IN; # Close input file

close OUT; # Close output file

}

# End of sub semantic
1

; # End of package
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