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1 Introducao

O objetivo de Aprendizado de Mdquina — AM — é desenvolver métodos, técnicas e ferramentas
para construir mdquinas inteligentes, que se modificam para realizar cada vez melhor sua(s)
tarefa(s). ‘Melhor’ nesse sentido pode ser trabalhar com mais eficiéncia ou precisdo, ou ainda de
forma a abranger uma classe maior de problemas. Para tanto, essas méquinas devem ser capazes

de aprender.

Em AM indutivo supervisionado, apresenta-se um conjunto de instancias (exemplos) de treina-
mento a um algoritmo de inducao, onde cada instancia é descrita por um vetor de atributo-valores
e um rétulo de classe, ou seja, através de um formato atributo-valor. A tarefa do algoritmo indutor

consiste em induzir um classificador que pode ser 1til para classificar novas instancias.

Vérios formalismos 16gicos tém sido utilizados em sistemas de aprendizado indutivo para a re-
presentacao de exemplos e conceitos. Em geral, dividem-se em dois tipos de descricao: descri¢do

baseada em atributos ou proposicional e descri¢cao relacional.

No primeiro caso, as linguagens de descricao de conceitos utilizadas pelos algoritmos para ex-
pressar as hipéteses induzidas, por exemplo arvores de decisao e regras de produgao, podem ser
tratadas como variantes de linguagens baseadas em atributos, i.e. linguagens proposicionais. No
entanto, o aprendizado baseado em atributos é limitado a descri¢oes nao-relacionais pois as des-
cricoes aprendidas ndo especificam relagoes entre as partes dos objetos. Com isso, a inclusao de
conhecimento prévio do dominio é limitada e a propria representagao se torna inapropriada para

dominios com relacoes intrinsecas.

Linguagens de descricao relacional, ou baseadas em légica de primeira ordem, sao usadas h4 mais
de 30 anos [Sammut, 1993]. No entanto, aprendizado empirico de primeira ordem sé comecou
a atrair atencdo macica no inicio dos anos 90. Programacao Légica Indutiva — PLI — é uma
abordagem relativamente recente de AM indutivo, que busca contornar algumas das limitacGes
das abordagens anteriores de AM através do uso de teoria do dominio (ou conhecimento prévio)
estruturada e uma linguagem de descricao de exemplos e conceitos baseada em légica de primeira
ordem. A adocao por sistemas de aprendizado de linguagens légicas de primeira ordem como

linguagens de representacao permite que relagdes e/ou estruturas possam ser induzidas.

Sistemas de aprendizado de primeira ordem (ou de PLI), como FoIL [Quinlan, 1990] e PROGOL
[Muggleton, 1995], ja foram demonstrados diversas vezes em problemas de aprendizado nos quais
definicoes recursivas de relacoes sao procuradas a partir de listas de constantes discretas (nomi-
nais) [Quinlan e Cameron-Jones, 1993], [Muggleton, 1997]. Problemas desse tipo parecem muito
distantes do tipo de problema de aprendizado atributo-valor tratado por sistemas de zero ordem
ou de aprendizado proposicional, como CN2 [Clark e Niblett, 1989] e C4.5 [Quinlan, 1993], espe-

cialmente quando tratam de valores continuos. Com algumas mudancas na especificagao original



de sistemas de aprendizado relacional, tornou-se possivel definir variaveis continuas que podem ser
comparadas com um limite numérico. Através desse tratamento de valores numéricos, sistemas
de PLI podem ser aplicados nao sé na busca de relacoes entre atributos, mas também a problemas
de classificacao atributo-valor convencionais. Assim, é interessante verificar o comportamento de

sistemas de PLI nesse tipo de problema.

Em principio, qualquer problema que possa ser resolvido utilizando AM proposicional também
pode ser resolvido com AM relacional. Para tanto, cada exemplo no formato atributo-valor
pode ser representado utilizando predicado(s) cujos argumentos sao os valores dos atributos para
aquele exemplo. Assim, um primeiro passo na conversao do formato atributo-valor para o formato
relacional seria transformar os exemplos em fatos utilizando a notacao relacional. No entanto,
isso também forca o sistema a considerar todos os atributos que estao contidos nos predicados,

embora pode ser que nem todos sejam necessarios.

Em aprendizado relacional, necessita-se de conhecimento de fundo sobre um dominio de apli-
cacdo para formar a hipdtese sobre o conceito desejado. Uma forma de fazer isso é numerar
os exemplos, e apresentar os valores dos atributos como sendo o conhecimento de fundo sobre
o exemplo. Ou seja, cada atributo pode se relacionar com o exemplo através de um predicado
[Morik e Brockhausen, 1997]. Assim os dados assumem um formato ainda mais “relacional”, o
qual é denominado neste trabalho de formato MB. Com isso, o sistema pode considerar somente

aqueles predicados que sao interessantes para a definicao do conceito.

Neste trabalho, é descrita uma comparacao do aprendizado de conceitos a partir de seis conjuntos
de dados do UCI Machine Learning Repository (Repositério de Aprendizado de Méquina da
Universidade de Califérnia-Irvine - [Blake et al., 1998]), utilizando os sistemas de PLI FoIL e
PrRoGOL. Inicialmente esses conjuntos estao no formato atributo-valor. Ferramentas, descritas
em [Caulkins e Monard, 2000], s@o utilizadas para converter os dados no formato atributo-valor
para os formatos “proposicional” e MB. Os dados sao apresentados a FOIL e PROGOL tanto no
formato “proposicional” quanto no formato MB, e o desempenho de ambos sistemas é medido em

cada caso.

Depois de realizado o aprendizado, os resultados obtidos com cada conjunto de dados sao anali-
sados utilizando uma matriz de confusdo. Além disso, varias medidas sao aplicadas ao conjunto

de regras obtido de modo a avaliar seu desempenho.

O trabalho estd organizado da seguinte forma: Na se¢ao 2 sao descritos os sistemas de aprendizado
relacional utilizados neste trabalho. Uma descricao dos conjuntos de dados da UCI é esbocada na
secdo 3, explicando de onde cada um foi retirado e mostrando em linhas gerais os atributos que
os compoem. Na secdo 4, é descrita a preparacao dos experimentos. As medidas utilizadas para
avaliar os resultados obtidos sao explicadas na se¢ao 5. Na secao 6 sao apresentados os resultados

experimentais obtidos para cada conjunto de dados. Na secao 7, os resultados obtidos com FoIL



e com PROGOL sao comparados, procurando salientar algumas vantagens e desvantagens de cada
sistema no tratamento desses conjuntos de dados. E, por fim, algumas consideracoes finais sao

elaboradas na secao 8.

2 Sistemas de PLI Utilizados

Os sistemas de PLI contemplados nesse trabalho, FOIL e PROGOL, possuem algumas carac-
teristicas em comum, como o fato de fazerem uma busca “top-down” no espaco de hipéteses, ou
seja, do geral para o especifico. Diferem principalmente quanto a forma de inclusao de conheci-

mento prévio do dominio. Ambos tém sido aplicados em diversos dominios de aplicacao.

2.1 Foil

E um sistema que lé especificagcoes extensionais de um conjunto de relagoes e produz hipdteses
compostas de clausulas de Horn para uma ou mais delas [Quinlan, 1990]. O sistema aprende
um predicado por vez, de uma forma nao-interativa e nao-incremental, fazendo uma busca “top-
down” (do geral para o especifico) no espago de hipé6teses. Seu conhecimento prévio deve ser

sempre em forma de listas de fatos.

FoiL aproveita algumas idéias do paradigma de aprendizado baseado em atributo-valor, utilizando
um método de cobertura semelhante ao de AQ [Michalski, 1983] e uma heuristica baseada em
informacao semelhante ao de ID3 [Quinlan, 1986]. Além disso, herda a idéia de busca “top-down”
em grafos de refinamento do MIS [Shapiro, 1983]. Seu critério de aceitacdo de uma hipdtese
baseia-se no Ganho de Informacao obtido, procurando encontrar cldusulas com comprimento
minimo de descri¢ao, que possam substituir os exemplos sendo considerados, obtendo assim uma

representacao mais compacta do conjunto de dados.

2.2 Progol

PRroGOL aprende multiplos predicados, de forma nao-interativa e empirica. Permite a inclusao
de conhecimento prévio descrito de forma intensional. Utiliza uma estratégia mista de busca no
espaco de hipoteses. Isto é, além de fazer uma busca do geral para o especifico, também faz uma
busca no sentido inverso (“bottom-up”). Inicialmente procura uma hipétese menos geral para
servir de limite inferior ao reticulado de hipoteses. Faz uma busca do geral ao especifico através
de um grafo de refinamento das cldusulas, ou seja, de uma forma “top-down” [Muggleton, 1995].
ProGoL também pode ser usado para aprender somente com exemplos positivos. Seu critério de

aceitacao se baseia na compressao dos exemplos obtida por cada clausula.



3 Conjuntos de Dados

Os experimentos aqui descritos foram realizados com dados de véarios dominios diferentes. Todos
os conjuntos de dados sdo do UCI ML Repository [Blake et al., 1998], um repositério de dados,

de dominio publico, para aprendizado de maquina.

Para tornar as comparacoes mais interessantes, os conjuntos de dados foram escolhidos de modo
que contivessem tipos de atributos bastante variados. Alguns conjuntos contem somente valores
continuos, enquanto outros combinam atributos discretos com atributos continuos. H& ainda
conjuntos contendo valores desconhecidos. Para melhor entendimento, uma descri¢ao do conteido

de cada conjunto, bem como as caracteristicas gerais dos conjuntos, sao apresentadas a seguir.

3.1 Descricao Geral dos Conjuntos de Dados

Bupa Contribuicao de R. S. Forsyth a base UCI, consiste em dados que descrevem pacien-
tes masculinos, através de varios exames de sangue e o volume de &lcool consumido. Os
pacientes dividem-se em “com problemas de figado” — classe um — e “sem indicios de

problemas” — classe dois.

Pima Doado por V. Sigillito do Laboratério de Fisica Aplicada da Universidade Johns Hopkins
(EUA), trata-se de um subconjunto de uma base de dados maior mantida pelo Instituto
Nacional de Diabete e Doencas Digestivas e de Rim, que descreve mulheres com pelo menos
21 anos, descendentes da tribo indigena Pima. O problema consiste em predizer se uma
paciente ird testar como positiva — classe um — ou negativa — classe zero — em relagao a
diabete de acordo com os critérios da Organizagao Mundial da Satude, a partir de resultados

de exames médicos e medidas fisiolégicas.

Breast Um de dois conjuntos de dados no repositério da UCI que tratam de cancer de mama.
Divide-se em casos de recorréncia — classe recurrence — de cancer e outros em que nao

houve recorréncia — classe no_recurrence.

Hungaria Trata de doencas cardiacas em casos reunidos pelo Hungarian Institute of Cardio-
logy. Divide-se em casos nos quais o paciente mostra a presenca de uma doenca — classe

presence — ou a auséncia da mesma — classe absence.

Credit Utilizado para aprovacao de crédito a clientes, divide-se em casos de aceitagao — classe

positive — e rejeicao — classe negative — de crédito.

Hepatitis Reune casos com caracteristicas de pacientes com hepatite. Divide-se em casos de

pacientes com esperanca de vida — classe live — e sem esperanca de vida — classe die.



3.2 Caracteristicas dos Conjuntos de Dados

A Tabela 3.2.1 mostra um resumo das caracteristicas dos conjuntos de dados utilizados para
realizar as comparacoes entre FOIL e PROGOL. Mostra-se, para cada conjunto, o nimero de
instancias (#Inst.), nimero e porcentagem de instancias duplicadas (que aparecem mais de uma
vez) e/ou conflitantes (mesmos valores dos atributos mas com classifica¢oes diferentes), nimero
de atributos (#Atrib.) continuos e nominais, distribuicdo das classes, erro majoritario e se o

conjunto de dados tem pelo menos um valor desconhecido (Valores Desconh.)!.

Conj. #Inst. #Duplic. ou # Atrib. Classe % Classe Erro Valores
de Dados Conflit. (%) | (cont.,nom.) Majoritario Desconh.
bupa 345 4 (1.16%) 6 (6,0) “17 42.03% 42.03% N

“ 57.97% em “27
pima 769 1 (0.13%) 8 (8,0) “0” 65.02% 34.98% N
“1” 34.98% em “0”
breast 285 2 (0.7%) 9 (4,5) “recurrence” 29.47% 29.47% Y
“no_recurrence” 70.53% | em “no_recurrence”
hungaria 294 1 (0.34%) 13 (13,0) “presence” 36.05% 36.05% Y
“absence” 63.95% em “absence”
credit 490 0 (0%) 15 (6,9) “positive” 44.29% 44.29% Y
“negative” 55.71% em “negative”
hepatitis 155 0 (0%) 19 (6,13) “die” 20.65% 20.65% Y
“live” 79.35% em “live”

Tabela 3.2.1: Resumo de Caracteristicas dos Conjuntos de Dados

Os conjuntos sao apresentados em ordem crescente de acordo com o namero de atributos de cada
um [Lee et al., 1999], ordenacao esta que sera mantida na descricao dos resultados. A Figura 3.2.1
mostra a dimensionalidade dos conjuntos de dados, isto é, o niumero de atributos e instancias em
cada conjunto. Deve ser observado que devido a grande variacdao, o numero de instancias é

representado na figura como log;y(#Instancias).

4 Descricao dos Experimentos

Os sistemas de PLI aqui tratados aprendem um conceito que diferencia entre duas classes, indu-
zindo uma hipétese que cobre os exemplos de uma das classes — classe positiva — de modo que
qualquer exemplo pertencente a outra classe — classe negativa — nao seja coberto. Para que os
sistemas aprendam tanto o conceito referente a primeira classe (X) quanto o conceito referente
a segunda classe (Y), é necessario executd-los duas vezes. Inicialmente, os exemplos da classe X

sao fornecidos como exemplos positivos e os exemplos da classe Y sao fornecidos como exemplos

"Estas informacdes foram obtidas utilizando a ferramenta info contida no MLC++.
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Figura 3.2.1: Dimensionalidade dos Conjuntos de Dados

negativos desse conceito. Na execucao seguinte é feito o processo contrario, fornecendo os exem-
plos da classe Y como exemplos positivos e os exemplos da classe X como exemplos negativos.

Neste trabalho ambos conceitos foram induzidos.

Os sistemas de aprendizado FoIl. e PROGOL foram executados com os parametros padroes. A
unica alteracao feita foi no sentido de alterar o parametro de erro permitido no PROGOL para um
méximo de 20% de erro nas regras geradas. Isto foi feito com a finalidade de equipard-las com as
regras geradas por FOIL, ja que a taxa de erro padrao para as regras deste ultimo é de 20%. Vale

ressaltar ainda que todos os atributos numéricos (continuos) foram considerados como sendo do

4 ¢

mesmo tipo “real”, e todos os atributos booleanos, ou seja, que tivessem valores “yes” ou ‘“no”,

foram marcados como sendo do tipo “boolean”.

Para estimar a taxa de erro verdadeira, foi escolhido o método de “resampling” chamado “10-
fold cross validation”. Este método é aconselhdvel para conjuntos de exemplos de tamanho
médio como os utilizados neste trabalho, pois é capaz de combinar eficiéncia computacional e boa

precisao para estimar a taxa de erro verdadeira.

Os conjuntos de exemplos foram embaralhados e divididos em 10 parti¢coes mutuamente exclusi-
vas, utilizando as ferramentas para particionamento de exemplos presentes no ambiente A MPSA M

[Batista, 1997]. Posteriormente, foram construidos os conjuntos de treinamento e teste segundo



o método “10-fold cross validation”. Um aspecto importante a ser destacado nos experimentos
realizados, é que exatamente as mesmas particdes foram utilizadas para medir ambos algorit-
mos. Ou seja, para cada conjunto de exemplos, os sistemas foram medidos utilizando os mesmos
10 conjuntos de treinamento e teste. Este procedimento pode, eventualmente, auxiliar em uma
andlise mais minuciosa para entender as possiveis diferencas de performance entre os dois siste-
mas de aprendizado. Ap0ds a construcao dos conjuntos de treinamento e teste, foram aplicados os
conversores sintaticos, descritos em [Caulkins e Monard, 2000], para o formato de FoIL e PRro-
GOL, colocando os dados no formato atributo-valor, ou “proposicional”’, e também no formato

relacional através do método MB.

5 Medidas Consideradas

A matriz de confusao oferece uma medida da eficiéncia do modelo de classificacao, i.e. a hipdtese h
induzida, mostrando o nimero de classificacGes corretas versus as classificacoes preditas para cada
classe. Para exemplificar, considera-se um problema de classificacdo com duas classes, rotuladas

como 4(_{_77 e 13

—”. Os dois tipos de erro possiveis sao chamados de falso positivo e falso negativo
[Baranauskas e Monard, 2000b]. A Tabela 5.1 ilustra a matriz de confus@o correspondente onde
Tp é o numero de exemplos positivos classificados corretamente, ou verdadeiros positivos, Fiy é o
numero de instancias positivas classificadas de forma errada, ou falsos negativos, Fip é o nimero
de exemplos negativos classificados de forma errada, ou falsos positivos, e T é o numero de
instancias negativas classificadas corretamente, ou verdadeiros negativos, em um total de n =

(Tp + Fn + Fp + Ty ) instancias.

Rétulo da classe | predito como C'y  predito como C_ | Taxa de Erro da Classe Taxa de erro total
Verd. positivos Falsos negativos
. _FN
verd. Cy Tp Fy Tp+Fy
Fp+FyN
n
Falsos positivos Verd. negativos
: _Fp
verd. C_ Fp Tn Fp+T,

Tabela 5.1: Desempenho de Classificacao para Duas Classes

Essas quatro situagoes sao ilustradas na Figura 5.1 para a <classe = C';.>, isto é:
1. a instancia pertence a classe Cy e é predito pelo classificador como sendo da classe C.
Nesse caso, essa instancia é um verdadeiro positivo.

2. a instancia pertence a classe C_ e é predito pelo classificador como sendo da classe C_.

Nesse caso, essa instancia é um verdadeiro negativo.



Predicted Class True Class

X2 presessess sl ‘ ...........................................

False Positives

True Positives

False Negatives

X1

Figura 5.1: Verdadeiros Positivos, Falsos Positivos e Falsos Negativos
3. a instancia pertence a classe C_ e é predito pelo classificador como sendo da classe C..
Nesse caso, essa instancia é um falso positivo.
4. a instancia pertence a classe C; e é predito pelo classificador como sendo da classe C_.

Nesse caso, essa instancia é um falso negativo.

A taxa de erro é uma métrica bastante utilizada para avaliar o desempenho de sistemas de
aprendizado. Dentre as possiveis taxas, as utilizadas neste trabalho sao:

1. a taxa de erro relativo a classe positiva — Equacao 1;

2. a taxa de erro relativo a classe negativa — Equagao 2;

3. o erro total, onde n = (Tp + Fx + Fp +Ty) é o nimero total de instancias — Equacao 3; e

4. amédia G, uma variacao da média geométrica a qual é apropriada para situacoes nas quais o

numero de exemplos em cada uma das classes X e Y estd muito desbalanceado — Equacao 4.



Fy

Erroem Cy = T+ Fy (1)

Erroem C_ = FPZ—PTN (2)

Erro total = fpt iy (3)
n

Média G = ¢ Tpi NFN Fp? ™ (4)

Outra medida utilizada é a diferenca em desvios-padrao do erro. Suponha que se queira comparar
dois algoritmos com taxas de erro iguais a 9,0+ 1,0 e 7,540, 8. Serda que um deles é melhor que o
outro? i.e., que existe uma diferenca significativa de um para o outro com relacao as taxas de erro
apresentadas por eles, com nivel de confianca de 95%7 Para responder essa pergunta, assume-se
o caso geral para determinar se a diferenca de um algoritmo para outro — por exemplo A; e
Ay — é significativa ou nao. Para tanto, a média e o desvio padrdao combinados sao calculados
de acordo com as Equagbes 5 e 6, respectivamente. A diferenga absoluta em desvios-padrao é

calculada através da Equacgao 7 [Weiss e Indurkhya, 1998].

mean(As — Aj) = mean(As) — mean(A4;) (5)

sd(AQ B A]) _ \/Sd(AQ)Q _;_ Sd(A])Q (6)

mean(AQ — Al)
Sd(AQ — Al) (7)

ad(Ag — A]) =

Se ad(Az— A1) > 0, pode-se dizer que A; tem um desempenho melhor que Ay. Se ad(As—A;) > 2
desvios-padrao, pode-se dizer que A; tem melhor desempenho que As com nivel de confianca de
95%. Por outro lado, se ad(Ay — A1) < 0 diz-se que Ay tem um desempenho melhor que A; e
se ad(Ag — A1) < 2 desvios-padrao entdo Az tem um desempenho melhor que A; com nivel de
confianca de 95%.



6 Resultados Experimentais

Para cada conjunto de dados foram construidas varias tabelas que procuram detalhar os resultados

experimentais obtidos. Nas se¢bes que se seguem, serdao apresentadas essas tabelas.

e Na primeira tabela é descrito cada atributo do conjunto de dados, através de um numero,
o nome do atributo e o tipo (discreto ou continuo). Para atributos discretos, o nimero
maximo de valores possiveis e o numero de valores realmente atribuidos ao atributo no
conjunto, ambos calculados pela ferramenta info do MLC++, sao mostrados. Deve ser
observado que um nimero maior de valores encontrados em relagao ao de valores possiveis

indica que h& valores faltando para aquele atributo, porém o contrario nao é verdade.

e A segunda tabela consiste de duas partes, sendo que os valores foram calculados para os
experimentos realizados utilizando o método “proposicional” e “10-fold cross-validation”.
Na parte (a) sdo mostrados o valor médio e desvio-padrao, para as taxas de erro relativo a
classe positiva e a classe negativa, o erro total e o erro baseado na média G. Também sao
indicados os valores méximo e minimo de cada taxa. Além disso, sdo mostradas matrizes

de confusao onde cada posi¢do contém o valor médio para os 10 “folds”.

Na parte (b) dessa tabela sdo mostrados o niumero médio de regras geradas (cldusulas com
corpo) e o nimero médio do total de clausulas (com corpo e sem) para se ter uma idéia do
tamanho das hipéteses induzidas e da cobertura das regras. Na quarta coluna estd indicado
o tempo médio de execucao e seu desvio-padrao. O tempo de CPU nas tabelas refere-se
a execucao de PROGOL em um Pentium II com clock de 233 MHz, rodando Linux como
sistema operacional, e & execucao de FOIL em uma estacao de trabalho Sun Ultral com

clock de 140 MHz, rodando o Solaris como sistema operacional.

e Na terceira tabela sao mostrados os mesmos ntmeros que na segunda tabela mas para os

experimentos realizados utilizando o método MB para representar os dados.

e Na quarta tabela é mostrada a diferenca em desvios-padrao de FOIL para PROGOL quando

o método “proposicional” foi utilizado.

e Na quinta tabela é mostrada a diferenca em desvios-padrao de FOIL para PROGOL quando
o método MB foi utilizado.

e Na sexta tabela sao mostradas as taxas de erro aparente relativo a classe positiva e a clas-
se negativa, e o erro total, obtidos quando regras sao induzidas sobre todo o conjunto de
dados. Da segunda a quinta coluna os resultados utilizando a representacao “proposicio-
nal” sao indicados e nas quatro colunas seguintes sao mostrados resultados obtidos com a

representacao MB.
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e Na ultima tabela é mostrado o numero total de clausulas geradas quando regras sao in-
duzidas utilizando todo o conjunto de dados, o nimero de regras (clausulas com corpo)
induzidas, e o tempo de execucao necessario para fazer a inducao, através da representacao
“proposicional” e da representacao MB. Cada linha mostra o resultado de um dos sistemas,

levando em consideragao cada uma das duas classes como “positiva’”.

Deve ser observado que a diferenga entre o numero total de clausulas e regras fornece o
namero de exemplos positivos nao cobertos pelas regras induzidas, mas que sao cobertos

por uma cldusula sem corpo que simplesmente nomeia o exemplo.

e Finalmente, sdo mostradas oito figuras com as regras geradas em cada um dos casos descritos

na ultima tabela.

6.1 Conjunto de Dados Bupa

Numero | Nome #Valores Distintos
Atrib. | Atrib. possiveis reais  tipo

#0 | mcv - 26  continuo

#1 | alkphos - 78  continuo

#2 | sgpt - 67  continuo

#3 | sgot - 47  continuo

#4 | gammagt - 94  continuo

#5 | drinks - 16  continuo

Tabela 6.1.1: Bupa Descrigao dos Atributos

Algoritmo Matriz TPENFN FP};PTN fp ;‘;F‘N T}:jr—NFN %
Foil(C1) 8.5 6.0 | 416 £10.7 [ 29.6 £ 89 | 34.0+4.3 33.8+ 4.4
[maz,min] | 58 14.2 | [60.0,25.0] | [46.7,13.6] | [42.9,26.5] [42.4,26.1]
Progol(C1) 7.0 7.5 51.8 £ 115 | 244+ 11.5 | 35.8 £ 6.7 33.6 £ 94
[maz,min] | 4.9 151 | [75.0,35.7] | [40.9,5.0] | [42.9,20.6] 43.2,14.7)
Foil(C2) | 14.1 59 1296 £105 [ 381+ 84 | 329+ 6.5 325+ 7.3
[maz,min] | 55 9.0 | [45.5,10.0] | [50.0,21.4] | [47.1,22.9] 47.7, 20.0]
Progol(C2) | 12.5 7.5 | 376+ 9.6 | 39.9+13.7 [ 38.1 + 6.6 37.6 £ 7.7
[maz,min] | 57 8.8 | [50.0,22.2] | [66.7.21.4] | [55.9,31.4] [57.8, 29.0]

(a)

Algoritmo | # Clausulas # Regras Tempo Médio

Foil(C1) 26.5 +£2.6 | 204 + 4.4 06+ 4.4
Progol(C1) 51.5 £0.5 | 15.1 £ 1.3 303.2+ 1.6
Foil(C2) 273 £39 | 23.7 £ 4.3 0.6 £ 4.3

Progol(C2) | 441 £0.1 | 152 £ 1.3 | 222.9 % 146
(b)

Tabela 6.1.2: Médias para o Conjunto de Dados Bupa e Método Prop, (C1 = um e C2 = dois)
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Algoritmo Matriz TinFN FPZ-PTN FP;:FN %%
Foil(C1) 7.7 6.8 | 46.4 £ 11.7 | 25.1 £11.8 | 34.1 £ 7.1 327+ 7.0
[max, min)] 5.0 15.0 | [66.7,28.6] [45.5,10.0] [45.7,20.6] [45.8,20.7]
Progol(C1) 5.5 9.0 | 62.3 £13.3 | 13.7+ 8.1 33.7 + 6.8 27.2 +£10.9
[maz,min] | 2.7 17.3 | [91.7,47.4] | [26.7.0.0] | [44.1,23.5] 40.9, 7.6]
Foil(C2) 13.4 6.6 | 328+ 95 ] 290+£13.0 | 31.5+79 29.5 + 8.5
[maz,min] | 4.3 102 | [50.0,20.0] | [52.6.7.1] | [50.0,22.9] [50.0, 17.9]
Progol(C2) 12.1 79 | 40.0 £ 11.6 | 36.6 £11.4 | 38.2 £ 5.3 36.9 £ 5.7
[maz,min] | 53 9.2 | [55.0,23.8] | [58.3,14.3] | [42.9,28.6] 43.0, 28.1]

(a)

Algoritmo | # Clausulas # Regras Tempo Médio
Foil(C1) 57.1 £ 12.8 | 35.3 &£ 13.9 95.3 + 28.5
Progol(C1) 669+ 1.2 | 11.3+ 1.8 301.1 &£ 2.6

Foil (C2) 492+ 34 | 325+ 4.3 82.7 £ 29.6
Progol(C2) 5714+ 43 | 141+ 44 227.1 £ 21.1

(b)
Tabela 6.1.3: Médias para o Conjunto de Dados Bupa e Método MB, (C1 = um e C2 = dois)

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 0.9 +0.5 0.3 0.0
C2 -0.8 -0.2 -0.8 -0.7

Tabela 6.1.4: Diferenca em Desvios-Padrao dos Erros entre FOIL e PROGOL com Método Prop

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 -1.3 +1.1 +0.1 +0.6
C2 0.7 0.6 1.0 1.0

Tabela 6.1.5: Diferenca em Desvios-Padrao dos Erros entre FOIL e PROGOL com Método MB
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|| Método Prop || Método MB |
| Algoritmo ” Matriz de Conf. TpiNF - FPITFPT - FP_:FN || Matriz de Conf. TPI:Z? - FPZFT - FF;';FN |
FoiL (C1) 137 8 0.06 0.01 0.03 145 0 0.00 0.00 0.00
1 199 0 200
Procor (C1) 145 0 0.00 0.06 0.03 || 145 0 0.00 0.05 0.03
12 188 10 190
FoiL (C2) 189 11 0.06 0.00 0.03 200 0 0.00 0.00 0.00
0 145 0 145
Procor (C2) || 200 0 0.00 0.21 0.09 || 200 0 0.00 0.18 0.08
31 114 26 119

Tabela 6.1.6: Erro Aparente para o Conjunto de Dados Bupa (C1 = um e C2 = dois)

|| Método Prop

Método MB |

| Algoritmo || Total CI. | Regras | Tempo de Exec. || Total CI. | Regras | Tempo de Exec. |
Foir (C1) 30 22 0.8 73 43 95.6
Procor (C1) 59 14 405.19 76 10 350.23
Foir (C2) 34 23 0.7 46 33 61.4
Procor (C2) 52 14 269.29 71 11 279.67

Tabela 6.1.7: Numero Total de Cldusulas, Numero de Regras e Tempo de Execucdo em Relacao
ao Erro Aparente do Conjunto de Dados Bupa (C1 = um e C2 = dois)

is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-
is_um(A,B,C,D,E,F) :-

D<=21, C>21, E<=17.
C>E, B>61, A>P7, B<=71, F>2.

C>D, E<=35, B>65, B<=P2, C>E, C>24.

B>76, E<=20, A>"f, B<=94.

F>5, E<=32, C>25.

D<=17, F<=2, A>P6, C>1.

C>32, E>69, E<=120, A>92.
F<=0.5, B>101, B<=119.

A>P9, D<=23, C>27, A<=92, D>1°.
E<=T7.

D<=35, C>59.

D<=22, A>P9, C>27, D>20.
B<=35.

D<=17, C>15, B>P4.

C>42, B>7#, A<=P5, C<=47.

F>5, B<=E, A<=93, A>90, B<=93.

F<=3, D<=21, C>16, E<=22, A>°5, A<=96, D>14.

A<=P2, D<=1F.
F>5, A>97, A<=99, B>b7.

B<=54, B>49, C<=25, A>P7, E>12, D<=24.

B>60, D<=f.

Figura 6.1.1: Regras

Geradas por FoiL: Conjunto de Dados Bupa e Método Prop, com C1 = um
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example(A) :- is_um(A,B,C,D,E,F,G), 0.500=<G, 34=<D, F=<27.
example(A) :- is_um(A,B,C,D,E,F,G), 26=<D, E=<20, F=<19.
example(A) :- is_um(A,B,C,D,E,F,G), 23=<D, £P=<B, F=<15.
example(A) :- is_um(A,91,B,C,D,E,F), £4=<B, F=<0.500.
example(A) :- is_um(A,B,C,D,E,F,G), £0=<C, 90=<B, D=<19.
example(A) :- is_um(A,B,C,70,D,E,F).

example(A) :- is_um(A,B,C,D,D,E,F), E=<16.

example(A) :- is_um(A,B,C,22,D,E,F), £9=<B.

example(A) :- is_um(A,B,C,D,22,E,F), 25=<D, 54=<C.
example(A) :- is_um(A,B,66,C,D,E,F).

example(A) :- is_um(A,B,C,D,E,F,G), 62=<C, E=<13.
example(A) :- is_um(A,B,77,C,D,E,F).

example(A) :- is_um(A,B,C,D,E,F,6.000), 92=<B, F=<36.
example(A) :- is_um(A,B,C,D,E,F,G), £.000=<G, 2°=<D, E=<24.

Figura 6.1.2: Regras Geradas por PRoGoL: Conjunto de Dados Bupa e Método Prop, com
Cl =um

is_um(A) :- a2(A,B), a3(A,C), a4(A,D), C<=21, B>21, D<=17.

is_um(A) :- aO(A,B), al(A,C), a2(A,D), a4(A,E), a5(A,F), D>E, C>61, B>7, a4(G,C), F>2.
is_um(A) :- aO(A,B), al(A,C), a2(A,D), a3(A,E), a4(A,F), D>E, F<=35, C>65, a4(G,C), B>°6.
is_um(A) :- a2(A,B), a4(A,C), a5(D,C), a0O(D,E), B>15, E<=°T.

is_um(A) :- al1(A,B), a2(A,C), a3(A,D), a4(A,E), B>76, B<=P0, C>E, C>D.

is_um(A) :- a5(A,B), B>12.

is_um(A) :- aO(A,B), a4(A,C), a5(A,D), D>5, a5(E,C), B>°P.

is_um(A) :- a2(A,B), a4(A,C), ab(A,D), D>5, B>30, C<=32.

is_um(A) :- aO(A,B), a2(A,C), a3(A,D), a4(A,E), B>9, D<=22, C>31, a3(F,E).

is_um(A) :- aO(A,B), al(A,C), a2(A,D), ab(A,E), E<=2, C>7°, D<=20, B>90.

is_um(A) :- aO(A,B), a2(A,C), a4(A,D), C>25, D<=21, a4(E,B), C<=30.

is_um(A) :- aO(A,B), a2(A,C), a4(A,D), al(E,C), aO(E,F), D>62, B>91, F>92.

is_um(A) :- aO(A,B), a2(A,C), a4(A,D), ab5(A,E), E<=2, B<=91, D>30, B>*9, a4(F,C), E>0.
is_um(A) :- al(A,B), a2(A,C), a3(A,D), a4(A,E), C>D, B<=71, B>65, E<=64.

is_um(A) :- a2(A,B), a3(A,C), C<=17, al(D,B).

is_um(A) :- aO(A,B), al(A,C), a2(A,D), C<=44, a2(E,B), a5(E,F), a2(G,F), D>21.

Figura 6.1.3: Regras Geradas por FoiL: Conjunto de Dados Bupa e Método MB, com C1 = um

example(A) :- a2(A,B), a4(A,C), 26=<B, C=<19.
example(A) :- al(A,66).

example(A) :- a4(A,B), ab5(A,0.500), B=<10.
example(A) :- a0(A,90), ab(A,2.000).
example(A) :- a2(A,70).

example(A) :- a4(A,B), ab5(A,3.000), B=<16.
example(A) :- a4(A,20).

example(A) :- al(A,77).

example(A) :- a2(A,B), ab5(A,P.000), 29=<B.
example(A) :- a2(A,25), a4(A,B), B=<15.

Figura 6.1.4: Regras Geradas por PROGOL: Conjunto de Dados Bupa e Método MB, com C1 = um
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is_dois(A,B,C,D,E,F) :- C<=E, A<=P9, F>1.
is_dois(A,B,C,D,E,F) :- C<=D, E>20, B<=92, D>19, C<=26.
is_dois(A,B,C,D,E,F) :- E>35, F<=5, F>2.
is_dois(A,B,C,D,E,F) :- C<=E, F<=4, B<=79, B>70.
is_dois(A,B,C,D,E,F) :- B<=65, E>21, F<=1, C<=30.
is_dois(A,B,C,D,E,F) :- C<=D, A<=PP, F>3.
is_dois(A,B,C,D,E,F) :- B<=65, C<=19, D>16, A>°9.
is_dois(A,B,C,D,E,F) :- D>21, B<=60, A<=PP, D<=26.
is_dois(A,B,C,D,E,F) :- E>36, E<=62, D>32.
is_dois(A,B,C,D,E,F) :- B<=60, B>53, E>42.
is_dois(A,B,C,D,E,F) :- C<=21, A<=90, F>3, E>13.
is_dois(A,B,C,D,E,F) :- D>21, F<=2, C<=26, A<=P7.
is_dois(A,B,C,D,E,F) :- E>20, D>23, C<=3°, C>33.
is_dois(A,B,C,D,E,F) :- D>19, E>20, C<=30, B>71, A>B, F<=°P.
is_dois(A,B,C,D,E,F) :- C>40, F<=1, C<=41.
is_dois(A,B,C,D,E,F) :- B<=50, B>44, D>20.
is_dois(A,B,C,D,E,F) :- C<=19, A<=P9, C>17.
is_dois(A,B,C,D,E,F) :- A<=92, D>41.
is_dois(A,B,C,D,E,F) :- C<=14, D<=20, F<=4, D>12.
is_dois(A,B,C,D,E,F) :- A<=P5, E>17, E<=23.
is_dois(A,B,C,D,E,F) :- A>90, C<=24, B<=64, F<=5, E>7, D>15.
is_dois(A,B,C,D,E,F) :- A>99.

Figura 6.1.5: Regras Geradas por FoiL: Conjunto de Dados Bupa e Método Prop, com C2 = dois

example(A) :- is_dois(A,B,C,D,E,F,G), 25=<F, 94=<B, D=<30.
example(A) :- is_dois(A,B,C,D,E,F,4.000).

example(A) :- is_dois(A,B,C,D,E,F,G), 33=<E, B=<92, F=<94.
example(A) :- is_dois(A,B,C,D,E,E,F), 23=<E.

example(A) :- is_dois(A,B,C,D,E,F,G), 13=<F, C=<75, D=<19.
example(A) :- is_dois(A,B,C,D,E,F,5.000).

example(A) :- is_dois(A,B,C,D,25,E,F), 9=<E.

example(A) :- is_dois(A,B,B,C,D,E,F).

example(A) :- is_dois(A,B,C,D,E,4°,F).

example(A) :- is_dois(A,B,C,D,22,E,F), B=<90.

example(A) :- is_dois(A,B,C,D,E,F,G), 42=<F, B=<fP.
example(A) :- is_dois(A,B,C,14,D,E,F).

example(A) :- is_dois(A,B,C,D,E,F,G), 64=<E.

example(A) :- is_dois(A,”5,B,C,D,E,F), B=<65.

Figura 6.1.6: Regras Geradas por PROGOL: Conjunto de Dados Bupa e Método Prop, com
C2 = dois
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is_dois(A) :- aO(A,B), a2(A,C), a4(A,D), a5(A,E), C<=D, B<=P9, E>1.
is_dois(A) :- al(A,B), a2(A,C), a3(A,D), a4(A,E), C<=D, E>20, B<=92, D>19, C<=26.
is_dois(A) :- al(A,B), a2(A,C), a4(A,D), B<=59, C<=21, a2(E,D), a4(E,F), F<=10.
is_dois(A) :- a4(A,B), a5(A,C), B>35, C<=5, C>2.

is_dois(A) :- aO(A,B), a5(A,C), B<=°7, a2(D,C).

is_dois(A) :- a2(A,B), a3(A,C), a4(A,D), B<=D, ab(E,C), D<=31.

is_dois(A) :- al(A,B), a3(A,C), a4(A,D), al(E,D), D<=62, C>26, B>54.
is_dois(A) :- al(A,B), a2(A,C), a4(A,D), a5(A,E), B<=65, D>20, E<=1, C<=30.
is_dois(A) :- al(A,B), a3(A,C), a4(A,D), C>21, a3(E,B), a2(E,F), D>1°, F<=P3.
is_dois(A) :- aO(A,B), a2(A,C), a3(A,D), C<=D, B<=PP, C>20.

is_dois(A) :- aO(A,B), al(A,C), a2(A,D), D<=19, C<=75, B<=90, C>62.
is_dois(A) :- a2(A,B), a4(A,C), C>42, B<=34, B>29.

is_dois(A) :- aO(A,B), a3(A,C), C<=25, C>23, B>90, B<=96.

is_dois(A) :- al(A,B), a2(A,C), a4(A,D), D>52, C>P1, B>66.

is_dois(A) :- al(A,B), a2(A,C), a3(A,D), a4(A,E), B<=64, C<=19, E<=13, D>13.
is_dois(A) :- aO(A,B), B>99.

is_dois(A) :- al(A,B), a2(A,C), ab5(A,D), D<=4, C>40, B>92.

is_dois(A) :- aO(A,B), al(A,C), C<=65, B<=P5, B>°3.

is_dois(A) :- al(A,B), a3(A,C), B<=50, B>44, C>20.

is_dois(A) :- aO(A,B), a2(A,C), C<=24, B>94, C>1f.

is_dois(A) :- aO(A,B), al(A,C), a2(A,D), D<=1°, B<=P9, aO(E,C), C>79.

Figura 6.1.7: Regras Geradas por FoiL: Conjunto de Dados Bupa e Método MB, com C2 = dois
example(A) :- a0(A,94), a4(A,B), 25=<B.

example(A) :- ab(A,4.000).

example(A) :- a2(A,B), a3(A,C), B=<16, C=<23.

example(A) :- a5(A,5.000).

example(A) :- a3(A,25).

example(A) :- aO(A,B), a3(A,C), 36=<C, B=<92.

example(A) :- aO(A,P5), a2(A,B), B=<25.

example(A) :- a4(A,4°).

example(A) :- aO(A,B), 100=<B.

example(A) :- aO(A,B), a4(A,C), 42=<C, B=<PP.

example(A) :- a2(A,21), a3(A,B), 17=<B.

Figura 6.1.8: Regras Geradas por PROGOL:
C2 = dois

Conjunto de Dados Bupa e Método MB, com
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6.2 Conjunto de Dados Pima

Numero | Nome #Valores Distintos
Atrib. | Atrib. possiveis  reais  tipo

#0 | Number - 17  continuo

#1 | Plasma - 136  continuo

#2 | Diastolic - 47  continuo

#3 | Triceps - 51  continuo

#4 | Two - 186  continuo

#5 | Body - 248  continuo

#6 | Diabetes - 517  continuo

#7 | Age - 52  continuo

Tabela 6.2.1: Pima Descricao dos Atributos

ori ; Fyn Fp Fp+Fn Fyn Fp
Algoritmo Matriz TotFn Ty - \/TerFN FoiTh
Foil(C1) | 37.8 122 | 244+ 4.7 | 471 +£7.0 | 324 £ 5.0 34.0 + 4.2
[maxz,min] | 12.8 14.1 [35.7,18.3] [56.7,28.6] | [39.0,22.4] [39.1,23.9]
Progol(C1) | 35.6 144 | 287+ 34 | 33.6 £8.3 | 30.6 + 3.9 31.0 £ 4.8
[max, min) 9.1 17.8 | [35.2,24.5] | [50.0,17.6] | [39.0,24.7] [40.9, 21.7]
Foil(C2 144 125 | 459 £125 [ 209 £ 7.0 | 30.1 £ 5.8 304 £ 6.3
[maz,min] | 10.6 39.4 [75.0, 28.6] [31.9,11.4] | [37.7,17.1] [39.5,19.1]
Progol(C2) | 124 14.5 | 53.1 + 7.8 | 11.9 + 4.6 | 26.4 + 5.9 24.6 + 4.7
[max, min] 5.8 44.2 [64.3, 38.5] [19.6,6.7] [35.1,14.3] [32.1,16.6]
(a)
Algoritmo | # Clausulas # Regras Tempo Médio
Foil(C1) 428+ 6.5 | 37.0 + 84 3.0+ 84
Progol(C1) 92.2 + 17.1 | 24.6 £ 17.1 | 1163.9 + 343.9
Foil(C2) 480+ 6.3 | 306+ 7.4 35+ 74
Progol(C2) | 103.2 £ 4.4 | 19.6 £ 4.7 | 1255.7 + 58.4
(b)

Tabela 6.2.2: Médias para o Conjunto de Dados Pima e Método Prop, (C1 = zero e C2 = um)
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) . ¥ 7 F +F F F
Algoritmo Matriz T +VFN Fp+PTN P N T +VFN Fp+PTN
Foil(C1) | 375 125 | 247+ 4.8 | 387 £ 8.6 | 30.0 :I: 3.0 30.6 + 3.5
[maz,min] | 10.6 16.3 [31.4,15.6] [51.5,26.9] | [35.1,24.7] [36.2,25.2]
Progol(C1) | 33.4 16.6 | 33.3 + 5.0 | 29.5 + 8.2 | 32.0 + 4.4 31.1 + 5.7
[max, min] 8.1 18.8 [40.8, 26.4] [39.3,11.8] | [40.3,27.3] [40.0,19.3]
Foil(C2) | 124 145 | 52.6 £ 11.3 | 139+ 4.4 | 279 £ 5.8 26.4 + 4.3
[max, min] 6.9 43.1 [72.7,35.3] [21.4,6.8] [35.1,16.9] [31.3,19.4]
Progol(C2) | 11.5 154 | 56.5 £+ 11.1 93 +31 | 26.1 £64 22.8 + 4.8
[maz, min] 4.7 453 [79.2,41.2] [15.6,4.1] [35.1,16.9] [31.2,13.8]
(a)
Algoritmo | # Cldusulas # Regras Tempo Médio
Foil(C1) 953+ 39 | 603+ 4.3 8832.7 = 2090.0
Progol(C1) | 119.9 &+ 31.5 | 22.3 £ 33.3 1013.0 &£ 503.1
Foil(C2) | 159.7 + 18.7 | 87.1 &+ 20.1 | 48710.1 £ 40009.2
Progol(C2) | 128.7+ 24 | 103+ 3.0 1144.9 + 97.6
(b)

Tabela 6.2.3: Médias para o Conjunto de Dados Pima e Método MB, (C1 = zero e C2 = um)

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 1.0 +1.8 +0.4 +0.7
C2 -0.7 +1.5 +0.6 +1.0

Tabela 6.2.4: Diferenca em Desvios-Padrao dos Erros entre FOIL e PROGOL com Método Prop

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 -1.8 +1.1 -0.5 -0.1
C2 0.3 +1.2 +0.3 +0.8

Tabela 6.2.5: Diferenca em Desvios-Padrao dos Erros entre FOIL e PROGOL com Método MB

18



[ Método Prop | Método MB |
| Algoritmo ” Matriz de Conf. T::;N;? - FpljfT - FP_:FN || Matriz de Conf. T::i‘% - Fpljf”l“ - FP_;FN |
FoiL (C1) 490 10 0.02 0.00 0.01 500 0 0.00 0.00 0.00
1 268 0 269

ProcoL (C1) 500 0 0.00 0.17 0.06 500 0 0.00 0.22 0.08
47 222 58 211

Foir (C2) 237 32 0.12 0.00 0.04 || 269 0 0.00 0.00 0.00
2 498 0 500

ProcoL (C2) 167 102 0.38 0.05 0.16 269 0 0.00 0.05 0.03
24 476 24 476

Tabela 6.2.6: Erro Aparente para o Conjunto de Dados Pima (C1l = zero e C2 = um)

|| Método Prop || Método MB |

| Algoritmo || Total CI. | Regras | Tempo de Exec. || Total CI. | Regras | Tempo de Exec. |
FoiL (C1) 46 36 3.7 125 75 7275.0
ProcoL (C1) 92 26 1100.04 107 12 746.15
FoiL (C2) 61 29 3.9 175 96 57155.4
ProcoL (C2) 119 17 1596.21 143 14 1471.98

Tabela 6.2.7: Numero Total de Clausulas, Numero de Regras e Tempo de Execucao em Relacao
ao Erro Aparente do Conjunto de Dados Pima (C1 = zero e C2 = um)
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is_zero(A,B,C,D,E,F,G,H) :- B<=123, H<=2P, F<=30.9, A<=2.
is_zero(A,B,C,D,E,F,G,H) :- B<=127, H<=2P, G<=0.4f3, G>0.27°.
is_zero(A,B,C,D,E,F,G,H) :- B<=127, F>22.9, F<=26.3.
is_zero(A,B,C,D,E,F,G,H) :- B<=106, G<=0.292, C<=P0, C>64.
is_zero(A,B,C,D,E,F,G,H) :- B<=143, H<=2P, F<=2P.7, A<=2.
is_zero(A,B,C,D,E,F,G,H) :- B<=94, D<=30, G<=0.767.
is_zero(A,B,C,D,E,F,G,H) :- B<=154, H<=30, C>72, E>70, F<=45.3, F>33.7.
is_zero(A,B,C,D,E,F,G,H) :- B<=123, D>H, H>31.
is_zero(A,B,C,D,E,F,G,H) :- H<=30, G<=0.191, G>0.15.
is_zero(A,B,C,D,E,F,G,H) :- B<=123, B>109, E>0, H<=2°.
is_zero(A,B,C,D,E,F,G,H) :- B<=154, F<=27.P, H>54, C>72.
is_zero(A,B,C,D,E,F,G,H) :- A<=6, B<=114, C<=60, C>50.
is_zero(A,B,C,D,E,F,G,H) :- B<=154, C>E, H<=30, G>0.543, H>23, B>FO0.
is_zero(A,B,C,D,E,F,G,H) :- B<=154, G<=0.527, F<=40.6, C>°2, E<=0, F>2P.4.
is_zero(A,B,C,D,E,F,G,H) :- F<=23.1, F>0, B>107.
is_zero(A,B,C,D,E,F,G,H) :- G<=0.527, G>0.403, F<=30.7, C>74.
is_zero(A,B,C,D,E,F,G,H) :- B<=159, C<=75, E>115, G<=0.33°, H>33.
is_zero(A,B,C,D,E,F,G,H) :- B<=166, H<=24, E>250.
is_zero(A,B,C,D,E,F,G,H) :- B<=157, A<=7, G<=0.151, F<=2f.9.
is_zero(A,B,C,D,E,F,G,H) :- D<=31, F>32.9, A>1, B<=129, C<=E, A<=10.
is_zero(A,B,C,D,E,F,G,H) :- C>E, H>53, C<=75, A>4.
is_zero(A,B,C,D,E,F,G,H) :- B<=157, A<=7, G>0.565, B>131, A>4, E>126.
is_zero(A,B,C,D,E,F,G,H) :- E<=120, F<=40.6, F>39.9.
is_zero(A,B,C,D,E,F,G,H) :- B<=14P, H<=24, D>E, D<=32.
is_zero(A,B,C,D,E,F,G,H) :- B<=111, C>°6, D<=E.
is_zero(A,B,C,D,E,F,G,H) :- F<=35.5, D<=1P, F>32.9, A<=5, A>3.
is_zero(A,B,C,D,E,F,G,H) :- F<=32.4, C<=6f, B<=125, C>66.
is_zero(A,B,C,D,E,F,G,H) :- F<=2P.6, B>125, F>25.°, C>E, G<=0.6P7.
is_zero(A,B,C,D,E,F,G,H) :- G>0.371, B<=139, H<=42, C>62, G<=0.457, C<=F0.
is_zero(A,B,C,D,E,F,G,H) :- G<=0.3°, D>14, H>47, H<=50.
is_zero(A,B,C,D,E,F,G,H) :- G<=0.2, G>0.163, F>30.f, D<=H.
is_zero(A,B,C,D,E,F,G,H) :- E>99, D<=16, D>14.
is_zero(A,B,C,D,E,F,G,H) :- H<=31, D>29, C<=74, C>6°, E>135, F>H.
is_zero(A,B,C,D,D,F,G,H) :- H>41, C<=52.

is_zero(A,B,C,D,E,F,G,H) :- F>39.4, G>1.136, H>33.

Figura 6.2.1: Regras Geradas por FoIL: Conjunto de Dados Pima e Método Prop, com C1 = zero
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example(A) :- is_zero(A,B,C,D,E,F,G,H,I), B=<6, C=<123, G=<33.600.
example(A) :- is_zero(A,B,C,D,E,E,F,G,H), C=<15°, F=<29.£00,
example(A) :- is_zero(A,B,C,D,E,F,G,H,I), C=<143, G=<26.200.
example(A) :- is_zero(A,B,C,D,E,F,G,H,I), 35.300=<G, 60=<D, C=<93.
example(A) :- is_zero(A,0,B,C,D,E,F,G,H), 33.P00=<F, B=<117.
example(A) :- is_zero(A,B,C,D,E,F,G,H,I), 5P=<I, C=<173, D=<7°.
example(A) :- is_zero(A,B,C,D,E,105,F,G,H).

example(A) :- is_zero(A,1,B,C,D,E,F,G,H), H=<25.

example(A) :- is_zero(A,B,C,D,E,F,G,H,30), 74=<D.

example(A) :- is_zero(A,B,C,D,E,E,F,G,H), 10=<B, G=<0.200.
example(A) :- is_zero(A,B,C,70,D,E,F,G,H), 35.400=<F, C=<124.
example(A) :- is_zero(A,B,C,D,E,140,F,G,H).

example(A) :- is_zero(A,B,C,6#,D,D,E,F,G).

example(A) :- is_zero(A,B,C,7°,D,E,F,G,H), C=<96.

example(A) :- is_zero(A,B,C,D,E,E,F,G,H), 34.100=<F, C=<117,
example(A) :- is_zero(A,B,127,C,D,E,F,G,H).

example(A) :- is_zero(A,B,C,D,E,F,G,H,I), 33.P00=<G, C=<117,
example(A) :- is_zero(A,B,126,C,D,E,F,G,H), 27=<D.

example(A) :- is_zero(A,B,C,D,E,F,33.200,G,H).

example(A) :- is_zero(A,2,B,C,D,E,F,G,26).

example(A) :- is_zero(A,B,C,D,E,F,G,H,2°), 33.100=<G, F=<166.
example(A) :- is_zero(A,B,129,C,D,D,E,F,G).

example(A) :- is_zero(A,B,C,D,E,E,F,G,H), C=<7°.

example(A) :- is_zero(A,B,154,C,D,E,F,G,H).

example(A) :- is_zero(A,B,C,D,E,E,F,G,H), 1.441=<G.

example(A) :- is_zero(A,B,C,D,E,F,G,H,I), 37=<E, F=<0, H=<0.305.

Figura 6.2.2: Regras Geradas por PROGOL: Conjunto de Dados Pima e Método Prop, com
C1 = zero
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is_zero(A) :- a1(A,B), a5(A,C), a7(A,D), B<=123, D<=2°, a4(E,B), C<=2°.1.
is_zero(A) :- aO(A,B), al(A,C), a2(A,D), a5(A,E), a7(A,F), C<=127, F<=2f, E<=30.9, a4(G,D), B<=6.
is_zero(A) :- al1(A,B), a2(A,C), B<=99, a4(D,C), a2(D,E), a4(e50,E).
is_zero(A) :- al(A,B), a3(A,C), a4(D,C), B<=94, C<=1°f.
is_zero(A) :- al(A,B), a3(A,C), a7(A,D), C>D, a4(E,B), D<=23.
is_zero(A) :- al(A,B), a2(A,C), ab(A,D), a7(A,E), B<=143, D<=27.3, C>64, E<=b1.
is_zero(A) :- aO(A,B), al(A,C), a4(A,D), a6(A,E), a7(A,F), E<=0.527, C<=12°,

a5(G,F), D>36, C>D, B<=9.
is_zero(A) :- aO(A,B), al(A,C), a2(A,D), a3(A,E), a6(A,F), F<=0.21°P, C<=110, D<=fP0, B<=E.
is_zero(A) :- a1(A,B), a4(A,C), a6(A,D), a7(A,E), E<=2°, C>135, D<=0.52°, B<=134.
is_zero(A) :- al(A,B), a2(A,C), a5(A,D), a6(A,E), B<=154, D<=25.4, a4(F,C), E>0.277.
is_zero(A) :- al(A,B), a2(A,C), a5(A,D), a7(A,E), B<=111,

a4(F,C), a3(F,G), D>35.6, a5(H,E), a2(H,I), G>I.
is_zero(A) :- al(A,B), a2(A,C), a5(A,D), a6(A,E), E<=0.4°°, C>72, D<=40.6, a2(F,B), a0(F,G), G>°.
is_zero(A) :- aO(A,B), al(A,C), a2(A,D), a5(A,E), a7(A,F),

C<=154, B<=6, D>72, F<=30, C>119, E<=41.5, a4(G,D).
is_zero(A) :- aO(A,B), a2(A,C), a4(A,D), ab(A,E), a6(A,F), C>D, B<=5, E<=31, F<=0.244.
is_zero(A) :- aO(A,B), al1(A,C), a3(A,D), C<=101, a3(E,B), a4(E,D).
is_zero(A) :- aO(A,B), al(A,C), a2(A,D), a3(A,E), a4(A,F), a5(A,q),

C<=154, F<=140, B<=5, B>1, D<=72, E<=G, E>20.
is_zero(A) :- aO(A,B), a1(A,C), a5(A,D), a7(A,E), C<=154, E>54, D<=2°.P, B>4.
is_zero(A) :- aO(A,B), al(A,C), a2(A,D), a3(A,E), B<=7,

al(F,D), a3(F,G), B>2, D>2, C<=133, a5(H,G), E<=37.
is_zero(A) :- aO(A,B), al(A,C), a3(A,D), C<=157, B<=6, C>149, D>27, B>0.
is_zero(A) :- aO(A,B), al(A,C), a2(A,D), a3(A,E), a5(A,F), C<=129, F>31.1,

a4(G,D), B>E, a2(G,H), a3(G,I), a4(J,H), I<=13.
is_zero(A) :- al1(A,B), a4(A,C), a7(A,D), B<=129, a7(E,C), D>33.
is_zero(A) :- aO(A,B), al1(A,C), a2(A,D), a3(A,E), a4(A,F), C<=143, B<=4, E>F, D>74, D<=f2.
is_zero(A) :- aO(A,B), a2(A,C), a3(A,D), a7(E,C), D<=21, a3(F,C), B<=D.
is_zero(A) :- al(A,B), a3(A,C), a6(A,D), a7(A,E), C>E, D>0.P0°, a4(F,B), B<=122.
is_zero(A) :- a4(A,B), a6(A,C), C<=0.305, C>0.27f, B>°P.
is_zero(A) :- a3(A,B), ab5(A,C), a7(A,D), a4(E,B), D>44, C>3P.5, B<=32.
is_zero(A) :- al(A,B), a5(A,C), a6(A,D), a7(A,E), C<=36.1, D<=0.73°, D>0.37~,

a2(F,B), al(F,G), E>3°, G<=12°.
is_zero(A) :- a2(A,B), a3(A,C), a4(A,D), a7(A,E), E<=24, E>23, B>D, a4(F,C), a3(F,G), a5(H,G).
is_zero(A) :- al(A,B), a5(A,C), a6(A,D), a7(A,E), C<=29.9, B>134, a2(F,E), D>0.17~.
is_zero(A) :- ai1(A,B), a6(A,C), a7(A,D), C>1.394, D>25, B>137.
is_zero(A) :- al(A,B), a5(A,C), a7(A,D), C<=26.1, C>D, B>139.

Figura 6.2.3: Regras Geradas por FoIiL: Conjunto de Dados Pima e Método MB, com C1 = zero
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example(A) :- al(A,B), a7(A,C), B=<123, C=<34.
example(A) :- a7(A,B), 63=<B.

example(A) :- al(A,B), a5(A,C), B=<143, (C=<26.200.
example(A) :- ab(A,33.200).

example(A) :- al(A,B), a4(A,C), B=<PP, C=<54.
example(A) :- aO(A,B), a5(A,C), B=<1, C=<2°.700.
example(A) :- a4(A,140).

example(A) :- al(A,106).

example(A) :- al(A,127).

example(A) :- al(A,B), a3(A,33), B=<142.
example(A) :- ab5(A,B), a7(A,37), B=<32.400.
example(A) :- al(A,129), a3(A,B), B=<20.

Figura 6.2.4: Regras Geradas por PROGOL:

C1l = zero
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B>154, F>29.°, E<=249, G>0.341, H<=43.

B>123, F>29.9, G>0.42, A>7, G<=1.001.

B>166, E>130, G<=0.5°6.

F>29.9, B>155, A>E, B<=17F.

B>114, H>30, F>40.°, F>H.

B>111, F>27.°, H>41, G>0.21P, D<=29, F<=33.3.
F>29.9, C<=72, A<=1, H>23, B>119.

B>99, G>0.252, F>26.7, B<=119, A>6, H<=3FP.
B>123, H>24, C<=72, C>6£, G>0.255, D<=25.
B>114, H>31, F>33.2, F<=37.1, A<=3, C>0.
B>123, F<=H, H<=b54, F<=2°.4, G>0.207, C>74.
F>30.°, G>0.619, A>6, H>42.

B>12°, F>34.2, F<=40, H>42.

B>103.

G>0.705, A>2, C<=P2, F>36.7, F<=43.6.

B>103, F>29.°, F<=34, G>0.493, D<=H, A>0, B<=14°.
B>166, D>H, B<=193.

B>101, E<=5f, F>31.2, F<=34, B<=131, D>2°.
B>101, F>27.°, H<=23, H>21.

H>24, B>141, F<=2f.4, H<=36.

F>29.6, C<=66, A>3, B>106, H>29, D<=33.
F>45.3, H<=29, E<=130.

H>2P, D<=27, D>21, E>112, B<=125.

B>137, G<=0.17°, A>2, D<=27.

F>30.9, C<=66, D>F, F<=34.°, A<=4, C>5°.
H>24.

H>24, F>25.3, G>0.709, D<=22, F<=32.9, G<=1.224.
G<=0.1°, A<=6, F>31.6.

Figura 6.2.5: Regras Geradas por FoiL: Conjunto de Dados Pima e Método Prop, com C2 = um
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example(A) :- is_um(A,B,C,D,E,F,G,H,I), 0.371=<H, 151=<C, D=<90.
example(A) :- is_um(A,B,C,D,E,F,G,H,I), 37=<E, 46.200=<G, £0=<D.
example(A) :- is_um(A,4,B,C,D,D,E,F,G), 0.277=<F, 72=<C.
example(A) :- is_um(A,B,C,D,E,F,G,H,I), 7=<B, 43=<I, 125=<F.
example(A) :- is_um(A,B,C,D,E,E,F,G,H), 32.400=<F, 10P=<C, D=<66.
example(A) :- is_um(A,B,C,D,E,E,F,G,H), 164=<C, B=<9, D=<7°.
example(A) :- is_um(A,9,B,C,D,D,E,F,G), 70=<C.

example(A) :- is_um(A,B,C,D,E,F,G,H,I), 29.900=<G, 169=<C, H=<0.26F.
example(A) :- is_um(A,B,C,D,E,F,G,H,37), 36.500=<G.

example(A) :- is_um(A,B,C,D,E,F,31.600,G,H), 25=<H, 112=<C.
example(A) :- is_um(A,B,C,D,E,F,G,H,I), 32.000=<G, 9°=<D, 12P=<C.
example(A) :- is_um(A,B,C,D,36,E,F,G,H), 41.200=<F.

example(A) :- is_um(A,B,109,C,D,E,F,G,H), 31=<D.

example(A) :- is_um(A,B,C,D,D,D,30.000,E,F).

example(A) :- is_um(A,B,125,C,D,E,F,G,H), 41=<H.

example(A) :- is_um(A,B,C,D,32,E,F,G,H), 7=<B.

example(A) :- is_um(A,B,C,D,E,F,32.900,G,H).

Figura 6.2.6: Regras Geradas por PROGOL: Conjunto de Dados Pima e Método Prop, com
C2 = um

is_um(A) :- al(A,B), a2(A,C), a4(A,C), B>130.
is_um(A) :- al(A,B), a3(A,C), a5(A,D), B>154, D>29.°, a4(E,C), a7(E,F), B<=17°, F>27.
is_um(A) :- al(A,B), a4(A,C), a6(A,D), a7(A,E), B>154, D>0.341, C<=32°, E<=36.
is_um(A) :- al(A,B), a5(A,C), a7(A,D), D>30, a4(E,B), a5(E,F), C>3f.9, F<=25.1.
is_um(A) :- al(A,B), ab(A,C), a6(A,D), a7(A,E), B>123, E>30, C>30, D>0.391, B<=132.
is_um(A) :- al(A,B), a5(A,C), a7(A,D), C>29.9, D>37, B>1°3.
is_um(A) :- aO(A,B), a4(A,C), a6(A,D), C>112, B>7, D>0.2P2, B<=12.
is_um(A) :- aO(A,B), al(A,C), a2(A,D), ab(A,E), a7(A,F), C>111, F>2°, a7(G,D), E>30, B<=1.
is_um(A) :- aO(A,B), al(A,C), a2(A,D), a5(A,E), a6(A,F), a7(A,G),
Cc>106, B>2, E>30.1, G>40, F>0.251, D>6°, E<=35.9.
is_um(A) :- aO(A,B), al(A,C), a2(A,D), ab(A,E), C>106, B>2, E>30.1, a7(F,D), a3(G,D).
is_um(A) :- aO(A,B), al(A,C), a6(A,D), B>2, C>159, D<=0.26°, B<=6.
is_um(A) :- al(A,B), a2(A,C), a4(A,D), a5(A,E), a7(A,F), B>106, E>2°.°, a2(G,D), a7(H,C),
aO(H,I), E<=F, I<=2.
is_um(A) :- al1(A,B), a3(A,C), a5(A,D), a7(A,E), B>101, E>2°, a7(F,C), C<=24, D>26.2.
is_um(A) :- al(A,B), a5(A,C), B>123, C>41.5, B<=142.
is_um(A) :- al(A,B), a2(A,C), ab(A,D), a7(A,E), B>101, E>27, D>43.3, C>7°.
is_um(A) :- al(A,B), a6(A,C), a7(A,D), B>123, D>24, B<=125, C>0.464.
is_um(A) :- al(A,B), a2(A,C), a5(A,D), D>2°.°, a4(E,C), ai(E,B), a2(G,D).
is_um(A) :- al(A,B), a7(A,C), B>101, C<=43, C>42.
is_um(A) :- ab5(A,B), a7(A,B), B>2°.°.
is_um(A) :- a2(A,B), a4(A,C), a7(A,D), B>6°, C>112, D>40, al(E,C), a6(E,F), F<=0.26°.

Figura 6.2.7: Regras Geradas por FoiL: Conjunto de Dados Pima e Método MB, com C2 = um
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example(A) :- al(A,B), a6(A,C), 0.371=<C, 151=<B.
example(A) :- a7(A,43).

example(A) :- a7(A,52).

example(A) :- al(A,B), a6(A,C), 190=<B, C=<0.27°.
example(A) :- al(A,129), a3(A,B), 29=<B.
example(A) :- ab(A,42.300).

example(A) :- al(A,B), a6(A,C), 169=<B, C=<0.26°.
example(A) :- al(A,145).

example(A) :- al(A,12°), a6(A,B), 0.549=<B.
example(A) :- a2(A,B), ab5(A,C), 49.300=<C, B=<94.
example(A) :- a5(A,32.900).

example(A) :- a0(A,9), a2(A,B), £0=<B.

example(A) :- a4(A,B), ab5(A,C), 45.600=<C, B=<0.
example(A) :- al(A,B), a2(A,C), 137=<B, C=<40.

Figura 6.2.8: Regras Geradas por PROGOL: Conjunto de Dados Pima e Método MB, com C2 = um
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6.3 Conjunto de Dados Breast

Numero | Nome #Valores Distintos
Atrib. | Atrib. possiveis reais  tipo
#0 | Age - 44  continuo
#1 | Age-at-meno - 3  discreto
#2 | Tumor-size - 23 continuo
#3 | Involved-nodes - 18  continuo
#4 | Node-capsule 3 3  discreto
#5 | Degree-of-malig - 3 continuo
#6 | Breast - 2 discreto
#7 | Breast-Quadrant 6 6  discreto
#8 | Irradiation - 2 discreto

Tabela 6.3.1: Breast Descricao dos Atributos

Algoritmo Matriz TP+NFN FP‘ETN PW N \/ﬁvpﬂv
Foil(CT1) 4.0 44 1521+ 9.0 21.0+ 93 | 302+ 74 321+ 8.6
[max, min] 42 159 [71.4,42.9] [38.9,4.8] [46.4,17.2] [48.3,15.5]
Progol(C1) 2.1 63| 759+ 139 | 11.7+ 2.6 | 30.7 £ 4.8 30.0+ 4.5
[maz, min)] 2.4 17.7 | [100.0,50.0] [16.7,9.1] [37.9,24.1] [37.8,22.9]
Foil(C2) | 16.4 3.7 183+ 7.8 | 49.1 £19.2 | 27.3 £ 10.3 29.7 £ 11.7
[maz, min)] 4.1 4.3 [31.8,9.5] [85.7,25.0] [46.4,13.8] [52.2,15.4]
Progol(C2) | 16.1 4.0 [ 199 £ 109 | 54.5 £ 19.6 | 30.0 + 8.7 31.0+ 9.3
[max, min] 4.5 3.9 [40.9,4.8] [85.7,25.0] [44.8,13.8] [48.4,13.4]
(a)
Algoritmo | # Clausulas # Regras Tempo Médio
Foil(CT1) 26.8 £ 3.4 | 16.5 + 4.3 0.7+ 4.3
Progol(C1) 44.3 + 3.5 6.4 + 3.8 106.7 + 15.5
Foil(C2) 28,0 £4.2 | 244 £ 42 0.7+ 4.2
Progol(C2) 29.3 £ 2.8 8.3+ 34 529+ 34
(b)

Tabela 6.3.2: Médias para o Conjunto de Dados Breast e Método Prop, (C1 = recurrence e
C2 = no_recurrence)
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Algoritmo Matriz TP’}’NFN FP’:‘PTN - :: - \/TPZ—NFW %
Foil(CT1) 3.0 54 | 656.2 £ 11.7 | 148+ 9.8 | 295+ 7.8 29.4 + 11.8
[maz,min] | 3.0 17.1 | [87.5,55.6] | [33.3,0.0] | [42.9,17.2) [44.7,7.9]
Progol(C1) 1.2 72 | 8.8+ 92 78+ 38 | 309 +£52 256 £ 7.6
[max, min)] 1.6 18.5 | [100.0,71.4] [14.3,0.0] [37.9,21.4] [37.8,9.3]
Foil(C2) | 14.7 54 | 26.7+ 85 | 41.7£ 195 | 31.6 £ 9.8 32.6 &£ 10.4
imaz,min] | 3.6 48 | [40.9,16.7 | [77.8,14.3] | [50.0,17.9] (53.5, 16.5]
Progol(C2) | 14.4 5.7 | 282+ 85 | 54.1 +£21.9 | 35.8 + 6.1 371+ 83
[maz,min] | 45 3.9 | [38.1,9.5 | [85.7,22.2] | [44.8,24.1] [51.0, 24.4]

(a)

Algoritmo | # Clausulas | # Regras | Tempo Médio
Foil(CT1) 60.8 £ 0.8 | 35.8 £ 1.2 509 + 6.8
Progol(C1) 55.5 £ 7.9 4.4 + 8.0 156.1 + 34.0
Foil(C2) 55.2£0.2 | 339+ 1.2 90.8 £ 38.1
Progol(C2) 38.2 £ 3.0 7.3 + 3.8 71.8+ 3.9

(b)

Tabela 6.3.3: Médias para o Conjunto de Dados Breast e Método MB, (Cl = recurrence e
C2 = no_recurrence)

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 -2.0 +1.4 -0.1 +0.3
C2 0.2 0.3 0.3 0.1

Tabela 6.3.4: Diferenca em Desvios-Padrao dos Erros entre FOIL e PROGOL com Método Prop

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 2.0 +0.9 0.2 +0.4
C2 -0.2 -0.6 -0.5 -0.5

Tabela 6.3.5: Diferenca em Desvios-Padrao dos Erros entre Foil, e PROGOL com Método MB
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i Método Prop I Método MB |
| Algoritmo ” Matriz de Conf. TFE’VF FF?T FP::FN || Matriz de Conf. Tp}ji‘% FPFJ:DT FPj;FN |
Foir (C1) 76 8 0.10 0.00 0.03 84 0 0.00 0.00 0.00
0 201 0 201

ProcoL (C1) 84 0 0.00 0.02 0.01 84 0 0.00 0.02 0.02
4 197 5 196

Foir (C2) 201 0 0.00 0.00 0.00 || 201 0 0.00 0.00 0.00
0 84 0 84

ProcoL (C2) 201 0 0.00 0.24 0.07 201 0 0.00 0.00 0.00
20 64 0 84

Tabela 6.3.6: Erro Aparente para o Conj. de Dados Breast (Cl1

C2 = no_recurrence)

= recurrence e

I Método Prop I Método MB |
| Algoritmo || Total CI. | Regras | Tempo de Exec. || Total CI. | Regras | Tempo de Exec. |
FoiL (C1) 27 19 0.7 52 33 35.3
Procor (C1) 48 7 122.57 55 6 167.86
Foir (C2) 31 31 0.9 64 39 63.9
Procor (C2) 34 11 63.97 123 13 403.88

Tabela 6.3.7: Numero Total de Cldusulas, Numero de Regras e Tempo de Execucdo em Relacao
ao Erro Aparente do Conj. de Dados Breast (C1 = recurrence e C2 = no_recurrence)

is_recurrence(A,B,C,D,E,F,brleft,H,I) :- D>0, F>2, A<=52, A>33.
is_recurrence(A,B,C,D,E,F,brleft,H,E) :- D>0, F>2, A>55.
is_recurrence(A,B,C,D,E,D,G,bgleft_lower,I) :- C>15, D>1.
is_recurrence(4,B,C,D,E,F,brright ,H,I) :- F>2, A>65.

is_recurrence (A, ampremenopaus,C,D,E,F,G,H,booleanno) :- D>0, F>2, C>20.
is_recurrence(A,B,C,D,E,F,G,H,I) :- D>0, A>52, A<=53.
is_recurrence(A,amleq40,C,D,E,F,brright,bqright_upper,I) :- D>0, D<=4.
is_recurrence (A, ampremenopaus,C,D,booleanno,F,G,bqleft_upper,I) :- A<=36
is_recurrence(A,B,C,D,E,F,brleft,H,I) :- C<=25, D>3.
is_recurrence(A,ampremenopaus,C,D,E,F,G,H,I) :- C>27, A>46, D>3.
is_recurrence (A, ampremenopaus,C,D,E,F,brleft,bqright_upper,I) :- F>1.
is_recurrence(A,B,C,D,E,F,G,bqcentral ,E) :- A>56, C>1f.
is_recurrence(A,B,C,D,E,F,G,H,I) :- C>30, A>54, C<=35.
is_recurrence(A,B,C,D,E,F,G,H,I) :- A<=31, A>29.
is_recurrence (A, ampremenopaus,C,D,E,F,G,H,I) :- A>43, D<=F, C>30, F<=1.
is_recurrence(A,B,C,D,E,F,G,H,I) :- F>2, A>5P, A<=60.

, D>0.

is_recurrence(A,B,C,D,booleanno,F,brright,bqleft_upper,I) :- D<=1, D>0, C>1f.

is_recurrence(A,B,C,D,E,F,G,H,booleanyes) :- C<=22, C>1P, A>44.

Figura 6.3.1: Regras Geradas por FOIL: Conjunto de Dados Breast e Método Prop, com

C1 = recurrence
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example(A) :- is_recurrence(A,B,C,D,E,F,E,G,bgqleft_lower,H), 2=<E.
example(A) :- is_recurrence(A,B,C,D,E,booleanyes,F,brleft,G,H), 3=<F.
example(A) :- is_recurrence(A,B,C,D,E,F,G,H,I,J), 3=<E, 66=<B.
example(A) :- is_recurrence(A,B,C,D,E,F,G,H,I,F), 1=<E, 2P=<D, B=<43.
example(A) :- is_recurrence(A,B,C,D,4,E,F,G,H,I).

example(A) :- is_recurrence(A,B,C,20,D,E,D,F,G,H).

example(A) :- is_recurrence(A,31,B,C,D,E,F,G,H,I).

Figura 6.3.2: Regras Geradas por PROGOL: Conjunto de Dados Breast e Método Prop, com
C1 = recurrence

is_recurrence(A) :- a6(A,brleft), aO(A,C), a3(A,D), a5(A,E), D>0, E>2, C<=52, C>33.
is_recurrence(A) :- a4(A,B), a6(A,brleft), a(A,B), aO(A,D), a3(A,E), ab(A,F), E>O0,
F>2, D>55.

is_recurrence(A) :- a7(A,bqleft_lower), a2(A,C), a3(A,D), a5(A,D), C>15, D>1.
is_recurrence(A) :- a6(A,brright), aO(A,C), ab(A,D), D>2, C>65.

is_recurrence(A) :- aP(A,booleanno), al(A,ampremenopaus), a2(A,D), a3(A,E), a5(A,F),
E>0, F>2, D>20.

is_recurrence(A) :- aO(A,B), a3(A,C), C>0, B>52, B<=53.

is_recurrence(A) :- a6(A,brright), al(A,amleq40), a7(A,bqright_upper), a3(A,E),
E>0, E<=4.

is_recurrence(A) :- a4(A,booleanno), al(A,ampremenopaus), a7(A,bqleft_upper),
a0(A,E), a3(A,F), E<=36, F>0.

is_recurrence(A) :- a6(A,brleft), a2(A,C), a3(A,D), C<=25, D>3.

is_recurrence(A) :- aO(A,B), a5(A,C), C>2, B>5P, B<=60.

is_recurrence(A) :- a6(A,brleft), al(A,ampremenopaus), a7(A,bqright_upper),
ab5(A,E), E>1.

is_recurrence(A) :- aO(A,B), a2(A,C), ab5(A,D), B>56, B<=5P°, D<=2, C>15, D>1.
is_recurrence(A) :- aO(A,B), B<=31, B>29.

Figura 6.3.3: Regras Geradas por FoIL: Conjunto de Dados Breast e Método MB, com
Cl = recurrence

example(A) :- aO(A,B), a3(A,2), B=<43.
example(A) :- a3(A,6).

example(A) :- a3(A,B), a6(A,brleft), 11=<B.
example(A) :- a3(A,B), ab5(A,B), 3=<B.
example(A) :- a3(A,4).

example(A) :- aO(A,31).

Figura 6.3.4: Regras Geradas por PROGOL: Conjunto de Dados Breast e Método MB, com
Cl = recurrence
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is_no_recurrence(A,B,C,D,booleanno,F,G,H,I) :- A>46, C<=1f.
is_no_recurrence(A,B,C,D,E,F,G,H,I) :- D<=0, F<=1, A>51.
is_no_recurrence(A,B,C,D,E,F,G,H,I) :- D<=0, A<=43, A>31, F<=2.
is_no_recurrence(A,B,C,D,E,F,G,H,I) :- F<=2, A>44, A<=56, F>1, D<=2, C>25.
is_no_recurrence(A,B,C,D,E,F,G,bqleft_upper,I) :- D<=0, F>2.
is_no_recurrence(A,amleq40,C,D,E,F,G,H,I) :- F<=2, A<=56, A>46.
is_no_recurrence(A,B,C,D,E,F,G,H,I) :- F<=2, A>36, A<=41.
is_no_recurrence(A,ampremenopaus,C,D,E,F,G,H,E) :- A>44, A<=50, C<=25, C>22.
is_no_recurrence(A,ampremenopaus,C,D,booleanno,F,G,H,I) :- A>44, C<=20.
is_no_recurrence(A,B,C,D,E,F,G,bqleft_lower,I) :- D<=0, F>2.
is_no_recurrence(A,B,C,D,E,F,G,H,I) :- F<=2, A>5P, D<=0, C<=30.
is_no_recurrence(A,amleq40,C,D,E,F,G,H,I) :- F<=2, D>F, A<=63.
is_no_recurrence(A,B,C,D,booleanyes,F,brright,H,booleanyes) :- A<=46.
is_no_recurrence(A,B,C,D,E,F,G,bqleft_lower,I) :- A>43, C>24, F<=2, C<=30.
is_no_recurrence(A,B,C,D,booleanno,F,G,H,I) :- A<=55, A>53.
is_no_recurrence(A,B,C,D,E,F,brright ,H,booleanyes) :- A<=46, C<=27.
is_no_recurrence(A,B,C,D,E,F,G,H,booleanno) :- D>1, A>49, D<=3.
is_no_recurrence(A,B,C,D,booleanno,F,brleft,H,booleanno) :- C<=35, F<=1.
is_no_recurrence(A,B,C,D,E,F,G,H,booleanno) :- D>6, A>54.
is_no_recurrence(A,B,C,D,E,F,G,bqright_upper,I) :- A<=35.
is_no_recurrence(A,B,C,D,E,F,G,bgleft_lower,booleanno) :- C>40.
is_no_recurrence(A,B,C,D,E,F,G,bqright_upper,I) :- A<=51, F>2, A>47.
is_no_recurrence(A,amleq40,C,D,E,F,G,bqleft_upper,I) :- D>4, C>13.
is_no_recurrence(A,B,C,D,E,F,G,bgleft_lower,I) :- C<=10.
is_no_recurrence(A,ampremenopaus,C,D,booleanno,F,G,H,booleanno) :- C>2°, A>40, A<=46.
is_no_recurrence(A,B,C,D,E,F,G,bqleft_lower,I) :- A>56, A<=63, C<=30.

Figura 6.3.5: Regras Geradas por FoOIL: Conjunto de Dados Breast e Método Prop, com
C2 = no_recurrence

example(A) :- is_no_recurrence(A,B,C,D,E,F,G,H,I,F), D=<10.

example(A) :- is_no_recurrence(A,B,C,D,E,F,G,H,I,F), E=<0, G=<2.
example(A) :- is_no_recurrence(A,B,C,D,1,E,2,F,G,H).

example(A) :- is_no_recurrence(A,B,amleq40,C,D,E,F,G,H,E), 3=<F, D=<0.
example(A) :- is_no_recurrence(A,4°,B,C,D,E,F,G,H,E).

example(A) :- is_no_recurrence(A,B,C,D,2,E,3,F,G,E), 33=<B.

example(A) :- is_no_recurrence(A,B,C,D,E,booleanyes,F,G,bqleft_upper,H), F=<2.
example(A) :- is_no_recurrence(A,55,B,C,D,E,F,G,H,I).

example(A) :- is_no_recurrence(A,B,C,D,3,E,2,F,G,H), B=<62.

example(A) :- is_no_recurrence(A,B,C,D,E,F,G,H,I,J), 2=<E, G=<1.
example(A) :- is_no_recurrence(A,B,C,D,7,E,F,G,H,I).

Figura 6.3.6: Regras Geradas por PROGOL: Conjunto de Dados Breast e Método Prop, com
C2 = no_recurrence
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is_no_recurrence (A)
is_no_recurrence(A)
is_no_recurrence(A)
is_no_recurrence(A)
C<=56, a5(F,D).

is_no_recurrence(A)
is_no_recurrence(A)
is_no_recurrence(A)

F<=2, F>1, D>47, E<=5.

is_no_recurrence(A)
is_no_recurrence (A)
is_no_recurrence(A)
is_no_recurrence(A)
is_no_recurrence(A)
E>1, D>30.

is_no_recurrence (A)
C<=63, D>1.

is_no_recurrence(A)
D>37, E>15.

is_no_recurrence(A)
is_no_recurrence(A)
is_no_recurrence(A)
is_no_recurrence(A)

a4(A,booleanno), aO(A,C), a2(A,D), C>46, D<=1f.
a0(A,B), a3(A,C), a5(A,D), C<=0, D<=1, B>51.

a0(A,B), a3(A,C), a5(A,D), C<=0, B<=43, B>31, D<=2.

a4 (A,booleanno), a0O(A,C), a3(A,D), a5(A,E), E<=2, C>44,

a7(A,bqleft_upper), a3(A,C), a5(A,D), C<=0, D>2.
a0(A,B), a2(A,C), a3(A,D), ab5(A,E), E<=2, E>1, D<=1, C>22, B<=50.
a6(A,brright), a7(A,bqleft_upper), aO(A,D), a3(A,E), a5(A,F),

a7(A,bqleft_lower), aO(A,C), a2(A,D), a3(A,E), E<=0, C>47, D<=30.
a4(A,booleanyes), a2(A,C), a5(A,D), D<=2, a3(E,C).

a6(A,brright), a0(A,C), a3(A,D), ab(A,E), E<=2, D>2, C<=46, C>35.
a4 (A,booleanno), af(A,booleanno), a7(A,bgright_lower).

a4(A,B), a°(A,B), aO(A,C), a2(A,D), a5(A,E), C>43, C<=51,

a7(A,bqleft_lower), aO(A,C), a3(A,D), ab(A,E), E<=2, C>45,
a4(A,booleanno), al(A,ampremenopaus), aO(A,D), a2(A,E), E<=20,
a4 (A,booleanno), a2(A,C), a3(A,D), C<=15, D>O0.

a® (A,booleanno), al(A,amleq40), aO(A,D), a3(A,E), E>6, D>52.

a0(A,B), a2(A,C), a3(A,D), D<=0, C>25, B<=46.
a6(A,brleft), a0(A,C), a3(A,D), D<=0, C>59.

Figura 6.3.7: Regras

C2 = no_recurrence

Geradas por FOIL:

a7 (A,bgcentral), B=<1.
a7(A,bgright_lower), B=<1.
, a3(A,B), B=<0.
a7(A,bgright_lower), B=<0.
, a3(A,B), B=<1.

example(A) :- a2(A,10).
example(A) :- a0(A,4R).
example(A) :- a0(A,33).
example(A) :- aO(A,55).
example(A) :- a2(A,12).
example(A) :- a0(A,50).
example(A) :- ab(A,B),
example(A) :- a5(A,B),
example(A) :- a0(A,62)
example(A) :- a3(A,B),
example(A) :- a0(A,54)
example(A) :- a0(A,39).
example(A) :- a0(A,45)

, a2(A,B), 35=<B.

Figura 6.3.8: Regras

C2 = no_recurrence

Geradas por PrRoGOL: Conjunto de Dados Breast e Método MB, com
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6.4 Conjunto de Dados Hungaria

Numero | Nome # Valores Distintos

Atrib. | Atrib. possiveis  reais  tipo
#0 | age - 38  continuo
#1 | sex - 2 continuo
#2 | cp - continuo
#3 | trestbps - 31  continuo
#4 | chol - 153  continuo
#5 | tbs - 2 continuo
#6 | restecg - 3  continuo
#7 | thalach - 71  continuo
#8 | exang - 2 continuo
#9 | oldpeak - 10  continuo
#10 | slope - 3  continuo
#11 | ca - continuo
#12 | thal - continuo

Tabela 6.4.1: Hungaria

Descricao dos Atributos

Ori ; Fyn Fp Fpt+Fn N Fp
Algoritmo Matriz Totrn Ty - \/TerFN e
Foil(C1) 7.2 3.4 | 34.7+231 ] 109+ 7.9 | 19.3+9.9 17.7 £ 12.2
[mazx, min] 2.2 16.6 [75.0,0.0] [32.0,5.0] [37.9,10.0] [49.0,4.2]
Progol(C1) 5.6 5.0 [ 48.9 £ 14.7 43+ 49 | 198+ 6.9 13.8 £ 7.3
[max, min)] 0.8 18.0 [75.0, 33.3] [16.7,0.0] [31.0,10.3] [30.2,5.8]
Foil(C2) | 15.1 3.7 | 200124 | 335 £16.3 | 24.8 £ 9.5 241+ 9.3
[max, min)] 3.6 7.0 [47.1,5.0] [54.5,11.1] [36.7,6.9] [37.8,7.5]
Progol(C2) | 12.8 6.0 | 31.6 £ 11.4 | 22.2 £ 12.3 | 28.4 £ 9.6 254+ 9.9
[max, min] 2.3 8.3 [47.4,13.3] [45.5,6.7] [44.8,10.0] [44.9,9.4]
(a)
Algoritmo | # Clausulas | # Regras | Tempo Médio
Foil(CT1) 209 +£6.2 | 13.5 £ 6.4 1.2+ 64
Progol(C1) 46.4 + 3.8 4.0 + 4.3 57.5 + 16.0
Foil(C2) 195 £1.6 | 171 £ 44 14+ 44
Progol(C2) 455 £ 3.7 | 132 £ 38 206 £ 4.2
(b)

Tabela 6.4.2: Médias para o Conjunto de Dados Hungaria e Método Prop, (C1 = presence e
C2 = absence)
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Or ; Fn Fp Fpt+in Fn Fp
Algoritmo Matriz Tp+FN Fp+TN n \/TPJrFN Fp+Tn
Foil(C1) 6.3 43 | 400 £ 18.0 | 11.5 + 94 | 222 + 6.5 18.0 £+ 6.0
[max, min] 2.2 16.6 [66.7,7.7] [35.3,0.0] [33.3,13.3] [28.3,8.2]
Progol(C1) 5.8 4.8 | 45.9 + 16.7 8.0+ 54 | 21.6 £74 179+ 74
[max, min) 1.5 17.3 | [75.0,22.2] [16.7,0.0] [31.0,6.9] [30.2,4.7]
Foil(C2 15.3 35181+ 89 [ 240£14.5 [ 20.1 £6.3 19.0 £+ 8.8
[max, min)] 2.4 8.2 [29.4,0.0] [50.0, 7.7 [31.0,10.0] [34.6,5.2]
Progol(C2) | 13.3 5.5 | 29.5 +£10.1 | 185 £ 13.6 | 25.5 £ 6.0 21.1 £ 7.8
[max, min] 2.0 8.6 [46.7,16.7] [45.5,0.0] [34.5,13.3] [33.0,4.2]
(a)
Algoritmo | # Clausulas # Regras Tempo Médio
Foil(CT1) 443+ 7.1 | 265+ 7.5 235.6 £ 994
Progol(C1) 379+ 9.6 2.5 + 10.3 84.2 + 434
Foil(C2) 419+ 0.1 | 26.6 £ 0.4 | 9927.6 + 8469.8
Progol(C2) 44.3 £ 12.3 4.5 £ 12.3 69.9 £ 39.9

Tabela 6.4.5: Diferenca

(b)

Tabela 6.4.3: Médias para o Conjunto de Dados Hungaria e Método MB, (Cl1
C2 = absence)

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
Cl1 -0.7 +1.0 -0.1 +0.4
C2 1.0 +0.8 0.4 0.1

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 0.3 +0.5 +0.1 0.0
C2 -1.2 +0.4 -0.9 -0.3
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|| Método Prop

Método MB

| Algoritmo ” Matriz de Conf. TFE’VF FF?T FP::FN || Matriz de Conf. Tp}ji‘% FPFJ:DT FPj;FN

Forr (C1) 104 2 0.02 0.01 0.01 106 0 0.00 0.00 0.00
1 187 0 188

ProcoL (C1) 106 0 0.00 0.04 0.03 106 0 0.00 0.06 0.04
8 180 11 177

Forr (C2) 184 4 0.02 0.00 0.01 188 0 0.00 0.00 0.00
0 106 0 106

ProcoL (C2) 188 0 0.00 0.11 0.04 188 0 0.00 0.09 0.03
12 94 10 96

Tabela 6.4.6: Erro Aparente para o Conjunto de Dados Hungaria (C1 = presence e C2 = absence)

|| Método Prop || Método MB |

| Algoritmo || Total CI. | Regras | Tempo de Exec. || Total CI. | Regras | Tempo de Exec. |
Foir (C1) 20 18 2.1 46 27 433.9
ProcoL (C1) 52 6 74.08 42 3 105.52
FoiL (C2) 22 18 2.0 41 27 2399.0
ProcoL (C2) 50 16 24.68 63 4 103.06

Tabela 6.4.7: Numero Total de Clausulas, Numero de Regras e Tempo de Execucao em Relacao
ao Erro Aparente do Conjunto de Dados Hungaria (C1 = presence e C2 = absence)

is_presence(A,B,C,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,G,H,B,B,K,L,M)
is_presence(A,B,C,D,E,F,F,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,F,H,I,F,K,L,M)
is_presence(A,B,B,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,G,H,I,J,C,L,M)
is_presence(A,B,C,D,E,F,G,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,B,H,I,J,K,L,M)
is_presence(A,B,C,D,E,F,F,H,B,J,K,L,M)

:= B>0, D>124, J>1.

:- C>3, B>0, D>110.

:- C>3, D<=12°, I>0, A<=49.

;- C>3, B>G, D<=125, H<=130.

- M>3, E>276.

:- C>2, A>46, H>140, D>140.

:= C>2, A>53, F>0.

:—- C>2, A>46, H>140, A<=49, E>1°T.
;- C>3, H<=125, H>110.

:= D>120.

:= K>1, H<=10°, C>1.

= E>46°.

;- E>216, A>54.

.- D<=125, B>F, A<=3P, H<=170, A>34.
= M>3.

- M>6.

Figura 6.4.1: Regras Geradas por FoIL:

C1 = presence

Conjunto de Dados Hungarian e Método Prop, com

example(A) :- is_presence(A,B,C,D,E,F,G,G,H,G,I,I,J,J), 1=<C.
example(A) :- is_presence(A,B,C,D,E,F,G,G,H,C,C,I,J,J), 1=<C.
example(A) :- is_presence(A,B,C,D,E,F,G,G,H,C,I,J,K,K), 1=<C,
example(A) :- is_presence(A,B,C,D,E,F,G,G,H,C,I,I,J,K), 1=<C.
example(A) :- is_presence(A,B,C,D,E,F,C,G,H,C,I,J,K,K), 1=<C.
example(A) :- is_presence(A,B,C,D,E,F,G,C,H,C,I,J,K,K), 1=<C.

Figura 6.4.2: Regras Geradas por PROGOL: Conjunto de Dados Hungarian e Método Prop, com

C1 = presence
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is_presence(A) :- aO(A,B), al(A,C), a3(A,D), a9(A,E), alO(A,F), F>1, a2(G,E), C>0, D>124, B<=5°.
is_presence(A) :- aO(A,B), al(A,C), a2(A,D), a5(A,E), a6(A,F), a9(A,G), D>3, G>0.°, C>F, B>E.
is_presence(A) :- a2(A,B), a7(A,C), aP(A,D), B>3, D>0, C>140.
is_presence(A) :- a7(A,B), a9(A,C), B<=130, C>1, C<=2.5.
is_presence(A) :- a2(A,B), a3(A,C), a6(A,D), a7(A,E), a9(A,D), B>3, E<=130, C<=120.
is_presence(A) :- aO(A,B), al(A,C), a2(A,D), a4(A,E), a7(A,F), D>3, C>0, F>14°, a3(G,F),

E<=2P9, B<=52.
is_presence(A) :- a3(A,B), a7(A,C), aP(A,D), a9(A,E), D>0, C<=119, B>125, al(F,E).
is_presence(A) :- a2(A,B), a3(A,C), a4(A,D), a7(A,C), B>2, D>147.
is_presence(A) :- al(A,B), a2(A,B), a3(A,D), D>120.

Figura 6.4.3: Regras Geradas por FoiL: Conjunto de Dados Hungarian e Método MB, com
C1 = presence

example(A) :- a9(A,B), alO(A,B), 2=<B.
example(A) :- al(A,B), a”(A,B), alO(A,C), 2=<C.
example(A) :- a4(A,B), 491=<B.

Figura 6.4.4: Regras Geradas por PROGOL: Conjunto de Dados Hungarian e Método MB, com
C1 = presence

is_absence(A,B,C,D,E,F,G,H,I,G,K,L,M) :- C<=3, E<=246, C>1.
is_absence(A,B,C,D,E,F,G,H,I,J,K,L,M) :- I<=0, C<=2, C>1, D>120.
is_absence(4,B,C,D,E,F,G,H,B,F,K,L,M) :- B<=0.
is_absence(4A,B,C,D,E,F,G,H,I,J,K,L,M) :- I<=0, C<=3, D<=130, H<=13°.
is_absence(4,B,C,D,E,F,G,H,I,J,K,L,M) :- J<=0.f, H>119, D>135, C>3, H<=144.
is_absence(4,B,C,D,E,F,G,H,I,J,K,L,M) :- I<=0, H>130, E>295, E<=412.
is_absence(A,B,C,D,E,F,G,H,I,J,K,L,M) :- K<=1.
is_absence(A,B,C,D,E,F,G,H,I,J,K,L,M) :- J<=0.5, A>39, C<=2, C>G.
is_absence(4,B,C,D,E,F,G,H,I,J,K,L,M) :- M<=3.
is_absence(4,B,C,D,E,F,G,H,I,J,K,L,M) :- A>50, H>150.
is_absence(A,B,C,D,E,F,G,H,I,G,K,L,M) :- H<=14P, E<=1L2.
is_absence(4A,B,C,D,E,F,G,H,I,J,K,L,M) :- C<=3, A<=45, C>2.
is_absence(A,B,C,D,E,F,G,H,I,J,K,L,M) :- B<=0, D<=130, H>100, A<=54, A>33.
is_absence(A,B,C,D,E,F,G,H,I,J,K,L,M) :- B>J, A>53, G<=I, E>223.
is_absence(4,B,C,D,E,F,G,H,I,J,K,L,M) :- L>0.
is_absence(4A,B,C,D,E,F,G,H,F,J,K,L,M) :- H<=142, H>130, D<=120, A>35.
is_absence(4A,B,C,D,E,F,G,H,I,J,K,L,M) :- A>52, A<=53, J>1.5.

Figura 6.4.5: Regras Geradas por FoiL: Conjunto de Dados Hungarian e Método Prop, com
C2 = absence
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example (A)

is_absence(4,B,C,2,D,E,F,F,G,F,F,H,H,H).

example(A) :- is_absence(A,B,C,D,120,E,F,F,G,F,F,H,H,H).
example(A) :- is_absence(4A,B,C,D,E,F,G,G,H,G,C,I,J,D).
example(A) :- is_absence(A,B,C,D,E,F,G,G,H,G,G,F,F,F).
example(A) :- is_absence(A,B,C,3,D,E,F,F,G,F,F,H,H,H).
example(A) :- is_absence(4A,B,C,D,E,F,G,C,H,G,G,I,I,I).
example(A) :- is_absence(A,B,C,D,E,F,C,G,H,C,C,I,I,I).
example(A) :- is_absence(A,B,C,D,E,F,G,H,I,H,C,J,G,G).
example(A) :- is_absence(4,B,C,D,E,F,G,G,H,C,I,J,K,K), D=<3,
example(A) :- is_absence(A,B,C,D,E,F,G,C,H,G,C,C,I,I).
example(A) :- is_absence(A,B,C,D,E,F,G,H,I,C,C,G,G,J).
example(A) :- is_absence(4,B,C,D,E,F,C,C,G,H,I,J,K,K), 1.500=<I,
example(A) :- is_absence(A,B,C,D,E,F,C,G,H,G,G,I,I,J).
example(A) :- is_absence(A,B,C,D,140,E,F,F,G,F,F,H,H,I).
example(A) :- is_absence(4,B,C,D,E,F,G,H,I,G,G,J,J,J), 2=<H.
example(A) :- is_absence(A,B,C,D,E,F,G,G,H,G,G,I,G,I).

Figura 6.4.6: Regras Geradas por PROGOL: Conjunto de Dados Hungarian e Método Prop, com
C2 = absence

is_absence(A)
is_absence(A)

is_absence(A)
is_absence(A)
is_absence(A)
is_absence(A)
is_absence(A)
is_absence(A)
is_absence(A)
is_absence(A)
is_absence(A)
is_absence(A)

- a0(A,B), a2(A,C), a9(A,D), alO(E,C), aO(E,B), D<=0.5.

- a0O(A,B), a2(A,C), a3(A,D), a4(A,E), a”(A,F), F<=0, al10(G,C), E<=254,
D<=130, B<=56.

- a0O(A,B), a2(A,C), a3(A,D), a”(A,E), a9(A,E), al0(G,C), D>120, C>1, B<=46.

- al(A,B), a5(A,C), a6(A,D), a”(A,C), a9(A,B), B<=D.

- a0(A,B), a3(A,C), a7(A,D), aP(A,E), E<=0, D>130, D<=14f, C<=120, B>35.

- al0(A,B), B<=1.

- al2(A,B), B<=3.

- a3(A,B), a4(A,C), a5(A,D), a7(A,E), aP(A,D), B>12°, E>136, C>213, B<=140.

- al(A,B), a2(A,C), a3(A,D), a7(A,E), a9(A,F), B>F, D>130, a3(G,E), a2(G,B), C>3.

- a2(A,B), a3(A,C), a4(A,D), B<=3, C<=130, D>294.

- a0O(A,B), al(A,C), a4(A,D), C<=0, B>51, D<=273.

- a0(A,B), a2(A,C), a5(A,D), a6(A,D), a°(A,D), al2(G,C), B>53.

Figura 6.4.7:
C2 = absence

Regras Geradas por FoiL: Conjunto de Dados Hungarian e Método MB, com

example(A) :- a2(A,2).

example(A) :- al(A,B), a5(A,B), a”(A,B), B=<0.

example(A) :- al2(A,B), B=<3.

example(A) :- al(A,B), alO(A,B).

Figura 6.4.8: Regras Geradas por PROGOL: Conjunto de Dados Hungarian e Método MB, com
C2 = absence
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6.5 Conjunto de Dados Credit

Numero | Nome #Valores Distintos
Atrib. | Atrib. possiveis reais  tipo
#0 | aa 2 3 continuo
#1 | ab - 290  discreto
#2 | ac - 178  continuo
#3 | ad 4 4 continuo
#4 | ae 3 4 discreto
#5 | af 14 15 continuo
#6 | ag 9 10  discreto
#7 | ah - 120  discreto
#8 | al 2 2 discreto
#9 | aj 2 2 discreto
#10 | ak - 22 discreto
#11 | al 2 2 discreto
#12 | am 3 3  discreto
#13 | an - 140  discreto
#14 | ao - 177  discreto

Tabela 6.5.1: Credit Descrigao dos Atributos

or ; Fn Fp Fp+Fn Fn Fp
Algoritmo Matriz Totrn T — TotFn FoiTa
Foil(C1) | 16.8 49 1 221+£102 | 165+ 7.0 | 19.0 £ 6.4 18.2 + 6.3
[max, min] 4.5 228 [42.9,11.8] [28.6,6.7] [34.7,12.2] [35.1,12.3]
Progol(C1) | 15.8 5.9 [ 26.6 £ 12.2 8.7+ 34| 16.7+£5.7 14.1 £ 4.9
[max, min)] 24 249 [45.8,5.3] [12.5,0.0] [28.6, 8.2] [23.5,6.4]
Foil(C2 22.6 4.7 [ 16.8 £+ 86 | 26.1 £ 11.4 | 20.9 + 3.9 18.6 £+ 6.1
[max, min)] 5.7 16.0 [29.2,0.0] [47.8,5.9] [26.5,14.3] [26.5,5.1]
Progol(C2) | 23.2 41| 144+ 82 | 156+ 7.3 | 148 £5.2 13.7 £ 5.6
[max, min] 3.3 184 [31.2,0.0] [26.3,4.0] [22.4,8.2] [22.6,3.9]
(a)
Algoritmo | # Clausulas # Regras Tempo Médio
Foil(C1) 21.8 £ 0.8 | 19.5 £ 1.0 1.5+ 1.0
Progol(C1) 470+ 2.1 | 10.1 £ 2.3 163.5 + 10.1
Foil(C2) 23.0 £ 1.1 | 209 &+ 1.6 1.6 £ 1.6
Progol(C2) 389+ 1.2 | 119+ 1.5 99.1 + 7.8
(b)

Tabela 6.5.2: Médias para o Conjunto de Dados Credit e Método Prop, (Cl = positive e
C2 = negative)
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. . Fn F Fp+Fn Fn F
Algoritmo Matriz T +NFN FPETN e \/TPJ?FN FP‘ETN
Foil(C1) | 17.2 4.5 | 20.7 £ 6.6 99+39 | 144 + 4.1 13.9 + 3.6
[max, min] 2.7 246 | [33.3,12.0] [18.7,3.3] [20.4,8.2] [18.9,7.2]
Progol(C1) | 14.5 72| 3244+71 72 4+36 | 185+ 4.5 14.8 + 3.4
[maz, min] 2.0 253 | [44.4,21.1] [14.3, 3.3] [26.5,10.2] [21.8,8.3]
Foil(C2 22.2 51 | 178 £ 87 | 11.0 £ 6.9 | 15.0 £ 6.2 12.8 + 5.8
[maz, min] 2.4 193 [30.0,4.5] [21.7,0.0] [24.5,2.0] [21.8,2.1]
Progol(C2) | 22.9 44 | 15,8+ 72 | 10.8 £ 86 | 13.2 + 4.6 11.7 £ 44
[max, min] 2.2 195 [25.0,4.5] [31.2,3.7] [20.4,4.1] [19.4,4.1]
(a)
Algoritmo | # Clausulas | # Regras Tempo Médio
Foil(C1) 52.8 + 6.1 | 30.8 £ 6.4 589.7 + 189.5
Progol(C1) 63.6 £ 22.6 | 5.0 + 22.7 231.5 £ 122.7
Foil(C2) 62.1 + 5.2 | 35.5 £ 5.8 | 8252.5 & 2279.7
Progol(C2) 405 £ 2.6 2.8+ 2.6 110.9 + 7.6

(b)

Tabela 6.5.3: Médias para o Conjunto de Dados Credit e Método MB,
C2 = negative)

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 -0.4 +1.4 +0.4 +0.7
C2 +0.3 +1.1 +1.3 +0.8

Tabela 6.5.4: Diferenca

(C1

= positive e

em Desvios-Padrao dos Erros entre FOIL e PROGOL com Método Prop

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 1.7 +0.7 1.0 0.3
C2 +0.3 0.0 +0.3 +0.2

Tabela 6.5.5: Diferenca

em Desvios-Padrao dos Erros entre FoiL e PROGOL com Método MB
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i Método Prop I Método MB

| Algoritmo ” Matriz de Conf. T,:{-VF FF}:-PT FP?:FN || Matriz de Conf. Tpi’\% FFZ—FT FF;:FN |

Forr (C1) 216 1 0.00 0.00 0.00 || 217 0 0.00 0.00 0.00
0 273 0 273

ProcoL (C1) 217 0 0.00 0.05 0.03 217 0 0.00 0.04 0.02
13 260 11 262

Forr (C2) 265 8 0.03 0.00 0.02 || 273 0 0.00 0.00 0.00
0 217 0 217

Procor (C2) || 273 0 0.00 0.06 0.03 || 273 0 0.00 0.07 0.03
14 203 16 201

Tabela 6.5.6: Erro Aparente para o Conjunto de Dados Credit (C1 = positive e C2 = negative)

I Método Prop I Método MB
| Algoritmo || Total CI. | Regras | Tempo de Exec. || Total CI. | Regras | Tempo de Exec. |
FoiL (C1) 23 22 1.9 56 32 3236.1
Procor (C1) 45 12 161.92 76 8 321.85
Foir (C2) 26 18 1.6 84 46 13019.5
Procor (C2) 51 11 145.19 46 3 135.92

Tabela 6.5.7: Numero Total de Cldusulas, Numero de Regras e Tempo de Execucdo em Relacao
ao Erro Aparente do Conjunto de Dados Credit (C1 = positive e C2 = negative)

is_positive(4,B,C,D,E,F,G,H,Ft,J,K,L,M,N,0) 0>500.
is_positive(4,B,C,D,Cg,F,G,H,Ft,J,K,L,M,N,0) :- N<=100, H>0.375.
is_positive(4,B,C,D,E,F,G,H,I,J,K,L,Gg,N,0) :- K>3, 0<=0.
is_positive(4,B,C,D,E,F,G,H,Ft,J,K,L,M,N,0) 0>5, C>1.75, H>0.375.
is_positive(A,B,C,D,E,F,Eh,H,Ft,J,K,L,M,N,0) :- H<=4.165, B>20.67.
is_positive(4,B,C,D,E,F,G,H,Ft,J,K,L,M,N,0) €<=0.25.
is_positive(4,B,C,D,E,F,Ev,H,Ft,J,K,L,M,N,0) :- C>1.5, C<=4.25, H<=2.5.
is_positive(4,B,C,D,E,F,G,H,Ft,J,K,Ff,M,N,0) :- 0>225.

is_positive(Ab,B,C,D,E,F,Ev,H,I,J,K,L,M,N,0) :- H>1.375, B<=26.67, C<=10, C>2.21.

is_positive(A,B,C,D,E,F,G,H,I,J,K,L,M,N,0) :- C<=H, N>212, B>33, H<=3.5.
is_positive(A,B,C,D,E,Dq,G,H,Ft,J,K,Ft,M,N,0) :- C<=6.5, 0<=400.
is_positive(A,B,C,D,E,F,G,H,I,I,K,L,M,N,0) :- C<=H, N>292, B<=2°.25.
is_positive(a,B,C,D,E,F,G,H,I,J,K,L,Gp,N,0) :- B>34.5°.
is_positive(A,B,C,D,E,F,G,H,Ft,J,K,L,M,N,0) :- B<=23.92, B>23.
is_positive(4,B,C,D,Cg,F,G,H,Ft,J,K,L,M,N,0) :- B>44.25, H>1.625.
is_positive(A,B,C,D,E,Dc,G,H,I,J,K,L,Gg,N,K) :- N<=12°, C<=0.£3.

Figura 6.5.1: Regras Geradas por FOIL: Conjunto de Dados Credit e Método Prop, com

C1 = positive

39




example(A) :- is_positive(A,B,C,D,E,F,G,H,I,J,J,K,L,M,N,0), 0.625=<I,
example(A) :- is_positive(A,B,C,D,bu,E,F,G,H,ft,ft,I,J,K,L,M),
example(A) :- is_positive(4,B,C,D,E,F,G,H,I,ft,J,K,J,L,M,K),
example(A) :- is_positive(A,B,C,D,E,F,G,H,I,ft,J,K,ft,L,M,N),
example(A) :- is_positive(A,B,C,D,E,F,G,H,I,J,J,K,L,M,N,0), 4=<K.
example(A) :- is_positive(4,B,C,D,E,F,G,H,I,ft,J,K,J,L,M,N),
example(A) :- is_positive(A,B,C,D,E,F,G,eh,H,ft,I,J,ft,K,L,J),
example(A) :- is_positive(A,B,C,D,E,F,G,H,I,J,J,K,L,M,N,0), 1=<K,
example(A) :- is_positive(A,B,C,D,E,F,G,H,I,ft,J,K,ft,L,M,K),
example(A) :- is_positive(A,B,C,D,bu,E,F,G,H,ft,I,J,ft,K,L,M),
example(A) :- is_positive(4,B,C,D,E,F,doldw,G,H,ft,ff,I,ft,J,
example(A) :- is_positive(4,B,C,D,E,F,G,ev,H,I,I,J,K,L,M,N),

Figura 6.5.2: Regras Geradas por PROGOL: Conjunto de Dados Credit e Método Prop, com

C1 = positive

is_positive(A)
is_positive(A)
is_positive(A)
is_positive(A)
is_positive(A)
is_positive(A)
is_positive(A)
is_positive(A)
is_positive(A)

:- aP(A,ft), al4(A,C), C>500.

:- aP(A,ft), a4(A,cg), al(A,D), al3(A,E), D>19.75, E<=°O0.

:- a®(A,ft), al0(A,C), al4(A,D), C>3, al3(E,D).

:- aP(A,ft), a2(A,C), a7(A,D), ald4(A,E), E>5, C>1.75, D>0.375.

- aP(A,ft), al(A,C), al13(A,D), C<=2f.5, D<=100, D>75.

:- aP(A,ft), al2(A,gg), a2(A,D), al3(A,E), D<=3.165, E>212.

:- a2(A,B), a7(A,C), al13(A,D), C>1.165, B<=0.P3, D<=300, D>160.

:- a?(A,ft), a7(A,C), al3(A,D), ald4(A,E), C>1.29, E<=0, C<=2.54, D<=360.
:- a0(A,ab), a®(A,ff), a2(A,D), a7(A,E), al3(A,F), D<=E, F>420.

Figura 6.5.3:
C1 = positive

Regras Geradas por FoIL:

Conjunto de Dados Credit e Método MB, com

example(A) :- aP(A,B), a9(A,B), al0(A,C), 7=<C.

example(A) :- alO(A,8).

example(A) :- al(A,33.170).

example(A) :- aP(A,ft), alO(A,B), 4=<B.
example(A) :- al4(A,B), 5000=<B.
example(A) :- aP(A,ft), al0(A,1).
example(A) :- al4(A,300).

example(A) :- aP(A,ft), ald(A,B), 444=<B.

Figura 6.5.4: Regras Geradas por ProGoL: Conjunto de Dados Credit e Método MB, com

C1 = positive

example(A) :- aP(A,ff).
example(A) :- al4(A,5).
example(A) :- al(A,?).

Figura 6.5.5: Regras Geradas por PROGOL: Conjunto de Dados Credit e Método MB, com

C2 = negative

40



C>H, C<=6, N>100.
N<=120, H>0.165.

is_negative(A,B,C,D,E,F,G,H,Ff,J,K,L,M,N,0)
is_negative(A,B,C,D,E,F,G,H,Ff,J,K,L,M,N,0)
is_negative(A,B,C,D,E,F,G,H,Ff,J,K,L,M,N,0) C>H, 0<=1110, H<=0.
is_negative(A,B,C,D,E,F,G,H,Ff,J,K,L,M,N,0) B<=33.5°, B>22.5, C>0.665.
is_negative(4,B,C,D,E,F,G,H,I,J,K,L,M,N,K) :- N>100, N<=200, B>23.25.
is_negative(A,B,C,D,E,F,G,H,I,J,K,L,M,N,0) :- N>0, C<=1.375, H<=1, N<=2PfP, H>0.21.
is_negative(A,B,C,D,E,F,G,H,I,J,K,L,M,N,K) :- N>12°, B<=23, H<=2.
is_negative(4,B,C,D,Cp,F,G,H,I,J,K,I,M,N,0) :- 0<=225, C<=1.5.
is_negative(Ab,B,C,D,E,F,G,H,Ft,J,K,L,M,N,0) :- 0<=3°P, H<=0, B<=25.
is_negative(A,B,C,D,E,F,G,H,I,J,K,L,M,N,0) :- K<=2, 0<=1, C>13.5°5.
is_negative(4,B,C,D,E,F,G,H,I,J,K,L,M,N,0) :- K<=2, H<=1.29, H>0.P35, N>60, C>0.5.
is_negative(A,B,C,D,Cg,F,Ev,H,I,J,K,L,M,N,K) :- N>360.
is_negative(A,B,C,D,E,F,G,H,Ff,J,K,Ff,M,N,0) :- H<=0.0P5, B<=36.17.
is_negative(4,B,C,D,E,F,Ev,H,I,J,K,L,M,N,0) :- C>0, H>2.54, N>230, C>3.165.

Figura 6.5.6: Regras Geradas por FOIL: Conjunto de Dados Credit e Método Prop, com
C2 = negative

example(A) :- is_negative(A,B,C,D,E,F,G,H,I,ff,J,K,J,L,M,N),
example(A) :- is_negative(A,B,C,D,E,F,dm,G,H,I,J,K,J,L,M,K).
example(A) :- is_negative(4,B,C,D,by,E,F,G,H,I,J,K,J,L,M,K),
example(A) :- is_negative(A,B,C,D,E,F,G,H,I,J,K,I,J,L,M,I), 10=<D.
example(A) :- is_negative(4,B,C,D,E,F,G,H,I,J,J,K,ft,L,M,N),
example(A) :- is_negative(A4,B,C,D,E,F,G,H,I,J,J,K,ft,L,M,K).
example(A) :- is_negative(A,B,C,D,E,F,dff,G,H,I,I,J,K,L,M,N),
example(A) :- is_negative(4,B,?,C,D,E,F,G,H,I,J,K,I,L,M,K).
example(A) :- is_negative(4,B,C,D,E,F,G,H,I,ff,ft,J,ff,K,L,M).
example(A) :- is_negative(A,B,C,D,E,F,G,H,I,J,J,K,ft,L,M,N),
example(A) :- is_negative(A4,B,C,D,E,F,G,H,I,J,J,K,J,L,M,N), 2.500=<D,

Figura 6.5.7: Regras Geradas por PRoGoL: Conjunto de Dados Credit e Método Prop, com
C2 = negative

is_negative(A) :- aP(A,ff), a2(A,C), a7(A,D), al3(A,E), C>D, a7(F,C), E>100.
is_negative(A) :- aP(A,ff), a7(A,C), al3(A,D), D<=144, a2(E,C), a4(E,cp).
is_negative(A) :- aP(A,ff), a2(A,C), a7(A,D), al4(A,E), C>1.54, E<=1000, a2(F,D).
is_negative(A) :- a9(A,ff), a6(A,ev), a7(A,D), al3(A,E), E>102, E<=200, D<=0.795.
is_negative(A) :- al(A,B), al3(A,C), al4(A,D), C>D, C>239, C<=292, B<=24.5°.
is_negative(A) :- a9(A,ff), a7(A,C), al3(A,D), al4(A,E), E<=112, D>100, C>3.5, D<=292.
is_negative(A) :- a6(A,ev), al(A,C), a2(A,D), al3(A,E), al4(A,F), D<=1.5, E>F, C>37.5.
is_negative(A) :- aP(A,ff), a9(A,ft).

is_negative(A) :- al3(A,B), B>711.

is_negative(A) :- al(A,B), a7(A,C), al3(A,D), al4(A,E), al4(F,C), D>E, B>4P.5°, D>22.
is_negative(A) :- a5(A,di), al(A,C), al0(A,D), al3(A,E), ald(A,F), E>F, C<=33.5°, D<=2.

Figura 6.5.8: Regras Geradas por FOIL: Conjunto de Dados Credit e Método MB, com
C2 = negative
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6.6 Conjunto de Dados Hepatitis

Numero | Nome #Valores Distintos
Atrib. | Atrib. possiveis reais  tipo
#0 | age - 49  continuo
#1 | female 2 2 discreto
#2 | steroid 2 3  discreto
#3 | antivirals 2 2 discreto
#4 | fatigue 2 3  discreto
#5 | malaise 2 3  discreto
#6 | anorexia 2 3  discreto
#7 | liver-big 2 3  discreto
#8 | liver-firm 2 3  discreto
#9 | spleen-palpable 2 3  discreto
#10 | spiders 2 3  discreto
#11 | ascites 2 3  discreto
#12 | varices 2 3  discreto
#13 | bilirubin - 34  continuo
#14 | alk-phosphate - 83  continuo
#15 | sgot - 84  continuo
#16 | albumin - 29  continuo
#17 | protime - 44 continuo
#18 | histology 2 2 discreto

Tabela 6.6.1: Hepatitis — Descri¢ao dos Atributos

O Tatri Fn Fp Fp+in Fn Fp
Algoritmo Matriz Tp+FN Fp+TN n \/TP+FN Fp+Tn
Foil(CT1) 1.1 2.1 65.5 +£30.5 | 141+ 7.6 | 25.1 £ 10.5 29.2 + 14.7
[mazx, min] 1.8 10.5 [100.0, 0.0] [28.6,0.0] [43.7,6.7] [53.5,2.8]
Progol(C1) 0.0 3.2 | 100.0 £ 0.0 0.0£ 0.0 | 204 +10.5 10.0 £ 0.0
[maz, min] 0.0 12.3 | [100.0,100.0] [0.0,0.0] [33.3,6.2] [10.0,10.0]
Foil(C2) | 10.6 1.7 13.1 £12.4 | 55.5 £ 37.3 | 23.2 £ 13.1 23.1 £ 18.9
[maz, min] 1.9 1.3 [46.2,0.0] [100.0, 0.0] [53.3,6.7] [68.0,2.8]
Nao obteve resultados para Progol(C2) prop
(a)
Algoritmo | # Clausulas | # Regras Tempo Médio
Foil(C1) 95+05 | 64 %07 04+ 07
Progol(C1) 288 £1.9 | 0.0+ 1.9 [ 5296.5 & 257.3
Foil(C2) | 96+27[88+33] 03+ 33
Nao obteve resultados para Progol(C2) prop
(b)

Tabela 6.6.2: Médias para o Conjunto de Dados Hepatitis e Método Prop, (C1 = die e C2 = live)
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Tabela 6.6.3: Médias para o Conjunto de Dados Hepatitis e Método MB, (C1 = die

o Natr N Fp Fpt+in Fn Fp
Algoritmo Matriz Totrn T - Tot Py FpiTo
Foil(C1) 1.0 2.2 | 67.5 £ 29.5 69+ 67| 199+ 74 17.6 £ 10.7
[max, min] 0.9 11.4 | [100.0,0.0] [18.2,0.0] [33.3,12.5] [37.0,3.8]
Progol(C1) 0.6 2.6 [ 79.0 £ 30.5 54+ 6.6 | 2.1+ 9.0 15.6 + 8.8
[max, min] 0.7 116 [100.0, 0.0] [21.4,0.0] [33.3,6.2] [30.2,4.6]
Foil(C2) | 10.4 1.9 | 15.1 £ 12.0 | 51.0 £ 33.3 | 23.9 £+ 12.3 23.4 £ 14.2
[max, min) 1.8 1.4 [46.2,0.0] [100.0, 0.0] [46.7,6.7] [48.1,2.8]
Progol(C2) 9.9 24 | 191 £ 124 | 445 £ 285 | 26.3 + 8.6 22.3 + 14.7
[max, min] 1.7 1.5 [35.7,0.0] [80.0, 0.0] [40.0,12.5] [45.3, 3.6]
(a)
Algoritmo | # Clausulas | # Regras | Tempo Médio
Foil(CT1) 21.2 4+ 23 | 11.9 £ 2.5 16.2 £+ 3.1
Progol(C1) 20.1 £ 1.2 24+ 1.2 31.8 £ 1.7
Foil(C2) 14.7 £ 5.0 9.9 + 5.8 154 + 6.3
Progol(C2) 15.5 + 2.6 4.0 £ 34 13.3 £ 34
(b)

Conceito

Erro Neg.

Erro Pos.

Erro Total

Erro G

C1

-1.6

+2.6

+0.4 +1.8

S6 FolL conseguiu rodar para Hepatitis — C2

e C2 = live)

Tabela 6.6.4: Diferenca em Desvios-Padrao dos Erros entre FOIL e PROGOL com Método Prop

Conceito | Erro Neg. | Erro Pos. | Erro Total | Erro G
C1 0.4 +0.2 0.1 +0.2
C2 -0.3 +0.2 -0.2 +0.1

Tabela 6.6.5: Diferenca em Desvios-Padrao dos Erros entre Foil, e PROGOL com Método MB
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i Método Prop I Método MB |

| Algoritmo ” Matriz de Conf. TPEVF - FPTT - FP::FN || Matriz de Conf. Tp}ji‘% - FpFJfT - FPj;FN |

Forr (C1) 29 3 0.09 0.00 0.02 32 0 0.00 0.00 0.00
0 123 0 123

ProcoL (C1) 273 0 0.09 0.00 0.02 32 0 0.00 0.02 0.01
14 203 2 121

Forr (C2) 122 1 0.01 0.00 0.01 123 0 0.00 0.00 0.00
0 32 0 32

ProcoL (C2) 273 0 0.01 0.00 0.01 123 0 0.00 0.34 0.07
14 203 11 21

Tabela 6.6.6: Erro Aparente para o Conjunto de Dados Hepatitis (C1 = die e C2 = live)

|| Método Prop || Método MB |

| Algoritmo || Total CI. | Regras | Tempo de Exec. || Total CI. | Regras | Tempo de Exec. |
Foir (C1) 10 7 0.4 21 13 20.3
Procor (C1) 30 0 3813.86 19 3 30.68
Foir (C2) 11 | 10 | 0.4 16 10 18.4
ProcoL (C2) || Nao obteve resultados 18 5 13.46

Tabela 6.6.7: Numero Total de Clausulas, Numero de Regras e Tempo de Execucao em Relacao
ao Erro Aparente do Conjunto de Dados Hepatitis (C1 = die e C2 = live)

is_die(A,B,C,D,E,F,G,H,I,J,K,E,M,N,0,P,Q,R,booleanyes) :- N>1.6.
is_die(A,booleanno,C,D,booleanno,F,booleanyes,H,I,booleanno,booleanno,L,M,N,0,P,Q,R,S) :- 0<=167.
is_die(4,B,C,D,E,F,G,H,I,J,K,K,M,N,0,P,Q,R,S) :- Q<=2.°.
is_die(A,booleanno,C,D,booleanno,F,G,H4,1,J,K,L,M,N,0,P,Q,R,S) :- R<=41, A>32.
is_die(A,B,C,D,E,F,G,booleanno,I,J,k,L,M,N,0,P,Q,R,S) :- N>2.3, N<=2.9.

Figura 6.6.1: Regras Geradas por FoiL: Conjunto de Dados Hepatitis e Método Prop, com
C1l = die

Figura 6.6.2: Regras Geradas por PROGOL: Conjunto de Dados Hepatitis e Método Prop, com
C1l = die

is_die(A) :- a4(A,B), ali(A,B), alP(A,booleanyes), al3(A,D), D>1.6.

is_die(A) :- al(A,booleanno), a4(A,booleanno), a6(A,booleanyes), a9(A,booleanno),
al0(A,booleanno), al4(A,G), G<=167.

is_die(A) :- al(A,booleanno), a7(A,booleanyes), al6(A,D), D<=2.°.

is_die(A) :- al(A,booleanno), a4(A,booleanno), aO(A,D), al7(A,E), E<=41, D>32.

Figura 6.6.3: Regras Geradas por FoiL: Conjunto de Dados Hepatitis e Método MB, com C1 = die

example(A) :- al3(A,B), 3.900=<B.
example(A) :- al6(A,B), B=<2.600.
example(A) :- al6(A,2.£00).

Figura 6.6.4: Regras Geradas por PROGOL: Conjunto de Dados Hepatitis e Método MB, com
Cl = die
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is_live(4,B,C,D,E,F,G,H4,I1,J,J,L,M,N,0,P,Q,R,S) :- @>3.°.
is_live(A,B,C,D,E,F,G,H,I,J,K,L,M,N,0,P,Q,R,bo0oleanno) :- N<=1.6, 0>67.
is_live(A,B,C,D,E,F,G,H,I,J,K,L,M,N,0,P,Q,R,S) :—- A<=32, Q@Q>2.°.
is_live(A,B,C,D,E,C,G,H,booleanyes,booleanyes,K,L,M,N,0,P,Q,R,S) :- P>0.
is_live(A,B,C,D,E,F,G,H,booleanno,J,K,L,booleanno,N,0,P,Q,R,S) :- R>50.

Figura 6.6.5: Regras Geradas por FoiL: Conjunto de Dados Hepatitis e Método Prop, com
C2 = live

Figura 6.6.6: Regras Geradas por PROGOL: Conjunto de Dados Hepatitis e Método Prop, com
C2 = live

is_live(A) :- a9(A,B), al0(A,B), al6(A,C), C>3.°.

is_live(A) :- alfP(A,booleanno), al3(A,C), ald4(A,D), C<=1.6, D>67.

is_live(A) :- a4(A,B), a7(A,B), a°(A,C), al2(A,C).

is_live(A) :- a2(A,booleanyes), a°(A,booleannoc), al2(A,booleanyes), al®(A,booleanyes).
is_live(A) :- aO(A,B), al6(A,C), B<=32, C>2.°.

is_live(A) :- a6(A,booleanyes), a7(A,booleanno), alf (A,booleanyes).

is_live(A) :- al(A,B), a2(A,B), a®(A,booleanyes), al5(A,D), a9(A,booleanyes), D>0.

Figura 6.6.7: Regras Geradas por FOIL: Conjunto de Dados Hepatitis e Método MB, com
C2 = live

example(A) :- a3(A,B), a4(A,B), al2(A,B).
example(A) :- a4(A,booleanno), alP(A,booleanno).
example(A) :- a4(A,B), a7(A,B), aP(A,B).
example(A) :- a7(A,B), all1(A,B), al5(A,C), 173=<C.
example(A) :- a3(A,booleanno), af(A,booleanno).

Figura 6.6.8: Regras Geradas por PRoGoL: Conjunto de Dados Hepatitis e Método MB, com
C2 = live
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7 Comparacao dos Resultados

Com relacao ao tempo de execucdo, deve ser observado que PROGOL mostrou-se muito lento
quando comparado com FoiL. Como ji mencionado, nestes experimentos FOIL foi executado em
um computador mais lento que aquele onde foi executado PROGOL. Ainda assim, o tempo de
execucao de PROGOL ¢, na grande maioria dos casos, muito maior que o tempo de execucao de
FoIL.

A Tabela 7.1 mostra, para todos os conjuntos de dados, o erro total? e o nimero de cldusulas
(com corpo e sem) e regras que participam da hipétese induzida. Com relacdo ao nimero médio
de clausulas, pode-se observar que, no caso de FOIL, esse ntimero é sempre maior quando sao
utilizados os dados no formato MB. O mesmo acontece com o nimero médio de regras. Porém,
isso nao se verifica no caso de PRoGOL. Considerando o nimero médio de cldusulas, algumas
vezes esse valor é inferior quando o formato MB é utilizado, por exemplo para o conjunto de

dados Hepatitis.

F'p+I'n

Conjunto de | Algoritmo - # Clausulas # Regras
Dados Prop ' MB Prop MB Prop MB
Bupa Foil(C1) 302+ 74 29.5 £ 7.8 26.8 & 3.4 60.8 = 0.8 16.5 = 4.3 35.8 £ 1.2
Progol(C1) | 30.7 + 4.8 30.9 + 5.2 44.3 + 3.5 55.5 £ 7.9 6.4 + 3.8 4.4 + 8.0
Foil(C2) 27.3 £ 10.3 31.6 £ 9.8 28.0 £ 4.2 55.2 £ 0.2 24.4 £ 4.2 339 12
Progol(C2) | 30.0 + 8.7 35.8 £ 6.1 29.3 + 2.8 38.2 + 3.0 8.3+ 34 7.3 £ 3.8
Pima Foil(C1) 324 +£ 5.0 30.0 + 3.0 428 + 6.5 953+ 39 | 370+ 84 603+ 4.3
Progol(C1) 30.6 £ 3.9 320+ 44 922+ 171 1199 £ 315 | 246 £ 17.1 22.3 £ 33.3
Foil(C2) 30.1 £ 5.8 279 + 5.8 480+ 6.3 159.7 +£18.7 | 306 £ 7.4 87.1 £ 20.1
Progol(C2) 26.4 &£ 5.9 261 £64 | 1032+ 44 1287+ 24 | 196+ 4.7 103+ 3.0
Breast Foil(C1) 19.3 £9.9 222+ 6.5 209 £ 6.2 443+ 7.1 135 £6.4 265+ 7.5
Progol(C1) 19.8 £ 6.9 21.6 £ 7.4 46.4 + 3.8 379+ 9.6 4.0 £ 4.3 2.5 £ 10.3
Foil(C2) 24.8 £ 9.5 20.1 £ 6.3 19.5 £ 1.6 419+ 0.1 171 £44 266+ 04
Progol(C2) 28.4 + 9.6 25.5 + 6.0 45.5 + 3.7 44.3 + 12.3 13.2 + 3.8 4.5 £ 12.3
Hungaria Foil (C1) 19.3 £ 9.9 22.2 + 6.5 209 + 6.2 443 + 7.1 135 +£6.4 265+ 7.5
Progol(C1) 19.8 £ 6.9 216 £ 7.4 46.4 £ 3.8 379+ 96 4.0 £ 4.3 2.5 £10.3
Foil(C2) 24.8 + 9.5 20.1 + 6.3 19.5 £ 1.6 419 + 0.1 171+ 44 266+ 04
Progol(C2) 28.4 + 9.6 25.5 + 6.0 45.5 + 3.7 44.3 + 12.3 13.2 + 3.8 4.5 £ 12.3
Credit Foil(C1) 19.0 £ 6.4 14.4 £ 4.1 21.8 £ 0.8 52.8 £ 6.1 19.5 £ 1.0 30.8 £ 6.4
Progol(C1) 16.7 £ 5.7 18.5 £ 4.5 47.0 £ 2.1 63.6 &+ 22.6 10.1 £ 2.3 5.0 £ 22.7
Foil(C2) 209 + 3.9 15.0 £ 6.2 23.0 £ 1.1 62.1 + 5.2 209 £ 1.6 35.5 + 5.8
Progol(C2) 14.8 £ 5.2 132 £ 4.6 389 £ 1.2 405 £ 2.6 119 £ 1.5 28 £ 26
Hepatitis Foil(C1) 251 +105 199+ 74 9.5 £ 0.5 21.2 £ 2.3 6.4 £0.7 11.9 £ 2.5
Progol(C1) | 204 +10.5 21.1 +£ 9.0 288 £ 1.9 20.1 £ 1.2 0.0+ 1.9 2.4+ 1.2
Foil(C2) 232+ 131 239+ 123 9.6 £ 2.7 14.7 £ 5.0 8.8 £ 3.3 9.9 £ 5.8
Progol(C2) - 263+ 8.6 - 15.5 + 2.6 - 4.0 + 3.4

Tabela 7.1: Taxas Médias de Erro e Numero Médio de Clausulas e Regras

Com relacao ao nimero médio de regras, FOIL também gera um nimero maior quando os dados
estao no formato MB, exceto para o conjunto de dados Hepatitis. Para esse conjunto de dados

nao é possivel tirar alguma conclusdo, devido ao elevado desvio padrao. Entretanto, isso nao

2Néo foi possivel executar PROGOL (C2) com o conjunto de dados Hepatitis e formato “proposicional”, pois
PROGOL entrou em “loop”.
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acontece com PROGOL que mostra uma clara tendéncia a gerar um pequeno numero de regras
utilizando esse formato. Na realidade, os dados no formato MB mostram-se mais apropriados

para serem usados com PROGOL.

3

A Tabela 7.2 mostra a diferenca em desvios-padrao de FoIL para PROGOL para o método “pro-
posicional” e MB. Ou seja, valores negativos indicam que o erro cometido por FOIL é menor que o
cometido por PROGOL, enquanto que valores positivos indicam que o erro cometido por PROGOL
é menor que o cometido por FoIiL. Como pode ser observado, em nenhum dos casos considerados
esse valor é maior que 2 ou menor que -2. Portanto, nenhum dos sistemas mostrou, para esses

conjuntos de dados, um desempenho melhor que o outro com nivel de confianca de 95%.

Conjunto de Erro Total
Dados Conceito Prop MB
Bupa Cl = um -0,3 | 40,1
C2 = dois -0,8 -1,0
Pima C1 = zero +0,4 -0,5
C2 = um +0,6 | 40,3
Breast C1 = recurrence -0,1 -0,2
C2 = no_recurrence -0,3 -0,5
Hungaria C1 = presence -0,1 | +0,1
C2 = absence -0,4 -0,9
Credit C1 = negative +0.4 -1,0
C2 = positive +1,3 | 40,3
Hepatitis C1 = die +0,4 -0,1
C2 = live — -0,2

Tabela 7.2: Diferencas em Desvios-Padrao dos Erros entre FOIL e PROGOL

8 Consideragoes Finais

Neste trabalho foram apresentados resultados de uma comparacdo empirica entre os sistemas
de Programacao Légica Indutiva FoIL e PROGOL. Ambos sistemas foram executados com seus
parametros default utilizando seis conjuntos de dados de problemas do mundo real tirados do

Repositoério de Aprendizado de Méaquina da UCI.

Todos os dados estavam inicialmente no formato atributo-valor, formato bastante utilizado nos
sistemas de AM proposicional. Esses dados representados na forma relacional também podem
ser utilizados na execucao de experimentos com sistemas de PLI. Neste trabalho foram utilizadas

duas possiveis representacoes relacionais:

1. cada exemplo é representado utilizando um tnico predicado cuja aridade é determinada

pelo nimero de atributos;

2. cada exemplo é representado por predicados diferentes, de aridade 2, associados a cada

atributo, onde o primeiro argumento identifica o exemplo e o segundo argumento o valor
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do atributo correspondente.

Esse tltimo formato é denominado neste trabalho de MB [Caulkins, 2000].

A preparagdo dos dados foi feita utilizando uma série de ferramentas escritas na linguagem Perl,
descritas em [Caulkins e Monard, 2000]. A partir dos dados preparados, foram realizados expe-
rimentos para avaliar o desempenho dos sistemas FOIL e PROGOL em relacao a cada formato.
Através de “10-fold cross-validation” estimou-se o erro de classificacdo para ambos sistemas. Além
disso, regras finais foram induzidas utilizando todo o conjunto de dados de cada problema de for-
ma a criar um unico modelo para cada conjunto de dados. Esses modelos serao melhor analisados

em trabalhos futuros.

Observando os resultados, percebe-se que o formato MB é mais apropriado para PROGOL, en-
quanto que o “proposicional” se mostra mais apropriado para FoIL. Uma possivel explicacao é
o fato de FOIL ter sido desenvolvido como uma versao “relacional” de ZD3 e C4.5, sistemas de
AM proposicional criados pelo Prof. J. Ross Quinlan [Baranauskas e Monard, 2000a], enquanto

PRrOGOL foi desenvolvido a partir de uma teoria relacional, baseada em légica de primeira ordem.

Deve ser ressaltado que o tempo de processamento de PROGOL de um modo geral é muito grande.
Dentro de uma proposta de utilizar sistemas de aprendizado de méquina de primeira ordem para
realizar Data Mining, o sistema PROGOL necessita ainda ser trabalhado no sentido de reduzir seu

tempo de execucao para que se possa trabalhar com conjuntos de dados considerados grandes.
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